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Coursera 深度学习教程中文笔记 

课程概述 

这些课程专为已有一定基础（基本的编程知识，熟悉 Python、对机器学习有基本了解），

想要尝试进入人工智能领域的计算机专业人士准备。介绍显示：“深度学习是科技业最热门

的技能之一，本课程将帮你掌握深度学习。” 

在这 5 堂课中，学生将可以学习到深度学习的基础，学会构建神经网络，并用在包括吴

恩达本人在内的多位业界顶尖专家指导下创建自己的机器学习项目。Deep Learning 

Specialization 对卷积神经网络 (CNN)、递归神经网络 (RNN)、长短期记忆 (LSTM) 等深度学

习常用的网络结构、工具和知识都有涉及。 

课程中也会有很多实操项目，帮助学生更好地应用自己学到的深度学习技术，解决真实

世界问题。这些项目将涵盖医疗、自动驾驶、和自然语言处理等时髦领域，以及音乐生成等

等。Coursera 上有一些特定方向和知识的资料，但一直没有比较全面、深入浅出的深度学习

课程——《深度学习专业》的推出补上了这一空缺。 

课程的语言是 Python，使用的框架是 Google 开源的 TensorFlow。最吸引人之处在于，

课程导师就是吴恩达本人，两名助教均来自斯坦福计算机系。完成课程所需时间根据不同的

学习进度，大约需要 3-4 个月左右。学生结课后，Coursera 将授予他们 Deep Learning 

Specialization 结业证书。 

“我们将帮助你掌握深度学习，理解如何应用深度学习，在人工智能业界开启你的职业

生涯。”吴恩达在课程页面中提到。 

本人黄海广博士，以前写过吴恩达老师的机器学习个人笔记。有朋友报名了课程，下载

了这次课程的视频给大家分享。Coursera 的字幕不全，同学们在学习上感觉非常不方便，因

此我找志同道合的朋友翻译和整理字幕，中英文字幕来自于由我和曹骁威同学组织爱好者翻

译，希望对大家有所帮助。（备注：自网易公开课翻译深度学习课程后，我们不再翻译） 

目前我正在组织团队整理中文笔记，由热心的朋友无偿帮忙制作整理，并持续更新。我

们的团队的劳动致力于 AI 在国内的推广，不会损害 Coursera 以及吴恩达老师的商业利益。 

本人水平有限，如有公式、算法错误，请及时指出，发邮件给我，也可以加我 qq。 

黄海广 

2017-08-15  

  



吴恩达的公开信 

朋友们， 

我在做三个全新的 AI 项目。现在，我十分兴奋地宣布其中的第一个：

deeplearning.ai，一个立志于扩散 AI 知识的项目。该项目在 Coursera 上发布了一系列深

度学习课程，这些课程将帮助你掌握深度学习、对它高效地应用，并打造属于你自己的 AI 

事业。 

AI 是新一轮电力革命 

就像一百年前电力改造了每个主流行业，当今的 AI 技术在做着相同的事。好几个大

型科技公司都设立了 AI 部门，用 AI 革新他们的业务。接下来的几年里，各个行业、规

模大小各不相同的公司也都会意识到-----在由 AI 驱动的未来，他们必须成为其中的一份

子。 

创建由 AI 驱动的社会 

我希望，我们可以建立一个由 AI 驱动的社会：让每个人看得起病，给每个孩子个性

化的教育，让所有人都能坐上价格亲民的自动驾驶汽车，并向男人和女人提供有意义的工

作。总而言之，是一个让每个人的生活变得更好的社会。 

但是，任何一个公司都不可能单独完成这些任务。就像现在每一个计算机专业的毕业

生都知道怎么用云，将来，每个程序员也必须懂得怎么用 AI。用深度学习改善人类生活的

方法有数百万种，社会也需要数百万个人----即来自世界各国的你们，来创造出了不起的 

AI 系统。不管你是加州的一个软件工程师，一名中国的研究员，还是印度的 ML 工程

师，我希望都能用深度学习来解决世界上的各种挑战。 

你会学到什么 

任何一个掌握了机器学习基础知识的人，都可以学习这五门系列课程，它们组成了 

Coursera 的全新深度学习专业。 

你会学到深度学习的基础，理解如何创建神经网络，学习怎么成功地领导机器学习项

目。你会学习卷积神经网络、 RNNs、LSTM、Adam、Dropout、BatchNorm、Xavier/He 

initialization 以及更多。学习过程中，你会接触到医疗、自动驾驶、读手语、音乐生成、

自然语言处理的案例。 

你不仅会掌握深度学习理论，还会看到它是怎样在行业应用落地的。你会在 Python 

和 TensorFlow 里试验这些想法，你还会听到各位深度学习领袖人物的意见，他们会分享



各自的学习经历，并提供职业规划建议。 

当你拿到 Coursera 的深度学习专业证书，就可以自信得把“深度学习”四个字写进

你的简历。 

加入我，建立一个由 AI 驱动的社会 

从 2011 年到现在，已经有 180 万人加入了我的机器学习课程。当时，我和四名斯坦

福的学生发布了这门课程，它随即成为了 Coursera 的第一门公开课。那之后，我受到你

们之中许多人的启发----当我看到你们是如何努力地理解机器学习，开发优秀的 AI 系统，

并开启令人惊艳的事业。 

我希望深度学习专业能帮助你们实现更了不起的事，让你们为社会贡献更多，在职业

道路上走得更远。 

我希望大家和我一道，建立一个由 AI 驱动的社会。 

我会通知大家另外两个项目的进展，并不断探索，为全世界 AI 社区的每一个人提供

更多支持的途径。 

Sincerely， 

吴恩达 

 

 

吴恩达与 deeplearning.ai 团队  
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第一门课  神经网络和深度学习 (Neural 

Networks and Deep Learning) 

第一周：深度学习引言(Introduction to Deep Learning) 

1.1 欢迎(Welcome) 

第一个视频主要讲了什么是深度学习，深度学习能做些什么事情。以下是吴恩达老师的

原话： 

深度学习改变了传统互联网业务，例如如网络搜索和广告。但是深度学习同时也使得许

多新产品和企业以很多方式帮助人们，从获得更好的健康关注。 

深度学习做的非常好的一个方面就是读取 X 光图像，到生活中的个性化教育，到精准化

农业，甚至到驾驶汽车以及其它一些方面。如果你想要学习深度学习的这些工具，并应用它

们来做这些令人窒息的操作，本课程将帮助你做到这一点。当你完成 cousera 上面的这一系

列专项课程，你将能更加自信的继续深度学习之路。在接下来的十年中，我认为我们所有人

都有机会创造一个惊人的世界和社会，这就是 AI（人工智能）的力量。我希望你们能在创建

AI（人工智能）社会的过程中发挥重要作用。 

我认为 AI 是最新的电力，大约在一百年前，我们社会的电气化改变了每个主要行业，

从交通运输行业到制造业、医疗保健、通讯等方面，我认为如今我们见到了 AI 明显的令人

惊讶的能量，带来了同样巨大的转变。显然，AI 的各个分支中，发展的最为迅速的就是深度

学习。因此现在，深度学习是在科技世界中广受欢迎的一种技巧。 

通过这个课程，以及这门课程后面的几门课程，你将获取并且掌握那些技能。 

下面是你将学习到的内容： 

在 cousera 的这一系列也叫做专项课程中,在第一门课中（神经网络和深度学习），你将

学习神经网络的基础，你将学习神经网络和深度学习，这门课将持续四周，专项课程中的每

门课将持续 2 至 4 周。 

但是在第一门课程中，你将学习如何建立神经网络（包含一个深度神经网络），以及如

何在数据上面训练他们。在这门课程的结尾，你将用一个深度神经网络进行辨认猫。 
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由于某种原因，第一门课会以猫作为对象识别。 

接下来在第二门课中，我们将使用三周时间。你将进行深度学习方面的实践，学习严密

地构建神经网络，如何真正让它表现良好，因此你将要学习超参数调整、正则化、诊断偏差

和方差以及一些高级优化算法，比如 Momentum 和 Adam 算法，犹如黑魔法一样根据你建

立网络的方式。第二门课只有三周学习时间。 

在第三门课中，我们将使用两周时间来学习如何结构化你的机器学习工程。事实证明，

构建机器学习系统的策略改变了深度学习的错误。 

举个例子：你分割数据的方式，分割成训练集、比较集或改变的验证集，以及测试集合，

改变了深度学习的错误。 

所以最好的实践方式是什么呢？ 

你的训练集和测试集来自不同的贡献度在深度学习中的影响很大，那么你应该怎么处理

呢？ 

如果你听说过端对端深度学习，你也会在第三门课中了解到更多，进而了解到你是否需

要使用它，第三课的资料是相对比较独特的，我将和你分享。我们了解到的所有的热门领域

的建立并且改良许多的深度学习问题。这些当今热门的资料，绝大部分大学在他们的深度学

习课堂上面里面不会教的，我认为它会提供你帮助，让深度学习系统工作的更好。 

在第四门课程中，我们将会提到卷积神经网络(CNN(s))，它经常被用于图像领域，你将

会在第四门课程中学到如何搭建这样的模型。 

最后在第五门课中，你将会学习到序列模型，以及如何将它们应用于自然语言处理，以

及其它问题。 
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序列模型包括的模型有循环神经网络（RNN）、全称是长短期记忆网络（LSTM）。你将

在课程五中了解其中的时期是什么含义，并且有能力应用到自然语言处理（NLP）问题。 

总之你将在课程五中学习这些模型，以及能够将它们应用于序列数据。比如说，自然语

言就是一个单词序列。你也将能够理解这些模型如何应用到语音识别或者是编曲以及其它问

题。 

因此，通过这些课程，你将学习深度学习的这些工具，你将能够去使用它们去做一些神

奇的事情，并借此来提升你的职业生涯。 

吴恩达 
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1.2 什么是神经网络？(What is a Neural Network) 

我们常常用深度学习这个术语来指训练神经网络的过程。有时它指的是特别大规模的神

经网络训练。那么神经网络究竟是什么呢？在这个视频中，我会讲解一些直观的基础知识。 

让我们从一个房价预测的例子开始讲起。 

假设你有一个数据集，它包含了六栋房子的信息。所以，你知道房屋的面积是多少平方

英尺或者平方米，并且知道房屋价格。这时，你想要拟合一个根据房屋面积预测房价的函数。 

如果你对线性回归很熟悉，你可能会说：“好吧，让我们用这些数据拟合一条直线。”于

是你可能会得到这样一条直线。 

 

但有点奇怪的是，你可能也发现了，我们知道价格永远不会是负数的。因此，为了替代

一条可能会让价格为负的直线，我们把直线弯曲一点，让它最终在零结束。这条粗的蓝线最

终就是你的函数，用于根据房屋面积预测价格。有部分是零，而直线的部分拟合的很好。你

也许认为这个函数只拟合房屋价格。 

作为一个神经网络，这几乎可能是最简单的神经网络。我们把房屋的面积作为神经网络

的输入（我们称之为𝑥），通过一个节点（一个小圆圈），最终输出了价格（我们用𝑦表示）。

其实这个小圆圈就是一个单独的神经元。接着你的网络实现了左边这个函数的功能。 

在有关神经网络的文献中，你经常看得到这个函数。从趋近于零开始，然后变成一条直

线。这个函数被称作 ReLU 激活函数，它的全称是 Rectified Linear Unit。rectify（修正）可以

理解成𝑚𝑎𝑥(0, 𝑥)，这也是你得到一个这种形状的函数的原因。 
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你现在不用担心不理解 ReLU 函数，你将会在这门课的后面再次看到它。 

如果这是一个单神经元网络，不管规模大小，它正是通过把这些单个神经元叠加在一起

来形成。如果你把这些神经元想象成单独的乐高积木，你就通过搭积木来完成一个更大的神

经网络。 

让我们来看一个例子，我们不仅仅用房屋的面积来预测它的价格，现在你有了一些有关

房屋的其它特征，比如卧室的数量，或许有一个很重要的因素，一家人的数量也会影响房屋

价格，这个房屋能住下一家人或者是四五个人的家庭吗？而这确实是基于房屋大小，以及真

正决定一栋房子是否能适合你们家庭人数的卧室数。 

换个话题，你可能知道邮政编码或许能作为一个特征，告诉你步行化程度。比如这附近

是不是高度步行化，你是否能步行去杂货店或者是学校，以及你是否需要驾驶汽车。有些人

喜欢居住在以步行为主的区域，另外根据邮政编码还和富裕程度相关（在美国是这样的）。

但在其它国家也可能体现出附近学校的水平有多好。 

 

在图上每一个画的小圆圈都可以是 ReLU 的一部分，也就是指修正线性单元，或者其它

稍微非线性的函数。基于房屋面积和卧室数量，可以估算家庭人口，基于邮编，可以估测步

行化程度或者学校的质量。最后你可能会这样想，这些决定人们乐意花费多少钱。 

对于一个房子来说，这些都是与它息息相关的事情。在这个情景里，家庭人口、步行化
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程度以及学校的质量都能帮助你预测房屋的价格。以此为例，𝑥 是所有的这四个输入，𝑦 是

你尝试预测的价格，把这些单个的神经元叠加在一起，我们就有了一个稍微大一点的神经网

络。这显示了神经网络的神奇之处，虽然我已经描述了一个神经网络，它可以需要你得到房

屋面积、步行化程度和学校的质量，或者其它影响价格的因素。 

 

神经网络的一部分神奇之处在于，当你实现它之后，你要做的只是输入𝑥，就能得到输出𝑦。

因为它可以自己计算你训练集中样本的数目以及所有的中间过程。所以，你实际上要做的就

是：这里有四个输入的神经网络，这输入的特征可能是房屋的大小、卧室的数量、邮政编码

和区域的富裕程度。给出这些输入的特征之后，神经网络的工作就是预测对应的价格。同时

也注意到这些被叫做隐藏单元圆圈，在一个神经网络中，它们每个都从输入的四个特征获得

自身输入，比如说，第一个结点代表家庭人口，而家庭人口仅仅取决于𝑥1和𝑥2特征，换句话

说，在神经网络中，你决定在这个结点中想要得到什么，然后用所有的四个输入来计算想要

得到的。因此，我们说输入层和中间层被紧密的连接起来了。 

值得注意的是神经网络给予了足够多的关于𝑥和𝑦的数据，给予了足够的训练样本有关𝑥

和𝑦。神经网络非常擅长计算从𝑥到𝑦的精准映射函数。 

这就是一个基础的神经网络。你可能发现你自己的神经网络在监督学习的环境下是如此

的有效和强大，也就是说你只要尝试输入一个𝑥，即可把它映射成𝑦，就好像我们在刚才房价

预测的例子中看到的效果。 

在下一个视频中，让我们复习一下更多监督学习的例子，有些例子会让你觉得你的网络

会十分有用，并且你实际应用起来也是如此。 
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1.3 神经网络的监督学习 (Supervised Learning with Neural 

Networks) 

关于神经网络也有很多的种类，考虑到它们的使用效果，有些使用起来恰到好处，但事

实表明，到目前几乎所有由神经网络创造的经济价值，本质上都离不开一种叫做监督学习的

机器学习类别，让我们举例看看。 

在监督学习中你有一些输入𝑥，你想学习到一个函数来映射到一些输出𝑦，比如我们之前

提到的房价预测的例子，你只要输入有关房屋的一些特征，试着去输出或者估计价格𝑦。我

们举一些其它的例子，来说明神经网络已经被高效应用到其它地方。 

 

如今应用深度学习获利最多的一个领域，就是在线广告。这也许不是最鼓舞人心的，但

真的很赚钱。具体就是通过在网站上输入一个广告的相关信息，因为也输入了用户的信息，

于是网站就会考虑是否向你展示广告。 

神经网络已经非常擅长预测你是否会点开这个广告，通过向用户展示最有可能点开的广

告，这就是神经网络在很多家公司难以置信地提高获利的一种应用。因为有了这种向你展示

你最有可能点击的广告的能力，而这一点击的行为的改变会直接影响到一些大型的在线广告

公司的收入。 

计算机视觉在过去的几年里也取得了长足的进步，这也多亏了深度学习。你可以输入一

个图像，然后想输出一个索引，范围从 1 到 1000 来试着告诉你这张照片，它可能是，比方

说，1000 个不同的图像中的任何一个，所以你可能会选择用它来给照片打标签。 

深度学习最近在语音识别方面的进步也是非常令人兴奋的，你现在可以将音频片段输入
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神经网络，然后让它输出文本记录。得益于深度学习，机器翻译也有很大的发展。你可以利

用神经网络输入英语句子，接着输出一个中文句子。 

在自动驾驶技术中，你可以输入一幅图像，就好像一个信息雷达展示汽车前方有什么，

据此，你可以训练一个神经网络，来告诉汽车在马路上面具体的位置，这就是神经网络在自

动驾驶系统中的一个关键成分。 

那么深度学习系统已经可以创造如此多的价值，通过智能的选择，哪些作为𝑥哪些作为

𝑦，来针对于你当前的问题，然后拟合监督学习部分，往往是一个更大的系统，比如自动驾

驶。这表明神经网络类型的轻微不同，也可以产生不同的应用，比如说，应用到我们在上一

个视频提到的房地产领域，我们不就使用了一个普遍标准神经网络架构吗？ 

也许对于房地产和在线广告来说可能是相对的标准一些的神经网络，正如我们之前见到

的。对于图像应用，我们经常在神经网络上使用卷积（Convolutional Neural Network），通

常缩写为 CNN。对于序列数据，例如音频，有一个时间组件，随着时间的推移，音频被播放

出来，所以音频是最自然的表现。作为一维时间序列（两种英文说法 one-dimensional time 

series / temporal sequence）.对于序列数据，经常使用 RNN，一种递归神经网络（Recurrent 

Neural Network），语言，英语和汉语字母表或单词都是逐个出现的，所以语言也是最自然

的序列数据，因此更复杂的 RNNs 版本经常用于这些应用。 

对于更复杂的应用比如自动驾驶，你有一张图片，可能会显示更多的 CNN 卷积神经网

络结构，其中的雷达信息是完全不同的，你可能会有一个更定制的，或者一些更复杂的混合

的神经网络结构。所以为了更具体地说明什么是标准的 CNN 和 RNN 结构，在文献中你可能

见过左图这样的图片，这是一个标准的神经网络。而右图是一个卷积神经网络的例子。 

 

我们会在后面的课程了解这幅图的原理和实现，卷积网络(CNN)通常用于图像数据。 

你可能也会看到这样的图片，而且你将在以后的课程中学习如何实现它。 
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递归神经网络(RNN)非常适合这种一维序列，数据可能是一个时间组成部分。 

你可能也听说过机器学习对于结构化数据和非结构化数据的应用，结构化数据意味着数

据的基本数据库。例如在房价预测中，你可能有一个数据库，有专门的几列数据告诉你卧室

的大小和数量，这就是结构化数据。或预测用户是否会点击广告，你可能会得到关于用户的

信息，比如年龄以及关于广告的一些信息，然后对你的预测分类标注，这就是结构化数据，

意思是每个特征，比如说房屋大小卧室数量，或者是一个用户的年龄，都有一个很好的定义。 

相反非结构化数据是指比如音频，原始音频或者你想要识别的图像或文本中的内容。这

里的特征可能是图像中的像素值或文本中的单个单词。 

 

从历史经验上看，处理非结构化数据是很难的，与结构化数据比较，让计算机理解非结

构化数据很难，而人类进化得非常善于理解音频信号和图像，文本是一个更近代的发明，但

是人们真的很擅长解读非结构化数据。 

神经网络的兴起就是这样最令人兴奋的事情之一，多亏了深度学习和神经网络，计算机
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现在能更好地解释非结构化数据，这是与几年前相比的结果，这为我们创造了机会。许多新

的令人兴奋的应用被使用，语音识别、图像识别、自然语言文字处理，甚至可能比两三年前

的还要多。因为人们天生就有本领去理解非结构化数据，你可能听说了神经网络更多在媒体

非结构化数据的成功，当神经网络识别了一只猫时那真的很酷，我们都知道那意味着什么。 

但结果也表明，神经网络在许多短期经济价值的创造，也是基于结构化数据的。比如更

好的广告系统、更好的利润建议，还有更好的处理大数据的能力。许多公司不得不根据神经

网络做出准确的预测。 

因此在这门课中，我们将要讨论的许多技术都将适用，不论是对结构化数据还是非结构

化数据。为了解释算法，我们将在使用非结构化数据的示例中多画一点图片，但正如你所想

的，你自己团队里通过运用神经网络，我希望你能发现，神经网络算法对于结构化和非结构

化数据都有用处。 

神经网络已经改变了监督学习，正创造着巨大的经济价值，事实证明，基本的神经网络

背后的技术理念大部分都离我们不遥远，有的是几十年，那么为什么他们现在才刚刚起步，

效果那么好，下一集视频中我们将讨论为什么最近的神经网络已经成为你可以使用的强大工

具。 
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1.4 为什么深度学习会兴起？(Why is Deep Learning taking 

off?) 

本节视频主要讲了推动深度学习变得如此热门的主要因素。包括数据规模、计算量及算

法的创新。 

深度学习和神经网络之前的基础技术理念已经存在大概几十年了，为什么它们现在才突

然流行起来呢？本节课程主要讲述一些使得深度学习变得如此热门的主要驱动因素，这将会

帮助你在你的组织机构内发现最好的时机来应用这些东西。 

在过去的几年里，很多人都问我为什么深度学习能够如此有效。当我回答这个问题时，

我通常给他们画个图，在水平轴上画一个形状，在此绘制出所有任务的数据量，而在垂直轴

上，画出机器学习算法的性能。比如说准确率体现在垃圾邮件过滤或者广告点击预测，或者

是神经网络在自动驾驶汽车时判断位置的准确性，根据图像可以发现，如果你把一个传统机

器学习算法的性能画出来，作为数据量的一个函数，你可能得到一个弯曲的线，就像图中这

样，它的性能一开始在增加更多数据时会上升，但是一段变化后它的性能就会像一个高原一

样。假设你的水平轴拉的很长很长，它们不知道如何处理规模巨大的数据，而过去十年的社

会里，我们遇到的很多问题只有相对较少的数据量。 

 

多亏数字化社会的来临，现在的数据量都非常巨大，我们花了很多时间活动在这些数字

的领域，比如在电脑网站上、在手机软件上以及其它数字化的服务，它们都能创建数据，同

时便宜的相机被配置到移动电话，还有加速仪及各类各样的传感器，同时在物联网领域我们



第一门课 神经网络和深度学习(Neural Networks and Deep Learning)-第一周：深度学习引言(Introduction to 

Deep Learning) 

13 
 

也收集到了越来越多的数据。仅仅在过去的 20 年里对于很多应用，我们便收集到了大量的

数据，远超过机器学习算法能够高效发挥它们优势的规模。 

神经网络展现出的是，如果你训练一个小型的神经网络，那么这个性能可能会像下图黄

色曲线表示那样；如果你训练一个稍微大一点的神经网络，比如说一个中等规模的神经网络

（下图蓝色曲线），它在某些数据上面的性能也会更好一些；如果你训练一个非常大的神经

网络，它就会变成下图绿色曲线那样，并且保持变得越来越好。因此可以注意到两点：如果

你想要获得较高的性能体现，那么你有两个条件要完成，第一个是你需要训练一个规模足够

大的神经网络，以发挥数据规模量巨大的优点，另外你需要能画到𝑥轴的这个位置，所以你

需要很多的数据。因此我们经常说规模一直在推动深度学习的进步，这里的规模指的也同时

是神经网络的规模，我们需要一个带有许多隐藏单元的神经网络，也有许多的参数及关联性，

就如同需要大规模的数据一样。事实上如今最可靠的方法来在神经网络上获得更好的性能，

往往就是要么训练一个更大的神经网络，要么投入更多的数据，这只能在一定程度上起作用，

因为最终你耗尽了数据，或者最终你的网络是如此大规模导致将要用太久的时间去训练，但

是仅仅提升规模的的确确地让我们在深度学习的世界中摸索了很多时间。为了使这个图更加

从技术上讲更精确一点，我在𝑥轴下面已经写明的数据量，这儿加上一个标签（label）量，

通过添加这个标签量，也就是指在训练样本时，我们同时输入𝑥和标签𝑦，接下来引入一点符

号，使用小写的字母𝑚表示训练集的规模，或者说训练样本的数量，这个小写字母𝑚就横轴

结合其他一些细节到这个图像中。 

 

在这个小的训练集中，各种算法的优先级事实上定义的也不是很明确，所以如果你没有
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大量的训练集，那效果会取决于你的特征工程能力，那将决定最终的性能。假设有些人训练

出了一个 SVM（支持向量机）表现的更接近正确特征，然而有些人训练的规模大一些，可能

在这个小的训练集中 SVM 算法可以做的更好。因此你知道在这个图形区域的左边，各种算

法之间的优先级并不是定义的很明确，最终的性能更多的是取决于你在用工程选择特征方面

的能力以及算法处理方面的一些细节，只是在某些大数据规模非常庞大的训练集，也就是在

右边这个𝑚会非常的大时，我们能更加持续地看到更大的由神经网络控制的其它方法，因此

如果你的任何某个朋友问你为什么神经网络这么流行，我会鼓励你也替他们画这样一个图

形。 

所以可以这么说，在深度学习萌芽的初期，数据的规模以及计算量，局限在我们对于训

练一个特别大的神经网络的能力，无论是在 CPU 还是 GPU 上面，那都使得我们取得了巨大

的进步。但是渐渐地，尤其是在最近这几年，我们也见证了算法方面的极大创新。许多算法

方面的创新，一直是在尝试着使得神经网络运行的更快。 

作为一个具体的例子，神经网络方面的一个巨大突破是从 sigmoid 函数转换到一个 ReLU

函数，这个函数我们在之前的课程里提到过。 

 

如果你无法理解刚才我说的某个细节，也不需要担心，可以知道的一个使用 sigmoid 函

数和机器学习问题是，在这个区域，也就是这个 sigmoid 函数的梯度会接近零，所以学习的

速度会变得非常缓慢，因为当你实现梯度下降以及梯度接近零的时候，参数会更新的很慢，

所以学习的速率也会变的很慢，而通过改变这个被叫做激活函数的东西，神经网络换用这一

个函数，叫做 ReLU 的函数（修正线性单元），ReLU 它的梯度对于所有输入的负值都是零，

因此梯度更加不会趋向逐渐减少到零。而这里的梯度，这条线的斜率在这左边是零，仅仅通

过将 Sigmod 函数转换成 ReLU 函数，便能够使得一个叫做梯度下降（gradient descent）的算

法运行的更快，这就是一个或许相对比较简单的算法创新的例子。但是根本上算法创新所带

来的影响，实际上是对计算带来的优化，所以有很多像这样的例子，我们通过改变算法，使

得代码运行的更快，这也使得我们能够训练规模更大的神经网络，或者是多端口的网络。即
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使我们从所有的数据中拥有了大规模的神经网络，快速计算显得更加重要的另一个原因是，

训练你的神经网络的过程，很多时候是凭借直觉的，往往你对神经网络架构有了一个想法，

于是你尝试写代码实现你的想法，然后让你运行一个试验环境来告诉你，你的神经网络效果

有多好，通过参考这个结果再返回去修改你的神经网络里面的一些细节，然后你不断的重复

上面的操作，当你的神经网络需要很长时间去训练，需要很长时间重复这一循环，在这里就

有很大的区别，根据你的生产效率去构建更高效的神经网络。当你能够有一个想法，试一试，

看效果如何。在 10 分钟内，或者也许要花上一整天，如果你训练你的神经网络用了一个月

的时间，有时候发生这样的事情，也是值得的，因为你很快得到了一个结果。在 10 分钟内

或者一天内，你应该尝试更多的想法，那极有可能使得你的神经网络在你的应用方面工作的

更好、更快的计算，在提高速度方面真的有帮助，那样你就能更快地得到你的实验结果。这

也同时帮助了神经网络的实验人员和有关项目的研究人员在深度学习的工作中迭代的更快，

也能够更快的改进你的想法，所有这些都使得整个深度学习的研究社群变的如此繁荣，包括

令人难以置信地发明新的算法和取得不间断的进步，这些都是开拓者在做的事情，这些力量

使得深度学习不断壮大。 

 

好消息是这些力量目前也正常不断的奏效，使得深度学习越来越好。研究表明我们的社

会仍然正在抛出越来越多的数字化数据，或者用一些特殊的硬件来进行计算，比如说 GPU，

以及更快的网络连接各种硬件。我非常有信心，我们可以做一个超级大规模的神经网络，而

计算的能力也会进一步的得到改善，还有算法相对的学习研究社区连续不断的在算法前沿产

生非凡的创新。根据这些我们可以乐观地回答，同时对深度学习保持乐观态度，在接下来的

这些年它都会变的越来越好。 
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1.5 关于这门课(About this Course) 

你的学习进度已经快接近这个专项课程的第一门课的第一周结尾了，首先，快速地介绍

一下下周的学习内容： 

 

在第一个视频已经提到，这个专项有五门课程，目前正处于第一门课：神经网络与深度

学习。在这门课中将教会你最重要的基础知识。当学习到第一门课末尾，你将学到如何建立

一个深度神经网络并且使之奏效。 

下面是关于第一门课的一些细节，这门课有四周的学习资料： 

第一周：关于深度学习的介绍。在每一周的结尾也会有十个多选题用来检验自己对材料

的理解； 

第二周：关于神经网络的编程知识，了解神经网络的结构，逐步完善算法并思考如何使

得神经网络高效地实现。从第二周开始做一些编程训练（付费项目），自己实现算法； 

第三周：在学习了神经网络编程的框架之后，你将可以编写一个隐藏层神经网络，所以

需要学习所有必须的关键概念来实现神经网络的工作； 

第四周：建立一个深层的神经网络。 

这段视频即将结束，希望在这段视频之后，你们可以看看课程网站的十道选择题来检查

自己的理解，不必复习前面的知识，有的知识是你现在不知道的，可以不断尝试，直到全部

做对以理解全部概念。 
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1.6 课程资源(Course Resources) 

我希望你们喜欢这门课程，为了帮助你们完成课程，本次课程将列举一些课程资源。 

首先，如果你有任何疑问，或是想和其他同学讨论问题，或是想和包括我在内的教学人

员讨论任何问题，或是想要归档一个错误，论坛是最好的去处，我和其他教学人员将定期关

注论坛的内容。论坛也是一个你从同学那里得到问题答案的好地方，如果想要回答同学的问

题，可以从课程首页来到论坛： 

 

 

点击论坛标签可以进入论坛 

在论坛上是提问的最佳途径，但是出于一些原因，可能要直接联系我们，可以将邮件发

送到这个地址，我们会尽力阅读每一份邮件并尝试解决普遍出现的问。由于邮件数量庞大，

不一定能迅速回复每一封邮件。另外，一些公司会尝试给员工做深度学习培训，如果你们想

对员工负责，聘请专家培训上百甚至更多员工深度学习，请用企业邮箱与我们联系。我们处

在大学学术开发的初始阶段，如果你是大学领导或者是管理人员，并且希望在你们学校开设

一门深度学习课程，请通过大学邮箱联系我们。邮箱地址如下，祝你们好运！ 

Contact us: feedback@deeplearning.ai 

Companies: enterprise@deeplearning.ai 

Universities: academic@deeplearning.ai 

 

mailto:feedback@deeplearning.ai
mailto:enterprise@deeplearning.ai
mailto:academic@deeplearning.ai
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第二周：神经网络的编程基础 (Basics of Neural Network 

programming)  

2.1 二分类(Binary Classification) 

这周我们将学习神经网络的基础知识，其中需要注意的是，当实现一个神经网络的时候，

我们需要知道一些非常重要的技术和技巧。例如有一个包含𝑚个样本的训练集，你很可能习

惯于用一个 for 循环来遍历训练集中的每个样本，但是当实现一个神经网络的时候，我们通

常不直接使用 for 循环来遍历整个训练集，所以在这周的课程中你将学会如何处理训练集。 

另外在神经网络的计算中，通常先有一个叫做前向暂停(forward pause)或叫做前向传播

(foward propagation)的步骤，接着有一个叫做反向暂停(backward pause) 或叫做反向传播

(backward propagation)的步骤。所以这周我也会向你介绍为什么神经网络的训练过程可以分

为前向传播和反向传播两个独立的部分。 

在课程中我将使用逻辑回归(logistic regression)来传达这些想法，以使大家能够更加容易

地理解这些概念。即使你之前了解过逻辑回归，我认为这里还是有些新的、有趣的东西等着

你去发现和了解，所以现在开始进入正题。 

逻辑回归是一个用于二分类(binary classification)的算法。首先我们从一个问题开始说起，

这里有一个二分类问题的例子，假如你有一张图片作为输入，比如这只猫，如果识别这张图

片为猫，则输出标签 1 作为结果；如果识别出不是猫，那么输出标签 0 作为结果。现在我们

可以用字母𝑦来表示输出的结果标签，如下图所示： 

 

我们来看看一张图片在计算机中是如何表示的，为了保存一张图片，需要保存三个矩阵，

它们分别对应图片中的红、绿、蓝三种颜色通道，如果你的图片大小为 64x64 像素，那么你

就有三个规模为 64x64 的矩阵，分别对应图片中红、绿、蓝三种像素的强度值。为了便于表

示，这里我画了三个很小的矩阵，注意它们的规模为 5x4 而不是 64x64，如下图所示： 
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为了把这些像素值放到一个特征向量中，我们需要把这些像素值提取出来，然后放入一

个特征向量𝑥。为了把这些像素值转换为特征向量 𝑥，我们需要像下面这样定义一个特征向

量 𝑥 来表示这张图片，我们把所有的像素都取出来，例如 255、231 等等，直到取完所有的

红色像素，接着最后是 255、134、…、255、134 等等，直到得到一个特征向量，把图片中所

有的红、绿、蓝像素值都列出来。如果图片的大小为 64x64 像素，那么向量 𝑥 的总维度，

将是 64 乘以 64 乘以 3，这是三个像素矩阵中像素的总量。在这个例子中结果为 12,288。现

在我们用𝑛𝑥 = 12,288，来表示输入特征向量的维度，有时候为了简洁，我会直接用小写的𝑛

来表示输入特征向量𝑥的维度。所以在二分类问题中，我们的目标就是习得一个分类器，它

以图片的特征向量作为输入，然后预测输出结果𝑦为 1 还是 0，也就是预测图片中是否有猫： 

 

接下来我们说明一些在余下课程中，需要用到的一些符号。 

符号定义 ： 

𝑥：表示一个𝑛𝑥维数据，为输入数据，维度为(𝑛𝑥, 1)；  
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𝑦：表示输出结果，取值为(0,1)； 

(𝑥(𝑖), 𝑦(𝑖))：表示第𝑖组数据，可能是训练数据，也可能是测试数据，此处默认为训练数

据；  

𝑋 = [𝑥(1), 𝑥(2), . . . , 𝑥(𝑚)]：表示所有的训练数据集的输入值，放在一个 𝑛𝑥 ×𝑚的矩阵中，

其中𝑚表示样本数目;  

𝑌 = [𝑦(1), 𝑦(2), . . . , 𝑦(𝑚)]：对应表示所有训练数据集的输出值，维度为1 ×𝑚。 

用一对(𝑥, 𝑦)来表示一个单独的样本，𝑥代表𝑛𝑥维的特征向量，𝑦 表示标签(输出结果)只

能为 0 或 1。 而训练集将由𝑚个训练样本组成，其中(𝑥(1), 𝑦(1))表示第一个样本的输入和输

出，(𝑥(2), 𝑦(2))表示第二个样本的输入和输出，直到最后一个样本(𝑥(𝑚), 𝑦(𝑚))，然后所有的

这些一起表示整个训练集。有时候为了强调这是训练样本的个数，会写作𝑀𝑡𝑟𝑎𝑖𝑛，当涉及到

测试集的时候，我们会使用𝑀𝑡𝑒𝑠𝑡来表示测试集的样本数，所以这是测试集的样本数： 

 

最后为了能把训练集表示得更紧凑一点，我们会定义一个矩阵用大写𝑋的表示，它由输

入向量𝑥(1)、𝑥(2)等组成，如下图放在矩阵的列中，所以现在我们把𝑥(1)作为第一列放在矩阵

中，𝑥(2)作为第二列，𝑥(𝑚)放到第𝑚列，然后我们就得到了训练集矩阵𝑋。所以这个矩阵有𝑚

列，𝑚是训练集的样本数量，然后这个矩阵的高度记为𝑛𝑥，注意有时候可能因为其他某些原

因，矩阵𝑋会由训练样本按照行堆叠起来而不是列，如下图所示：𝑥(1)的转置直到𝑥(𝑚)的转

置，但是在实现神经网络的时候，使用左边的这种形式，会让整个实现的过程变得更加简单： 

 

现在来简单温习一下:𝑋是一个规模为𝑛𝑥乘以𝑚的矩阵，当你用 Python 实现的时候，你

会看到 X.shape，这是一条 Python 命令，用于显示矩阵的规模，即 X.shape等于(𝑛𝑥 , 𝑚)，
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𝑋是一个规模为𝑛𝑥乘以𝑚的矩阵。所以综上所述，这就是如何将训练样本（输入向量𝑋的集

合）表示为一个矩阵。 

那么输出标签𝑦呢？同样的道理，为了能更加容易地实现一个神经网络，将标签𝑦放在列

中将会使得后续计算非常方便，所以我们定义大写的𝑌等于𝑦(1), 𝑦(𝑚), . . . , 𝑦(𝑚)，所以在这里

是一个规模为 1 乘以𝑚的矩阵，同样地使用 Python 将表示为 Y.shape 等于(1,𝑚)，表示这

是一个规模为 1 乘以𝑚的矩阵。 

当你在后面的课程中实现神经网络的时候，你会发现，一个好的符号约定能够将不同训

练样本的数据很好地组织起来。而我所说的数据不仅包括 𝑥  或者 𝑦  还包括之后你会看到

的其他的量。将不同的训练样本的数据提取出来，然后就像刚刚我们对 𝑥 或者 𝑦 所做的那

样，将他们堆叠在矩阵的列中，形成我们之后会在逻辑回归和神经网络上要用到的符号表示。

如果有时候你忘了这些符号的意思，比如什么是 𝑚，或者什么是 𝑛，或者忘了其他一些东

西，我们也会在课程的网站上放上符号说明，然后你可以快速地查阅每个具体的符号代表什

么意思，好了，我们接着到下一个视频，在下个视频中，我们将以逻辑回归作为开始。 备

注：附录里也写了符号说明。 
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2.2 逻辑回归(Logistic Regression) 

在这个视频中，我们会重温逻辑回归学习算法，该算法适用于二分类问题，本节将主要

介绍逻辑回归的 Hypothesis Function（假设函数）。 

对于二元分类问题来讲，给定一个输入特征向量𝑋，它可能对应一张图片，你想识别这

张图片识别看它是否是一只猫或者不是一只猫的图片，你想要一个算法能够输出预测，你只

能称之为�̂�，也就是你对实际值 𝑦 的估计。更正式地来说，你想让 �̂� 表示 𝑦 等于 1 的一

种可能性或者是机会，前提条件是给定了输入特征𝑋。换句话来说，如果𝑋是我们在上个视

频看到的图片，你想让 �̂� 来告诉你这是一只猫的图片的机率有多大。在之前的视频中所说

的，𝑋是一个𝑛𝑥维的向量（相当于有𝑛𝑥个特征的特征向量）。我们用𝑤来表示逻辑回归的参

数，这也是一个𝑛𝑥维向量（因为𝑤实际上是特征权重，维度与特征向量相同），参数里面还

有𝑏，这是一个实数（表示偏差）。所以给出输入𝑥以及参数𝑤和𝑏之后，我们怎样产生输出

预测值�̂�，一件你可以尝试却不可行的事是让�̂� = 𝑤𝑇𝑥 + 𝑏。 

 

这时候我们得到的是一个关于输入𝑥的线性函数，实际上这是你在做线性回归时所用到

的，但是这对于二元分类问题来讲不是一个非常好的算法，因为你想让�̂�表示实际值𝑦等于 1

的机率的话，�̂� 应该在 0 到 1 之间。这是一个需要解决的问题，因为𝑤𝑇𝑥 + 𝑏可能比 1 要大

得多，或者甚至为一个负值。对于你想要的在 0 和 1 之间的概率来说它是没有意义的，因此

在逻辑回归中，我们的输出应该是�̂�等于由上面得到的线性函数式子作为自变量的 sigmoid

函数中，公式如上图最下面所示，将线性函数转换为非线性函数。 

下图是 sigmoid 函数的图像，如果我把水平轴作为𝑧轴，那么关于𝑧的 sigmoid 函数是这

样的，它是平滑地从 0 走向 1，让我在这里标记纵轴，这是 0，曲线与纵轴相交的截距是 0.5，

这就是关于𝑧的 sigmoid 函数的图像。我们通常都使用𝑧来表示𝑤𝑇𝑥 + 𝑏的值。 
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关于 sigmoid 函数的公式是这样的，𝜎(𝑧) =
1

1+𝑒−𝑧
,在这里𝑧是一个实数，这里要说明一些

要注意的事情，如果𝑧非常大那么𝑒−𝑧将会接近于 0，关于𝑧的 sigmoid 函数将会近似等于 1 除

以 1 加上某个非常接近于 0 的项，因为𝑒 的指数如果是个绝对值很大的负数的话，这项将会

接近于 0，所以如果𝑧很大的话那么关于𝑧的 sigmoid 函数会非常接近 1。相反地，如果𝑧非常

小或者说是一个绝对值很大的负数，那么关于𝑒−𝑧这项会变成一个很大的数，你可以认为这

是 1 除以 1 加上一个非常非常大的数，所以这个就接近于 0。实际上你看到当𝑧变成一个绝

对值很大的负数，关于𝑧的 sigmoid 函数就会非常接近于 0，因此当你实现逻辑回归时，你的

工作就是去让机器学习参数𝑤以及𝑏这样才使得�̂�成为对𝑦 = 1这一情况的概率的一个很好的

估计。 

 

在继续进行下一步之前，介绍一种符号惯例，可以让参数𝑤和参数𝑏分开。在符号上要

注意的一点是当我们对神经网络进行编程时经常会让参数𝑤和参数𝑏分开，在这里参数𝑏对应

的是一种偏置。在之前的机器学习课程里，你可能已经见过处理这个问题时的其他符号表示。

比如在某些例子里，你定义一个额外的特征称之为𝑥0，并且使它等于 1，那么现在𝑋就是一

个𝑛𝑥加 1 维的变量，然后你定义�̂� = 𝜎(𝜃𝑇𝑥)的 sigmoid 函数。在这个备选的符号惯例里，你

有一个参数向量𝜃0, 𝜃1, 𝜃2, . . . , 𝜃𝑛𝑥，这样𝜃0就充当了𝑏，这是一个实数，而剩下的𝜃1  直到𝜃𝑛𝑥

充当了𝑤，结果就是当你实现你的神经网络时，有一个比较简单的方法是保持𝑏和𝑤分开。但

是在这节课里我们不会使用任何这类符号惯例，所以不用去担心。 现在你已经知道逻辑回

归模型是什么样子了，下一步要做的是训练参数𝑤和参数𝑏，你需要定义一个代价函数，让

我们在下节课里对其进行解释。  
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2.3 逻辑回归的代价函数（Logistic Regression Cost Function） 

在上个视频中，我们讲了逻辑回归模型，这个视频里，我们讲逻辑回归的代价函数（也

翻译作成本函数）。 

为什么需要代价函数： 

为了训练逻辑回归模型的参数参数𝑤和参数𝑏我们，需要一个代价函数，通过训练代价

函数来得到参数𝑤和参数𝑏。先看一下逻辑回归的输出函数： 

 

为了让模型通过学习调整参数，你需要给予一个𝑚样本的训练集，这会让你在训练集上

找到参数𝑤和参数𝑏,，来得到你的输出。 

对训练集的预测值，我们将它写成�̂�，我们更希望它会接近于训练集中的𝑦值，为了对上

面的公式更详细的介绍，我们需要说明上面的定义是对一个训练样本来说的，这种形式也使

用于每个训练样本，我们使用这些带有圆括号的上标来区分索引和样本，训练样本𝑖所对应

的预测值是𝑦(𝑖),是用训练样本的𝑤𝑇𝑥(𝑖) + 𝑏然后通过 sigmoid 函数来得到，也可以把𝑧定义为

𝑧(𝑖) = 𝑤𝑇𝑥(𝑖) + 𝑏,我们将使用这个符号(𝑖)注解，上标(𝑖)来指明数据表示𝑥或者𝑦或者𝑧或者其

他数据的第𝑖个训练样本，这就是上标(𝑖)的含义。 

损失函数： 

损失函数又叫做误差函数，用来衡量算法的运行情况，Loss function:𝐿(�̂� , 𝑦). 

我们通过这个𝐿称为的损失函数，来衡量预测输出值和实际值有多接近。一般我们用预

测值和实际值的平方差或者它们平方差的一半，但是通常在逻辑回归中我们不这么做，因为

当我们在学习逻辑回归参数的时候，会发现我们的优化目标不是凸优化，只能找到多个局部

最优值，梯度下降法很可能找不到全局最优值，虽然平方差是一个不错的损失函数，但是我

们在逻辑回归模型中会定义另外一个损失函数。 

我们在逻辑回归中用到的损失函数是：𝐿(�̂� , 𝑦) = −𝑦log(�̂�) − (1 − 𝑦)log(1 − �̂�) 

为什么要用这个函数作为逻辑损失函数？当我们使用平方误差作为损失函数的时候，你

会想要让这个误差尽可能地小，对于这个逻辑回归损失函数，我们也想让它尽可能地小，为

了更好地理解这个损失函数怎么起作用，我们举两个例子： 



第一门课 神经网络和深度学习(Neural Networks and Deep Learning)-第二周：神经网络的编程基础(Basics of 

Neural Network programming) 

25 
 

当𝑦 = 1时损失函数𝐿 = −log(�̂�)，如果想要损失函数𝐿尽可能得小，那么�̂�就要尽可能大，

因为 sigmoid 函数取值[0,1]，所以�̂�会无限接近于 1。 

当𝑦 = 0时损失函数𝐿 = −log(1 − �̂�)，如果想要损失函数𝐿尽可能得小，那么�̂�就要尽可

能小，因为 sigmoid 函数取值[0,1]，所以�̂�会无限接近于 0。 

在这门课中有很多的函数效果和现在这个类似，就是如果𝑦等于 1，我们就尽可能让�̂�变

大，如果𝑦等于 0，我们就尽可能让 �̂� 变小。 损失函数是在单个训练样本中定义的，它衡

量的是算法在单个训练样本中表现如何，为了衡量算法在全部训练样本上的表现如何，我们

需要定义一个算法的代价函数，算法的代价函数是对𝑚个样本的损失函数求和然后除以𝑚:  

𝐽(𝑤, 𝑏) =
1

𝑚
∑ 𝐿 (�̂�

(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 =
1

𝑚
∑ (−𝑦(𝑖)log �̂�

(𝑖)
− (1 − 𝑦(𝑖))log(1 − �̂�

(𝑖)
))𝑚

𝑖=1   

损失函数只适用于像这样的单个训练样本，而代价函数是参数的总代价，所以在训练逻

辑回归模型时候，我们需要找到合适的𝑤和𝑏，来让代价函数 𝐽 的总代价降到最低。 根据我

们对逻辑回归算法的推导及对单个样本的损失函数的推导和针对算法所选用参数的总代价

函数的推导，结果表明逻辑回归可以看做是一个非常小的神经网络，在下一个视频中，我们

会看到神经网络会做什么。 
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2.4 梯度下降法（Gradient Descent） 

梯度下降法可以做什么？ 

在你测试集上，通过最小化代价函数（成本函数）𝐽(𝑤, 𝑏)来训练的参数𝑤和𝑏，  

 

如图，在第二行给出和之前一样的逻辑回归算法的代价函数（成本函数） 

梯度下降法的形象化说明 

 

在这个图中，横轴表示你的空间参数𝑤和𝑏，在实践中，𝑤可以是更高的维度，但是为了

更好地绘图，我们定义𝑤和𝑏，都是单一实数，代价函数（成本函数）𝐽(𝑤, 𝑏)是在水平轴𝑤和

𝑏上的曲面，因此曲面的高度就是𝐽(𝑤, 𝑏)在某一点的函数值。我们所做的就是找到使得代价

函数（成本函数）𝐽(𝑤, 𝑏)函数值是最小值，对应的参数𝑤和𝑏。 

 

如图，代价函数（成本函数）𝐽(𝑤, 𝑏)是一个凸函数(convex function)，像一个大碗一样。 

 

如图，这就与刚才的图有些相反，因为它是非凸的并且有很多不同的局部最小值。由于

逻辑回归的代价函数（成本函数）𝐽(𝑤, 𝑏)特性，我们必须定义代价函数（成本函数）𝐽(𝑤, 𝑏)

为凸函数。 初始化𝑤和𝑏， 
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可以用如图那个小红点来初始化参数𝑤和𝑏，也可以采用随机初始化的方法，对于逻辑

回归几乎所有的初始化方法都有效，因为函数是凸函数，无论在哪里初始化，应该达到同一

点或大致相同的点。 

 

我们以如图的小红点的坐标来初始化参数𝑤和𝑏。 

2. 朝最陡的下坡方向走一步，不断地迭代 

 

我们朝最陡的下坡方向走一步，如图，走到了如图中第二个小红点处。 

 

我们可能停在这里也有可能继续朝最陡的下坡方向再走一步，如图，经过两次迭代走到

第三个小红点处。 

3.直到走到全局最优解或者接近全局最优解的地方 

通过以上的三个步骤我们可以找到全局最优解，也就是代价函数（成本函数）𝐽(𝑤, 𝑏)这

个凸函数的最小值点。 

梯度下降法的细节化说明（仅有一个参数） 
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假定代价函数（成本函数）𝐽(𝑤) 只有一个参数𝑤，即用一维曲线代替多维曲线，这样可

以更好画出图像。 

 

𝑤 ≔ 𝑤 − 𝑎
𝑑𝐽(𝑤)

𝑑𝑤
 

迭代就是不断重复做如图的公式: 

: =表示更新参数, 

𝑎 表示学习率（learning rate），用来控制步长（step），即向下走一步的长度
𝑑𝐽(𝑤)

𝑑𝑤
 就

是函数𝐽(𝑤)对𝑤 求导（derivative），在代码中我们会使用𝑑𝑤表示这个结果 

 

对于导数更加形象化的理解就是斜率（slope），如图该点的导数就是这个点相切于 𝐽(𝑤)

的小三角形的高除宽。假设我们以如图点为初始化点，该点处的斜率的符号是正的，即

𝑑𝐽(𝑤)

𝑑𝑤
> 0，所以接下来会向左走一步。 

 

整个梯度下降法的迭代过程就是不断地向左走，直至逼近最小值点。 

 

假设我们以如图点为初始化点，该点处的斜率的符号是负的，即
𝑑𝐽(𝑤)

𝑑𝑤
< 0，所以接下
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来会向右走一步。 

 

整个梯度下降法的迭代过程就是不断地向右走，即朝着最小值点方向走。 

梯度下降法的细节化说明（两个参数） 

逻辑回归的代价函数（成本函数）𝐽(𝑤, 𝑏)是含有两个参数的。 

𝑤 ≔ 𝑤 − 𝑎
𝜕𝐽(𝑤,𝑏)

𝜕𝑤
      𝑏 ≔ 𝑏 − 𝑎

𝜕𝐽(𝑤,𝑏)

𝜕𝑏
 

𝜕 表示求偏导符号，可以读作 round， 
𝜕𝐽(𝑤,𝑏)

𝜕𝑤
 就是函数𝐽(𝑤, 𝑏) 对𝑤 求偏导，在代码

中我们会使用𝑑𝑤  表示这个结果， 
𝜕𝐽(𝑤,𝑏)

𝜕𝑏
  就是函数𝐽(𝑤, 𝑏)对𝑏  求偏导，在代码中我们会

使用𝑑𝑏 表示这个结果， 小写字母𝑑 用在求导数（derivative），即函数只有一个参数， 偏

导数符号𝜕 用在求偏导（partial derivative），即函数含有两个以上的参数。 
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2.5 导数（Derivatives） 

这个视频我主要是想帮你获得对微积分和导数直观的理解。或许你认为自从大学毕以后

你再也没有接触微积分。这取决于你什么时候毕业，也许有一段时间了，如果你顾虑这点，

请不要担心。为了高效应用神经网络和深度学习，你并不需要非常深入理解微积分。因此如

果你观看这个视频或者以后的视频时心想：“哇哦，这些知识、这些运算对我来说很复杂。”

我给你的建议是：坚持学习视频，最好下课后做作业，成功的完成编程作业，然后你就可以

使用深度学习了。在第四周之后的学习中，你会看到定义的很多种类的函数，通过微积分他

们能够帮助你把所有的知识结合起来，其中有的叫做前向函数和反向函数，因此你不需要了

解所有你使用的那些微积分中的函数。所以你不用担心他们，除此之外在对深度学习的尝试

中，这周我们要进一步深入了解微积分的细节。所有你只需要直观地认识微积分，用来构建

和成功的应用这些算法。最后，如果你是精通微积分的那一小部分人群，你对微积分非常熟

悉，你可以跳过这部分视频。其他同学让我们开始深入学习导数。 

 

一个函数𝑓(𝑎) = 3𝑎，它是一条直线。下面我们来简单理解下导数。让我们看看函数中

几个点，假定𝑎 = 2，那么𝑓(𝑎)是𝑎的 3 倍等于 6，也就是说如果𝑎 = 2，那么函数𝑓(𝑎) = 6。

假定稍微改变一点点𝑎的值，只增加一点，变为 2.001，这时𝑎将向右做微小的移动。0.001 的

差别实在是太小了，不能在图中显示出来，我们把它右移一点，现在𝑓(𝑎)等于𝑎的 3 倍是 6.003，

画在图里，比例不太符合。请看绿色高亮部分的这个小三角形，如果向右移动 0.001，那么

𝑓(𝑎)增加 0.003，𝑓(𝑎)的值增加 3 倍于右移的𝑎，因此我们说函数𝑓(𝑎)在𝑎 = 2，.是这个导数

的斜率，或者说，当𝑎 = 2时，斜率是 3。导数这个概念意味着斜率，导数听起来是一个很可

怕、很令人惊恐的词，但是斜率以一种很友好的方式来描述导数这个概念。所以提到导数，
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我们把它当作函数的斜率就好了。更正式的斜率定义为在上图这个绿色的小三角形中，高除

以宽。即斜率等于 0.003 除以 0.001，等于 3。或者说导数等于 3，这表示当你将𝑎右移 0.001，

𝑓(𝑎)的值增加 3 倍水平方向的量。 

现在让我们从不同的角度理解这个函数。  

假设𝑎 = 5 ，此时𝑓(𝑎) = 3𝑎 = 15。  

把𝑎右移一个很小的幅度，增加到 5.001，𝑓(𝑎) = 15.003。 即在𝑎 = 5 时，斜率是 3，

这就是表示，当微小改变变量𝑎的值，
𝑑𝑓(𝑎)

𝑑𝑎
= 3 。一个等价的导数表达式可以这样写

𝑑

𝑑𝑎
𝑓(𝑎) ，

不管你是否将𝑓(𝑎)放在上面或者放在右边都没有关系。  

在这个视频中，我讲解导数讨论的情况是我们将𝑎偏移 0.001，如果你想知道导数的数学

定义，导数是你右移很小的𝑎值（不是 0.001，而是一个非常非常小的值）。通常导数的定义

是你右移𝑎(可度量的值)一个无限小的值，𝑓(𝑎)增加 3 倍（增加了一个非常非常小的值）。也

就是这个三角形右边的高度。 

 

那就是导数的正式定义。但是为了直观的认识，我们将探讨右移𝑎 = 0.001 这个值，即

使 0.001 并不是无穷小的可测数据。导数的一个特性是：这个函数任何地方的斜率总是等于

3，不管𝑎 = 2或 𝑎 = 5，这个函数的斜率总等于 3，也就是说不管𝑎的值如何变化，如果你增

加 0.001，𝑓(𝑎)的值就增加 3 倍。这个函数在所有地方的斜率都相等。一种证明方式是无论

你将小三角形画在哪里，它的高除以宽总是 3。 

我希望带给你一种感觉：什么是斜率？什么是导函数？对于一条直线，在例子中函数的

斜率，在任何地方都是 3。在下一个视频让我们看一个更复杂的例子，这个例子中函数在不

同点的斜率是可变的。 
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2.6 更多的导数例子（More Derivative Examples） 

在这个视频中我将给出一个更加复杂的例子，在这个例子中，函数在不同点处的斜率是

不一样的，先来举个例子: 

 

我在这里画一个函数，𝑓(𝑎) = a2，如果𝑎 = 2 的话，那么𝑓(𝑎) = 4。让我们稍稍往右推

进一点点，现在𝑎 = 2.001  ，则𝑓(𝑎) ≈ 4.004  (如果你用计算器算的话，这个准确的值应该

为 4.004。0.001 我只是为了简便起见，省略了后面的部分)，如果你在这儿画，一个小三角

形 你就会发现，如果把𝑎往右移动 0.001，那么𝑓(𝑎)将增大四倍，即增大 0.004。在微积分中

我们把这个三角形斜边的斜率，称为𝑓(𝑎)在点𝑎 = 2 处的导数(即为 4)，或者写成微积分的

形式，当𝑎 = 2 的时候， 
𝑑

𝑑𝑎
𝑓(𝑎) = 4 由此可知，函数𝑓(𝑎) = 𝑎2，在𝑎取不同值的时候，它

的斜率是不同的，这和上个视频中的例子是不同的。 

这里有种直观的方法可以解释，为什么一个点的斜率，在不同位置会不同如果你在曲线

上，的不同位置画一些小小的三角形你就会发现，三角形高和宽的比值，在曲线上不同的地

方，它们是不同的。所以当𝑎 = 2 时，斜率为 4；而当𝑎 = 5时，斜率为 10 。如果你翻看微

积分的课本，课本会告诉你，函数𝑓(𝑎) = 𝑎2的斜率（即导数）为2𝑎。这意味着任意给定一

点𝑎，如果你稍微将𝑎，增大 0.001，那么你会看到𝑓(𝑎)将增大2𝑎，即增大的值为点在𝑎处斜

率或导数，乘以你向右移动的距离。 

现在有个小细节需要注意，导数增大的值，不是刚好等于导数公式算出来的值，而只是

根据导数算出来的一个估计值。 

为了总结这堂课所学的知识，我们再来看看几个例子： 
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假设𝑓(𝑎) = 𝑎3 如果你翻看导数公式表，你会发现这个函数的导数，等于3𝑎2。所以这

是什么意思呢，同样地举一个例子：我们再次令𝑎 = 2，所以𝑎3 = 8 ，如果我们又将𝑎增大

一点点，你会发现𝑓(𝑎) ≈ 8.012， 你可以自己检查一遍，如果我们取 8.012，你会发现2.0013 ，

和 8.012 很接近，事实上当𝑎 = 2时，导数值为3 × 22，即3 × 4 = 12。所以导数公式，表明

如果你将𝑎向右移动 0.001 时，𝑓(𝑎) 将会向右移动 12 倍，即 0.012。 

来看最后一个例子，假设𝑓(𝑎) = log𝑒𝑎，有些可能会写作ln𝑎，函数log𝑎 的斜率应该为

1

𝑎
，所以我们可以解释如下：如果𝑎取任何值，比如又取𝑎 = 2，然后又把𝑎向右边移动 0.001 

那么𝑓(𝑎)将增大
1

𝑎
× 0.001，如果你借助计算器的话，你会发现当𝑎 = 2时𝑓(𝑎) ≈ 0.69315  ；

而𝑎 = 2.001时，𝑓(𝑎) ≈ 0.69365。所以𝑓(𝑎)增大了 0.0005，如果你查看导数公式，当𝑎 = 2

的时候，导数值
𝑑

𝑑𝑎
𝑓(𝑎) =

1

2
。这表明如果你把 增大 0.001，𝑓(𝑎)将只会增大 0.001 的二分之

一，即 0.0005。如果你画个小三角形你就会发现，如果𝑥 轴增加了 0.001，那么𝑦 轴上的函

数log𝑎，将增大 0.001 的一半 即 0.0005。所以 
1

𝑎
 ，当𝑎 = 2时这里是 ，就是当𝑎 = 2时这条

线的斜率。这些就是有关，导数的一些知识。 

在这个视频中，你只需要记住两点： 

第一点，导数就是斜率，而函数的斜率，在不同的点是不同的。在第一个例子中𝑓(𝑎) =

3𝑎 ，这是一条直线，在任何点它的斜率都是相同的，均为 3。但是对于函数𝑓(𝑎) = a2 ，或

者𝑓(𝑎) = log𝑎，它们的斜率是变化的，所以它们的导数或者斜率，在曲线上不同的点处是不

同的。 
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第二点，如果你想知道一个函数的导数，你可参考你的微积分课本或者维基百科，然后

你应该就能找到这些函数的导数公式。 

最后我希望，你能通过我生动的讲解，掌握这些有关导数和斜率的知识，下一课我们将

讲解计算图，以及如何用它来求更加复杂的函数的导数。 
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2.7 计算图（Computation Graph） 

可以说，一个神经网络的计算，都是按照前向或反向传播过程组织的。首先我们计算出

一个新的网络的输出（前向过程），紧接着进行一个反向传输操作。后者我们用来计算出对

应的梯度或导数。计算图解释了为什么我们用这种方式组织这些计算过程。在这个视频中，

我们将举一个例子说明计算图是什么。让我们举一个比逻辑回归更加简单的，或者说不那么

正式的神经网络的例子。 

 

我们尝试计算函数𝐽，𝐽是由三个变量𝑎, 𝑏, 𝑐组成的函数，这个函数是3(a + bc) 。计算这

个函数实际上有三个不同的步骤，首先是计算 𝑏  乘以 𝑐，我们把它储存在变量𝑢中，因此

𝑢 = 𝑏𝑐； 然后计算𝑣 = 𝑎 + 𝑢；最后输出𝐽 = 3𝑣，这就是要计算的函数𝐽。我们可以把这三步

画成如下的计算图，我先在这画三个变量𝑎, 𝑏, 𝑐，第一步就是计算𝑢 = 𝑏𝑐，我在这周围放个

矩形框，它的输入是𝑏, 𝑐，接着第二步𝑣 = 𝑎 + 𝑢，最后一步𝐽 = 3𝑣。  

举个例子: 𝑎 = 5, 𝑏 = 3, 𝑐 = 2 ，𝑢 = 𝑏𝑐就是 6，就是 5+6=11。𝐽是 3 倍的 ，因此。即

3 × (5 + 3 × 2)。如果你把它算出来，实际上得到 33 就是𝐽的值。 当有不同的或者一些特殊

的输出变量时，例如本例中的𝐽和逻辑回归中你想优化的代价函数𝐽，因此计算图用来处理这

些计算会很方便。从这个小例子中我们可以看出，通过一个从左向右的过程，你可以计算出

𝐽的值。为了计算导数，从右到左（红色箭头，和蓝色箭头的过程相反）的过程是用于计算

导数最自然的方式。 

概括一下：计算图组织计算的形式是用蓝色箭头从左到右的计算，让我们看看下一个视

频中如何进行反向红色箭头(也就是从右到左)的导数计算，让我们继续下一个视频的学习。 
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2.8 使用计算图求导数（Derivatives with a Computation 

Graph） 

在上一个视频中，我们看了一个例子使用流程计算图来计算函数𝐽。现在我们看看流程

图的描述，看看你如何利用它计算出函数𝐽的导数。 

下面用到的公式： 

𝑑𝐽

𝑑𝑢
=

𝑑𝐽

𝑑𝑣

𝑑𝑣

𝑑𝑢
 ， 

𝑑𝐽

𝑑𝑏
=

𝑑𝐽

𝑑𝑢

𝑑𝑢

𝑑𝑏
 ， 

𝑑𝐽

𝑑𝑎
=

𝑑𝐽

𝑑𝑢

𝑑𝑢

𝑑𝑎
 

这是一个流程图： 

 

假设你要计算
𝑑𝐽

𝑑𝑣
，那要怎么算呢？好，比如说，我们要把这个𝑣值拿过来，改变一下，

那么𝐽的值会怎么变呢？ 

所以定义上𝐽 = 3𝑣，现在𝑣 = 11，所以如果你让𝑣增加一点点，比如到 11.001，那么𝐽 =

3𝑣 = 33.003，所以我这里𝑣增加了 0.001，然后最终结果是𝐽上升到原来的 3 倍，所以
𝑑𝐽

𝑑𝑣
= 3，

因为对于任何 𝑣 的增量𝐽都会有 3 倍增量，而且这类似于我们在上一个视频中的例子，我们

有𝑓(𝑎) = 3𝑎，然后我们推导出
𝑑𝑓(𝑎)

𝑑𝑎
= 3，所以这里我们有𝐽 = 3𝑣，所以

𝑑𝐽

𝑑𝑣
= 3，这里𝐽扮演了

𝑓的角色，在之前的视频里的例子。 

在反向传播算法中的术语，我们看到，如果你想计算最后输出变量的导数，使用你最关

心的变量对𝑣的导数，那么我们就做完了一步反向传播，在这个流程图中是一个反向步。 

 

我们来看另一个例子，
𝑑𝐽

𝑑𝑎
是多少呢？换句话说，如果我们提高𝑎的数值，对𝐽的数值有什
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么影响？ 

好，我们看看这个例子。变量𝑎 = 5，我们让它增加到 5.001，那么对𝑣的影响就是𝑎 + 𝑢,

之前𝑣 = 11，现在变成 11.001，我们从上面看到现在𝐽就变成 33.003 了，所以我们看到的是，

如果你让𝑎增加 0.001，𝐽增加 0.003。那么增加𝑎，我是说如果你把这个 5 换成某个新值，那

么𝑎的改变量就会传播到流程图的最右，所以𝐽最后是 33.003。所以𝐽的增量是 3 乘以𝑎的增

量，意味着这个导数是 3。 

 

要解释这个计算过程，其中一种方式是：如果你改变了𝑎，那么也会改变𝑣，通过改变𝑣，

也会改变𝐽，所以𝐽值的净变化量，当你提升这个值（0.001），当你把𝑎值提高一点点，这就

是𝐽的变化量（0.003）。 

 

首先𝑎增加了，𝑣也会增加，𝑣增加多少呢？这取决于
𝑑𝑣

𝑑𝑎
，然后𝑣的变化导致𝐽也在增加，

所以这在微积分里实际上叫链式法则，如果𝑎影响到𝑣，𝑣影响到𝐽，那么当你让𝑎变大时，𝐽的

变化量就是当你改变𝑎时，𝑣的变化量乘以改变𝑣时𝐽的变化量，在微积分里这叫链式法则。 

 

我们从这个计算中看到，如果你让𝑎增加 0.001，𝑣也会变化相同的大小，所以
𝑑𝑣

𝑑𝑎
= 1。
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事实上，如果你代入进去，我们之前算过
𝑑𝐽

𝑑𝑣
= 3，

𝑑𝑣

𝑑𝑎
= 1，所以这个乘积 3×1，实际上就给出

了正确答案，
𝑑𝐽

𝑑𝑎
= 3。 

这张小图表示了如何计算，
𝑑𝐽

𝑑𝑣
就是𝐽对变量𝑣的导数，它可以帮助你计算

𝑑𝐽

𝑑𝑎
，所以这是另

一步反向传播计算。 

 

现在我想介绍一个新的符号约定，当你编程实现反向传播时，通常会有一个最终输出值

是你要关心的，最终的输出变量，你真正想要关心或者说优化的。在这种情况下最终的输出

变量是𝐽，就是流程图里最后一个符号，所以有很多计算尝试计算输出变量的导数，所以输

出变量对某个变量的导数，我们就用𝑑𝑣𝑎𝑟命名，所以在很多计算中你需要计算最终输出结果

的导数，在这个例子里是𝐽，还有各种中间变量，比如𝑎、𝑏、𝑐、𝑢、𝑣，当你在软件里实现的

时候，变量名叫什么？你可以做的一件事是，在 python 中，你可以写一个很长的变量名，

比如𝑑𝐹𝑖𝑛𝑎𝑙𝑂𝑢𝑡𝑝𝑢𝑡𝑣𝑎𝑟_𝑑𝑣𝑎𝑟，但这个变量名有点长，我们就用𝑑𝐽_𝑑𝑣𝑎𝑟，但因为你一直对𝑑𝐽

求导，对这个最终输出变量求导。我这里要介绍一个新符号，在程序里，当你编程的时候，

在代码里，我们就使用变量名𝑑𝑣𝑎𝑟，来表示那个量。 

 

好，所以在程序里是𝑑𝑣𝑎𝑟表示导数，你关心的最终变量𝐽的导数，有时最后是𝐿，对代码

中各种中间量的导数，所以代码里这个东西，你用𝑑𝑣表示这个值，所以𝑑𝑣 = 3，你的代码表

示就是𝑑𝑎 = 3。 

 

好，所以我们通过这个流程图完成部分的后向传播算法。我们在下一张幻灯片看看这个

例子剩下的部分。 
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我们清理出一张新的流程图，我们回顾一下，到目前为止，我们一直在往回传播，并计

算𝑑𝑣 = 3，再次，𝑑𝑣是代码里的变量名，其真正的定义是
𝑑𝐽

𝑑𝑣
。我发现𝑑𝑎 = 3，再次，𝑑𝑎是代

码里的变量名，其实代表
𝑑𝐽

𝑑𝑎
的值。 

 

大概手算了一下，两条直线怎么计算反向传播。 

好，我们继续计算导数，我们看看这个值𝑢，那么
𝑑𝐽

𝑑𝑢
是多少呢？通过和之前类似的计算，

现在我们从𝑢 = 6出发，如果你令𝑢增加到 6.001，那么𝑣之前是 11，现在变成 11.001 了，𝐽 

就从 33 变成 33.003，所以𝐽 增量是 3 倍，所以
dJ

𝑑𝑢
= 3。对𝑢的分析很类似对 a 的分析，实际

上这计算起来就是
𝑑𝐽

𝑑𝑣
⋅
𝑑𝑣

𝑑𝑢
，有了这个，我们可以算出

𝑑𝐽

𝑑𝑣
= 3，

𝑑𝑣

𝑑𝑢
= 1，最终算出结果是3 × 1 =

3。 

 

所以我们还有一步反向传播，我们最终计算出𝑑𝑢 = 3，这里的𝑑𝑢当然了，就是
𝑑𝐽

𝑑𝑢
。 

现在，我们仔细看看最后一个例子，那么
𝑑𝐽

𝑑𝑏
呢？想象一下，如果你改变了𝑏的值，你想

要然后变化一点，让𝐽值到达最大或最小，那么导数是什么呢？这个𝐽函数的斜率，当你稍微

改变𝑏值之后。事实上，使用微积分链式法则，这可以写成两者的乘积，就是
𝑑𝐽

𝑑𝑢
⋅
𝑑𝑢

𝑑𝑏
，理由是，

如果你改变𝑏一点点，所以𝑏变化比如说 3.001，它影响 J 的方式是，首先会影响𝑢，它对𝑢的

影响有多大？好，𝑢的定义是𝑏 ⋅ 𝑐，所以𝑏 = 3时这是 6，现在就变成 6.002 了，对吧，因为

在我们的例子中𝑐 = 2，所以这告诉我们
𝑑𝑢

𝑑𝑏
= 2当你让𝑏增加 0.001 时，𝑢就增加两倍。所以
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𝑑𝑢

𝑑𝑏
= 2，现在我想𝑢的增加量已经是𝑏的两倍，那么

𝑑𝐽

𝑑𝑢
是多少呢？我们已经弄清楚了，这等于

3，所以让这两部分相乘，我们发现
𝑑𝐽

𝑑𝑏
= 6。 

好，这就是第二部分的推导，其中我们想知道 𝑢 增加 0.002，会对𝐽有什么影响。实际

上
𝑑𝐽

𝑑𝑢
= 3，这告诉我们 u 增加 0.002 之后，𝐽上升了 3 倍，那么𝐽应该上升 0.006，对吧。这可

以从
𝑑𝐽

𝑑𝑢
= 3推导出来。 

如果你仔细看看这些数学内容，你会发现，如果𝑏变成 3.001，那么𝑢就变成 6.002，𝑣变

成 11.002，然后𝐽 = 3𝑣 = 33.006，对吧？这就是如何得到
𝑑𝐽

𝑑𝑏
= 6。 

 

为了填进去，如果我们反向走的话，𝑑𝑏 = 6，而𝑑𝑏其实是 Python 代码中的变量名，表

示
𝑑𝐽

𝑑𝑏
。 

 

我不会很详细地介绍最后一个例子，但事实上，如果你计算
𝑑𝐽

𝑑𝑐
=

𝑑𝐽

𝑑𝑢
⋅
𝑑𝑢

𝑑𝑐
= 3 × 3，这个结

果是 9。 

我不会详细说明这个例子，在最后一步，我们可以推出𝑑𝑐 = 9。 

 

所以这个视频的要点是，对于那个例子，当计算所有这些导数时，最有效率的办法是从
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右到左计算，跟着这个红色箭头走。特别是当我们第一次计算对𝑣的导数时，之后在计算对

𝑎导数就可以用到。然后对𝑢的导数，比如说这个项和这里这个项： 

 

可以帮助计算对𝑏的导数，然后对𝑐的导数。 

所以这是一个计算流程图，就是正向或者说从左到右的计算来计算成本函数𝐽，你可能

需要优化的函数，然后反向从右到左计算导数。如果你不熟悉微积分或链式法则，我知道这

里有些细节讲的很快，但如果你没有跟上所有细节，也不用怕。在下一个视频中，我会再过

一遍。在逻辑回归的背景下过一遍，并给你介绍需要做什么才能编写代码，实现逻辑回归模

型中的导数计算。 
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2.9 逻辑回归中的梯度下降（Logistic Regression Gradient 

Descent） 

本节我们讨论怎样通过计算偏导数来实现逻辑回归的梯度下降算法。它的关键点是几个

重要公式，其作用是用来实现逻辑回归中梯度下降算法。但是在本节视频中，我将使用计算

图对梯度下降算法进行计算。我必须要承认的是，使用计算图来计算逻辑回归的梯度下降算

法有点大材小用了。但是，我认为以这个例子作为开始来讲解，可以使你更好的理解背后的

思想。从而在讨论神经网络时，你可以更深刻而全面地理解神经网络。接下来让我们开始学

习逻辑回归的梯度下降算法。 

假设样本只有两个特征𝑥1和𝑥2，为了计算𝑧，我们需要输入参数𝑤1、𝑤2 和𝑏，除此之外

还有特征值𝑥1和𝑥2。因此𝑧的计算公式为： 𝑧 = 𝑤1𝑥1 +𝑤2𝑥2 + 𝑏   

回想一下逻辑回归的公式定义如下： �̂� = 𝑎 = 𝜎(𝑧) 其中𝑧 = 𝑤𝑇𝑥 + 𝑏 ， 𝜎(𝑧) =
1

1+𝑒−𝑧
  

损失函数： 𝐿(�̂�
(𝑖)
, 𝑦(𝑖)) = −𝑦(𝑖)log �̂�

(𝑖)
− (1 − 𝑦(𝑖))log(1 − �̂�

(𝑖)
)   

代价函数： 𝐽(𝑤, 𝑏) =
1

𝑚
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑚

𝑖    

假设现在只考虑单个样本的情况，单个样本的代价函数定义如下： 

 𝐿(𝑎, 𝑦) = −(𝑦log(𝑎) + (1 − 𝑦)log(1 − 𝑎))   

其中𝑎是逻辑回归的输出，𝑦是样本的标签值。现在让我们画出表示这个计算的计算图。 

这里先复习下梯度下降法，𝑤和𝑏的修正量可以表达如下： 

𝑤:= 𝑤 − 𝑎
𝜕𝐽(𝑤,𝑏)

𝜕𝑤
，𝑏:= 𝑏 − 𝑎

𝜕𝐽(𝑤,𝑏)

𝜕𝑏
 

 

如图：在这个公式的外侧画上长方形。然后计算： �̂� = 𝑎 = 𝜎(𝑧) 也就是计算图的下一

步。最后计算损失函数𝐿(𝑎, 𝑦)。 有了计算图，我就不需要再写出公式了。因此，为了使得
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逻辑回归中最小化代价函数𝐿(𝑎, 𝑦)，我们需要做的仅仅是修改参数𝑤和𝑏的值。前面我们已

经讲解了如何在单个训练样本上计算代价函数的前向步骤。现在让我们来讨论通过反向计算

出导数。 因为我们想要计算出的代价函数𝐿(𝑎, 𝑦)的导数，首先我们需要反向计算出代价函

数𝐿(𝑎, 𝑦)关于𝑎的导数，在编写代码时，你只需要用𝑑𝑎 来表示
𝑑𝐿(𝑎,𝑦)

𝑑𝑎
 。  

通过微积分得到： 
𝑑𝐿(𝑎,𝑦)

𝑑𝑎
= −𝑦/𝑎 + (1 − 𝑦)/(1 − 𝑎)   

如果你不熟悉微积分，也不必太担心，我们会列出本课程涉及的所有求导公式。那么如

果你非常熟悉微积分，我们鼓励你主动推导前面介绍的代价函数的求导公式，使用微积分直

接求出𝐿(𝑎, 𝑦)关于变量𝑎的导数。如果你不太了解微积分，也不用太担心。现在我们已经计

算出𝑑𝑎，也就是最终输出结果的导数。 现在可以再反向一步，在编写 Python 代码时，你只

需要用𝑑𝑧来表示代价函数𝐿关于𝑧  的导数
𝑑𝐿

𝑑𝑧
，也可以写成

𝑑𝐿(𝑎,𝑦)

𝑑𝑧
，这两种写法都是正确的。 

𝑑𝐿

𝑑𝑧
= 𝑎 − 𝑦 。  

因为
𝑑𝐿(𝑎,𝑦)

𝑑𝑧
=
𝑑𝐿

𝑑𝑧
= (

𝑑𝐿

𝑑𝑎
) ⋅ (

𝑑𝑎

𝑑𝑧
)， 并且

𝑑𝑎

𝑑𝑧
= 𝑎 ⋅ (1 − 𝑎)， 而 

𝑑𝐿

𝑑𝑎
= (−

𝑦

𝑎
+
(1−𝑦)

(1−𝑎)
)， 

因此将这两项相乘，得到： 

 𝑑𝑧 =
𝑑𝐿(𝑎,𝑦)

𝑑𝑧
=
𝑑𝐿

𝑑𝑧
= (

𝑑𝐿

𝑑𝑎
) ⋅ (

𝑑𝑎

𝑑𝑧
) = (−

𝑦

𝑎
+
(1−𝑦)

(1−𝑎)
) ⋅ 𝑎(1 − 𝑎) = 𝑎 − 𝑦   

视频中为了简化推导过程，假设𝑛𝑥这个推导的过程就是我之前提到过的链式法则。如果

你对微积分熟悉，放心地去推导整个求导过程，如果不熟悉微积分，你只需要知道𝑑𝑧 = (𝑎 −

𝑦)已经计算好了。 

现在进行最后一步反向推导，也就是计算𝑤和𝑏变化对代价函数𝐿的影响，特别地，可以

用: 

𝑑𝑤1 =
1

𝑚
∑ 𝑥1

(𝑖)𝑚
𝑖 (𝑎(𝑖) − 𝑦(𝑖))   

𝑑𝑤2 =
1

𝑚
∑ 𝑥2

(𝑖)𝑚
𝑖 (𝑎(𝑖) − 𝑦(𝑖))   

𝑑𝑏 =
1

𝑚
∑ (𝑎(𝑖) − 𝑦(𝑖))𝑚
𝑖    

视频中， 𝑑𝑤1 表示
𝜕𝐿

𝜕𝑤1
= 𝑥1 ⋅ 𝑑𝑧，  𝑑𝑤2 表示

𝜕𝐿

𝜕𝑤2
= 𝑥2 ⋅ 𝑑𝑧， 𝑑𝑏 = 𝑑𝑧。  

因此，关于单个样本的梯度下降算法，你所需要做的就是如下的事情：  

使用公式𝑑𝑧 = (𝑎 − 𝑦)计算𝑑𝑧，  

使用𝑑𝑤1 = 𝑥1 ⋅ 𝑑𝑧 计算𝑑𝑤1， 𝑑𝑤2 = 𝑥2 ⋅ 𝑑𝑧计算𝑑𝑤2， 𝑑𝑏 = 𝑑𝑧 来计算𝑑𝑏，  
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然后: 更新𝑤1 = 𝑤1 − 𝑎𝑑𝑤1， 更新𝑤2 = 𝑤2 − 𝑎𝑑𝑤2， 更新𝑏 = 𝑏 − 𝛼𝑑𝑏。  

这就是关于单个样本实例的梯度下降算法中参数更新一次的步骤。  

 

现在你已经知道了怎样计算导数，并且实现针对单个训练样本的逻辑回归的梯度下降算

法。但是，训练逻辑回归模型不仅仅只有一个训练样本，而是有𝑚个训练样本的整个训练集。

因此在下一节视频中，我们将这些思想应用到整个训练样本集中，而不仅仅只是单个样本上。 
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2.10 m 个样本的梯度下降(Gradient Descent on m Examples) 

在之前的视频中,你已经看到如何计算导数，以及应用梯度下降在逻辑回归的一个训练

样本上。现在我们想要把它应用在𝑚个训练样本上。 

 

 

首先，让我们时刻记住有关于损失函数𝐽(𝑤, 𝑏)的定义。 

𝐽(𝑤, 𝑏) =
1

𝑚
∑ 𝐿(𝑎(𝑖), 𝑦(𝑖))𝑚
𝑖=1   

当你的算法输出关于样本𝑦的𝑎(𝑖)，𝑎(𝑖)是训练样本的预测值，即：𝜎(𝑧(𝑖)) = 𝜎(𝑤𝑇𝑥(𝑖) +

𝑏)。  所以我们在前面的幻灯中展示的是对于任意单个训练样本，如何计算微分当你只有一

个训练样本。因此𝑑𝑤1，𝑑𝑤2和𝑑𝑏 添上上标𝑖表示你求得的相应的值。如果你面对的是我们

在之前的幻灯中演示的那种情况，但只使用了一个训练样本(𝑥(𝑖), 𝑦(𝑖))。 

现在你知道带有求和的全局代价函数，实际上是 1 到𝑚项各个损失的平均。 所以它表

明全局代价函数对𝑤1的微分，对𝑤1的微分也同样是各项损失对𝑤1微分的平均。 
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但之前我们已经演示了如何计算这项，即之前幻灯中演示的如何对单个训练样本进行计

算。所以你真正需要做的是计算这些微分，如我们在之前的训练样本上做的。并且求平均，

这会给你全局梯度值，你能够把它直接应用到梯度下降算法中。 

所以这里有很多细节，但让我们把这些装进一个具体的算法。同时你需要一起应用的就

是逻辑回归和梯度下降。 

我们初始化𝐽 = 0, 𝑑𝑤1 = 0, 𝑑𝑤2 = 0, 𝑑𝑏 = 0 

代码流程： 

J=0;dw1=0;dw2=0;db=0; 

for i = 1 to m 

    z(i) = wx(i)+b; 

    a(i) = sigmoid(z(i)); 

    J += -[y(i)log(a(i))+(1-y(i)）log(1-a(i)); 

    dz(i) = a(i)-y(i); 

    dw1 += x1(i)dz(i); 

    dw2 += x2(i)dz(i); 

    db += dz(i); 

J/= m; 

dw1/= m; 

dw2/= m; 

db/= m; 
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w=w-alpha*dw 

b=b-alpha*db 

幻灯片上只应用了一步梯度下降。因此你需要重复以上内容很多次，以应用多次梯度下

降。看起来这些细节似乎很复杂，但目前不要担心太多。希望你明白，当你继续尝试并应用

这些在编程作业里，所有这些会变的更加清楚。 

但这种计算中有两个缺点，也就是说应用此方法在逻辑回归上你需要编写两个 for循环。

第一个 for 循环是一个小循环遍历𝑚个训练样本，第二个 for 循环是一个遍历所有特征的 for

循环。这个例子中我们只有 2 个特征，所以𝑛等于 2 并且𝑛𝑥 等于 2。 但如果你有更多特征，

你开始编写你的因此𝑑𝑤1，𝑑𝑤2，你有相似的计算从𝑑𝑤3一直下去到𝑑𝑤𝑛。所以看来你需要一

个 for 循环遍历所有𝑛个特征。 

当你应用深度学习算法，你会发现在代码中显式地使用 for 循环使你的算法很低效，同

时在深度学习领域会有越来越大的数据集。所以能够应用你的算法且没有显式的 for 循环会

是重要的，并且会帮助你适用于更大的数据集。所以这里有一些叫做向量化技术,它可以允

许你的代码摆脱这些显式的 for 循环。 

我想在先于深度学习的时代，也就是深度学习兴起之前，向量化是很棒的。可以使你有

时候加速你的运算，但有时候也未必能够。但是在深度学习时代向量化，摆脱 for 循环已经

变得相当重要。因为我们越来越多地训练非常大的数据集，因此你真的需要你的代码变得非

常高效。所以在接下来的几个视频中，我们会谈到向量化，以及如何应用向量化而连一个 for

循环都不使用。所以学习了这些，我希望你有关于如何应用逻辑回归，或是用于逻辑回归的

梯度下降，事情会变得更加清晰。当你进行编程练习，但在真正做编程练习之前让我们先谈

谈向量化。然后你可以应用全部这些东西，应用一个梯度下降的迭代而不使用任何 for循环。 
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2.11 向量化(Vectorization) 

向量化是非常基础的去除代码中 for 循环的艺术，在深度学习安全领域、深度学习实践

中，你会经常发现自己训练大数据集，因为深度学习算法处理大数据集效果很棒，所以你的

代码运行速度非常重要，否则如果在大数据集上，你的代码可能花费很长时间去运行，你将

要等待非常长的时间去得到结果。所以在深度学习领域，运行向量化是一个关键的技巧，让

我们举个栗子说明什么是向量化。 

在逻辑回归中你需要去计算𝑧 = 𝑤𝑇𝑥 + 𝑏，𝑤、𝑥都是列向量。如果你有很多的特征那么

就会有一个非常大的向量，所以𝑤 ∈ ℝ𝑛𝑥  , 𝑥 ∈ ℝ𝑛𝑥，所以如果你想使用非向量化方法去计

算𝑤𝑇𝑥，你需要用如下方式（python） 

z=0 

for i in range(n_x) 

   z+=w[i]*x[i] 

z+=b 

这是一个非向量化的实现，你会发现这真的很慢，作为一个对比，向量化实现将会非常

直接计算𝑤𝑇𝑥，代码如下： 

z=np.dot(w,x)+b 

这是向量化计算𝑤𝑇𝑥的方法，你将会发现这个非常快 

 

让我们用一个小例子说明一下，在我的我将会写一些代码（以下为教授在他的 Jupyter 

notebook 上写的 Python 代码，） 

import numpy as np #导入 numpy库 

a = np.array([1,2,3,4]) #创建一个数据 a 
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print(a) 

# [1 2 3 4] 

import time #导入时间库 

a = np.random.rand(1000000) 

b = np.random.rand(1000000) #通过 round随机得到两个一百万维度的数组 

tic = time.time() #现在测量一下当前时间 

#向量化的版本 

c = np.dot(a,b) 

toc = time.time() 

print(“Vectorized version:” + str(1000*(toc-tic)) +”ms”) #打印一下向量

化的版本的时间 

#继续增加非向量化的版本 

c = 0 

tic = time.time() 

for i in range(1000000): 

   c += a[i]*b[i] 

toc = time.time() 

print(c) 

print(“For loop:” + str(1000*(toc-tic)) + “ms”)#打印 for循环的版本的时

间 

返回值见图。 

在两个方法中，向量化和非向量化计算了相同的值，如你所见，向量化版本花费了 1.5

毫秒，非向量化版本的 for 循环花费了大约几乎 500 毫秒，非向量化版本多花费了 300 倍时

间。所以在这个例子中，仅仅是向量化你的代码，就会运行 300 倍快。这意味着如果向量化

方法需要花费一分钟去运行的数据，for 循环将会花费 5 个小时去运行。 

一句话总结，以上都是再说和 for 循环相比，向量化可以快速得到结果。 

你可能听过很多类似如下的话，“大规模的深度学习使用了 GPU 或者图像处理单元实

现”，但是我做的所有的案例都是在 jupyter notebook 上面实现，这里只有 CPU，CPU 和 GPU

都有并行化的指令，他们有时候会叫做 SIMD 指令，这个代表了一个单独指令多维数据，这

个的基础意义是，如果你使用了 built-in 函数,像 np.function或者并不要求你实现循环的
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函数，它可以让 python 的充分利用并行化计算，这是事实在 GPU 和 CPU 上面计算，GPU 更

加擅长 SIMD 计算，但是 CPU 事实上也不是太差，可能没有 GPU 那么擅长吧。接下来的视

频中，你将看到向量化怎么能够加速你的代码，经验法则是，无论什么时候，避免使用明确

的 for 循环。 

以下代码及运行结果截图： 
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2.12 向量化的更多例子（More Examples of Vectorization） 

从上节视频中，你知道了怎样通过 numpy 内置函数和避开显式的循环(loop)的方式进行

向量化，从而有效提高代码速度。 

经验提醒我，当我们在写神经网络程序时，或者在写逻辑(logistic)回归，或者其他神经

网络模型时，应该避免写循环(loop)语句。虽然有时写循环(loop)是不可避免的，但是我们可

以使用比如 numpy 的内置函数或者其他办法去计算。当你这样使用后，程序效率总是快于

循环(loop)。 

让我们看另外一个例子。如果你想计算向量𝑢 = 𝐴𝑣，这时矩阵乘法定义为，矩阵乘法的

定义就是：𝑢𝑖 = ∑ 𝐴ij𝑣𝑖𝑗 ，这取决于你怎么定义𝑢𝑖值。同样使用非向量化实现，𝑢 =

𝑛𝑝. 𝑧𝑒𝑟𝑜𝑠(𝑛, 1)， 并且通过两层循环𝑓𝑜𝑟(𝑖): 𝑓𝑜𝑟(𝑗):，得到𝑢[𝑖] = 𝑢[𝑖] + 𝐴[𝑖][𝑗] ∗ 𝑣[𝑗] 。现在

就有了𝑖 和 𝑗 的两层循环，这就是非向量化。向量化方式就可以用𝑢 = 𝑛𝑝. 𝑑𝑜𝑡(𝐴, 𝑣)，右边

这种向量化实现方式，消除了两层循环使得代码运行速度更快。  

 

下面通过另一个例子继续了解向量化。如果你已经有一个向量𝑣，并且想要对向量𝑣的每

个元素做指数操作，得到向量𝑢等于𝑒的𝑣1，𝑒的𝑣2，一直到𝑒的𝑣𝑛次方。这里是非向量化的实

现方式，首先你初始化了向量𝑢 = 𝑛𝑝. 𝑧𝑒𝑟𝑜𝑠(𝑛, 1)，并且通过循环依次计算每个元素。但事实

证明可以通过 python 的 numpy 内置函数，帮助你计算这样的单个函数。所以我会引入

import numpy as np，执行 𝑢 = 𝑛𝑝. 𝑒𝑥𝑝(𝑣) 命令。注意到，在之前有循环的代码中，这

里仅用了一行代码，向量𝑣作为输入，𝑢作为输出。你已经知道为什么需要循环，并且通过右

边代码实现，效率会明显的快于循环方式。 

事实上，numpy 库有很多向量函数。比如 u=np.log 是计算对数函数(𝑙𝑜𝑔)、 np.abs() 
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是 计 算 数 据 的 绝 对 值 、 np.maximum() 计 算 元 素 𝑦 中 的 最 大 值 ， 你 也 可 以 

np.maximum(v,0) 、 𝑣 ∗∗ 2  代表获得元素 𝑦  每个值得平方、 
1

𝑣
  获取元素 𝑦  的倒数等

等。所以当你想写循环时候，检查 numpy 是否存在类似的内置函数，从而避免使用循环(loop)

方式。 

 

那么，将刚才所学到的内容，运用在逻辑回归的梯度下降上，看看我们是否能简化两个

计算过程中的某一步。这是我们逻辑回归的求导代码，有两层循环。在这例子我们有𝑛个特

征值。如果你有超过两个特征时，需要循环 𝑑𝑤1 、𝑑𝑤2 、𝑑𝑤3 等等。所以 𝑗 的实际值是

1、2 和 𝑛𝑥，就是你想要更新的值。所以我们想要消除第二循环，在这一行，这样我们就不

用初始化  𝑑𝑤1  ，  𝑑𝑤2  都等于 0。去掉这些，而是定义  𝑑𝑤  为一个向量，设置  𝑢 =

𝑛𝑝. 𝑧𝑒𝑟𝑜𝑠(𝑛(𝑥),1)。定义了一个𝑥行的一维向量，从而替代循环。我们仅仅使用了一个向量操

作 𝑑𝑤 = 𝑑𝑤 + 𝑥(𝑖)𝑑𝑧(𝑖) 。最后，我们得到 𝑑𝑤 = 𝑑𝑤/𝑚 。现在我们通过将两层循环转成一

层循环，我们仍然还有这个循环训练样本。 
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希望这个视频给了你一点向量化感觉，减少一层循环使你代码更快，但事实证明我们能

做得更好。所以在下个视频，我们将进一步的讲解逻辑回归，你将会看到更好的监督学习结

果。在训练中不需要使用任何 for 循环，你也可以写出代码去运行整个训练集。到此为止一

切都好，让我们看下一个视频。 
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2.13 向量化逻辑回归(Vectorizing Logistic Regression) 

我们已经讨论过向量化是如何显著加速你的代码，在本次视频中我们将讨论如何实现逻

辑回归的向量化计算。这样就能处理整个数据集，甚至不会用一个明确的 for 循环就能实现

对于整个数据集梯度下降算法的优化。我对这项技术感到非常激动，并且当我们后面谈到神

经网络时同样也不会用到一个明确的 for 循环。 

让我们开始吧，首先我们回顾一下逻辑回归的前向传播步骤。所以，如果你有 𝑚 个训

练样本，然后对第一个样本进行预测，你需要这样计算。计算 𝑧，我正在使用这个熟悉的公

式 𝑧(1) = 𝑤𝑇𝑥(1) + 𝑏 。然后计算激活函数 𝑎(1) = 𝜎(𝑧(1)) ，计算第一个样本的预测值 𝑦 。 

对第二个样本进行预测，你需要计算 𝑧(2) = 𝑤𝑇𝑥(2) + 𝑏 ， 𝑎(2) = 𝜎(𝑧(2)) 。 

对第三个样本进行预测，你需要计算 𝑧(3) = 𝑤𝑇𝑥(3) + 𝑏 ， 𝑎(3) = 𝜎(𝑧(3)) ，依次类推。

如果你有 𝑚  个训练样本，你可能需要这样做 𝑚  次，可以看出，为了完成前向传播步骤，

即对我们的 𝑚 个样本都计算出预测值。有一个办法可以并且不需要任何一个明确的 for 循

环。让我们来看一下你该怎样做。 

首先，回忆一下我们曾经定义了一个矩阵 𝑋 作为你的训练输入，(如下图中蓝色 𝑋 )像

这样在不同的列中堆积在一起。这是一个 𝑛𝑥  行 𝑚  列的矩阵。我现在将它写为 Python 

numpy 的形式 (𝑛𝑥 , 𝑚) ，这只是表示 𝑋 是一个 𝑛𝑥 乘以 𝑚 的矩阵 𝑅𝑛𝑥×𝑚。 

 

现在我首先想做的是告诉你该如何在一个步骤中计算 𝑧1、 𝑧2 、𝑧3 等等。实际上，只

用了一行代码。所以，我打算先构建一个 1 ×𝑚 的矩阵，实际上它是一个行向量，同时我

准备计算 𝑧(1)， 𝑧(2) ……一直到 𝑧(𝑚) ，所有值都是在同一时间内完成。结果发现它可以表
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达为  𝑤  的转置乘以大写矩阵  𝑥  然后加上向量  [𝑏𝑏. . . 𝑏]  ，  ([𝑧(1)𝑧(2). . . 𝑧(𝑚)] = 𝑤𝑇 +

[𝑏𝑏. . . 𝑏]) 。[𝑏𝑏. . . 𝑏] 是一个 1 ×𝑚 的向量或者 1 ×𝑚 的矩阵或者是一个 𝑚 维的行向量。

所以希望你熟悉矩阵乘法，你会发现的 𝑤  转置乘以 𝑥(1)  ， 𝑥(2)  一直到 𝑥(𝑚)  。所以 𝑤 

转置可以是一个行向量。所以第一项 𝑤𝑇𝑋  将计算 𝑤  的转置乘以 𝑥(1)， 𝑤  转置乘以𝑥(2) 

等等。然后我们加上第二项 [𝑏𝑏. . . 𝑏] ，你最终将 𝑏 加到了每个元素上。所以你最终得到了

另 一 个  1 ×𝑚  的 向 量 ，  [𝑧(1)𝑧(2). . . 𝑧(𝑚)] = 𝑤𝑇𝑋 + [𝑏𝑏. . . 𝑏] = [𝑤𝑇𝑥(1) + 𝑏,𝑤𝑇𝑥(2) +

𝑏. . . 𝑤𝑇𝑥(𝑚) + 𝑏] 。 

𝑤𝑇𝑥(1) + 𝑏 这是第一个元素，𝑤𝑇𝑥(2) + 𝑏 这是第二个元素， 𝑤𝑇𝑥(𝑚) + 𝑏 这是第 𝑚 个

元素。 

如果你参照上面的定义，第一个元素恰好是 𝑧(1) 的定义，第二个元素恰好是 𝑧(2) 的定

义，等等。所以，因为𝑋是一次获得的，当你得到你的训练样本，一个一个横向堆积起来，

这里我将 [𝑧(1)𝑧(2). . . 𝑧(𝑚)] 定义为大写的 𝑍 ，你用小写 𝑧 表示并将它们横向排在一起。所

以当你将不同训练样本对应的小写 𝑥  横向堆积在一起时得到大写变量 𝑋  并且将小写变量

也用相同方法处理，将它们横向堆积起来，你就得到大写变量 𝑍  。结果发现，为了计算 

𝑊𝑇𝑋 + [𝑏𝑏. . . 𝑏] ，numpy 命令是𝑍 = 𝑛𝑝. 𝑑𝑜𝑡(𝑤. 𝑇, 𝑋) + 𝑏。这里在 Python 中有一个巧妙的

地方，这里 𝑏 是一个实数，或者你可以说是一个 1 × 1 矩阵，只是一个普通的实数。但是

当你将这个向量加上这个实数时，Python 自动把这个实数 𝑏 扩展成一个 1 ×𝑚 的行向量。

所以这种情况下的操作似乎有点不可思议，它在 Python 中被称作广播(brosdcasting)，目前

你不用对此感到顾虑，我们将在下一个视频中进行进一步的讲解。话说回来它只用一行代码，

用这一行代码，你可以计算大写的 𝑍，而大写 𝑍 是一个包含所有小写𝑧(1) 到 𝑧(𝑚) 的 1 ×

𝑚 的矩阵。这就是 𝑍 的内容，关于变量 𝑎 又是如何呢？ 

我们接下来要做的就是找到一个同时计算 [𝑎(1)𝑎(2). . . 𝑎(𝑚)] 的方法。就像把小写 𝑥 堆

积起来得到大写 𝑋 和横向堆积小写 𝑧 得到大写 𝑍 一样，堆积小写变量 𝑎 将形成一个新

的变量，我们将它定义为大写 𝐴。在编程作业中，你将看到怎样用一个向量在 sigmoid 函数

中进行计算。所以 sigmoid 函数中输入大写 𝑍 作为变量并且非常高效地输出大写 𝐴。你将

在编程作业中看到它的细节。 

总结一下，在这张幻灯片中我们已经看到，不需要 for 循环，利用 𝑚 个训练样本一次

性计算出小写 𝑧 和小写 𝑎，用一行代码即可完成。 

Z = np.dot(w.T,X) + b 

这一行代码：𝐴 = [𝑎(1)𝑎(2). . . 𝑎(𝑚)] = 𝜎(𝑍) ，通过恰当地运用𝜎一次性计算所有 𝑎。这
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就是在同一时间内你如何完成一个所有 𝑚 个训练样本的前向传播向量化计算。 

概括一下，你刚刚看到如何利用向量化在同一时间内高效地计算所有的激活函数的所有 

𝑎值。接下来，可以证明，你也可以利用向量化高效地计算反向传播并以此来计算梯度。让

我们在下一个视频中看该如何实现。 
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2.14 向量化 logistic 回归的梯度输出（Vectorizing Logistic 

Regression's Gradient） 

如何向量化计算的同时，对整个训练集预测结果𝑎，这是我们之前已经讨论过的内容。

在本次视频中我们将学习如何向量化地计算𝑚个训练数据的梯度，本次视频的重点是如何同

时计算 𝑚 个数据的梯度，并且实现一个非常高效的逻辑回归算法(Logistic Regression)。 

之前我们在讲梯度计算的时候，列举过几个例子， 𝑑𝑧(1) = 𝑎(1) − 𝑦(1)，𝑑𝑧(2) = 𝑎(2) −

𝑦(2) ……等等一系列类似公式。现在，对 𝑚个训练数据做同样的运算，我们可以定义一个新

的变量 𝑑𝑍 = [𝑑𝑧(1), 𝑑𝑧(2). . . 𝑑𝑧(𝑚)]  ，所有的 𝑑𝑧  变量横向排列，因此，𝑑𝑍  是一个 1 ×𝑚 

的矩阵，或者说，一个 𝑚  维行向量。在之前的幻灯片中，我们已经知道如何计算𝐴，即 

[𝑎(1), 𝑎(2). . . 𝑎(𝑚)],我们需要找到这样的一个行向量 𝑌 = [𝑦(1)𝑦(2). . . 𝑦(𝑚)] ，由此，我们可以

这样计算 𝑑𝑍 = 𝐴 − 𝑌 = [𝑎(1) − 𝑦(1)𝑎(2) − 𝑦(2). . . 𝑎(𝑚) − 𝑦(𝑚)]，不难发现第一个元素就是 

𝑑𝑧(1)，第二个元素就是 𝑑𝑧(2) ……所以我们现在仅需一行代码，就可以同时完成这所有的计

算。 

在之前的实现中，我们已经去掉了一个 for 循环，但我们仍有一个遍历训练集的循环，

如下所示： 

𝑑𝑤 = 0 

𝑑𝑤+= 𝑥(1) ∗ 𝑑𝑧(1) 

𝑑𝑤+= 𝑥(2)  ∗ 𝑑𝑧(2) 

…………. 

𝑑𝑤+= 𝑥(𝑚) ∗ 𝑑𝑧(𝑚) 

𝑑𝑤 =
𝑑𝑤

𝑚
 

𝑑𝑏 = 0 

𝑑𝑏+= 𝑑𝑧(1) 

𝑑𝑏+= 𝑑𝑧(2) 

…………. 

𝑑𝑏+= 𝑑𝑧(𝑚) 

𝑑𝑏 =
𝑑𝑏

𝑚
 

上述（伪）代码就是我们在之前实现中做的，我们已经去掉了一个 for 循环，但用上述
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方法计算 𝑑𝑤 仍然需要一个循环遍历训练集，我们现在要做的就是将其向量化！ 

首先我们来看 𝑑𝑏，不难发现 𝑑𝑏 =
1

𝑚
∑ 𝑑𝑚
𝑖=1 𝑧(𝑖) ， 之前的讲解中，我们知道所有的𝑑𝑧𝑖)

已经组成一个行向量 𝑑𝑍了，所以在 Python 中，我们很容易地想到𝑑𝑏 =
1

𝑚
∗ 𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑍)；

接下来看𝑑𝑤，我们先写出它的公式 𝑑𝑤 =
1

𝑚
∗ 𝑋 ∗ 𝑑𝑧𝑇 其中，𝑋 是一个行向量。因此展开后 

𝑑𝑤 =
1

𝑚
∗ (𝑥(1)𝑑𝑧(1) + 𝑥(2)𝑑𝑧(2)+. . . +𝑥𝑚𝑑𝑧𝑚) 。因此我们可以仅用两行代码进行计算：𝑑𝑏 =

1

𝑚
∗ 𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑍)， 𝑑𝑤 =

1

𝑚
∗ 𝑋 ∗ 𝑑𝑧𝑇。这样，我们就避免了在训练集上使用 for 循环。 

现在，让我们回顾一下，看看我们之前怎么实现的逻辑回归，可以发现，没有向量化是

非常低效的，如下图所示代码： 

 

我们的目标是不使用 for 循环，而是向量，我们可以这么做： 

𝑍 = 𝑤𝑇𝑋 + 𝑏 = 𝑛𝑝. 𝑑𝑜𝑡(𝑤. 𝑇, 𝑋) + 𝑏 

𝐴 = 𝜎(𝑍) 

𝑑𝑍 = 𝐴 − 𝑌 

𝑑𝑤 =
1

𝑚
∗ 𝑋 ∗ 𝑑𝑧𝑇  

𝑑𝑏 =
1

𝑚
∗ 𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑍) 

𝑤:= 𝑤 − 𝑎 ∗ 𝑑𝑤 

𝑏:= 𝑏 − 𝑎 ∗ 𝑑𝑏 

现在我们利用前五个公式完成了前向和后向传播，也实现了对所有训练样本进行预测和

求导，再利用后两个公式，梯度下降更新参数。我们的目的是不使用 for 循环，所以我们就

通过一次迭代实现一次梯度下降，但如果你希望多次迭代进行梯度下降，那么仍然需要 for
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循环，放在最外层。不过我们还是觉得一次迭代就进行一次梯度下降，避免使用任何循环比

较舒服一些。 

最后，我们得到了一个高度向量化的、非常高效的逻辑回归的梯度下降算法，我们将在

下次视频中讨论 Python 中的 Broadcasting 技术。 
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2.15 Python 中的广播（Broadcasting in Python） 

这是一个不同食物(每 100g)中不同营养成分的卡路里含量表格，表格为 3 行 4 列，列表

示不同的食物种类，从左至右依次为苹果，牛肉，鸡蛋，土豆。行表示不同的营养成分，从

上到下依次为碳水化合物，蛋白质，脂肪。 

 

那么，我们现在想要计算不同食物中不同营养成分中的卡路里百分比。 

现在计算苹果中的碳水化合物卡路里百分比含量，首先计算苹果（100g）中三种营养成

分卡路里总和 56+1.2+1.8 = 59，然后用 56/59 = 94.9%算出结果。 

可以看出苹果中的卡路里大部分来自于碳水化合物，而牛肉则不同。 

对于其他食物，计算方法类似。首先，按列求和，计算每种食物中（100g）三种营养成

分总和，然后分别用不用营养成分的卡路里数量除以总和，计算百分比。 

那么，能否不使用 for 循环完成这样的一个计算过程呢？ 

假设上图的表格是一个 3 行 4 列的矩阵𝐴，记为 𝐴3×4，接下来我们要使用 Python 的

numpy 库完成这样的计算。我们打算使用两行代码完成，第一行代码对每一列进行求和，第

二行代码分别计算每种食物每种营养成分的百分比。 

在 jupyter notebook 中输入如下代码，按 shift+Enter 运行，输出如下。 
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下面使用如下代码计算每列的和，可以看到输出是每种食物(100g)的卡路里总和。 

 

其中 sum的参数 axis=0表示求和运算按列执行，之后会详细解释。 

接下来计算百分比，这条指令将 3 × 4的矩阵𝐴除以一个1 × 4的矩阵，得到了一个 3 ×

4的结果矩阵，这个结果矩阵就是我们要求的百分比含量。 

 

下面再来解释一下 A.sum(axis = 0)中的参数 axis。axis 用来指明将要进行的运算

是沿着哪个轴执行，在 numpy 中，0 轴是垂直的，也就是列，而 1 轴是水平的，也就是行。 

而第二个 A/cal.reshape(1,4)指令则调用了 numpy 中的广播机制。这里使用 3 × 4

的矩阵𝐴除以 1 × 4的矩阵𝑐𝑎𝑙。技术上来讲，其实并不需要再将矩阵𝑐𝑎𝑙  reshape(重塑)成 

1 × 4，因为矩阵𝑐𝑎𝑙本身已经是 1 × 4了。但是当我们写代码时不确定矩阵维度的时候，通

常会对矩阵进行重塑来确保得到我们想要的列向量或行向量。重塑操作 reshape是一个常

量时间的操作，时间复杂度是𝑂(1)，它的调用代价极低。 

那么一个 3 × 4  的矩阵是怎么和 1 × 4的矩阵做除法的呢？让我们来看一些更多的广

播的例子。 

 

在 numpy 中，当一个 4 × 1的列向量与一个常数做加法时，实际上会将常数扩展为一

个 4 × 1的列向量，然后两者做逐元素加法。结果就是右边的这个向量。这种广播机制对于

行向量和列向量均可以使用。 

再看下一个例子。 
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用一个 2 × 3的矩阵和一个 1 × 3 的矩阵相加，其泛化形式是 𝑚× 𝑛 的矩阵和 1 × 𝑛

的矩阵相加。在执行加法操作时，其实是将 1 × 𝑛 的矩阵复制成为 𝑚× 𝑛 的矩阵，然后两

者做逐元素加法得到结果。针对这个具体例子，相当于在矩阵的第一列加 100，第二列加 200，

第三列加 300。这就是在前一张幻灯片中计算卡路里百分比的广播机制，只不过这里是除法

操作（广播机制与执行的运算种类无关）。 

下面是最后一个例子 

 

这里相当于是一个 𝑚× 𝑛 的矩阵加上一个 𝑚× 1 的矩阵。在进行运算时，会先将 𝑚×

1 矩阵水平复制 𝑛 次，变成一个 𝑚× 𝑛 的矩阵，然后再执行逐元素加法。 

广播机制的一般原则如下： 

 

这里我先说一下我本人对 numpy 广播机制的理解，再解释上面这张幻灯片。 

首先是 numpy 广播机制 

如果两个数组的后缘维度的轴长度相符或其中一方的轴长度为 1，则认为它们是广播兼

容的。广播会在缺失维度和轴长度为 1 的维度上进行。 

后缘维度的轴长度：A.shape[-1] 即矩阵维度元组中的最后一个位置的值 

对于视频中卡路里计算的例子，矩阵 𝐴3,4 后缘维度的轴长度是 4，而矩阵 𝑐𝑎𝑙1,4 的后
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缘维度也是 4，则他们满足后缘维度轴长度相符，可以进行广播。广播会在轴长度为 1 的维

度进行，轴长度为 1 的维度对应 axis=0，即垂直方向，矩阵 cal1,4 沿 axis=0(垂直方向)

复制成为 cal_temp3,4 ，之后两者进行逐元素除法运算。 

现在解释上图中的例子 

矩阵 𝐴𝑚,𝑛 和矩阵 𝐵1,𝑛 进行四则运算，后缘维度轴长度相符，可以广播，广播沿着轴

长度为 1 的轴进行，即 𝐵1,𝑛 广播成为 𝐵𝑚,𝑛′ ，之后做逐元素四则运算。 

矩阵 𝐴𝑚,𝑛 和矩阵 𝐵𝑚,1 进行四则运算，后缘维度轴长度不相符，但其中一方轴长度为

1，可以广播，广播沿着轴长度为 1 的轴进行，即 𝐵𝑚,1 广播成为 𝐵𝑚,𝑛′ ，之后做逐元素四

则运算。 

矩阵 𝐴𝑚,1 和常数𝑅 进行四则运算，后缘维度轴长度不相符，但其中一方轴长度为 1，

可以广播，广播沿着缺失维度和轴长度为 1 的轴进行，缺失维度就是 axis=0,轴长度为 1 的

轴是 axis=1，即𝑅广播成为 𝐵𝑚,1′ ，之后做逐元素四则运算。 

最后，对于 Matlab/Octave 有类似功能的函数 bsxfun。 

总结一下 broadcasting，可以看看下面的图： 
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2.16 关于 python _ numpy 向量的说明（A note on python or 

numpy vectors）参考视频： 

本节主要讲 Python 中的 numpy 一维数组的特性，以及与行向量或列向量的区别。并介

绍了老师在实际应用中的一些小技巧，去避免在 coding 中由于这些特性而导致的 bug。 

Python 的特性允许你使用广播（broadcasting）功能，这是 Python 的 numpy 程序语言

库中最灵活的地方。而我认为这是程序语言的优点，也是缺点。优点的原因在于它们创造出

语言的表达性，Python 语言巨大的灵活性使得你仅仅通过一行代码就能做很多事情。但是

这也是缺点，由于广播巨大的灵活性，有时候你对于广播的特点以及广播的工作原理这些细

节不熟悉的话，你可能会产生很细微或者看起来很奇怪的 bug。例如，如果你将一个列向量

添加到一个行向量中，你会以为它报出维度不匹配或类型错误之类的错误，但是实际上你会

得到一个行向量和列向量的求和。 

在 Python 的这些奇怪的影响之中，其实是有一个内在的逻辑关系的。但是如果对 Python

不熟悉的话，我就曾经见过的一些学生非常生硬、非常艰难地去寻找 bug。所以我在这里想

做的就是分享给你们一些技巧，这些技巧对我非常有用，它们能消除或者简化我的代码中所

有看起来很奇怪的 bug。同时我也希望通过这些技巧，你也能更容易地写没有 bug 的 Python

和 numpy 代码。 

为了演示 Python-numpy 的一个容易被忽略的效果，特别是怎样在 Python-numpy 中构

造向量，让我来做一个快速示范。首先设置𝑎 = 𝑛𝑝. 𝑟𝑎𝑛𝑑𝑜𝑚. 𝑟𝑎𝑛𝑑𝑛(5)，这样会生成存储在

数组 𝑎 中的 5 个高斯随机数变量。之后输出 𝑎，从屏幕上可以得知，此时 𝑎 的 shape（形

状）是一个(5, )的结构。这在 Python 中被称作一个一维数组。它既不是一个行向量也不是

一个列向量，这也导致它有一些不是很直观的效果。举个例子，如果我输出一个转置阵，最

终结果它会和𝑎看起来一样，所以𝑎和𝑎的转置阵最终结果看起来一样。而如果我输出𝑎和𝑎的

转置阵的内积，你可能会想：𝑎乘以𝑎的转置返回给你的可能会是一个矩阵。但是如果我这样

做，你只会得到一个数。 
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所以我建议当你编写神经网络时，不要在它的 shape 是(5, )还是(𝑛, )或者一维数组时使

用数据结构。相反，如果你设置 𝑎 为(5,1)，那么这就将置于 5 行 1 列向量中。在先前的操

作里 𝑎 和 𝑎 的转置看起来一样，而现在这样的 𝑎 变成一个新的 𝑎 的转置，并且它是一

个行向量。请注意一个细微的差别，在这种数据结构中，当我们输出 𝑎 的转置时有两对方

括号，而之前只有一对方括号，所以这就是 1 行 5 列的矩阵和一维数组的差别。 

 

如果你输出 𝑎 和 𝑎 的转置的乘积，然后会返回给你一个向量的外积，是吧？所以这两

个向量的外积返回给你的是一个矩阵。 
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就我们刚才看到的，再进一步说明。首先我们刚刚运行的命令是这个  (𝑎 =

𝑛𝑝. 𝑟𝑎𝑛𝑑𝑜𝑚. 𝑟𝑎𝑛𝑑𝑛(5))，而且它生成了一个数据结构 (𝑎. 𝑠ℎ𝑎𝑝𝑒)，𝑎. 𝑠ℎ𝑎𝑝𝑒是(5, )，一个有趣

的东西。这被称作 𝑎 的一维数组，同时这也是一个非常有趣的数据结构。它不像行向量和

列向量那样表现的很一致，这也让它的一些影响不那么明显。所以我建议，当你在编程练习

或者在执行逻辑回归和神经网络时，你不需要使用这些一维数组。 

 

相反，如果你每次创建一个数组，你都得让它成为一个列向量，产生一个(5,1)向量或者

你让它成为一个行向量，那么你的向量的行为可能会更容易被理解。所以在这种情况下，

𝑎. 𝑠ℎ𝑎𝑝𝑒等同于(5,1)。这种表现很像 𝑎，但是实际上却是一个列向量。同时这也是为什么当

它是一个列向量的时候，你能认为这是矩阵(5,1)；同时这里 𝑎. 𝑠ℎ𝑎𝑝𝑒 将要变成(1,5)，这就

像行向量一样。所以当你需要一个向量时，我会说用这个或那个(column vector or row vector)，

但绝不会是一维数组。 

 

我写代码时还有一件经常做的事，那就是如果我不完全确定一个向量的维度(dimension)，

我经常会扔进一个断言语句(assertion statement)。像这样，去确保在这种情况下是一个(5,1)

向量，或者说是一个列向量。这些断言语句实际上是要去执行的，并且它们也会有助于为你

的代码提供信息。所以不论你要做什么，不要犹豫直接插入断言语句。如果你不小心以一维

数组来执行，你也能够重新改变数组维数 𝑎 = 𝑟𝑒𝑠ℎ𝑎𝑝𝑒，表明一个(5,1)数组或者一个(1,5)

数组，以致于它表现更像列向量或行向量。 
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我有时候看见学生因为一维数组不直观的影响，难以定位 bug 而告终。通过在原先的代

码里清除一维数组，我的代码变得更加简洁。而且实际上就我在代码中表现的事情而言，我

从来不使用一维数组。因此，要去简化你的代码，而且不要使用一维数组。总是使用 𝑛 × 1 

维矩阵（基本上是列向量），或者 1 × 𝑛 维矩阵（基本上是行向量），这样你可以减少很多

assert 语句来节省核矩阵和数组的维数的时间。另外，为了确保你的矩阵或向量所需要的维

数时，不要羞于 reshape 操作。 

总之，我希望这些建议能帮助你解决一个 Python 中的 bug，从而使你更容易地完成练

习。 
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2.17 Jupyter/iPython Notebooks 快速入门（Quick tour of 

Jupyter/iPython Notebooks） 

学到现在，你即将要开始处理你的第一个编程作业。但在那之前，让我快速地给你介绍

一下在 Coursera 上的 iPython Notebooks 工具。 

 

这就是 Jupyter iPython Notebooks 的界面，你可以通过它连接到 Coursera。让我快速地

讲解下它的一些特性。关于它的说明已经被写入这个 Notebook 中。 

 

这里有一些空白区域的代码块，你可以在这里编写代码。有时，你也会看到一些函数块。

而关于这些的说明都已经在 iPython Notebook 的文本中。在 iPython Notebook 中，在这些

较长的灰色的区域就是代码块。 
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有时，你会看到代码块中有像这样的开始代码和结束代码。在进行编程练习时，请确保

你的代码写在开始代码和结束代码之间。 

 

比如，编写打印输出 Hello World 的代码，然后执行这一代码块（你可以按 shift +enter

来执行这一代码块）。最终，它就会输出我们想要的 Hello World。 

 

在运行一个单元格 cell 时，你也可以选择运行其中的一块代码区域。通过点击 Cell 菜单

的 Run Cells 执行这部分代码。 

也许，在你的计算机上，运行 cell 的键盘快捷方式可能并非是 shift enter。但是，Mac

应该和我的个人电脑一样，可以使用 shift + enter 来运行 cell。 

 

当你正在阅读指南时，如果不小心双击了它，点中的区域就会变成 markdown 语言形
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式。如果你不小心使其变成了这样的文本框，只要运行下单元格 cell，就可以回到原来的形

式。所以，点击 cell 菜单的 Run Cells 或者使用 shift + enter，就可以使得它变回原样。 

 

这里还有一些其他的小技巧。比如当你执行上面所使用的代码时，它实际上会使用一个

内核在服务器上运行这段代码。如果你正在运行超负荷的进程，或者电脑运行了很长一段时

间，或者在运行中出了错，又或者网络连接失败，这里依然有机会让 Kernel 重新工作。你只

要点击 Kernel，选择 Restart，它会重新运行 Kernel 使程序继续工作。 

所以，如果你只是运行相对较小的工作并且才刚刚启动你的 ipad 或笔记本电脑，这种

情况应该是不会发生的。但是，如果你看见错误信息，比如 Kernel 已经中断或者其他信息,

你可以试着重启 Kernel。 

 

当我使用 iPython Notebook 时会有多个代码区域块。尽管我并没有在前面的代码块中

添加自己的代码，但还是要确保先执行这块代码。因为在这个例子，它导入了 numpy 包并

另命名为 np 等，并声明了一些你可能需要的变量。为了能顺利地执行下面的代码，就必须

确保先执行上面的代码，即使不要求你去写其他的代码。 
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最后，当你完成作业后，可以通过点击右上方蓝色的 Submit Assignment 按钮提交你的

作业。 

我发现这种交互式的 shell 命令，在 iPython Notebooks 是非常有用的，能使你快速地实

现代码并且查看输出结果，便于学习。所以我希望这些练习和 Jupyter iPython Notebooks 会

帮助你更快地学习和实践，并且帮助你了解如何去实现这些学习算法。后面一个视频是一个

选学视频，它主要是讲解逻辑回归中的代价函数。你可以选择是否观看。不管怎样，都祝愿

你能通过这两次编程作业。我会在新一周的课程里等待着你。 
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2.18 （选修）logistic 损失函数的解释（Explanation of logistic 

regression cost function） 

在前面的视频中，我们已经分析了逻辑回归的损失函数表达式，在这节选修视频中，我

将给出一个简洁的证明来说明逻辑回归的损失函数为什么是这种形式。 

 

回想一下，在逻辑回归中，需要预测的结果�̂�,可以表示为�̂� = 𝜎(𝑤𝑇𝑥 + 𝑏)，𝜎是我们熟

悉的𝑆型函数 𝜎(𝑧) = 𝜎(𝑤𝑇𝑥 + 𝑏) =
1

1+𝑒−𝑧
 。我们约定 �̂� = 𝑝(𝑦 = 1|𝑥) ，即算法的输出�̂� 是

给定训练样本 𝑥 条件下 𝑦 等于 1 的概率。 

换句话说，如果𝑦 = 1，在给定训练样本 𝑥 条件下y = �̂�； 

反过来说，如果𝑦 = 0，在给定训练样本𝑥条件下 (𝑦 = 1 − �̂�)， 

因此，如果 �̂� 代表 𝑦 = 1 的概率，那么1 − �̂�就是 𝑦 = 0的概率。 

接下来，我们就来分析这两个条件概率公式。 

 

这两个条件概率公式定义形式为 𝑝(𝑦|𝑥)并且代表了 𝑦 = 0  或者 𝑦 = 1  这两种情况，

我们可以将这两个公式合并成一个公式。需要指出的是我们讨论的是二分类问题的损失函

数，因此，𝑦的取值只能是 0 或者 1。上述的两个条件概率公式可以合并成如下公式： 

𝑝(𝑦|𝑥) = �̂�
𝑦
(1 − �̂�)(1−𝑦) 

接下来我会解释为什么可以合并成这种形式的表达式：(1 − �̂�)的(1 − 𝑦)次方这行表达

式包含了上面的两个条件概率公式，我来解释一下为什么。 
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第一种情况，假设 𝑦 = 1，由于𝑦 = 1，那么(�̂�)𝑦 = �̂�，因为 �̂�的 1 次方等于�̂�，1 −

(1 − �̂�)(1−𝑦)的指数项(1 − 𝑦)等于 0，由于任何数的 0 次方都是 1，�̂�乘以 1 等于�̂�。因此当

𝑦 = 1时 𝑝(𝑦|𝑥) = �̂�（图中绿色部分）。 

第二种情况，当 𝑦 = 0 时 𝑝(𝑦|𝑥) 等于多少呢? 假设𝑦 = 0，�̂�的𝑦次方就是 �̂� 的 0 次

方，任何数的 0 次方都等于 1，因此 𝑝(𝑦|𝑥) = 1 × (1 − �̂�)1−𝑦 ，前面假设 𝑦 = 0 因此(1 −

𝑦)就等于 1，因此 𝑝(𝑦|𝑥) = 1 × (1 − �̂�)。因此在这里当𝑦 = 0时，𝑝(𝑦|𝑥) = 1 − �̂�。这就是这

个公式(第二个公式，图中紫色字体部分)的结果。 

因此，刚才的推导表明 𝑝(𝑦|𝑥) = �̂�
(𝑦)
(1 − �̂�)(1−𝑦)，就是 𝑝(𝑦|𝑥) 的完整定义。由于 log 

函数是严格单调递增的函数，最大化  𝑙𝑜𝑔(𝑝(𝑦|𝑥))  等价于最大化  𝑝(𝑦|𝑥)  并且地计算 

𝑝(𝑦|𝑥) 的 log 对数，就是计算 𝑙𝑜𝑔(�̂�
(𝑦)
(1 − �̂�)(1−𝑦)) (其实就是将 𝑝(𝑦|𝑥) 代入)，通过对数

函数化简为： 

𝑦𝑙𝑜𝑔 �̂� + (1 − 𝑦)𝑙𝑜𝑔(1 − �̂�) 

而这就是我们前面提到的损失函数的负数 (−𝐿(�̂� , 𝑦)) ，前面有一个负号的原因是当你

训练学习算法时需要算法输出值的概率是最大的（以最大的概率预测这个值），然而在逻辑

回归中我们需要最小化损失函数，因此最小化损失函数与最大化条件概率的对数 

𝑙𝑜𝑔(𝑝(𝑦|𝑥)) 关联起来了，因此这就是单个训练样本的损失函数表达式。 
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在 𝑚个训练样本的整个训练集中又该如何表示呢，让我们一起来探讨一下。 

让我们一起来探讨一下，整个训练集中标签的概率，更正式地来写一下。假设所有的训

练样本服从同一分布且相互独立，也即独立同分布的，所有这些样本的联合概率就是每个样

本概率的乘积: 

𝑃(labels in training set) = ∏ 𝑃(𝑦(𝑖)|𝑥(𝑖))𝑚
𝑖=1 。 

 

如果你想做最大似然估计，需要寻找一组参数，使得给定样本的观测值概率最大，但令

这个概率最大化等价于令其对数最大化，在等式两边取对数： 

𝑙𝑜𝑔𝑝(labels in training set) = 𝑙𝑜𝑔∏𝑃(𝑦(𝑖)|𝑥(𝑖))

𝑚

𝑖=1

=∑𝑙𝑜𝑔𝑃(𝑦(𝑖)|𝑥(𝑖))

𝑚

𝑖=1

=∑−𝐿(�̂�
(𝑖)
, 𝑦(𝑖))

𝑚

𝑖=1

 

在统计学里面，有一个方法叫做最大似然估计，即求出一组参数，使这个式子取最大值，

也就是说，使得这个式子取最大值，∑ −𝐿(�̂�
(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 ，可以将负号移到求和符号的外面，
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−∑ 𝐿(�̂�
(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 ，这样我们就推导出了前面给出的 logistic 回归的成本函数𝐽(𝑤, 𝑏) =

∑ 𝐿(�̂�
(𝑖)
, 𝑦 (̂𝑖))𝑚

𝑖=1 。 

 

由于训练模型时，目标是让成本函数最小化，所以我们不是直接用最大似然概率，要去

掉这里的负号，最后为了方便，可以对成本函数进行适当的缩放，我们就在前面加一个额外

的常数因子
1

𝑚
，即: 

𝐽(𝑤, 𝑏) =
1

𝑚
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 。 

总结一下，为了最小化成本函数𝐽(𝑤, 𝑏)，我们从 logistic 回归模型的最大似然估计的角

度出发，假设训练集中的样本都是独立同分布的条件下。尽管这节课是选修性质的，但还是

感谢观看本节视频。我希望通过本节课您能更好地明白逻辑回归的损失函数，为什么是那种

形式，明白了损失函数的原理，希望您能继续完成课后的练习，前面课程的练习以及本周的

测验，在课后的小测验和编程练习中,祝您好运。 
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第三周：浅层神经网络(Shallow neural networks) 

3.1 神经网络概述（Neural Network Overview） 

本周你将学习如何实现一个神经网络。在我们深入学习具体技术之前，我希望快速的带

你预览一下本周你将会学到的东西。如果这个视频中的某些细节你没有看懂你也不用担心，

我们将在后面的几个视频中深入讨论技术细节。 

现在我们开始快速浏览一下如何实现神经网络。上周我们讨论了逻辑回归，我们了解了

这个模型(见图 3.1.1)如何与下面公式 3.1 建立联系。  

图 3.1.1 :  

 

公式 3.1： 

𝑥
𝑤
𝑏
} ⟹ 𝑧 = 𝑤𝑇𝑥 + 𝑏 

如上所示，首先你需要输入特征𝑥，参数𝑤和𝑏，通过这些你就可以计算出𝑧，公式 3.2： 

 

接下来使用𝑧就可以计算出𝑎。我们将的符号换为表示输出�̂� ⟹ 𝑎 = 𝜎(𝑧),然后可以计算

出 loss function 𝐿(𝑎, 𝑦) 

神经网络看起来是如下这个样子（图 3.1.2）。正如我之前已经提到过，你可以把许多

sigmoid 单元堆叠起来形成一个神经网络。对于图 3.1.1 中的节点，它包含了之前讲的计算的

两个步骤：首先通过公式 3.1 计算出值𝑧，然后通过𝜎(𝑧)计算值𝑎。 
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图 3.1.2 

在这个神经网络（图 3.1.2）对应的 3 个节点，首先计算第一层网络中的各个节点相关

的数𝑧[1]，接着计算𝛼[1]，在计算下一层网络同理； 我们会使用符号 [𝑚]表示第𝑚层网络中

节点相关的数，这些节点的集合被称为第𝑚层网络。这样可以保证 [𝑚]不会和我们之前用来

表示单个的训练样本的 (𝑖)(即我们使用表示第 i 个训练样本)混淆； 整个计算过程，公式如

下: 公式 3.3： 

 

公式 3.4： 

𝑥
𝑑𝑊[1]

𝑑𝑏[1]
} ⟸ 𝑑𝑧[1] = 𝑑(𝑊[1]𝑥 + 𝑏[1]) ⟸ 𝑑𝛼[1] = 𝑑𝜎(𝑧[1]) 

 

类似逻辑回归，在计算后需要使用计算，接下来你需要使用另外一个线性方程对应的参

数计算𝑧[2]， 计算𝑎[2]，此时𝑎[2]就是整个神经网络最终的输出，用 �̂�表示网络的输出。 

公式 3.5： 

我知道这其中有很多细节，其中有一点非常难以理解，即在逻辑回归中，通过直接计算𝑧得

到结果𝑎。而这个神经网络中，我们反复的计算𝑧和𝑎，计算𝑎和𝑧，最后得到了最终的输出 loss 
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function。 

你应该记得逻辑回归中，有一些从后向前的计算用来计算导数𝑑𝑎、𝑑𝑧。同样，在神经网

络中我们也有从后向前的计算，看起来就像这样，最后会计算𝑑𝑎[2] 、𝑑𝑧[2]，计算出来之后，

然后计算计算𝑑𝑊[2]、𝑑𝑏[2] 等，按公式 3.4、3.5 箭头表示的那样，从右到左反向计算。 

现在你大概了解了一下什么是神经网络，基于逻辑回归重复使用了两次该模型得到上述

例子的神经网络。我清楚这里面多了很多新符号和细节，如果没有理解也不用担心，在接下

来的视频中我们会仔细讨论具体细节。 

那么，下一个视频讲述神经网络的表示。 
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3.2 神经网络的表示（Neural Network Representation） 

先回顾一下我在上一个视频画几张神经网络的图片，在这次课中我们将讨论这些图片的

具体含义，也就是我们画的这些神经网络到底代表什么。 

我们首先关注一个例子，本例中的神经网络只包含一个隐藏层（图 3.2.1）。这是一张神

经网络的图片，让我们给此图的不同部分取一些名字。 

 

图 3.2.1 

我们有输入特征𝑥1、𝑥2、𝑥3，它们被竖直地堆叠起来，这叫做神经网络的输入层。它包

含了神经网络的输入；然后这里有另外一层我们称之为隐藏层（图 3.2.1 的四个结点）。待

会儿我会回过头来讲解术语"隐藏"的意义；在本例中最后一层只由一个结点构成，而这个只

有一个结点的层被称为输出层，它负责产生预测值。解释隐藏层的含义：在一个神经网络中，

当你使用监督学习训练它的时候，训练集包含了输入𝑥也包含了目标输出𝑦，所以术语隐藏层

的含义是在训练集中，这些中间结点的准确值我们是不知道到的，也就是说你看不见它们在

训练集中应具有的值。你能看见输入的值，你也能看见输出的值，但是隐藏层中的东西，在

训练集中你是无法看到的。所以这也解释了词语隐藏层，只是表示你无法在训练集中看到他

们。 

现在我们再引入几个符号，就像我们之前用向量𝑥表示输入特征。这里有个可代替的记

号𝑎[0]可以用来表示输入特征。𝑎表示激活的意思，它意味着网络中不同层的值会传递到它们

后面的层中，输入层将𝑥传递给隐藏层，所以我们将输入层的激活值称为𝑎[0]；下一层即隐藏

层也同样会产生一些激活值，那么我将其记作𝑎[1]，所以具体地，这里的第一个单元或结点

我们将其表示为𝑎1
[1]
，第二个结点的值我们记为𝑎2

[1]
以此类推。所以这里的是一个四维的向量

如果写成 Python 代码，那么它是一个规模为 4x1 的矩阵或一个大小为 4 的列向量，如下公

式，它是四维的，因为在本例中，我们有四个结点或者单元，或者称为四个隐藏层单元； 公
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式 3.7 

𝑎[1] =

[
 
 
 
 
 𝑎1
[1]

𝑎2
[1]

𝑎3
[1]

𝑎4
[1]
]
 
 
 
 
 

 

最后输出层将产生某个数值𝑎，它只是一个单独的实数，所以的�̂�值将取为𝑎[2]。这与逻

辑回归很相似，在逻辑回归中，我们有�̂�直接等于𝑎，在逻辑回归中我们只有一个输出层，所

以我们没有用带方括号的上标。但是在神经网络中，我们将使用这种带上标的形式来明确地

指出这些值来自于哪一层，有趣的是在约定俗成的符号传统中，在这里你所看到的这个例子，

只能叫做一个两层的神经网络（图 3.2.2）。原因是当我们计算网络的层数时，输入层是不算

入总层数内，所以隐藏层是第一层，输出层是第二层。第二个惯例是我们将输入层称为第零

层，所以在技术上，这仍然是一个三层的神经网络，因为这里有输入层、隐藏层，还有输出

层。但是在传统的符号使用中，如果你阅读研究论文或者在这门课中，你会看到人们将这个

神经网络称为一个两层的神经网络，因为我们不将输入层看作一个标准的层。 

 

图 3.2.2 

最后，我们要看到的隐藏层以及最后的输出层是带有参数的，这里的隐藏层将拥有两个

参数𝑊和𝑏，我将给它们加上上标 [1](𝑊[1],𝑏[1])，表示这些参数是和第一层这个隐藏层有关

系的。之后在这个例子中我们会看到𝑊是一个 4x3 的矩阵，而𝑏是一个 4x1 的向量，第一个

数字 4 源自于我们有四个结点或隐藏层单元，然后数字 3 源自于这里有三个输入特征，我们

之后会更加详细地讨论这些矩阵的维数，到那时你可能就更加清楚了。相似的输出层也有一

些与之关联的参数𝑊[2]以及𝑏[2]。从维数上来看，它们的规模分别是 1x4 以及 1x1。1x4 是因
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为隐藏层有四个隐藏层单元而输出层只有一个单元，之后我们会对这些矩阵和向量的维度做

出更加深入的解释，所以现在你已经知道一个两层的神经网络什么样的了，即它是一个只有

一个隐藏层的神经网络。 

在下一个视频中。我们将更深入地了解这个神经网络是如何进行计算的，也就是这个神

经网络是怎么输入𝑥，然后又是怎么得到�̂�。 
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3.3 计算一个神经网络的输出（Computing a Neural Network's 

output） 

在上一节的视频中，我们介绍只有一个隐藏层的神经网络的结构与符号表示。在这节的

视频中让我们了解神经网络的输出究竟是如何计算出来的。 

首先，回顾下只有一个隐藏层的简单两层神经网络结构： 

  

图 3.3.1 

其中，𝑥表示输入特征，𝑎表示每个神经元的输出，𝑊表示特征的权重，上标表示神经网

络的层数（隐藏层为 1），下标表示该层的第几个神经元。这是神经网络的符号惯例，下同。 

神经网络的计算 

关于神经网络是怎么计算的，从我们之前提及的逻辑回归开始，如下图所示。用圆圈表

示神经网络的计算单元，逻辑回归的计算有两个步骤，首先你按步骤计算出𝑧，然后在第二

步中你以 sigmoid 函数为激活函数计算𝑧（得出𝑎），一个神经网络只是这样子做了好多次重

复计算。 
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图 3.3.2 

回到两层的神经网络，我们从隐藏层的第一个神经元开始计算，如上图第一个最上面的

箭头所指。从上图可以看出，输入与逻辑回归相似，这个神经元的计算与逻辑回归一样分为

两步，小圆圈代表了计算的两个步骤。 

第一步，计算𝑧1
[1]
, 𝑧1
[1]
= 𝑤1

[1]𝑇
𝑥 + 𝑏1

[1]
。 

第二步，通过激活函数计算𝑎1
[1]
, 𝑎1
[1]
= 𝜎(𝑧1

[1]
)。 

隐藏层的第二个以及后面两个神经元的计算过程一样，只是注意符号表示不同，最终分

别得到𝑎2
[1]
、𝑎3

[1]
、𝑎4

[1]
，详细结果见下: 

𝑧1
[1]
= 𝑤1

[1]𝑇
𝑥 + 𝑏1

[1]
, 𝑎1
[1]
= 𝜎(𝑧1

[1]
) 

𝑧2
[1]
= 𝑤2

[1]𝑇
𝑥 + 𝑏2

[1]
, 𝑎2
[1]
= 𝜎(𝑧2

[1]
) 

𝑧3
[1]
= 𝑤3

[1]𝑇
𝑥 + 𝑏3

[1]
, 𝑎3
[1]
= 𝜎(𝑧3

[1]
) 

𝑧4
[1]
= 𝑤4

[1]𝑇
𝑥 + 𝑏4

[1]
, 𝑎4
[1]
= 𝜎(𝑧4

[1]
) 

向量化计算 如果你执行神经网络的程序，用 for 循环来做这些看起来真的很低效。所

以接下来我们要做的就是把这四个等式向量化。向量化的过程是将神经网络中的一层神经元

参数纵向堆积起来，例如隐藏层中的𝑤纵向堆积起来变成一个(4,3)的矩阵，用符号𝑊[1]表示。

另一个看待这个的方法是我们有四个逻辑回归单元，且每一个逻辑回归单元都有相对应的参

数——向量𝑤，把这四个向量堆积在一起，你会得出这 4×3 的矩阵。 因此， 公式 3.8：  𝑧[𝑛] =

𝑤[𝑛]𝑥 + 𝑏[𝑛] 

公式 3.9： 

 𝑎[𝑛] = 𝜎(𝑧[𝑛]) 

详细过程见下: 公式 3.10： 
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𝑎[1] =

[
 
 
 
 
 𝑎1
[1]

𝑎2
[1]

𝑎3
[1]

𝑎4
[1]
]
 
 
 
 
 

= 𝜎(𝑧[1]) 

公式 3.11： 

[
 
 
 
 
 𝑧1
[1]

𝑧2
[1]

𝑧3
[1]

𝑧4
[1]
]
 
 
 
 
 

=

[
 
 
 
 
 . . .𝑊1

[1]𝑇
. . .

. . .𝑊2
[1]𝑇
. . .

. . .𝑊3
[1]𝑇
. . .

. . .𝑊4
[1]𝑇
. . .]
 
 
 
 
 

⏞        
𝑊[1]

∗ [

𝑥1
𝑥2
𝑥3
]

⏞
𝑖𝑛𝑝𝑢𝑡

+

[
 
 
 
 
 𝑏1
[1]

𝑏2
[1]

𝑏3
[1]

𝑏4
[1]
]
 
 
 
 
 

⏞  
𝑏[1]

 

对于神经网络的第一层，给予一个输入𝑥，得到𝑎[1]，𝑥可以表示为𝑎[0]。通过相似的衍生

你会发现，后一层的表示同样可以写成类似的形式，得到𝑎[2]，�̂� = 𝑎[2]，具体过程见公式 3.8、

3.9。 

  

图 3.3.3 

如上图左半部分所示为神经网络，把网络左边部分盖住先忽略，那么最后的输出单元就

相当于一个逻辑回归的计算单元。当你有一个包含一层隐藏层的神经网络，你需要去实现以

计算得到输出的是右边的四个等式，并且可以看成是一个向量化的计算过程，计算出隐藏层

的四个逻辑回归单元和整个隐藏层的输出结果，如果编程实现需要的也只是这四行代码。 

总结：通过本视频，你能够根据给出的一个单独的输入特征向量，运用四行代码计算出

一个简单神经网络的输出。接下来你将了解的是如何一次能够计算出不止一个样本的神经网

络输出，而是能一次性计算整个训练集的输出。  
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3.4 多样本向量化（Vectorizing across multiple examples） 

在上一个视频，了解到如何针对于单一的训练样本，在神经网络上计算出预测值。 

在这个视频，将会了解到如何向量化多个训练样本，并计算出结果。该过程与你在逻辑

回归中所做类似。 

逻辑回归是将各个训练样本组合成矩阵，对矩阵的各列进行计算。神经网络是通过对逻

辑回归中的等式简单的变形，让神经网络计算出输出值。这种计算是所有的训练样本同时进

行的，以下是实现它具体的步骤： 

 

 图 3.4.1 

上一节视频中得到的四个等式。它们给出如何计算出𝑧[1]，𝑎[1]，𝑧[2]，𝑎[2]。 

对于一个给定的输入特征向量𝑋，这四个等式可以计算出𝛼[2]等于�̂�。这是针对于单一的

训练样本。如果有𝑚个训练样本,那么就需要重复这个过程。 

用第一个训练样本𝑥[1]来计算出预测值�̂�
[1]
，就是第一个训练样本上得出的结果。 

然后，用𝑥[2]来计算出预测值�̂�
[2]
，循环往复，直至用𝑥[𝑚]计算出�̂�

[𝑚]
。 

用激活函数表示法，如上图左下所示，它写成𝑎[2](1)、𝑎[2](2)和𝑎[2](𝑚)。 

【注】：𝑎[2](𝑖)，(𝑖)是指第𝑖个训练样本而[2]是指第二层。 

如果有一个非向量化形式的实现，而且要计算出它的预测值，对于所有训练样本，需要

让𝑖从 1 到𝑚实现这四个等式： 

𝑧[1](𝑖) = 𝑊[1](𝑖)𝑥(𝑖) + 𝑏[1](𝑖) 

𝑎[1](𝑖) = 𝜎(𝑧[1](𝑖)) 
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𝑧[2](𝑖) = 𝑊[2](𝑖)𝑎[1](𝑖) + 𝑏[2](𝑖) 

𝑎[2](𝑖) = 𝜎(𝑧[2](𝑖)) 

对于上面的这个方程中的 (𝑖)，是所有依赖于训练样本的变量，即将(𝑖)添加到𝑥，𝑧和𝑎。

如果想计算𝑚个训练样本上的所有输出，就应该向量化整个计算，以简化这列。 

本课程需要使用很多线性代数的内容，重要的是能够正确地实现这一点，尤其是在深度

学习的错误中。实际上本课程认真地选择了运算符号，这些符号只是针对于这个课程的，并

且能使这些向量化容易一些。 

所以，希望通过这个细节可以更快地正确实现这些算法。接下来讲讲如何向量化这些： 

公式 3.12： 

𝑥 = [
⋮ ⋮ ⋮ ⋮
𝑥(1) 𝑥(2) ⋯ 𝑥(𝑚)

⋮ ⋮ ⋮ ⋮
] 

公式 3.13： 

𝑍[1] = [
⋮ ⋮ ⋮ ⋮

𝑧[1](1) 𝑧[1](2) ⋯ 𝑧[1](𝑚)

⋮ ⋮ ⋮ ⋮
] 

公式 3.14： 

𝐴[1] = [
⋮ ⋮ ⋮ ⋮

𝛼[1](1) 𝛼[1](2) ⋯ 𝛼[1](𝑚)

⋮ ⋮ ⋮ ⋮
] 

公式 3.15： 

𝑧[1](𝑖) = 𝑊[1](𝑖)𝑥(𝑖) + 𝑏[1]

𝛼[1](𝑖) = 𝜎(𝑧[1](𝑖))

𝑧[2](𝑖) = 𝑊[2](𝑖)𝛼[1](𝑖) + 𝑏[2]

𝛼[2](𝑖) = 𝜎(𝑧[2](𝑖))}
 

 

⟹ {

𝐴[1] = 𝜎(𝑧[1])

𝑧[2] = 𝑊[2]𝐴[1] + 𝑏[2]

𝐴[2] = 𝜎(𝑧[2])

 

前一张幻灯片中的 for 循环是来遍历所有个训练样本。 定义矩阵𝑋等于训练样本，将它

们组合成矩阵的各列，形成一个𝑛维或𝑛乘以𝑚维矩阵。接下来计算见公式 3.15： 

以此类推，从小写的向量𝑥到这个大写的矩阵𝑋，只是通过组合𝑥向量在矩阵的各列中。 

同理，𝑧[1](1)，𝑧[1](2)等等都是𝑧[1](𝑚)的列向量，将所有𝑚都组合在各列中，就的到矩阵

𝑍[1]。 

同理，𝑎[1](1)，𝑎[1](2)，……，𝑎[1](𝑚)将其组合在矩阵各列中，如同从向量𝑥到矩阵𝑋，以

及从向量𝑧到矩阵𝑍一样，就能得到矩阵𝐴[1]。 

同样的，对于𝑍[2]和𝐴[2]，也是这样得到。 

这种符号其中一个作用就是，可以通过训练样本来进行索引。这就是水平索引对应于不
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同的训练样本的原因，这些训练样本是从左到右扫描训练集而得到的。 

在垂直方向，这个垂直索引对应于神经网络中的不同节点。例如，这个节点，该值位于

矩阵的最左上角对应于激活单元，它是位于第一个训练样本上的第一个隐藏单元。它的下一

个值对应于第二个隐藏单元的激活值。它是位于第一个训练样本上的，以及第一个训练示例

中第三个隐藏单元，等等。 

当垂直扫描，是索引到隐藏单位的数字。当水平扫描，将从第一个训练示例中从第一个

隐藏的单元到第二个训练样本，第三个训练样本……直到节点对应于第一个隐藏单元的激活

值，且这个隐藏单元是位于这𝑚个训练样本中的最终训练样本。 

从水平上看，矩阵𝐴代表了各个训练样本。从竖直上看，矩阵𝐴的不同的索引对应于不

同的隐藏单元。 

对于矩阵𝑍，𝑋情况也类似，水平方向上，对应于不同的训练样本；竖直方向上，对应不

同的输入特征，而这就是神经网络输入层中各个节点。 

神经网络上通过在多样本情况下的向量化来使用这些等式。 

在下一个视频中，将证明为什么这是一种正确向量化的实现。这种证明将会与逻辑回归

中的证明类似。 
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3.5 向 量 化 实 现 的 解 释 （ Justification for vectorized 

implementation） 

在上一个视频中，我们学习到如何将多个训练样本横向堆叠成一个矩阵𝑋，然后就可以

推导出神经网络中前向传播（forward propagation）部分的向量化实现。 

在这个视频中，我们将会继续了解到，为什么上一节中写下的公式就是将多个样本向量

化的正确实现。 

我们先手动对几个样本计算一下前向传播，看看有什么规律：  

公式 3.16： 𝑧[1](1) = 𝑊[1]𝑥(1) + 𝑏[1] 

𝑧[1](2) = 𝑊[1]𝑥(2) + 𝑏[1] 

𝑧[1](3) = 𝑊[1]𝑥(3) + 𝑏[1] 

这里，为了描述的简便，我们先忽略掉 𝑏[1]后面你将会看到利用 Python 的广播机制，

可以很容易的将𝑏[1] 加进来。 

现在 𝑊[1] 是一个矩阵，𝑥(1), 𝑥(2), 𝑥(3)都是列向量，矩阵乘以列向量得到列向量，下面

将它们用图形直观的表示出来: 公式 3.17： 

视频中，吴恩达老师很细心的用不同的颜色表示不同的样本向量，及其对应的输出。所以从

图中可以看出，当加入更多样本时，只需向矩阵𝑋中加入更多列。 

所以从这里我们也可以了解到，为什么之前我们对单个样本的计算要写成 𝑧[1](𝑖) =

𝑊[1]𝑥(𝑖) + 𝑏[1]  这种形式，因为当有不同的训练样本时，将它们堆到矩阵𝑋的各列中，那么

它们的输出也就会相应的堆叠到矩阵 𝑍[1]  的各列中。现在我们就可以直接计算矩阵 𝑍[1] 

加上𝑏[1]，因为列向量 𝑏[1] 和矩阵 𝑍[1]的列向量有着相同的尺寸，而 Python 的广播机制对

于这种矩阵与向量直接相加的处理方式是，将向量与矩阵的每一列相加。 所以这一节只是

说明了为什么公式 𝑍[1] = 𝑊[1]𝑋 +  𝑏[1]是前向传播的第一步计算的正确向量化实现，但事实
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证明，类似的分析可以发现，前向传播的其它步也可以使用非常相似的逻辑，即如果将输入

按列向量横向堆叠进矩阵，那么通过公式计算之后，也能得到成列堆叠的输出。 

最后，对这一段视频的内容做一个总结: 

由公式 3.12、公式 3.13、公式 3.14、公式 3.15 可以看出，使用向量化的方法，可以不

需要显示循环，而直接通过矩阵运算从𝑋就可以计算出 𝐴[1]，实际上𝑋可以记为 𝐴[0]，使用

同样的方法就可以由神经网络中的每一层的输入 𝐴[𝑖−1] 计算输出 𝐴[𝑖]。其实这些方程有一

定对称性，其中第一个方程也可以写成𝑍[1] = 𝑊[1]𝐴[0] + 𝑏[1]，你看这对方程，还有这对方程

形式其实很类似，只不过这里所有指标加了 1。所以这样就显示出神经网络的不同层次，你

知道大概每一步做的都是一样的，或者只不过同样的计算不断重复而已。这里我们有一个双

层神经网络，我们在下周视频里会讲深得多的神经网络，你看到随着网络的深度变大，基本

上也还是重复这两步运算，只不过是比这里你看到的重复次数更多。在下周的视频中将会讲

解更深层次的神经网络，随着层数的加深，基本上也还是重复同样的运算。 

以上就是对神经网络向量化实现的正确性的解释，到目前为止，我们仅使用 sigmoid 函

数作为激活函数，事实上这并非最好的选择，在下一个视频中，将会继续深入的讲解如何使

用更多不同种类的激活函数。 

  



第一门课 神经网络和深度学习(Neural Networks and Deep Learning)-第三周：浅层神经网络(Shallow neural 

networks) 

91 
 

3.6 激活函数（Activation functions） 

使用一个神经网络时，需要决定使用哪种激活函数用隐藏层上，哪种用在输出节点上。

到目前为止，之前的视频只用过 sigmoid 激活函数，但是，有时其他的激活函数效果会更好。 

在神经网路的前向传播中， 𝑎[1] = 𝜎(𝑧[1])和𝑎[2] = 𝜎(𝑧[2])这两步会使用到 sigmoid函数。

sigmoid 函数在这里被称为激活函数。  

公式 3.18： 𝑎 = 𝜎(𝑧) =
1

1+𝑒−𝑧
 

更通常的情况下，使用不同的函数𝑔(𝑧[1])，𝑔可以是除了 sigmoid 函数意外的非线性函

数。tanh 函数或者双曲正切函数是总体上都优于 sigmoid 函数的激活函数。 

如图，𝑎 = 𝑡𝑎𝑛(𝑧)的值域是位于+1 和-1 之间。  

公式 3.19： 𝑎 = 𝑡𝑎𝑛ℎ(𝑧) =
𝑒𝑧−𝑒−𝑧

𝑒𝑧+𝑒−𝑧
 

事实上，tanh 函数是 sigmoid 的向下平移和伸缩后的结果。对它进行了变形后，穿过了

(0,0)点，并且值域介于+1 和-1 之间。 

结果表明，如果在隐藏层上使用函数  

公式 3.20： 𝑔(𝑧[1]) = 𝑡𝑎𝑛ℎ(𝑧[1]) 效果总是优于 sigmoid 函数。因为函数值域在-1 和+1

的激活函数，其均值是更接近零均值的。在训练一个算法模型时，如果使用 tanh 函数代替

sigmoid 函数中心化数据，使得数据的平均值更接近 0 而不是 0.5. 

这会使下一层学习简单一点，在第二门课中会详细讲解。 

在讨论优化算法时，有一点要说明：我基本已经不用 sigmoid 激活函数了，tanh 函数在

所有场合都优于 sigmoid 函数。 

但有一个例外：在二分类的问题中，对于输出层，因为𝑦的值是 0 或 1，所以想让�̂�的数

值介于 0 和 1 之间，而不是在-1 和+1 之间。所以需要使用 sigmoid 激活函数。 

这里的公式 3.21： 𝑔(𝑧[2]) = 𝜎(𝑧[2])  

在这个例子里看到的是，对隐藏层使用 tanh 激活函数，输出层使用 sigmoid 函数。 

所以，在不同的神经网络层中，激活函数可以不同。为了表示不同的激活函数，在不同

的层中，使用方括号上标来指出𝑔上标为[1]的激活函数，可能会跟𝑔上标为[2]不同。方括号

上标[1]代表隐藏层，方括号上标[2]表示输出层。 

sigmoid 函数和 tanh 函数两者共同的缺点是，在𝑧特别大或者特别小的情况下，导数的

梯度或者函数的斜率会变得特别小，最后就会接近于 0，导致降低梯度下降的速度。 
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在机器学习另一个很流行的函数是：修正线性单元的函数（ReLu），ReLu 函数图像是如

下图。 公式 3.22： 𝑎 = 𝑚𝑎𝑥(0, 𝑧) 所以，只要𝑧是正值的情况下，导数恒等于 1，当𝑧是负

值的时候，导数恒等于 0。从实际上来说，当使用𝑧的导数时，𝑧=0 的导数是没有定义的。但

是当编程实现的时候，𝑧的取值刚好等于 0.00000001，这个值相当小，所以，在实践中，不

需要担心这个值，𝑧是等于 0 的时候，假设一个导数是 1 或者 0 效果都可以。 

这有一些选择激活函数的经验法则： 

如果输出是 0、1 值（二分类问题），则输出层选择 sigmoid 函数，然后其它的所有单

元都选择 Relu 函数。 

这是很多激活函数的默认选择，如果在隐藏层上不确定使用哪个激活函数，那么通常会

使用 Relu 激活函数。有时，也会使用 tanh 激活函数，但 Relu 的一个优点是：当𝑧是负值的

时候，导数等于 0。 

这里也有另一个版本的 Relu 被称为 Leaky Relu。 

当𝑧是负值时，这个函数的值不是等于 0，而是轻微的倾斜，如图。 

这个函数通常比 Relu 激活函数效果要好，尽管在实际中 Leaky ReLu 使用的并不多。 

  

图 3.6.1 

两者的优点是： 

第一，在𝑧的区间变动很大的情况下，激活函数的导数或者激活函数的斜率都会远大于

0，在程序实现就是一个 if-else 语句，而 sigmoid 函数需要进行浮点四则运算，在实践中，

使用 ReLu 激活函数神经网络通常会比使用 sigmoid 或者 tanh 激活函数学习的更快。 

第二，sigmoid 和 tanh 函数的导数在正负饱和区的梯度都会接近于 0，这会造成梯度弥
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散，而 Relu 和 Leaky ReLu 函数大于 0 部分都为常数，不会产生梯度弥散现象。(同时应该注

意到的是，Relu 进入负半区的时候，梯度为 0，神经元此时不会训练，产生所谓的稀疏性，

而 Leaky ReLu 不会有这问题) 

𝑧在 ReLu 的梯度一半都是 0，但是，有足够的隐藏层使得 z 值大于 0，所以对大多数的

训练数据来说学习过程仍然可以很快。 

快速概括一下不同激活函数的过程和结论。 

sigmoid 激活函数：除了输出层是一个二分类问题基本不会用它。 

tanh 激活函数：tanh 是非常优秀的，几乎适合所有场合。 

ReLu 激活函数：最常用的默认函数，，如果不确定用哪个激活函数，就使用 ReLu 或者

Leaky ReLu。 

公式 3.23： 𝑎 = 𝑚𝑎𝑥(0.01𝑧, 𝑧)  

为什么常数是 0.01？当然，可以为学习算法选择不同的参数。 

在选择自己神经网络的激活函数时，有一定的直观感受，在深度学习中的经常遇到一个

问题：在编写神经网络的时候，会有很多选择：隐藏层单元的个数、激活函数的选择、初始

化权值……这些选择想得到一个对比较好的指导原则是挺困难的。 

鉴于以上三个原因，以及在工业界的见闻，提供一种直观的感受，哪一种工业界用的多，

哪一种用的少。但是，自己的神经网络的应用，以及其特殊性，是很难提前知道选择哪些效

果更好。所以通常的建议是：如果不确定哪一个激活函数效果更好，可以把它们都试试，然

后在验证集或者发展集上进行评价。然后看哪一种表现的更好，就去使用它。 

为自己的神经网络的应用测试这些不同的选择，会在以后检验自己的神经网络或者评估

算法的时候，看到不同的效果。如果仅仅遵守使用默认的 ReLu 激活函数，而不要用其他的

激励函数，那就可能在近期或者往后，每次解决问题的时候都使用相同的办法。 
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3.7 为什么需要非线性激活函数？（why need a nonlinear 

activation function?） 

为什么神经网络需要非线性激活函数？事实证明：要让你的神经网络能够计算出有趣的

函数，你必须使用非线性激活函数，证明如下： 

这是神经网络正向传播的方程，现在我们去掉函数𝑔，然后令𝑎[1] = 𝑧[1]，或者我们也可

以令𝑔(𝑧) = 𝑧，这个有时被叫做线性激活函数（更学术点的名字是恒等激励函数，因为它们

就是把输入值输出）。为了说明问题我们把𝑎[2] = 𝑧[2]，那么这个模型的输出𝑦或仅仅只是输

入特征𝑥的线性组合。 

如果我们改变前面的式子，令：  

(1) 𝑎[1] = 𝑧[1] = 𝑊[1]𝑥 + 𝑏[1] 

(2) 𝑎[2] = 𝑧[2] = 𝑊[2]𝑎[1] + 𝑏[2]  将 式 子 (1) 代 入式 子 (2) 中 ，则 ：  𝑎[2] = 𝑧[2] =

𝑊[2](𝑊[1]𝑥 + 𝑏[1]) + 𝑏[2] 

(3) 𝑎[2] = 𝑧[2] = 𝑊[2]𝑊[1]𝑥 +𝑊[2]𝑏[1] + 𝑏[2]  

简化多项式得 𝑎[2] = 𝑧[2] = 𝑊′𝑥 + 𝑏′  

如果你是用线性激活函数或者叫恒等激励函数，那么神经网络只是把输入线性组合再输

出。 

我们稍后会谈到深度网络，有很多层的神经网络，很多隐藏层。事实证明，如果你使用

线性激活函数或者没有使用一个激活函数，那么无论你的神经网络有多少层一直在做的只是

计算线性函数，所以不如直接去掉全部隐藏层。在我们的简明案例中，事实证明如果你在隐

藏层用线性激活函数，在输出层用 sigmoid 函数，那么这个模型的复杂度和没有任何隐藏层

的标准 Logistic 回归是一样的，如果你愿意的话，可以证明一下。 

在这里线性隐层一点用也没有，因为这两个线性函数的组合本身就是线性函数，所以除

非你引入非线性，否则你无法计算更有趣的函数，即使你的网络层数再多也不行；只有一个

地方可以使用线性激活函数------𝑔(𝑧) = 𝑧，就是你在做机器学习中的回归问题。𝑦 是一个实

数，举个例子，比如你想预测房地产价格，𝑦 就不是二分类任务 0 或 1，而是一个实数，从

0 到正无穷。如果𝑦 是个实数，那么在输出层用线性激活函数也许可行，你的输出也是一个

实数，从负无穷到正无穷。 

总而言之，不能在隐藏层用线性激活函数，可以用 ReLU 或者 tanh 或者 leaky ReLU 或
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者其他的非线性激活函数，唯一可以用线性激活函数的通常就是输出层；除了这种情况，会

在隐层用线性函数的，除了一些特殊情况，比如与压缩有关的，那方面在这里将不深入讨论。

在这之外，在隐层使用线性激活函数非常少见。因为房价都是非负数，所以我们也可以在输

出层使用 ReLU 函数这样你的�̂�都大于等于 0。 

理解为什么使用非线性激活函数对于神经网络十分关键，接下来我们讨论梯度下降，并

在下一个视频中开始讨论梯度下降的基础——激活函数的导数。 
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3.8 激活函数的导数（Derivatives of activation functions） 

在神经网络中使用反向传播的时候，你真的需要计算激活函数的斜率或者导数。针对以

下四种激活，求其导数如下： 

1）sigmoid activation function 

  

图 3.8.1 

其具体的求导如下：  

公式 3.25： 
𝑑

𝑑𝑧
𝑔(𝑧) =

1

1+𝑒−𝑧
(1 −

1

1+𝑒−𝑧
) = 𝑔(𝑧)(1 − 𝑔(𝑧)) 

注： 

当𝑧 = 10 或𝑧 = −10 
𝑑

𝑑𝑧
𝑔(𝑧) ≈ 0 

当𝑧= 0 
𝑑

𝑑𝑧
𝑔(𝑧) = g(z)(1 − g(z)) = 1/4 

在神经网络中 

𝑎 = 𝑔(𝑧); 

𝑔(𝑧)′ =
𝑑

𝑑𝑧
𝑔(𝑧) = 𝑎(1 − 𝑎) 

2) Tanh activation function 

  

图 3.8.2 

其具体的求导如下：  

公式 3.26： 𝑔(𝑧) = 𝑡𝑎𝑛ℎ(𝑧) =
𝑒𝑧−𝑒−𝑧

𝑒𝑧+𝑒−𝑧
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公式 3.27： 2( ) 1 ( ( ))
d

d
g z tanh z

z
    

注： 

当𝑧 = 10 或𝑧 = −10 
𝑑

𝑑𝑧
𝑔(𝑧) ≈ 0 

当𝑧 = 0， 
𝑑

𝑑𝑧
𝑔(𝑧) = 1 − (0) = 1 

在神经网络中; 

3）Rectified Linear Unit (ReLU) 

𝑔(𝑧) = 𝑚𝑎𝑥(0, 𝑧) 

𝑔(𝑧)′ = {
0 if  z <  0
1 if  z >  0
𝑢𝑛𝑑𝑒𝑓𝑖𝑛𝑒𝑑 if  z =  0

 

注：通常在𝑧= 0 的时候给定其导数 1,0；当然𝑧=0 的情况很少 

4）Leaky linear unit (Leaky ReLU) 

与 ReLU 类似 

𝑔(𝑧) = 𝑚𝑎𝑥(0.01𝑧, 𝑧) 

𝑔(𝑧)′ = {
0.01 if  z <  0
1 if  z >  0
𝑢𝑛𝑑𝑒𝑓𝑖𝑛𝑒𝑑 if  z =  0

 

注：通常在𝑧 = 0的时候给定其导数 1,0.01；当然𝑧 = 0的情况很少 

  



第一门课 神经网络和深度学习(Neural Networks and Deep Learning)-第三周：浅层神经网络(Shallow neural 

networks) 

98 
 

3.9 神经网络的梯度下降（ Gradient descent for neural 

networks） 

在这个视频中，我会给你实现反向传播或者说梯度下降算法的方程组，在下一个视频我

们会介绍为什么这几个特定的方程是针对你的神经网络实现梯度下降的正确方程。 

你的单隐层神经网络会有𝑊[1]，𝑏[1]，𝑊[2]，𝑏[2]这些参数，还有个𝑛𝑥表示输入特征的个

数，𝑛[1]表示隐藏单元个数，𝑛[2]表示输出单元个数。 

在我们的例子中，我们只介绍过的这种情况，那么参数: 

矩阵𝑊[1]的维度就是(𝑛[1], 𝑛[0])，𝑏[1]就是𝑛[1]维向量，可以写成(𝑛[1], 1)，就是一个的列

向量。 矩阵𝑊[2]的维度就是(𝑛[2], 𝑛[1])，𝑏[2]的维度就是(𝑛[2], 1)维度。 

你还有一个神经网络的成本函数，假设你在做二分类任务，那么你的成本函数等于： 

Cost function:  

公式： 𝐽(𝑊[1], 𝑏[1],𝑊[2], 𝑏[2]) =
1

𝑚
∑ 𝐿𝑚
𝑖=1 (�̂� , 𝑦)  

loss function 和之前做 logistic 回归完全一样。 

训练参数需要做梯度下降，在训练神经网络的时候，随机初始化参数很重要，而不是初

始化成全零。当你参数初始化成某些值后，每次梯度下降都会循环计算以下预测值： 

�̂�
(𝑖)
, (𝑖 = 1,2,… ,𝑚)  

公式 3.28： 𝑑𝑊[1] =
𝑑𝐽

𝑑𝑊[1] , 𝑑𝑏
[1] =

𝑑𝐽

𝑑𝑏[1]
  

公式 3.29： 𝑑𝑊[2] =
𝑑𝐽

𝑑𝑊[2] , 𝑑𝑏
[2] =

𝑑𝐽

𝑑𝑏[2]
 

其中 

公式 3.30： 𝑊[1] ⟹𝑊[1] − 𝑎𝑑𝑊[1], 𝑏[1] ⟹ 𝑏[1] − 𝑎𝑑𝑏[1] 

公式 3.31： 𝑊[2] ⟹𝑊[2] − 𝑎𝑑𝑊[2], 𝑏[2] ⟹ 𝑏[2] − 𝑎𝑑𝑏[2] 

正向传播方程如下（之前讲过）： 

 forward propagation： 

 (1) 𝑧[1] = 𝑊[1]𝑥 + 𝑏[1]  

(2) 𝑎[1] = 𝜎(𝑧[1]) 

 (3) 𝑧[2] = 𝑊[2]𝑎[1] + 𝑏[2]  

(4) 𝑎[2] = 𝑔[2](𝑧[𝑧]) = 𝜎(𝑧[2]) 
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反向传播方程如下: 

back propagation：  

公式 3.32： 𝑑𝑧[2] = 𝐴[2] − 𝑌, 𝑌 = [𝑦[1] 𝑦[2] ⋯ 𝑦[𝑚]]  

公式 3.33： 𝑑𝑊[2] =
1

𝑚
𝑑𝑧[2]𝐴[1]𝑇  

公式 3.34： [2] [2]1
. ( , 1, )db np sum dz axis keepdims True

m
     

公式 3.35：  

  

公式 3.36： 𝑑𝑊[1] =
1

𝑚
𝑑𝑧[1]𝑥𝑇  

公式 3.37： 𝑑𝑏[1]
⏟

(𝑛[1],1)

=
1

𝑚
𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑧[1], 𝑎𝑥𝑖𝑠 = 1, 𝑘𝑒𝑒𝑝𝑑𝑖𝑚𝑠 = 𝑇𝑟𝑢𝑒) 

上述是反向传播的步骤，注：这些都是针对所有样本进行过向量化，𝑌是1 ×𝑚的矩阵；

这里 np.sum 是 python 的 numpy 命令，axis=1 表示水平相加求和，keepdims 是防止

python 输出那些古怪的秩数(𝑛, )，加上这个确保阵矩阵𝑑𝑏[2]这个向量输出的维度为(𝑛, 1)这

样标准的形式。  

目前为止，我们计算的都和 Logistic 回归十分相似，但当你开始计算反向传播时，你需

要计算，是隐藏层函数的导数，输出在使用 sigmoid 函数进行二元分类。这里是进行逐个元

素乘积，因为𝑊[2]𝑇𝑑𝑧[2]和(𝑧[1])这两个都为(𝑛[1], 𝑚)矩阵； 

还有一种防止 python 输出奇怪的秩数，需要显式地调用 reshape 把 np.sum 输出结

果写成矩阵形式。 

以上就是正向传播的 4 个方程和反向传播的 6 个方程，这里我是直接给出的，在下个视

频中，我会讲如何导出反向传播的这 6 个式子的。如果你要实现这些算法，你必须正确执行

正向和反向传播运算，你必须能计算所有需要的导数，用梯度下降来学习神经网络的参数；

你也可以许多成功的深度学习从业者一样直接实现这个算法，不去了解其中的知识。 
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3.10（选修）直观理解反向传播（Backpropagation intuition） 

这个视频主要是推导反向传播。 

下图是逻辑回归的推导： 

回想一下逻辑回归的公式(参考公式 3.2、公式 3.5、公式 3.6、公式 3.15) 公式 3.38： 

𝑥
𝑤
𝑏
} ⟹ 𝑧 = 𝑤𝑇𝑥 + 𝑏 ⟹ 𝛼 = 𝜎(𝑧) ⟹ 𝐿(𝑎, 𝑦) 

所以回想当时我们讨论逻辑回归的时候，我们有这个正向传播步骤，其中我们计算𝑧，

然后𝑎，然后损失函数𝐿。 

公式 3.39： 

𝑥
𝑤
𝑏
}

⏟

𝑑𝑤=𝑑𝑧⋅𝑥,𝑑𝑏=𝑑𝑧

⟸ 𝑧 = 𝑤𝑇𝑥 + 𝑏
⏟

𝑑𝑧=𝑑𝑎⋅𝑔′(𝑧),𝑔(𝑧)=𝜎(𝑧),
𝑑𝐿
𝑑𝑧
=
𝑑𝐿
𝑑𝑎
⋅
𝑑𝑎
𝑑𝑧
,
𝑑
𝑑𝑧
𝑔(𝑧)=𝑔′(𝑧)

⟸ 𝛼 = 𝜎(𝑧) ⟸ 𝐿(𝑎, 𝑦)
⏟

𝑑𝑎=
𝑑
𝑑𝑎
𝐿(𝑎,𝑦)=(−𝑦log𝛼−(1−𝑦)log(1−𝑎))′=−

𝑦
𝑎
+
1−𝑦
1−𝑎

 

神经网络的计算中，与逻辑回归十分类似，但中间会有多层的计算。下图是一个双层神

经网络，有一个输入层，一个隐藏层和一个输出层。 

前向传播： 

计算𝑧[1]，𝑎[1]，再计算𝑧[2]，𝑎[2]，最后得到 loss function。 

反向传播： 

向后推算出𝑑𝑎[2]，然后推算出𝑑𝑧[2]，接着推算出𝑑𝑎[1]，然后推算出𝑑𝑧[1]。我们不需要

对𝑥求导，因为𝑥是固定的，我们也不是想优化𝑥。向后推算出𝑑𝑎[2]，然后推算出𝑑𝑧[2]的步骤

可以合为一步：  

公式 3.40： 𝑑𝑧[2] = 𝑎[2] − 𝑦 ， 𝑑𝑊[2] = 𝑑𝑧[2]𝑎[1]
𝑇

 (注意：逻辑回归中；为什么𝑎[1]𝑇多

了个转置：𝑑𝑤中的𝑊(视频里是𝑊𝑖
[2]

)是一个列向量，而𝑊[2]是个行向量，故需要加个转置);  

公式 3.41： 𝑑𝑏[2] = 𝑑𝑧[2]  

公式 3.42： 𝑑𝑧[1] = 𝑊[2]𝑇𝑑𝑧[2] ∗ 𝑔[1]′(𝑧[1]) 注意：这里的矩阵：𝑊[2]的维度是：(𝑛[2], 𝑛[1])。 

𝑧[2] ， 𝑑𝑧[2]的维度都是：(𝑛[2], 1)，如果是二分类，那维度就是(1,1)。 
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𝑧[1]，𝑑𝑧[1]的维度都是：(𝑛[1], 1)。 

证明过程： 见公式 3.42， 

其中𝑊[2]𝑇𝑑𝑧[2]维度为：(𝑛[1], 𝑛[2])、(𝑛[2], 1)相乘得到(𝑛[1], 1)，和𝑧[1]维度相同，𝑔[1]′(𝑧[1])

的维度为(𝑛[1], 1)，这就变成了两个都是(𝑛[1], 1)向量逐元素乘积。 

实现后向传播有个技巧，就是要保证矩阵的维度相互匹配。最后得到𝑑𝑊[1]和𝑑𝑏[1]，公

式 3.43： 𝑑𝑊[1] = 𝑑𝑧[1]𝑥𝑇, 𝑑𝑏[1] = 𝑑𝑧[1] 

可以看出𝑑𝑊[1] 和𝑑𝑊[2] 非常相似，其中𝑥扮演了𝑎[0]的角色，𝑥𝑇 等同于𝑎[0]𝑇。 

由： 𝑍[1] = 𝑊[1]𝑥 + 𝑏[1] , 𝑎[1] = 𝑔[1](𝑍[1]) 得到： 𝑍[1] = 𝑊[1]𝑥 + 𝑏[1], 𝐴[1] = 𝑔[1](𝑍[1]) 

𝑍[1] = [
⋮ ⋮ ⋮ ⋮

𝑧[1](1) 𝑧[1](2) ⋮ 𝑧[1](𝑚)

⋮ ⋮ ⋮ ⋮
] 

注意：大写的𝑍[1]表示𝑧[1](1), 𝑧[1](2), 𝑧[1](3). . . 𝑧[1](𝑚)的列向量堆叠成的矩阵，以下类同。 

下图写了主要的推导过程：  

公式 3.44： 𝑑𝑍[2] = 𝐴[2] − 𝑌 ， 𝑑𝑊[2] =
1

𝑚
𝑑𝑍[2]𝐴[1]

𝑇
  

公式 3.45： 𝐿 =
1

𝑚
∑ 𝐿(�̂� , 𝑦)𝑛
𝑖   

公式 3.46： 𝑑𝑏[2] =
1

𝑚
𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑍[2], 𝑎𝑥𝑖𝑠 = 1, 𝑘𝑒𝑒𝑝𝑑𝑖𝑚𝑠 = 𝑇𝑟𝑢𝑒)  

公式 3.47： 𝑑𝑍[1]
⏟

(𝑛[1],𝑚)

= 𝑊[2]𝑇𝑑𝑍[2]
⏟

(𝑛[1],𝑚)

∗ 𝑔[1]′(𝑍[1])
⏟

(𝑛[1],𝑚)

  

公式 3.48： 𝑑𝑊[1] =
1

𝑚
𝑑𝑍[1]𝑥𝑇  

公式 3.49： 𝑑𝑏[1] =
1

𝑚
𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑍[1], 𝑎𝑥𝑖𝑠 = 1, 𝑘𝑒𝑒𝑝𝑑𝑖𝑚𝑠 = 𝑇𝑟𝑢𝑒) 

吴恩达老师认为反向传播的推导是机器学习领域最难的数学推导之一，矩阵的导数要用

链式法则来求，如果这章内容掌握不了也没大的关系，只要有这种直觉就可以了。还有一点，

就是初始化你的神经网络的权重，不要都是 0，而是随机初始化，下一章将详细介绍原因。 
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3.11 随机初始化（Random+Initialization） 

当你训练神经网络时，权重随机初始化是很重要的。对于逻辑回归，把权重初始化为 0

当然也是可以的。但是对于一个神经网络，如果你把权重或者参数都初始化为 0，那么梯度

下降将不会起作用。 

让我们看看这是为什么。有两个输入特征，𝑛[0] = 2，2 个隐藏层单元𝑛[1]就等于 2。 因

此与一个隐藏层相关的矩阵，或者说𝑊[1]是 2*2 的矩阵，假设把它初始化为 0 的 2*2 矩阵，

𝑏[1]也等于 [0 0]𝑇，把偏置项𝑏初始化为 0 是合理的，但是把𝑤初始化为 0 就有问题了。 那

这个问题如果按照这样初始化的话，你总是会发现𝑎1
[1]

 和 𝑎2
[1]
相等，这个激活单元和这个激

活单元就会一样。因为两个隐含单元计算同样的函数，当你做反向传播计算时，这会导致

dz1
[1]

 和 dz2
[1]
也会一样，对称这些隐含单元会初始化得一样，这样输出的权值也会一模一样，

由此𝑊[2]等于[0 0]； 

 

图 3.11.1 但是如果你这样初始化这个神经网络，那么这两个隐含单元就会完全一样，

因此他们完全对称，也就意味着计算同样的函数，并且肯定的是最终经过每次训练的迭代，

这两个隐含单元仍然是同一个函数，令人困惑。𝑑𝑊会是一个这样的矩阵，每一行有同样的

值因此我们做权重更新把权重𝑊[1]⟹𝑊[1] − 𝑎𝑑𝑊每次迭代后的𝑊[1]，第一行等于第二行。 

由此可以推导，如果你把权重都初始化为 0，那么由于隐含单元开始计算同一个函数，

所有的隐含单元就会对输出单元有同样的影响。一次迭代后同样的表达式结果仍然是相同

的，即隐含单元仍是对称的。通过推导，两次、三次、无论多少次迭代，不管你训练网络多

长时间，隐含单元仍然计算的是同样的函数。因此这种情况下超过 1 个隐含单元也没什么意
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义，因为他们计算同样的东西。当然更大的网络，比如你有 3 个特征，还有相当多的隐含单

元。 

如果你要初始化成 0，由于所有的隐含单元都是对称的，无论你运行梯度下降多久，他

们一直计算同样的函数。这没有任何帮助，因为你想要两个不同的隐含单元计算不同的函数，

这 个 问 题 的 解 决 方 法 就 是 随 机 初 始 化 参 数 。 你 应 该 这 么 做 ： 把 𝑊[1] 设 为

np.random.randn(2,2)(生成高斯分布)，通常再乘上一个小的数，比如 0.01，这样把它初

始化为很小的随机数。然后𝑏没有这个对称的问题（叫做 symmetry breaking problem），所

以可以把 𝑏 初始化为 0，因为只要随机初始化𝑊你就有不同的隐含单元计算不同的东西，

因此不会有 symmetry breaking 问题了。相似的，对于𝑊[2]你可以随机初始化，𝑏[2]可以初始

化为 0。 

𝑊[1] = 𝑛𝑝. 𝑟𝑎𝑛𝑑𝑜𝑚. 𝑟𝑎𝑛𝑑𝑛(2,2) ∗  0.01 , 

 𝑏[1] = 𝑛𝑝. 𝑧𝑒𝑟𝑜𝑠((2,1))  

𝑊[2] = 𝑛𝑝. 𝑟𝑎𝑛𝑑𝑜𝑚. 𝑟𝑎𝑛𝑑𝑛(2,2) ∗  0.01 , 𝑏[2] = 0 

你也许会疑惑，这个常数从哪里来，为什么是 0.01，而不是 100 或者 1000。我们通常

倾向于初始化为很小的随机数。因为如果你用 tanh 或者 sigmoid 激活函数，或者说只在输

出层有一个 Sigmoid，如果（数值）波动太大，当你计算激活值时𝑧[1] = 𝑊[1]𝑥 + 𝑏[1] , 𝑎[1] =

𝜎(𝑧[1]) = 𝑔[1](𝑧[1])如果𝑊很大，𝑧就会很大。𝑧的一些值𝑎就会很大或者很小，因此这种情况

下你很可能停在 tanh/sigmoid 函数的平坦的地方(见图 3.8.2)，这些地方梯度很小也就意味着

梯度下降会很慢，因此学习也就很慢。 

回顾一下：如果𝑤很大，那么你很可能最终停在（甚至在训练刚刚开始的时候）𝑧很大的

值，这会造成 tanh/Sigmoid 激活函数饱和在龟速的学习上，如果你没有 sigmoid/tanh 激活

函数在你整个的神经网络里，就不成问题。但如果你做二分类并且你的输出单元是 Sigmoid

函数，那么你不会想让初始参数太大，因此这就是为什么乘上 0.01 或者其他一些小数是合

理的尝试。对于𝑤[2]一样，就是 np.random.randn((1,2))，我猜会是乘以 0.01。 

事实上有时有比 0.01 更好的常数，当你训练一个只有一层隐藏层的网络时（这是相对

浅的神经网络，没有太多的隐藏层），设为 0.01 可能也可以。但当你训练一个非常非常深

的神经网络，你可能会选择一个不同于的常数而不是 0.01。下一节课我们会讨论怎么并且何

时去选择一个不同于 0.01 的常数，但是无论如何它通常都会是个相对小的数。 

好了，这就是这周的视频。你现在已经知道如何建立一个一层的神经网络了，初始化参

数，用前向传播预测，还有计算导数，结合反向传播用在梯度下降中。 
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第四周：深层神经网络(Deep Neural Networks) 

4.1 深层神经网络（Deep L-layer neural network） 

目前为止我们学习了只有一个单独隐藏层的神经网络的正向传播和反向传播，还有逻辑

回归，并且你还学到了向量化，这在随机初始化权重时是很重要。 

本周所要做的是把这些理念集合起来，就可以执行你自己的深度神经网络。 

复习下前三周的课的内容： 

1.逻辑回归，结构如下图左边。一个隐藏层的神经网络，结构下图右边： 

 

注意，神经网络的层数是这么定义的：从左到右，由 0 开始定义，比如上边右图，𝑥1、

𝑥2、𝑥3,这层是第 0 层，这层左边的隐藏层是第 1 层，由此类推。如下图左边是两个隐藏层

的神经网络，右边是 5 个隐藏层的神经网络。 

 

严格上来说逻辑回归也是一个一层的神经网络，而上边右图一个深得多的模型，浅与深

仅仅是指一种程度。记住以下要点： 

有一个隐藏层的神经网络，就是一个两层神经网络。记住当我们算神经网络的层数时，

我们不算输入层，我们只算隐藏层和输出层。 

但是在过去的几年中，DLI（深度学习学院 deep learning institute）已经意识到有一些函

数，只有非常深的神经网络能学会，而更浅的模型则办不到。尽管对于任何给定的问题很难

去提前预测到底需要多深的神经网络，所以先去尝试逻辑回归，尝试一层然后两层隐含层，

然后把隐含层的数量看做是另一个可以自由选择大小的超参数，然后再保留交叉验证数据上

评估，或者用你的开发集来评估。 

我们再看下深度学习的符号定义： 
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上图是一个四层的神经网络，有三个隐藏层。我们可以看到，第一层（即左边数过去第

二层，因为输入层是第 0 层）有 5 个神经元数目，第二层 5 个，第三层 3 个。 

我们用 L 表示层数，上图：𝐿 = 4，输入层的索引为“0”，第一个隐藏层𝑛[1] = 5,表示有 5

个隐藏神经元，同理𝑛[2] = 5，𝑛[3] = 3，𝑛[4]=𝑛[𝐿] = 1（输出单元为 1）。而输入层，𝑛[0] =

𝑛𝑥 = 3。 

在不同层所拥有的神经元的数目，对于每层 l 都用𝑎[𝑙]来记作 l 层激活后结果，我们会在

后面看到在正向传播时，最终能你会计算出𝑎[𝑙]。 

通过用激活函数 𝑔 计算𝑧[𝑙]，激活函数也被索引为层数𝑙，然后我们用𝑤[𝑙]来记作在 l 层

计算𝑧[𝑙]值的权重。类似的，𝑧[𝑙]里的方程𝑏[𝑙]也一样。 

最后总结下符号约定： 

输入的特征记作𝑥，但是𝑥同样也是 0 层的激活函数，所以𝑥 = 𝑎[0]。 

最后一层的激活函数，所以𝑎[𝐿]是等于这个神经网络所预测的输出结果。 

但是如果你忘记了某些符号的意义，请看笔记最后的附件：《深度学习符号指南》。 

  

file:///E:/黄海广/个人文件/博士/博士学习/博士学习/机器学习课程/ai-start.com.git/dl2017/bak/notation.html
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4.2 前向传播和反向传播（Forward and backward propagation） 

之前我们学习了构成深度神经网络的基本模块，比如每一层都有前向传播步骤以及一个

相反的反向传播步骤，这次视频我们讲讲如何实现这些步骤。 

先讲前向传播，输入𝑎[𝑙−1]，输出是𝑎[𝑙]，缓存为𝑧[𝑙]；从实现的角度来说我们可以缓存下

𝑤[𝑙]和𝑏[𝑙]，这样更容易在不同的环节中调用函数。 

 

所以前向传播的步骤可以写成： 𝑧[𝑙] = 𝑊[𝑙] ⋅ 𝑎[𝑙−1] + 𝑏[𝑙] 

 𝑎[𝑙] = 𝑔[𝑙](𝑧[𝑙]) 

向量化实现过程可以写成： 𝑧[𝑙] = 𝑊[𝑙] ⋅ 𝐴[𝑙−1] + 𝑏[𝑙] 

 𝐴[𝑙] = 𝑔[𝑙](𝑍[𝑙]) 

前向传播需要喂入𝐴[0]也就是𝑋，来初始化；初始化的是第一层的输入值。𝑎[0]对应于一

个训练样本的输入特征，而𝐴[0]对应于一整个训练样本的输入特征，所以这就是这条链的第

一个前向函数的输入，重复这个步骤就可以从左到右计算前向传播。 

下面讲反向传播的步骤： 

输入为𝑑𝑎[𝑙]，输出为𝑑𝑎[𝑙−1]，𝑑𝑤[𝑙], 𝑑𝑏[𝑙] 
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所以反向传播的步骤可以写成： 

（1）𝑑𝑧[𝑙] = 𝑑𝑎[𝑙] ∗ 𝑔[𝑙]′(𝑧[𝑙]) 

（2）𝑑𝑤[𝑙] = 𝑑𝑧[𝑙] ⋅ 𝑎[𝑙−1]  

（3）𝑑𝑏[𝑙] = 𝑑𝑧[𝑙]   

（4）𝑑𝑎[𝑙−1] = 𝑤[𝑙]𝑇 ⋅ 𝑑𝑧[𝑙] 

（5）𝑑𝑧[𝑙] = 𝑤[𝑙+1]𝑇𝑑𝑧[𝑙+1] ⋅  𝑔[𝑙]′(𝑧[𝑙])  

式子（5）由式子（4）带入式子（1）得到，前四个式子就可实现反向函数。 

向量化实现过程可以写成： 

（6）𝑑𝑍[𝑙] = 𝑑𝐴[𝑙] ∗ 𝑔[𝑙]′(𝑍[𝑙])   

（7）𝑑𝑊[𝑙] =
1

𝑚
𝑑𝑍[𝑙] ⋅ 𝐴[𝑙−1]𝑇 

（8）𝑑𝑏[𝑙] =
1

𝑚
 𝑛𝑝. 𝑠𝑢𝑚(𝑑𝑧[𝑙], 𝑎𝑥𝑖𝑠 = 1, 𝑘𝑒𝑒𝑝𝑑𝑖𝑚𝑠 = 𝑇𝑟𝑢𝑒) 

（9）𝑑𝐴[𝑙−1] = 𝑊[𝑙]𝑇 . 𝑑𝑍[𝑙] 

总结一下： 
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第一层你可能有一个 ReLU 激活函数，第二层为另一个 ReLU 激活函数，第三层可能是

sigmoid 函数（如果你做二分类的话），输出值为，用来计算损失；这样你就可以向后迭代

进行反向传播求导来求𝑑𝑤[3]，𝑑𝑏[3] ，𝑑𝑤[2] ，𝑑𝑏[2] ，𝑑𝑤[1] ，𝑑𝑏[1]。在计算的时候，缓存

会把𝑧[1] 𝑧[2]𝑧[3]传递过来，然后回传𝑑𝑎[2]，𝑑𝑎[1] ，可以用来计算𝑑𝑎[0]，但我们不会使用它，

这里讲述了一个三层网络的前向和反向传播，还有一个细节没讲就是前向递归——用输入数

据来初始化，那么反向递归（使用 Logistic 回归做二分类）——对𝐴[𝑙] 求导。 

忠告：补补微积分和线性代数，多推导，多实践。 
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4.3 深层网络中的前向传播（Forward propagation in a Deep 

Network） 

跟往常一样，我们先来看对其中一个训练样本 x 如何应用前向传播，之后讨论向量化的

版本。 

第一层需要计算𝑧[1] = 𝑤[1]𝑥 + 𝑏[1]，𝑎[1] = 𝑔[1](𝑧[1])（𝑥可以看做𝑎[0]） 

第二层需要计算𝑧[2] = 𝑤[2]𝑎[1] + 𝑏[2]，𝑎[2] = 𝑔[2](𝑧[2]) 

以此类推， 

第四层为𝑧[4] = 𝑤[4]𝑎[3] + 𝑏[4]，𝑎[4] = 𝑔[4](𝑧[4]) 

前向传播可以归纳为多次迭代𝑧[𝑙] = 𝑤[𝑙]𝑎[𝑙−1] + 𝑏[𝑙]，𝑎[𝑙] = 𝑔[𝑙](𝑧[𝑙])。 

 

向量化实现过程可以写成： 

𝑍[𝑙] = 𝑊[𝑙]𝑎[𝑙−1] + 𝑏[𝑙]，𝐴[𝑙] = 𝑔[𝑙](𝑍[𝑙]) (𝐴[0] = 𝑋) 

这里只能用一个显式 for 循环，𝑙从 1 到𝐿，然后一层接着一层去计算。下一节讲的是避

免代码产生 BUG，我所做的其中一件非常重要的工作。 
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4.4 核对矩阵的维数（Getting your matrix dimensions right） 

当实现深度神经网络的时候，其中一个我常用的检查代码是否有错的方法就是拿出一张

纸过一遍算法中矩阵的维数。 

𝑤的维度是（下一层的维数，前一层的维数），即𝑤[𝑙]: (𝑛[𝑙],𝑛[𝑙−1])； 

𝑏的维度是（下一层的维数，1），即: 

𝑏[𝑙] : (𝑛[𝑙], 1)； 

𝑧[𝑙],𝑎[𝑙]: (𝑛[𝑙], 1); 

𝑑𝑤[𝑙]和𝑤[𝑙]维度相同，𝑑𝑏[𝑙]和𝑏[𝑙]维度相同，且𝑤和𝑏向量化维度不变，但𝑧,𝑎以及𝑥的维

度会向量化后发生变化。 

 

向量化后： 

𝑍[𝑙]可以看成由每一个单独的𝑍[𝑙]叠加而得到，𝑍[𝑙] = (𝑧[𝑙][1]，𝑧[𝑙][2]，𝑧[𝑙][3]，…，𝑧[𝑙][𝑚])， 

𝑚为训练集大小，所以𝑍[𝑙]的维度不再是(𝑛[𝑙], 1)，而是(𝑛[𝑙], 𝑚)。 

𝐴[𝑙]：(𝑛[𝑙], 𝑚)，𝐴[0] = 𝑋 = (𝑛[𝑙], 𝑚) 
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在你做深度神经网络的反向传播时，一定要确认所有的矩阵维数是前后一致的，可以大

大提高代码通过率。下一节我们讲为什么深层的网络在很多问题上比浅层的好。 
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4.5 为什么使用深层表示？（Why deep representations?） 

我们都知道深度神经网络能解决好多问题，其实并不需要很大的神经网络，但是得有深

度，得有比较多的隐藏层，这是为什么呢？我们一起来看几个例子来帮助理解，为什么深度

神经网络会很好用。 

首先，深度网络在计算什么？ 

 

首先，深度网络究竟在计算什么？如果你在建一个人脸识别或是人脸检测系统，深度神

经网络所做的事就是，当你输入一张脸部的照片，然后你可以把深度神经网络的第一层，当

成一个特征探测器或者边缘探测器。在这个例子里，我会建一个大概有 20 个隐藏单元的深

度神经网络，是怎么针对这张图计算的。隐藏单元就是这些图里这些小方块（第一张大图），

举个例子，这个小方块（第一行第一列）就是一个隐藏单元，它会去找这张照片里“|”边缘的

方向。那么这个隐藏单元（第四行第四列），可能是在找（“—”）水平向的边缘在哪里。之

后的课程里，我们会讲专门做这种识别的卷积神经网络，到时候会细讲，为什么小单元是这

么表示的。你可以先把神经网络的第一层当作看图，然后去找这张照片的各个边缘。我们可

以把照片里组成边缘的像素们放在一起看，然后它可以把被探测到的边缘组合成面部的不同

部分（第二张大图）。比如说，可能有一个神经元会去找眼睛的部分，另外还有别的在找鼻

子的部分，然后把这许多的边缘结合在一起，就可以开始检测人脸的不同部分。最后再把这

些部分放在一起，比如鼻子眼睛下巴，就可以识别或是探测不同的人脸（第三张大图）。 

你可以直觉上把这种神经网络的前几层当作探测简单的函数，比如边缘，之后把它们跟

后几层结合在一起，那么总体上就能学习更多复杂的函数。这些图的意义，我们在学习卷积
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神经网络的时候再深入了解。还有一个技术性的细节需要理解的是，边缘探测器其实相对来

说都是针对照片中非常小块的面积。就像这块（第一行第一列），都是很小的区域。面部探

测器就会针对于大一些的区域，但是主要的概念是，一般你会从比较小的细节入手，比如边

缘，然后再一步步到更大更复杂的区域，比如一只眼睛或是一个鼻子，再把眼睛鼻子装一块

组成更复杂的部分。 

 

这种从简单到复杂的金字塔状表示方法或者组成方法，也可以应用在图像或者人脸识别

以外的其他数据上。比如当你想要建一个语音识别系统的时候，需要解决的就是如何可视化

语音，比如你输入一个音频片段，那么神经网络的第一层可能就会去先开始试着探测比较低

层次的音频波形的一些特征，比如音调是变高了还是低了，分辨白噪音，咝咝咝的声音，或

者音调，可以选择这些相对程度比较低的波形特征，然后把这些波形组合在一起就能去探测

声音的基本单元。在语言学中有个概念叫做音位，比如说单词 ca，c 的发音，“嗑”就是一个

音位，a 的发音“啊”是个音位，t 的发音“特”也是个音位，有了基本的声音单元以后，组合起

来，你就能识别音频当中的单词，单词再组合起来就能识别词组，再到完整的句子。 

 

所以深度神经网络的这许多隐藏层中，较早的前几层能学习一些低层次的简单特征，等

到后几层，就能把简单的特征结合起来，去探测更加复杂的东西。比如你录在音频里的单词、

词组或是句子，然后就能运行语音识别了。同时我们所计算的之前的几层，也就是相对简单

的输入函数，比如图像单元的边缘什么的。到网络中的深层时，你实际上就能做很多复杂的

事，比如探测面部或是探测单词、短语或是句子。 

有些人喜欢把深度神经网络和人类大脑做类比，这些神经科学家觉得人的大脑也是先探

测简单的东西，比如你眼睛看得到的边缘，然后组合起来才能探测复杂的物体，比如脸。这

种深度学习和人类大脑的比较，有时候比较危险。但是不可否认的是，我们对大脑运作机制

的认识很有价值，有可能大脑就是先从简单的东西，比如边缘着手，再组合成一个完整的复
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杂物体，这类简单到复杂的过程，同样也是其他一些深度学习的灵感来源，之后的视频我们

也会继续聊聊人类或是生物学理解的大脑。 

Small：隐藏单元的数量相对较少 

Deep：隐藏层数目比较多 

深层的网络隐藏单元数量相对较少，隐藏层数目较多，如果浅层的网络想要达到同样的

计算结果则需要指数级增长的单元数量才能达到。 

另外一个，关于神经网络为何有效的理论，来源于电路理论，它和你能够用电路元件计

算哪些函数有着分不开的联系。根据不同的基本逻辑门，譬如与门、或门、非门。在非正式

的情况下，这些函数都可以用相对较小，但很深的神经网络来计算，小在这里的意思是隐藏

单元的数量相对比较小，但是如果你用浅一些的神经网络计算同样的函数，也就是说在我们

不能用很多隐藏层时，你会需要成指数增长的单元数量才能达到同样的计算结果。 

 

我再来举个例子，用没那么正式的语言介绍这个概念。假设你想要对输入特征计算异或

或是奇偶性，你可以算𝑥1𝑋𝑂𝑅𝑥2𝑋𝑂𝑅𝑥3𝑋𝑂𝑅……𝑥𝑛，假设你有𝑛或者𝑛𝑥个特征，如果你画一

个异或的树图，先要计算𝑥1，𝑥2的异或，然后是𝑥3和𝑥4。技术上来说如果你只用或门，还有

非门的话，你可能会需要几层才能计算异或函数，但是用相对小的电路，你应该就可以计算

异或了。然后你可以继续建这样的一个异或树图（上图左），那么你最后会得到这样的电路

来输出结果𝑦，�̂� = 𝑦，也就是输入特征的异或，或是奇偶性，要计算异或关系。这种树图对

应网络的深度应该是𝑂(𝑙𝑜𝑔(𝑛))，那么节点的数量和电路部件，或是门的数量并不会很大，

你也不需要太多门去计算异或。 

但是如果你不能使用多隐层的神经网络的话，在这个例子中隐层数为𝑂(𝑙𝑜𝑔(𝑛))，比如

你被迫只能用单隐藏层来计算的话，这里全部都指向从这些隐藏单元到后面这里，再输出𝑦，

那么要计算奇偶性，或者异或关系函数就需要这一隐层（上图右方框部分）的单元数呈指数

增长才行，因为本质上来说你需要列举耗尽2𝑛种可能的配置，或是2𝑛种输入比特的配置。异
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或运算的最终结果是 1 或 0，那么你最终就会需要一个隐藏层，其中单元数目随输入比特指

数上升。精确的说应该是2𝑛−1个隐藏单元数，也就是𝑂(2𝑛)。 

我希望这能让你有点概念，意识到有很多数学函数用深度网络计算比浅网络要容易得多，

我个人倒是认为这种电路理论，对训练直觉思维没那么有用，但这个结果人们还是经常提到

的，用来解释为什么需要更深层的网络。 

除了这些原因，说实话，我认为“深度学习”这个名字挺唬人的，这些概念以前都统称为

有很多隐藏层的神经网络，但是深度学习听起来多高大上，太深奥了，对么？这个词流传出

去以后，这是神经网络的重新包装或是多隐藏层神经网络的重新包装，激发了大众的想象力。

抛开这些公关概念重新包装不谈，深度网络确实效果不错，有时候人们还是会按照字面意思

钻牛角尖，非要用很多隐层。但是当我开始解决一个新问题时，我通常会从 logistic 回归开

始，再试试一到两个隐层，把隐藏层数量当作参数、超参数一样去调试，这样去找比较合适

的深度。但是近几年以来，有一些人会趋向于使用非常非常深邃的神经网络，比如好几打的

层数，某些问题中只有这种网络才是最佳模型。 

这就是我想讲的，为什么深度学习效果拔群的直觉解释，现在我们来看看除了正向传播

以外，反向传播该怎么具体实现。 
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4.6 搭建神经网络块（Building blocks of deep neural networks） 

这周的前几个视频和之前几周的视频里，你已经看到过正向反向传播的基础组成部分了，

它们也是深度神经网络的重要组成部分，现在我们来用它们建一个深度神经网络。 

 

这是一个层数较少的神经网络，我们选择其中一层（方框部分），从这一层的计算着手。

在第𝑙层你有参数𝑊[𝑙]和𝑏[𝑙]，正向传播里有输入的激活函数，输入是前一层𝑎[𝑙−1]，输出是𝑎[𝑙]，

我们之前讲过𝑧[𝑙] = 𝑊[𝑙]𝑎[𝑙−1] + 𝑏[𝑙] ,𝑎[𝑙] = 𝑔[𝑙](𝑧[𝑙])，那么这就是你如何从输入𝑎[𝑙−1]走到输

出的𝑎[𝑙]。之后你就可以把𝑧[𝑙]的值缓存起来，我在这里也会把这包括在缓存中，因为缓存的

𝑧[𝑖]对以后的正向反向传播的步骤非常有用。 

然后是反向步骤或者说反向传播步骤，同样也是第𝑙层的计算，你会需要实现一个函数

输入为𝑑𝑎[𝑙]，输出𝑑𝑎[𝑙−1]的函数。一个小细节需要注意，输入在这里其实是𝑑𝑎[𝑙]以及所缓存

的𝑧[𝑙]值，之前计算好的𝑧[𝑙]值，除了输出𝑑𝑎[𝑙−1]的值以外，也需要输出你需要的梯度𝑑𝑊[𝑙]和

𝑑𝑏[𝑙]，这是为了实现梯度下降学习。 

这就是基本的正向步骤的结构，我把它成为称为正向函数，类似的在反向步骤中会称为

反向函数。总结起来就是，在 l 层，你会有正向函数，输入𝑎[𝑙−1]并且输出𝑎[𝑙]，为了计算结

果你需要用𝑊[𝑙]和𝑏[𝑙]，以及输出到缓存的𝑧[𝑙]。然后用作反向传播的反向函数，是另一个函

数，输入𝑑𝑎[𝑙]，输出𝑑𝑎[𝑙−1]，你就会得到对激活函数的导数，也就是希望的导数值𝑑𝑎[𝑙]。𝑎[𝑙−1]

是会变的，前一层算出的激活函数导数。在这个方块（第二个）里你需要𝑊[𝑙]和𝑏[𝑙]，最后你
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要算的是𝑑𝑧[𝑙]。然后这个方块（第三个）中，这个反向函数可以计算输出𝑑𝑊[𝑙]和𝑑𝑏[𝑙]。我

会用红色箭头标注标注反向步骤，如果你们喜欢，我可以把这些箭头涂成红色。 

 

然后如果实现了这两个函数（正向和反向），然后神经网络的计算过程会是这样的： 

 

把输入特征𝑎[0]，放入第一层并计算第一层的激活函数，用𝑎[1]表示，你需要𝑊[1]和𝑏[1]

来计算，之后也缓存𝑧[𝑙]值。之后喂到第二层，第二层里，需要用到𝑊[2]和𝑏[2]，你会需要计

算第二层的激活函数𝑎[2]。后面几层以此类推，直到最后你算出了𝑎[𝐿]，第𝐿层的最终输出值

�̂�。在这些过程里我们缓存了所有的𝑧值，这就是正向传播的步骤。 

 

对反向传播的步骤而言，我们需要算一系列的反向迭代，就是这样反向计算梯度，你需
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要把𝑑𝑎[𝐿]的值放在这里，然后这个方块会给我们𝑑𝑎[𝐿−1]的值，以此类推，直到我们得到𝑑𝑎[2]

和𝑑𝑎[1]，你还可以计算多一个输出值，就是𝑑𝑎[0]，但这其实是你的输入特征的导数，并不重

要，起码对于训练监督学习的权重不算重要，你可以止步于此。反向传播步骤中也会输出

𝑑𝑊[𝑙]和𝑑𝑏[𝑙]，这会输出𝑑𝑊[3]和𝑑𝑏[3]等等。目前为止你算好了所有需要的导数，稍微填一下

这个流程图。 

神经网络的一步训练包含了，从𝑎[0]开始，也就是 𝑥 然后经过一系列正向传播计算得到

�̂�，之后再用输出值计算这个（第二行最后方块），再实现反向传播。现在你就有所有的导

数项了，𝑊也会在每一层被更新为𝑊 = 𝑊 − 𝛼𝑑𝑊，𝑏也一样，𝑏 = 𝑏 − 𝛼𝑑𝑏，反向传播就都

计算完毕，我们有所有的导数值，那么这是神经网络一个梯度下降循环。 

继续下去之前再补充一个细节，概念上会非常有帮助，那就是把反向函数计算出来的𝑧

值缓存下来。当你做编程练习的时候去实现它时，你会发现缓存可能很方便，可以迅速得到

𝑊[𝑙]和𝑏[𝑙]的值，非常方便的一个方法，在编程练习中你缓存了𝑧，还有𝑊和𝑏对吧？从实现角

度上看，我认为是一个很方便的方法，可以将参数复制到你在计算反向传播时所需要的地方。

好，这就是实现过程的细节，做编程练习时会用到。 

现在你们见过实现深度神经网络的基本元件，在每一层中有一个正向传播步骤，以及对

应的反向传播步骤，以及把信息从一步传递到另一步的缓存。下一个视频我们会讲解这些元

件具体实现过程，我们来看下一个视频吧。 
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4.7 参数 VS 超参数（Parameters vs Hyperparameters） 

想要你的深度神经网络起很好的效果，你还需要规划好你的参数以及超参数。 

什么是超参数？ 

比如算法中的 learning rate 𝑎（学习率）、iterations(梯度下降法循环的数量)、𝐿（隐藏

层数目）、𝑛[𝑙]（隐藏层单元数目）、choice of activation function（激活函数的选择）都需要

你来设置，这些数字实际上控制了最后的参数𝑊和𝑏的值，所以它们被称作超参数。 

实际上深度学习有很多不同的超参数，之后我们也会介绍一些其他的超参数，如

momentum、mini batch size、regularization parameters 等等。 

 

如何寻找超参数的最优值？ 

 

走 Idea—Code—Experiment—Idea 这个循环，尝试各种不同的参数，实现模型并观察是

否成功，然后再迭代。 
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今天的深度学习应用领域，还是很经验性的过程，通常你有个想法，比如你可能大致知

道一个最好的学习率值，可能说𝑎 = 0.01最好，我会想先试试看，然后你可以实际试一下，

训练一下看看效果如何。然后基于尝试的结果你会发现，你觉得学习率设定再提高到 0.05 会

比较好。如果你不确定什么值是最好的，你大可以先试试一个学习率𝑎，再看看损失函数 J

的值有没有下降。然后你可以试一试大一些的值，然后发现损失函数的值增加并发散了。然

后可能试试其他数，看结果是否下降的很快或者收敛到在更高的位置。你可能尝试不同的𝑎

并观察损失函数𝐽这么变了，试试一组值，然后可能损失函数变成这样，这个𝑎值会加快学习

过程，并且收敛在更低的损失函数值上（箭头标识），我就用这个𝑎值了。 

在前面几页中，还有很多不同的超参数。然而，当你开始开发新应用时，预先很难确切

知道，究竟超参数的最优值应该是什么。所以通常，你必须尝试很多不同的值，并走这个循

环，试试各种参数。试试看 5 个隐藏层，这个数目的隐藏单元，实现模型并观察是否成功，

然后再迭代。这页的标题是，应用深度学习领域，一个很大程度基于经验的过程，凭经验的

过程通俗来说，就是试直到你找到合适的数值。 

另一个近来深度学习的影响是它用于解决很多问题，从计算机视觉到语音识别，到自然

语言处理，到很多结构化的数据应用，比如网络广告或是网页搜索或产品推荐等等。我所看

到过的就有很多其中一个领域的研究员，这些领域中的一个，尝试了不同的设置，有时候这

种设置超参数的直觉可以推广，但有时又不会。所以我经常建议人们，特别是刚开始应用于

新问题的人们，去试一定范围的值看看结果如何。然后下一门课程，我们会用更系统的方法，

用系统性的尝试各种超参数取值。然后其次，甚至是你已经用了很久的模型，可能你在做网

络广告应用，在你开发途中，很有可能学习率的最优数值或是其他超参数的最优值是会变的，

所以即使你每天都在用当前最优的参数调试你的系统，你还是会发现，最优值过一年就会变

化，因为电脑的基础设施，CPU 或是 GPU 可能会变化很大。所以有一条经验规律可能每几

个月就会变。如果你所解决的问题需要很多年时间，只要经常试试不同的超参数，勤于检验

结果，看看有没有更好的超参数数值，相信你慢慢会得到设定超参数的直觉，知道你的问题

最好用什么数值。 

这可能的确是深度学习比较让人不满的一部分，也就是你必须尝试很多次不同可能性。

但参数设定这个领域，深度学习研究还在进步中，所以可能过段时间就会有更好的方法决定

超参数的值，也很有可能由于 CPU、GPU、网络和数据都在变化，这样的指南可能只会在一

段时间内起作用，只要你不断尝试，并且尝试保留交叉检验或类似的检验方法，然后挑一个

对你的问题效果比较好的数值。 
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近来受深度学习影响，很多领域发生了变化，从计算机视觉到语音识别到自然语言处理

到很多结构化的数据应用，比如网络广告、网页搜索、产品推荐等等；有些同一领域设置超

参数的直觉可以推广，但有时又不可以，特别是那些刚开始研究新问题的人们应该去尝试一

定范围内的结果如何，甚至那些用了很久的模型得学习率或是其他超参数的最优值也有可能

会改变。 

在下个课程我们会用系统性的方法去尝试各种超参数的取值。有一条经验规律：经常试

试不同的超参数，勤于检查结果，看看有没有更好的超参数取值，你将会得到设定超参数的

直觉。 
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4.8 深度学习和大脑的关联性（What does this have to do with 

the brain?） 

深度学习和大脑有什么关联性吗？ 

关联不大。 

那么人们为什么会说深度学习和大脑相关呢？ 

当你在实现一个神经网络的时候，那些公式是你在做的东西，你会做前向传播、反向传

播、梯度下降法，其实很难表述这些公式具体做了什么，深度学习像大脑这样的类比其实是

过度简化了我们的大脑具体在做什么，但因为这种形式很简洁，也能让普通人更愿意公开讨

论，也方便新闻报道并且吸引大众眼球，但这个类比是非常不准确的。 

一个神经网络的逻辑单元可以看成是对一个生物神经元的过度简化，但迄今为止连神经

科学家都很难解释究竟一个神经元能做什么，它可能是极其复杂的；它的一些功能可能真的

类似 logistic 回归的运算，但单个神经元到底在做什么目前还没有人能够真正可以解释。 

深度学习的确是个很好的工具来学习各种很灵活很复杂的函数，学习到从𝑥到𝑦的映射，

在监督学习中学到输入到输出的映射。 

 

但这个类比还是很粗略的，这是一个 logistic 回归单元的 sigmoid 激活函数，这里是一

个大脑中的神经元，图中这个生物神经元，也是你大脑中的一个细胞，它能接受来自其他神

经元的电信号，比如𝑥1, 𝑥2, 𝑥3，或可能来自于其他神经元𝑎1, 𝑎2, 𝑎3 。其中有一个简单的临界

计算值，如果这个神经元突然激发了，它会让电脉冲沿着这条长长的轴突，或者说一条导线
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传到另一个神经元。 

所以这是一个过度简化的对比，把一个神经网络的逻辑单元和右边的生物神经元对比。

至今为止其实连神经科学家们都很难解释，究竟一个神经元能做什么。一个小小的神经元其

实却是极其复杂的，以至于我们无法在神经科学的角度描述清楚，它的一些功能，可能真的

是类似 logistic 回归的运算，但单个神经元到底在做什么，目前还没有人能够真正解释，大

脑中的神经元是怎么学习的，至今这仍是一个谜之过程。到底大脑是用类似于后向传播或是

梯度下降的算法，或者人类大脑的学习过程用的是完全不同的原理。 

所以虽然深度学习的确是个很好的工具，能学习到各种很灵活很复杂的函数来学到从 x

到 y 的映射。在监督学习中，学到输入到输出的映射，但这种和人类大脑的类比，在这个领

域的早期也许值得一提。但现在这种类比已经逐渐过时了，我自己也在尽量少用这样的说法。 

这就是神经网络和大脑的关系，我相信在计算机视觉，或其他的学科都曾受人类大脑启

发，还有其他深度学习的领域也曾受人类大脑启发。但是个人来讲我用这个人类大脑类比的

次数逐渐减少了。 
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第二门课 改善深层神经网络：超参数调试、

正则化以及优化 (Improving Deep Neural 

Networks:Hyperparameter tuning, 

Regularization and Optimization) 

第一周：深度学习的实践层面 (Practical aspects of Deep 

Learning) 

1.1 训练，验证，测试集（Train / Dev / Test sets） 

大家可能已经了解了，那么本周，我们将继续学习如何有效运作神经网络，内容涉及超

参数调优，如何构建数据，以及如何确保优化算法快速运行，从而使学习算法在合理时间内

完成自我学习。 

第一周，我们首先说说神经网络机器学习中的问题，然后是随机神经网络，还会学习一

些确保神经网络正确运行的技巧，带着这些问题，我们开始今天的课程。 

在配置训练、验证和测试数据集的过程中做出正确决策会在很大程度上帮助大家创建高

效的神经网络。训练神经网络时，我们需要做出很多决策，例如： 

神经网络分多少层；每层含有多少个隐藏单元；学习速率是多少；各层采用哪些激活函

数。 
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创建新应用的过程中，我们不可能从一开始就准确预测出这些信息和其他超级参数。实

际上，应用型机器学习是一个高度迭代的过程，通常在项目启动时，我们会先有一个初步想

法，比如构建一个含有特定层数，隐藏单元数量或数据集个数等等的神经网络，然后编码，

并尝试运行这些代码，通过运行和测试得到该神经网络或这些配置信息的运行结果，你可能

会根据输出结果重新完善自己的想法，改变策略，或者为了找到更好的神经网络不断迭代更

新自己的方案。 

现如今，深度学习已经在自然语言处理，计算机视觉，语音识别以及结构化数据应用等

众多领域取得巨大成功。结构化数据无所不包，从广告到网络搜索。其中网络搜索不仅包括

网络搜索引擎，还包括购物网站，从所有根据搜索栏词条传输结果的网站。再到计算机安全，

物流，比如判断司机去哪接送货，范围之广，不胜枚举。 

我发现，可能有自然语言处理方面的人才想踏足计算机视觉领域，或者经验丰富的语音

识别专家想投身广告行业，又或者，有的人想从电脑安全领域跳到物流行业，在我看来，从

一个领域或者应用领域得来的直觉经验，通常无法转移到其他应用领域，最佳决策取决于你

所拥有的数据量，计算机配置中输入特征的数量，用 GPU 训练还是 CPU，GPU 和 CPU 的具

体配置以及其他诸多因素。 

 

目前为止，我觉得，对于很多应用系统，即使是经验丰富的深度学习行家也不太可能一

开始就预设出最匹配的超级参数，所以说，应用深度学习是一个典型的迭代过程，需要多次

循环往复，才能为应用程序找到一个称心的神经网络，因此循环该过程的效率是决定项目进

展速度的一个关键因素，而创建高质量的训练数据集，验证集和测试集也有助于提高循环效

率。 

 

假设这是训练数据，我用一个长方形表示，我们通常会将这些数据划分成几部分，一部

分作为训练集，一部分作为简单交叉验证集，有时也称之为验证集，方便起见，我就叫它验
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证集（dev set），其实都是同一个概念，最后一部分则作为测试集。 

接下来，我们开始对训练执行算法，通过验证集或简单交叉验证集选择最好的模型，经

过充分验证，我们选定了最终模型，然后就可以在测试集上进行评估了，为了无偏评估算法

的运行状况。 

在机器学习发展的小数据量时代，常见做法是将所有数据三七分，就是人们常说的 70%

验证集，30%测试集，如果没有明确设置验证集，也可以按照 60%训练，20%验证和 20%测

试集来划分。这是前几年机器学习领域普遍认可的最好的实践方法。 

 

如果只有 100 条，1000 条或者 1 万条数据，那么上述比例划分是非常合理的。 

但是在大数据时代，我们现在的数据量可能是百万级别，那么验证集和测试集占数据总

量的比例会趋向于变得更小。因为验证集的目的就是验证不同的算法，检验哪种算法更有效，

因此，验证集要足够大才能评估，比如 2 个甚至 10 个不同算法，并迅速判断出哪种算法更

有效。我们可能不需要拿出 20%的数据作为验证集。 

 

比如我们有 100 万条数据，那么取 1 万条数据便足以进行评估，找出其中表现最好的 1-

2 种算法。同样地，根据最终选择的分类器，测试集的主要目的是正确评估分类器的性能，

所以，如果拥有百万数据，我们只需要 1000 条数据，便足以评估单个分类器，并且准确评
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估该分类器的性能。假设我们有 100 万条数据，其中 1 万条作为验证集，1 万条作为测试集，

100 万里取 1 万，比例是 1%，即：训练集占 98%，验证集和测试集各占 1%。对于数据量过

百万的应用，训练集可以占到 99.5%，验证和测试集各占 0.25%，或者验证集占 0.4%，测试

集占 0.1%。 

总结一下，在机器学习中，我们通常将样本分成训练集，验证集和测试集三部分，数据

集规模相对较小，适用传统的划分比例，数据集规模较大的，验证集和测试集要小于数据总

量的 20%或 10%。后面我会给出如何划分验证集和测试集的具体指导。 

现代深度学习的另一个趋势是越来越多的人在训练和测试集分布不匹配的情况下进行

训练，假设你要构建一个用户可以上传大量图片的应用程序，目的是找出并呈现所有猫咪图

片，可能你的用户都是爱猫人士，训练集可能是从网上下载的猫咪图片，而验证集和测试集

是用户在这个应用上上传的猫的图片，就是说，训练集可能是从网络上抓下来的图片。而验

证集和测试集是用户上传的图片。结果许多网页上的猫咪图片分辨率很高，很专业，后期制

作精良，而用户上传的照片可能是用手机随意拍摄的，像素低，比较模糊，这两类数据有所

不同，针对这种情况，根据经验，我建议大家要确保验证集和测试集的数据来自同一分布，

关于这个问题我也会多讲一些。因为你们要用验证集来评估不同的模型，尽可能地优化性能。

如果验证集和测试集来自同一个分布就会很好。 

 

但由于深度学习算法需要大量的训练数据，为了获取更大规模的训练数据集，我们可以

采用当前流行的各种创意策略，例如，网页抓取，代价就是训练集数据与验证集和测试集数

据有可能不是来自同一分布。但只要遵循这个经验法则，你就会发现机器学习算法会变得更

快。我会在后面的课程中更加详细地解释这条经验法则。 

最后一点，就算没有测试集也不要紧，测试集的目的是对最终所选定的神经网络系统做

出无偏估计，如果不需要无偏估计，也可以不设置测试集。所以如果只有验证集，没有测试

集，我们要做的就是，在训练集上训练，尝试不同的模型框架，在验证集上评估这些模型，

然后迭代并选出适用的模型。因为验证集中已经涵盖测试集数据，其不再提供无偏性能评估。
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当然，如果你不需要无偏估计，那就再好不过了。 

 

在机器学习中，如果只有一个训练集和一个验证集，而没有独立的测试集，遇到这种情

况，训练集还被人们称为训练集，而验证集则被称为测试集，不过在实际应用中，人们只是

把测试集当成简单交叉验证集使用，并没有完全实现该术语的功能，因为他们把验证集数据

过度拟合到了测试集中。如果某团队跟你说他们只设置了一个训练集和一个测试集，我会很

谨慎，心想他们是不是真的有训练验证集，因为他们把验证集数据过度拟合到了测试集中，

让这些团队改变叫法，改称其为“训练验证集”，而不是“训练测试集”，可能不太容易。即便

我认为“训练验证集“在专业用词上更准确。实际上，如果你不需要无偏评估算法性能，那么

这样是可以的。 

 

所以说，搭建训练验证集和测试集能够加速神经网络的集成，也可以更有效地衡量算法

地偏差和方差，从而帮助我们更高效地选择合适方法来优化算法。 

 

  



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第一周：深度学习的实践层面(Practical 

aspects of Deep Learning) 

129 
 

1.2 偏差，方差（Bias /Variance） 

我注意到，几乎所有机器学习从业人员都期望深刻理解偏差和方差，这两个概念易学难

精，即使你自己认为已经理解了偏差和方差的基本概念，却总有一些意想不到的新东西出现。

关于深度学习的误差问题，另一个趋势是对偏差和方差的权衡研究甚浅，你可能听说过这两

个概念，但深度学习的误差很少权衡二者，我们总是分别考虑偏差和方差，却很少谈及偏差

和方差的权衡问题，下面我们来一探究竟。 

 

假设这就是数据集，如果给这个数据集拟合一条直线，可能得到一个逻辑回归拟合，但

它并不能很好地拟合该数据，这是高偏差（high bias）的情况，我们称为“欠拟合”（underfitting）。 

相反的如果我们拟合一个非常复杂的分类器，比如深度神经网络或含有隐藏单元的神经

网络，可能就非常适用于这个数据集，但是这看起来也不是一种很好的拟合方式分类器方差

较高（high variance），数据过度拟合（overfitting）。 

在两者之间，可能还有一些像图中这样的，复杂程度适中，数据拟合适度的分类器，这

个数据拟合看起来更加合理，我们称之为“适度拟合”（just right）是介于过度拟合和欠拟合

中间的一类。 

 

在这样一个只有𝑥1和𝑥2两个特征的二维数据集中，我们可以绘制数据，将偏差和方差可

视化。在多维空间数据中，绘制数据和可视化分割边界无法实现，但我们可以通过几个指标，
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来研究偏差和方差。 

 

我们沿用猫咪图片分类这个例子，左边一张是猫咪图片，右边一张不是。理解偏差和方

差的两个关键数据是训练集误差（Train set error）和验证集误差（Dev set error），为了方便

论证，假设我们可以辨别图片中的小猫，我们用肉眼识别几乎是不会出错的。 

假定训练集误差是 1%，为了方便论证，假定验证集误差是 11%，可以看出训练集设置

得非常好，而验证集设置相对较差，我们可能过度拟合了训练集，在某种程度上，验证集并

没有充分利用交叉验证集的作用，像这种情况，我们称之为“高方差”。 

通过查看训练集误差和验证集误差，我们便可以诊断算法是否具有高方差。也就是说衡

量训练集和验证集误差就可以得出不同结论。 

假设训练集误差是 15%，我们把训练集误差写在首行，验证集误差是 16%，假设该案例

中人的错误率几乎为 0%，人们浏览这些图片，分辨出是不是猫。算法并没有在训练集中得

到很好训练，如果训练数据的拟合度不高，就是数据欠拟合，就可以说这种算法偏差比较高。

相反，它对于验证集产生的结果却是合理的，验证集中的错误率只比训练集的多了 1%，所

以这种算法偏差高，因为它甚至不能拟合训练集，这与上一张幻灯片最左边的图片相似。 

再举一个例子，训练集误差是 15%，偏差相当高，但是，验证集的评估结果更糟糕，错

误率达到 30%，在这种情况下，我会认为这种算法偏差高，因为它在训练集上结果不理想，

而且方差也很高，这是方差偏差都很糟糕的情况。 

再看最后一个例子，训练集误差是 0.5%，验证集误差是 1%，用户看到这样的结果会很

开心，猫咪分类器只有 1%的错误率，偏差和方差都很低。 

有一点我先在这个简单提一下，具体的留在后面课程里讲，这些分析都是基于假设预测

的，假设人眼辨别的错误率接近 0%，一般来说，最优误差也被称为贝叶斯误差，所以，最

优误差接近 0%，我就不在这里细讲了，如果最优误差或贝叶斯误差非常高，比如 15%。我

们再看看这个分类器（训练误差 15%，验证误差 16%），15%的错误率对训练集来说也是非

常合理的，偏差不高，方差也非常低。 
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当所有分类器都不适用时，如何分析偏差和方差呢？比如，图片很模糊，即使是人眼，

或者没有系统可以准确无误地识别图片，在这种情况下，最优误差会更高，那么分析过程就

要做些改变了，我们暂时先不讨论这些细微差别，重点是通过查看训练集误差，我们可以判

断数据拟合情况，至少对于训练数据是这样，可以判断是否有偏差问题，然后查看错误率有

多高。当完成训练集训练，开始使用验证集验证时，我们可以判断方差是否过高，从训练集

到验证集的这个过程中，我们可以判断方差是否过高。 

 

以上分析的前提都是假设基本误差很小，训练集和验证集数据来自相同分布，如果没有

这些假设作为前提，分析过程更加复杂，我们将会在稍后课程里讨论。 

上一张幻灯片，我们讲了高偏差和高方差的情况，大家应该对优质分类器有了一定的认

识，偏差和方差都高是什么样子呢？这种情况对于两个衡量标准来说都是非常糟糕的。 

 

我们之前讲过，这样的分类器，会产生高偏差，因为它的数据拟合度低，像这种接近线

性的分类器，数据拟合度低。 
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但是如果我们稍微改变一下分类器，我用紫色笔画出，它会过度拟合部分数据，用紫色

线画出的分类器具有高偏差和高方差，偏差高是因为它几乎是一条线性分类器，并未拟合数

据。 

 

这种二次曲线能够很好地拟合数据。 

 

这条曲线中间部分灵活性非常高，却过度拟合了这两个样本，这类分类器偏差很高，因

为它几乎是线性的。 
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而采用曲线函数或二次元函数会产生高方差，因为它曲线灵活性太高以致拟合了这两个

错误样本和中间这些活跃数据。 

这看起来有些不自然，从两个维度上看都不太自然，但对于高维数据，有些数据区域偏

差高，有些数据区域方差高，所以在高维数据中采用这种分类器看起来就不会那么牵强了。 

总结一下，我们讲了如何通过分析在训练集上训练算法产生的误差和验证集上验证算法

产生的误差来诊断算法是否存在高偏差和高方差，是否两个值都高，或者两个值都不高，根

据算法偏差和方差的具体情况决定接下来你要做的工作，下节课，我会根据算法偏差和方差

的高低情况讲解一些机器学习的基本方法，帮助大家更系统地优化算法，我们下节课见。 
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1.3 机器学习基础（Basic Recipe for Machine Learning） 

上节课我们讲的是如何通过训练误差和验证集误差判断算法偏差或方差是否偏高，帮助

我们更加系统地在机器学习中运用这些方法来优化算法性能。 

下图就是我在训练神经网络用到的基本方法：（尝试这些方法，可能有用，可能没用） 

 

这是我在训练神经网络时用到地基本方法，初始模型训练完成后，我首先要知道算法的

偏差高不高，如果偏差较高，试着评估训练集或训练数据的性能。如果偏差的确很高，甚至

无法拟合训练集，那么你要做的就是选择一个新的网络，比如含有更多隐藏层或者隐藏单元

的网络，或者花费更多时间来训练网络，或者尝试更先进的优化算法，后面我们会讲到这部

分内容。你也可以尝试其他方法，可能有用，也可能没用。 

一会儿我们会看到许多不同的神经网络架构，或许你能找到一个更合适解决此问题的新

的网络架构，加上括号，因为其中一条就是你必须去尝试，可能有用，也可能没用，不过采

用规模更大的网络通常都会有所帮助，延长训练时间不一定有用，但也没什么坏处。训练学

习算法时，我会不断尝试这些方法，直到解决掉偏差问题，这是最低标准，反复尝试，直到

可以拟合数据为止，至少能够拟合训练集。 

如果网络足够大，通常可以很好的拟合训练集，只要你能扩大网络规模，如果图片很模

糊，算法可能无法拟合该图片，但如果有人可以分辨出图片，如果你觉得基本误差不是很高，

那么训练一个更大的网络，你就应该可以……至少可以很好地拟合训练集，至少可以拟合或

者过拟合训练集。一旦偏差降低到可以接受的数值，检查一下方差有没有问题，为了评估方

差，我们要查看验证集性能，我们能从一个性能理想的训练集推断出验证集的性能是否也理
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想，如果方差高，最好的解决办法就是采用更多数据，如果你能做到，会有一定的帮助，但

有时候，我们无法获得更多数据，我们也可以尝试通过正则化来减少过拟合，这个我们下节

课会讲。有时候我们不得不反复尝试，但是，如果能找到更合适的神经网络框架，有时它可

能会一箭双雕，同时减少方差和偏差。如何实现呢？想系统地说出做法很难，总之就是不断

重复尝试，直到找到一个低偏差，低方差的框架，这时你就成功了。 

有两点需要大家注意： 

第一点，高偏差和高方差是两种不同的情况，我们后续要尝试的方法也可能完全不同，

我通常会用训练验证集来诊断算法是否存在偏差或方差问题，然后根据结果选择尝试部分方

法。举个例子，如果算法存在高偏差问题，准备更多训练数据其实也没什么用处，至少这不

是更有效的方法，所以大家要清楚存在的问题是偏差还是方差，还是两者都有问题，明确这

一点有助于我们选择出最有效的方法。 

第二点，在机器学习的初期阶段，关于所谓的偏差方差权衡的讨论屡见不鲜，原因是我

们能尝试的方法有很多。可以增加偏差，减少方差，也可以减少偏差，增加方差，但是在深

度学习的早期阶段，我们没有太多工具可以做到只减少偏差或方差却不影响到另一方。但在

当前的深度学习和大数据时代，只要持续训练一个更大的网络，只要准备了更多数据，那么

也并非只有这两种情况，我们假定是这样，那么，只要正则适度，通常构建一个更大的网络

便可以，在不影响方差的同时减少偏差，而采用更多数据通常可以在不过多影响偏差的同时

减少方差。这两步实际要做的工作是：训练网络，选择网络或者准备更多数据，现在我们有

工具可以做到在减少偏差或方差的同时，不对另一方产生过多不良影响。我觉得这就是深度

学习对监督式学习大有裨益的一个重要原因，也是我们不用太过关注如何平衡偏差和方差的

一个重要原因，但有时我们有很多选择，减少偏差或方差而不增加另一方。最终，我们会得

到一个非常规范化的网络。从下节课开始，我们将讲解正则化，训练一个更大的网络几乎没

有任何负面影响，而训练一个大型神经网络的主要代价也只是计算时间，前提是网络是比较

规范化的。 

 今天我们讲了如何通过组织机器学习来诊断偏差和方差的基本方法，然后选择解决问

题的正确操作，希望大家有所了解和认识。我在课上不止一次提到了正则化，它是一种非常

实用的减少方差的方法，正则化时会出现偏差方差权衡问题，偏差可能略有增加，如果网络

足够大，增幅通常不会太高，我们下节课让大家更好理解如何实现神经网络的正则化。  
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1.4 正则化（Regularization） 

深度学习可能存在过拟合问题——高方差，有两个解决方法，一个是正则化，另一个是

准备更多的数据，这是非常可靠的方法，但你可能无法时时刻刻准备足够多的训练数据或者

获取更多数据的成本很高，但正则化通常有助于避免过拟合或减少你的网络误差。 

如果你怀疑神经网络过度拟合了数据，即存在高方差问题，那么最先想到的方法可能是

正则化，另一个解决高方差的方法就是准备更多数据，这也是非常可靠的办法，但你可能无

法时时准备足够多的训练数据，或者，获取更多数据的成本很高，但正则化有助于避免过度

拟合，或者减少网络误差，下面我们就来讲讲正则化的作用原理。 

我们用逻辑回归来实现这些设想，求成本函数𝐽的最小值，它是我们定义的成本函数，

参数包含一些训练数据和不同数据中个体预测的损失，𝑤和𝑏是逻辑回归的两个参数，𝑤是一

个多维度参数矢量，𝑏是一个实数。在逻辑回归函数中加入正则化，只需添加参数 λ，也就

是正则化参数，一会儿再详细讲。 

𝜆

2𝑚
乘以𝑤范数的平方，𝑤欧几里德范数的平方等于𝑤𝑗（𝑗 值从 1 到𝑛𝑥）平方的和，也可

表示为𝑤𝑇𝑤，也就是向量参数𝑤 的欧几里德范数（2 范数）的平方，此方法称为𝐿2正则化。

因为这里用了欧几里德法线，被称为向量参数𝑤的𝐿2范数。 

 

为什么只正则化参数𝑤？为什么不再加上参数 𝑏  呢？你可以这么做，只是我习惯省略

不写，因为𝑤通常是一个高维参数矢量，已经可以表达高偏差问题，𝑤可能包含有很多参数，

我们不可能拟合所有参数，而𝑏只是单个数字，所以𝑤几乎涵盖所有参数，而不是𝑏，如果加

了参数𝑏，其实也没太大影响，因为𝑏只是众多参数中的一个，所以我通常省略不计，如果你

想加上这个参数，完全没问题。 
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𝐿2正则化是最常见的正则化类型，你们可能听说过𝐿1正则化，𝐿1正则化，加的不是𝐿2

范数，而是正则项
𝜆

𝑚
乘以∑ |𝑤|

𝑛𝑥
𝑗=1 ，∑ |𝑤|

𝑛𝑥
𝑗=1 也被称为参数𝑤向量的𝐿1范数，无论分母是𝑚还

是2𝑚，它都是一个比例常量。 

 

如果用的是𝐿1正则化，𝑤最终会是稀疏的，也就是说𝑤向量中有很多 0，有人说这样有

利于压缩模型，因为集合中参数均为 0，存储模型所占用的内存更少。实际上，虽然𝐿1正则

化使模型变得稀疏，却没有降低太多存储内存，所以我认为这并不是𝐿1正则化的目的，至少

不是为了压缩模型，人们在训练网络时，越来越倾向于使用𝐿2正则化。 

我们来看最后一个细节，𝜆是正则化参数，我们通常使用验证集或交叉验证集来配置这

个参数，尝试各种各样的数据，寻找最好的参数，我们要考虑训练集之间的权衡，把参数设

置为较小值，这样可以避免过拟合，所以 λ 是另外一个需要调整的超级参数，顺便说一下，

为了方便写代码，在 Python 编程语言中，𝜆是一个保留字段，编写代码时，我们删掉𝑎，写

成𝑙𝑎𝑚𝑏𝑑，以免与 Python 中的保留字段冲突，这就是在逻辑回归函数中实现𝐿2正则化的过

程，如何在神经网络中实现𝐿2正则化呢？ 

 

神经网络含有一个成本函数，该函数包含𝑊[1]，𝑏[1]到𝑊[𝑙]，𝑏[𝑙]所有参数，字母𝐿是神经

网络所含的层数，因此成本函数等于𝑚个训练样本损失函数的总和乘以
1

𝑚
，正则项为
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𝜆

2𝑚
∑ |𝑊[𝑙]|𝐿
1

2
，我们称||𝑊[𝑙]||2为范数平方，这个矩阵范数||𝑊[𝑙]||2（即平方范数），被定义

为矩阵中所有元素的平方求和。 

 

我们看下求和公式的具体参数，第一个求和符号其值𝑖从 1 到𝑛[𝑙−1]，第二个其𝐽值从 1 到

𝑛[𝑙]，因为𝑊是一个𝑛[𝑙] × 𝑛[𝑙−1]的多维矩阵，𝑛[𝑙]表示𝑙 层单元的数量，𝑛[𝑙−1]表示第𝑙 − 1层隐

藏单元的数量。 

 

该矩阵范数被称作“弗罗贝尼乌斯范数”，用下标𝐹标注，鉴于线性代数中一些神秘晦涩

的原因，我们不称之为“矩阵𝐿2范数”，而称它为“弗罗贝尼乌斯范数”，矩阵𝐿2范数听起来更

自然，但鉴于一些大家无须知道的特殊原因，按照惯例，我们称之为“弗罗贝尼乌斯范数”，

它表示一个矩阵中所有元素的平方和。 

 

该如何使用该范数实现梯度下降呢？ 

用 backprop 计算出𝑑𝑊的值，backprop 会给出𝐽对𝑊的偏导数，实际上是𝑊[𝑙]，把𝑊[𝑙]替

换为𝑊[𝑙]减去学习率乘以𝑑𝑊。 

 

这就是之前我们额外增加的正则化项，既然已经增加了这个正则项，现在我们要做的就

是给𝑑𝑊加上这一项
𝜆

𝑚
𝑊[𝑙]，然后计算这个更新项，使用新定义的𝑑𝑊[𝑙]，它的定义含有相关

参数代价函数导数和，以及最后添加的额外正则项，这也是𝐿2正则化有时被称为“权重衰减”
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的原因。 

 

我们用𝑑𝑊[𝑙]的定义替换此处的𝑑𝑊[𝑙]，可以看到，𝑊[𝑙]的定义被更新为𝑊[𝑙]减去学习率

𝑎 乘以 backprop 再加上
𝜆

𝑚
𝑊[𝑙]。 

 

该正则项说明，不论𝑊[𝑙]是什么，我们都试图让它变得更小，实际上，相当于我们给矩

阵 W 乘以(1 − 𝑎
𝜆

𝑚
)倍的权重，矩阵𝑊减去𝛼

𝜆

𝑚
倍的它，也就是用这个系数(1 − 𝑎

𝜆

𝑚
)乘以矩阵

𝑊，该系数小于 1，因此𝐿2范数正则化也被称为“权重衰减”，因为它就像一般的梯度下降，

𝑊被更新为少了𝑎乘以 backprop 输出的最初梯度值，同时𝑊也乘以了这个系数，这个系数小

于 1，因此𝐿2正则化也被称为“权重衰减”。 

 

我不打算这么叫它，之所以叫它“权重衰减”是因为这两项相等，权重指标乘以了一个小

于 1 的系数。 

以上就是在神经网络中应用𝐿2正则化的过程，有人会问我，为什么正则化可以预防过拟

合，我们放在下节课讲，同时直观感受一下正则化是如何预防过拟合的。 
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1.5 为 什 么 正 则 化 有 利 于 预 防 过 拟 合 呢 ？ （ Why 

regularization reduces overfitting?） 

为什么正则化有利于预防过拟合呢？为什么它可以减少方差问题？我们通过两个例子

来直观体会一下。 

 

 

左图是高偏差，右图是高方差，中间是 Just Right，这几张图我们在前面课程中看到过。 

 

现在我们来看下这个庞大的深度拟合神经网络。我知道这张图不够大，深度也不够，但

你可以想象这是一个过拟合的神经网络。这是我们的代价函数𝐽，含有参数𝑊，𝑏。我们添加

正则项，它可以避免数据权值矩阵过大，这就是弗罗贝尼乌斯范数，为什么压缩𝐿2范数，或

者弗罗贝尼乌斯范数或者参数可以减少过拟合？ 

直观上理解就是如果正则化𝜆设置得足够大，权重矩阵𝑊被设置为接近于 0 的值，直观

理解就是把多隐藏单元的权重设为 0，于是基本上消除了这些隐藏单元的许多影响。如果是

这种情况，这个被大大简化了的神经网络会变成一个很小的网络，小到如同一个逻辑回归单

元，可是深度却很大，它会使这个网络从过度拟合的状态更接近左图的高偏差状态。 



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第一周：深度学习的实践层面(Practical 

aspects of Deep Learning) 

141 
 

但是𝜆会存在一个中间值，于是会有一个接近“Just Right”的中间状态。 

直观理解就是𝜆增加到足够大，𝑊会接近于 0，实际上是不会发生这种情况的，我们尝

试消除或至少减少许多隐藏单元的影响，最终这个网络会变得更简单，这个神经网络越来越

接近逻辑回归，我们直觉上认为大量隐藏单元被完全消除了，其实不然，实际上是该神经网

络的所有隐藏单元依然存在，但是它们的影响变得更小了。神经网络变得更简单了，貌似这

样更不容易发生过拟合，因此我不确定这个直觉经验是否有用，不过在编程中执行正则化时，

你实际看到一些方差减少的结果。 

 

我们再来直观感受一下，正则化为什么可以预防过拟合，假设我们用的是这样的双曲线

激活函数。 

 

用𝑔(𝑧)表示𝑡𝑎𝑛ℎ(𝑧),那么我们发现，只要𝑧非常小，如果𝑧只涉及少量参数，这里我们利

用了双曲正切函数的线性状态，只要𝑧可以扩展为这样的更大值或者更小值，激活函数开始

变得非线性。 

 

现在你应该摒弃这个直觉，如果正则化参数 λ 很大，激活函数的参数会相对较小，因为
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代价函数中的参数变大了，  

 

如果𝑊很小，相对来说，𝑧也会很小。 

 

特别是，如果𝑧的值最终在这个范围内，都是相对较小的值，𝑔(𝑧)大致呈线性，每层几

乎都是线性的，和线性回归函数一样。 

 

第一节课我们讲过，如果每层都是线性的，那么整个网络就是一个线性网络，即使是一

个非常深的深层网络，因具有线性激活函数的特征，最终我们只能计算线性函数，因此，它

不适用于非常复杂的决策，以及过度拟合数据集的非线性决策边界，如同我们在幻灯片中看

到的过度拟合高方差的情况。 

 

总结一下，如果正则化参数变得很大，参数𝑊很小，𝑧也会相对变小，此时忽略𝑏的影响，

𝑧会相对变小，实际上，𝑧的取值范围很小，这个激活函数，也就是曲线函数𝑡𝑎𝑛ℎ会相对呈线

性，整个神经网络会计算离线性函数近的值，这个线性函数非常简单，并不是一个极复杂的

高度非线性函数，不会发生过拟合。 

大家在编程作业里实现正则化的时候，会亲眼看到这些结果，总结正则化之前，我给大

家一个执行方面的小建议，在增加正则化项时，应用之前定义的代价函数𝐽，我们做过修改，

增加了一项，目的是预防权重过大。 
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如果你使用的是梯度下降函数，在调试梯度下降时，其中一步就是把代价函数𝐽设计成

这样一个函数，在调试梯度下降时，它代表梯度下降的调幅数量。可以看到，代价函数对于

梯度下降的每个调幅都单调递减。如果你实施的是正则化函数，请牢记，𝐽已经有一个全新

的定义。如果你用的是原函数𝐽，也就是这第一个项正则化项，你可能看不到单调递减现象，

为了调试梯度下降，请务必使用新定义的𝐽函数，它包含第二个正则化项，否则函数𝐽可能不

会在所有调幅范围内都单调递减。 

这就是𝐿2正则化，它是我在训练深度学习模型时最常用的一种方法。在深度学习中，还

有一种方法也用到了正则化，就是 dropout 正则化，我们下节课再讲。 
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1.6 dropout 正则化（Dropout Regularization） 

除了𝐿2正则化，还有一个非常实用的正则化方法——“Dropout（随机失活）”，我们来看

看它的工作原理。 

 

假设你在训练上图这样的神经网络，它存在过拟合，这就是 dropout 所要处理的，我们

复制这个神经网络，dropout 会遍历网络的每一层，并设置消除神经网络中节点的概率。假

设网络中的每一层，每个节点都以抛硬币的方式设置概率，每个节点得以保留和消除的概率

都是 0.5，设置完节点概率，我们会消除一些节点，然后删除掉从该节点进出的连线，最后

得到一个节点更少，规模更小的网络，然后用 backprop 方法进行训练。 

 

 

这是网络节点精简后的一个样本，对于其它样本，我们照旧以抛硬币的方式设置概率，

保留一类节点集合，删除其它类型的节点集合。对于每个训练样本，我们都将采用一个精简
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后神经网络来训练它，这种方法似乎有点怪，单纯遍历节点，编码也是随机的，可它真的有

效。不过可想而知，我们针对每个训练样本训练规模极小的网络，最后你可能会认识到为什

么要正则化网络，因为我们在训练极小的网络。 

 

如何实施 dropout 呢？方法有几种，接下来我要讲的是最常用的方法，即 inverted 

dropout（反向随机失活），出于完整性考虑，我们用一个三层（𝑙 = 3）网络来举例说明。

编码中会有很多涉及到 3 的地方。我只举例说明如何在某一层中实施 dropout。 

首先要定义向量𝑑，𝑑[3]表示一个三层的 dropout 向量： 

d3 = np.random.rand(a3.shape[0],a3.shape[1]) 

然后看它是否小于某数，我们称之为 keep-prob，keep-prob 是一个具体数字，上个示例

中它是 0.5，而本例中它是 0.8，它表示保留某个隐藏单元的概率，此处 keep-prob 等于 0.8，

它意味着消除任意一个隐藏单元的概率是 0.2，它的作用就是生成随机矩阵，如果对𝑎[3]进行

因子分解，效果也是一样的。𝑑[3]是一个矩阵，每个样本和每个隐藏单元，其中𝑑[3]中的对应

值为 1 的概率都是 0.8，对应为 0 的概率是 0.2，随机数字小于 0.8。它等于 1 的概率是 0.8，

等于 0 的概率是 0.2。 

接下来要做的就是从第三层中获取激活函数，这里我们叫它𝑎[3]，𝑎[3]含有要计算的激活

函数，𝑎[3]等于上面的𝑎[3]乘以𝑑[3]，a3 =np.multiply(a3,d3)，这里是元素相乘，也可写

为𝑎3 ∗= 𝑑3，它的作用就是让𝑑[3]中所有等于 0 的元素（输出），而各个元素等于 0 的概率

只有 20%，乘法运算最终把𝑑[3]中相应元素输出，即让𝑑[3]中 0 元素与𝑎[3]中相对元素归零。 

 

如果用 python 实现该算法的话，𝑑[3]则是一个布尔型数组，值为 true 和 false，而不是

1 和 0，乘法运算依然有效，python 会把 true 和 false 翻译为 1 和 0，大家可以用 python 尝



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第一周：深度学习的实践层面(Practical 

aspects of Deep Learning) 

146 
 

试一下。 

最后，我们向外扩展𝑎[3]，用它除以 0.8，或者除以 keep-prob 参数。 

𝑎3/= 𝑘𝑒𝑒𝑝 − 𝑝𝑟𝑜𝑏 

下面我解释一下为什么要这么做，为方便起见，我们假设第三隐藏层上有 50 个单元或

50 个神经元，在一维上𝑎[3]是 50，我们通过因子分解将它拆分成50 ×𝑚维的，保留和删除它

们的概率分别为 80%和 20%，这意味着最后被删除或归零的单元平均有 10（50×20%=10）

个，现在我们看下𝑧[4]，𝑧[4] = 𝑤[4]𝑎[3] + 𝑏[4]，我们的预期是，𝑎[3]减少 20%，也就是说𝑎[3]中

有 20%的元素被归零，为了不影响𝑧[4]的期望值，我们需要用𝑤[4]𝑎[3]/0.8，它将会修正或弥

补我们所需的那 20%，𝑎[3]的期望值不会变，划线部分就是所谓的 dropout 方法。 

 

它的功能是，不论 keep-prop 的值是多少 0.8，0.9 甚至是 1，如果 keep-prop 设置为 1，

那么就不存在 dropout，因为它会保留所有节点。反向随机失活（inverted dropout）方法通

过除以 keep-prob，确保𝑎[3]的期望值不变。 

事实证明，在测试阶段，当我们评估一个神经网络时，也就是用绿线框标注的反向随机

失活方法，使测试阶段变得更容易，因为它的数据扩展问题变少，我们将在下节课讨论。 

据我了解，目前实施 dropout 最常用的方法就是 Inverted dropout，建议大家动手实践

一下。Dropout 早期的迭代版本都没有除以 keep-prob，所以在测试阶段，平均值会变得越

来越复杂，不过那些版本已经不再使用了。 

现在你使用的是𝑑向量，你会发现，不同的训练样本，清除不同的隐藏单元也不同。实

际上，如果你通过相同训练集多次传递数据，每次训练数据的梯度不同，则随机对不同隐藏

单元归零，有时却并非如此。比如，需要将相同隐藏单元归零，第一次迭代梯度下降时，把

一些隐藏单元归零，第二次迭代梯度下降时，也就是第二次遍历训练集时，对不同类型的隐

藏层单元归零。向量𝑑或𝑑[3]用来决定第三层中哪些单元归零，无论用 foreprop 还是 backprop，

这里我们只介绍了 foreprob。 

如何在测试阶段训练算法，在测试阶段，我们已经给出了𝑥，或是想预测的变量，用的

是标准计数法。我用𝑎[0]，第 0 层的激活函数标注为测试样本𝑥，我们在测试阶段不使用
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dropout 函数，尤其是像下列情况： 

𝑧[1] = 𝑤[1]𝑎[0] + 𝑏[1] 

𝑎[1] = 𝑔[1](𝑧[1]) 

𝑧[2] =  𝑤[2]𝑎[1] + 𝑏[2] 

𝑎[2] = ⋯ 

以此类推直到最后一层，预测值为�̂�。 

 

显然在测试阶段，我们并未使用 dropout，自然也就不用抛硬币来决定失活概率，以及

要消除哪些隐藏单元了，因为在测试阶段进行预测时，我们不期望输出结果是随机的，如果

测试阶段应用 dropout 函数，预测会受到干扰。理论上，你只需要多次运行预测处理过程，

每一次，不同的隐藏单元会被随机归零，预测处理遍历它们，但计算效率低，得出的结果也

几乎相同，与这个不同程序产生的结果极为相似。 

Inverted dropout 函数在除以 keep-prob 时可以记住上一步的操作，目的是确保即使在

测试阶段不执行 dropout 来调整数值范围，激活函数的预期结果也不会发生变化，所以没必

要在测试阶段额外添加尺度参数，这与训练阶段不同。 

𝑙 = 𝑘𝑒𝑒𝑝 − 𝑝𝑟𝑜𝑏 

这就是 dropout，大家可以通过本周的编程练习来执行这个函数，亲身实践一下。 

为什么 dropout 会起作用呢？下节课我们将更加直观地了解 dropout 的具体功能。 
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1.7 理解 dropout（Understanding Dropout） 

Dropout 可以随机删除网络中的神经单元，他为什么可以通过正则化发挥如此大的作用

呢？ 

直观上理解：不要依赖于任何一个特征，因为该单元的输入可能随时被清除，因此该单

元通过这种方式传播下去，并为单元的四个输入增加一点权重，通过传播所有权重，dropout

将产生收缩权重的平方范数的效果，和之前讲的𝐿2正则化类似；实施 dropout 的结果实它会

压缩权重，并完成一些预防过拟合的外层正则化；𝐿2对不同权重的衰减是不同的，它取决于

激活函数倍增的大小。 

总结一下，dropout 的功能类似于𝐿2正则化，与𝐿2正则化不同的是应用方式不同会带来

一点点小变化，甚至更适用于不同的输入范围。 

 

第二个直观认识是，我们从单个神经元入手，如图，这个单元的工作就是输入并生成一

些有意义的输出。通过 dropout，该单元的输入几乎被消除，有时这两个单元会被删除，有

时会删除其它单元，就是说，我用紫色圈起来的这个单元，它不能依靠任何特征，因为特征

都有可能被随机清除，或者说该单元的输入也都可能被随机清除。我不愿意把所有赌注都放

在一个节点上，不愿意给任何一个输入加上太多权重，因为它可能会被删除，因此该单元将

通过这种方式积极地传播开，并为单元的四个输入增加一点权重，通过传播所有权重，

dropout 将产生收缩权重的平方范数的效果，和我们之前讲过的𝐿2正则化类似，实施 dropout

的结果是它会压缩权重，并完成一些预防过拟合的外层正则化。 
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事实证明，dropout 被正式地作为一种正则化的替代形式，𝐿2对不同权重的衰减是不同

的，它取决于倍增的激活函数的大小。 

总结一下，dropout 的功能类似于𝐿2正则化，与𝐿2正则化不同的是，被应用的方式不同，

dropout 也会有所不同，甚至更适用于不同的输入范围。 

 

实施 dropout 的另一个细节是，这是一个拥有三个输入特征的网络，其中一个要选择的

参数是 keep-prob，它代表每一层上保留单元的概率。所以不同层的 keep-prob 也可以变化。

第一层，矩阵𝑊[1]是 7×3，第二个权重矩阵𝑊[2]是 7×7，第三个权重矩阵𝑊[3]是 3×7，以此类

推，𝑊[2]是最大的权重矩阵，因为𝑊[2]拥有最大参数集，即 7×7，为了预防矩阵的过拟合，

对于这一层，我认为这是第二层，它的 keep-prob 值应该相对较低，假设是 0.5。对于其它

层，过拟合的程度可能没那么严重，它们的 keep-prob 值可能高一些，可能是 0.7，这里是

0.7。如果在某一层，我们不必担心其过拟合的问题，那么 keep-prob 可以为 1，为了表达清

除，我用紫色线笔把它们圈出来，每层 keep-prob 的值可能不同。 

 

注意 keep-prob 的值是 1，意味着保留所有单元，并且不在这一层使用 dropout，对于有

可能出现过拟合，且含有诸多参数的层，我们可以把 keep-prob 设置成比较小的值，以便应

用更强大的 dropout，有点像在处理𝐿2正则化的正则化参数𝜆，我们尝试对某些层施行更多
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正则化，从技术上讲，我们也可以对输入层应用 dropout，我们有机会删除一个或多个输入

特征，虽然现实中我们通常不这么做，keep-prob 的值为 1，是非常常用的输入值，也可以

用更大的值，或许是 0.9。但是消除一半的输入特征是不太可能的，如果我们遵守这个准则，

keep-prob 会接近于 1，即使你对输入层应用 dropout。 

总结一下，如果你担心某些层比其它层更容易发生过拟合，可以把某些层的 keep-prob

值设置得比其它层更低，缺点是为了使用交叉验证，你要搜索更多的超级参数，另一种方案

是在一些层上应用 dropout，而有些层不用 dropout，应用 dropout 的层只含有一个超级参

数，就是 keep-prob。 

结束前分享两个实施过程中的技巧，实施 dropout，在计算机视觉领域有很多成功的第

一次。计算视觉中的输入量非常大，输入太多像素，以至于没有足够的数据，所以 dropout

在计算机视觉中应用得比较频繁，有些计算机视觉研究人员非常喜欢用它，几乎成了默认的

选择，但要牢记一点，dropout 是一种正则化方法，它有助于预防过拟合，因此除非算法过

拟合，不然我是不会使用 dropout 的，所以它在其它领域应用得比较少，主要存在于计算机

视觉领域，因为我们通常没有足够的数据，所以一直存在过拟合，这就是有些计算机视觉研

究人员如此钟情于 dropout 函数的原因。直观上我认为不能概括其它学科。 

 

dropout 一大缺点就是代价函数𝐽不再被明确定义，每次迭代，都会随机移除一些节点，

如果再三检查梯度下降的性能，实际上是很难进行复查的。定义明确的代价函数𝐽每次迭代

后都会下降，因为我们所优化的代价函数 J 实际上并没有明确定义，或者说在某种程度上很

难计算，所以我们失去了调试工具来绘制这样的图片。我通常会关闭 dropout 函数，将 keep-

prob 的值设为 1，运行代码，确保𝐽函数单调递减。然后打开 dropout 函数，希望在 dropout

过程中，代码并未引入 bug。我觉得你也可以尝试其它方法，虽然我们并没有关于这些方法

性能的数据统计，但你可以把它们与 dropout 方法一起使用。  
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1.8 其他正则化方法（Other regularization methods） 

除了𝐿2正则化和随机失活（dropout）正则化，还有几种方法可以减少神经网络中的过

拟合: 

 

一.数据扩增 

假设你正在拟合猫咪图片分类器，如果你想通过扩增训练数据来解决过拟合，但扩增数

据代价高，而且有时候我们无法扩增数据，但我们可以通过添加这类图片来增加训练集。例

如，水平翻转图片，并把它添加到训练集。所以现在训练集中有原图，还有翻转后的这张图

片，所以通过水平翻转图片，训练集则可以增大一倍，因为训练集有冗余，这虽然不如我们

额外收集一组新图片那么好，但这样做节省了获取更多猫咪图片的花费。 

 

除了水平翻转图片，你也可以随意裁剪图片，这张图是把原图旋转并随意放大后裁剪的，

仍能辨别出图片中的猫咪。 

通过随意翻转和裁剪图片，我们可以增大数据集，额外生成假训练数据。和全新的，独

立的猫咪图片数据相比，这些额外的假的数据无法包含像全新数据那么多的信息，但我们这

么做基本没有花费，代价几乎为零，除了一些对抗性代价。以这种方式扩增算法数据，进而

正则化数据集，减少过拟合比较廉价。 
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像这样人工合成数据的话，我们要通过算法验证，图片中的猫经过水平翻转之后依然是

猫。大家注意，我并没有垂直翻转，因为我们不想上下颠倒图片，也可以随机选取放大后的

部分图片，猫可能还在上面。 

对于光学字符识别，我们还可以通过添加数字，随意旋转或扭曲数字来扩增数据，把这

些数字添加到训练集，它们仍然是数字。为了方便说明，我对字符做了强变形处理，所以数

字 4 看起来是波形的，其实不用对数字 4 做这么夸张的扭曲，只要轻微的变形就好，我做成

这样是为了让大家看的更清楚。实际操作的时候，我们通常对字符做更轻微的变形处理。因

为这几个 4 看起来有点扭曲。所以，数据扩增可作为正则化方法使用，实际功能上也与正则

化相似。 

二.early stopping 

还有另外一种常用的方法叫作 early stopping，运行梯度下降时，我们可以绘制训练误

差，或只绘制代价函数𝐽的优化过程，在训练集上用 0-1 记录分类误差次数。呈单调下降趋

势，如图。 

 

因为在训练过程中，我们希望训练误差，代价函数𝐽都在下降，通过 early stopping，我

们不但可以绘制上面这些内容，还可以绘制验证集误差，它可以是验证集上的分类误差，或

验证集上的代价函数，逻辑损失和对数损失等，你会发现，验证集误差通常会先呈下降趋势，

然后在某个节点处开始上升，early stopping 的作用是，你会说，神经网络已经在这个迭代过

程中表现得很好了，我们在此停止训练吧，得到验证集误差，它是怎么发挥作用的？ 
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当你还未在神经网络上运行太多迭代过程的时候，参数𝑤接近 0，因为随机初始化𝑤值

时，它的值可能都是较小的随机值，所以在你长期训练神经网络之前𝑤依然很小，在迭代过

程和训练过程中𝑤的值会变得越来越大，比如在这儿，神经网络中参数𝑤的值已经非常大了，

所以 early stopping 要做就是在中间点停止迭代过程，我们得到一个𝑤值中等大小的弗罗贝

尼乌斯范数，与𝐿2正则化相似，选择参数𝑤范数较小的神经网络，但愿你的神经网络过度拟

合不严重。 

 

术语 early stopping 代表提早停止训练神经网络，训练神经网络时，我有时会用到 early 

stopping，但是它也有一个缺点，我们来了解一下。 

我认为机器学习过程包括几个步骤，其中一步是选择一个算法来优化代价函数𝐽，我们

有很多种工具来解决这个问题，如梯度下降，后面我会介绍其它算法，例如 Momentum，

RMSprop 和 Adam 等等，但是优化代价函数𝐽之后，我也不想发生过拟合，也有一些工具可

以解决该问题，比如正则化，扩增数据等等。 
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在机器学习中，超级参数激增，选出可行的算法也变得越来越复杂。我发现，如果我们

用一组工具优化代价函数𝐽，机器学习就会变得更简单，在重点优化代价函数𝐽时，你只需要

留意𝑤和𝑏，𝐽(𝑤, 𝑏)的值越小越好，你只需要想办法减小这个值，其它的不用关注。然后，预

防过拟合还有其他任务，换句话说就是减少方差，这一步我们用另外一套工具来实现，这个

原理有时被称为“正交化”。思路就是在一个时间做一个任务，后面课上我会具体介绍正交化，

如果你还不了解这个概念，不用担心。 

但对我来说 early stopping 的主要缺点就是你不能独立地处理这两个问题，因为提早停

止梯度下降，也就是停止了优化代价函数𝐽，因为现在你不再尝试降低代价函数𝐽，所以代价

函数𝐽的值可能不够小，同时你又希望不出现过拟合，你没有采取不同的方式来解决这两个

问题，而是用一种方法同时解决两个问题，这样做的结果是我要考虑的东西变得更复杂。 

如果不用 early stopping，另一种方法就是𝐿2正则化，训练神经网络的时间就可能很长。

我发现，这导致超级参数搜索空间更容易分解，也更容易搜索，但是缺点在于，你必须尝试

很多正则化参数𝜆的值，这也导致搜索大量𝜆值的计算代价太高。 

Early stopping 的优点是，只运行一次梯度下降，你可以找出𝑤的较小值，中间值和较大

值，而无需尝试𝐿2正则化超级参数𝜆的很多值。 

如果你还不能完全理解这个概念，没关系，下节课我们会详细讲解正交化，这样会更好

理解。 

虽然𝐿2正则化有缺点，可还是有很多人愿意用它。吴恩达老师个人更倾向于使用𝐿2正则

化，尝试许多不同的𝜆值，假设你可以负担大量计算的代价。而使用 early stopping 也能得到

相似结果，还不用尝试这么多𝜆值。 

这节课我们讲了如何使用数据扩增，以及如何使用 early stopping 降低神经网络中的方

差或预防过拟合。  
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1.9 归一化输入（Normalizing inputs） 

训练神经网络，其中一个加速训练的方法就是归一化输入。假设一个训练集有两个特征，

输入特征为 2 维，归一化需要两个步骤： 

1.零均值 

2.归一化方差； 

我们希望无论是训练集和测试集都是通过相同的𝜇和𝜎2定义的数据转换，这两个是由训

练集得出来的。 

 

第一步是零均值化，𝜇 =
1

𝑚
∑ 𝑥(𝑖)𝑚
𝑖=1 ，它是一个向量，𝑥等于每个训练数据 𝑥减去𝜇，意

思是移动训练集，直到它完成零均值化。 
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第二步是归一化方差，注意特征𝑥1的方差比特征𝑥2的方差要大得多，我们要做的是给𝜎

赋值，𝜎2 =
1

𝑚
∑ (𝑥(𝑖))2𝑚
𝑖=1 ，这是节点𝑦 的平方，𝜎2是一个向量，它的每个特征都有方差，注

意，我们已经完成零值均化，(𝑥(𝑖))2元素𝑦2就是方差，我们把所有数据除以向量𝜎2，最后变

成上图形式。 

𝑥1和𝑥2的方差都等于 1。提示一下，如果你用它来调整训练数据，那么用相同的 𝜇 和 

𝜎2来归一化测试集。尤其是，你不希望训练集和测试集的归一化有所不同，不论𝜇的值是什

么，也不论𝜎2的值是什么，这两个公式中都会用到它们。所以你要用同样的方法调整测试集，

而不是在训练集和测试集上分别预估𝜇 和 𝜎2。因为我们希望不论是训练数据还是测试数据，

都是通过相同 μ 和𝜎2定义的相同数据转换，其中𝜇和𝜎2是由训练集数据计算得来的。 

我们为什么要这么做呢？为什么我们想要归一化输入特征，回想一下右上角所定义的代

价函数。 

𝐽(𝑤, 𝑏) =
1

𝑚
∑𝐿(�̂�

(𝑖)
, 𝑦(𝑖))

𝑚

𝑖=1

 

如果你使用非归一化的输入特征，代价函数会像这样： 
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这是一个非常细长狭窄的代价函数，你要找的最小值应该在这里。但如果特征值在不同

范围，假如𝑥1取值范围从 1 到 1000，特征𝑥2的取值范围从 0 到 1，结果是参数𝑤1和𝑤2值的

范围或比率将会非常不同，这些数据轴应该是𝑤1和𝑤2，但直观理解，我标记为𝑤和𝑏，代价

函数就有点像狭长的碗一样，如果你能画出该函数的部分轮廓，它会是这样一个狭长的函数。 

然而如果你归一化特征，代价函数平均起来看更对称，如果你在上图这样的代价函数上

运行梯度下降法，你必须使用一个非常小的学习率。因为如果是在这个位置，梯度下降法可

能需要多次迭代过程，直到最后找到最小值。但如果函数是一个更圆的球形轮廓，那么不论

从哪个位置开始，梯度下降法都能够更直接地找到最小值，你可以在梯度下降法中使用较大

步长，而不需要像在左图中那样反复执行。 

当然，实际上𝑤是一个高维向量，因此用二维绘制𝑤并不能正确地传达并直观理解，但

总地直观理解是代价函数会更圆一些，而且更容易优化，前提是特征都在相似范围内，而不

是从 1 到 1000，0 到 1 的范围，而是在-1 到 1 范围内或相似偏差，这使得代价函数𝐽优化起

来更简单快速。 
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实际上如果假设特征𝑥1范围在 0-1 之间，𝑥2的范围在-1 到 1 之间，𝑥3范围在 1-2 之间，

它们是相似范围，所以会表现得很好。 

当它们在非常不同的取值范围内，如其中一个从 1 到 1000，另一个从 0 到 1，这对优化

算法非常不利。但是仅将它们设置为均化零值，假设方差为 1，就像上一张幻灯片里设定的

那样，确保所有特征都在相似范围内，通常可以帮助学习算法运行得更快。 

所以如果输入特征处于不同范围内，可能有些特征值从 0 到 1，有些从 1 到 1000，那么

归一化特征值就非常重要了。如果特征值处于相似范围内，那么归一化就不是很重要了。执

行这类归一化并不会产生什么危害，我通常会做归一化处理，虽然我不确定它能否提高训练

或算法速度。 

这就是归一化特征输入，下节课我们将继续讨论提升神经网络训练速度的方法。 
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1.10 梯度消失/梯度爆炸（Vanishing / Exploding gradients） 

训练神经网络，尤其是深度神经所面临的一个问题就是梯度消失或梯度爆炸，也就是你

训练神经网络的时候，导数或坡度有时会变得非常大，或者非常小，甚至于以指数方式变小，

这加大了训练的难度。 

这节课，你将会了解梯度消失或梯度爆炸的真正含义，以及如何更明智地选择随机初始

化权重，从而避免这个问题。 假设你正在训练这样一个极深的神经网络，为了节约幻灯片

上的空间，我画的神经网络每层只有两个隐藏单元，但它可能含有更多，但这个神经网络会

有参数𝑊[1]，𝑊[2]，𝑊[3]等等，直到𝑊[𝑙]，为了简单起见，假设我们使用激活函数𝑔(𝑧) = 𝑧，

也就是线性激活函数，我们忽略𝑏，假设𝑏[𝑙]=0，如果那样的话，输出： 

𝑦 = 𝑊[𝑙]𝑊[𝐿−1]𝑊[𝐿−2]…𝑊[3]𝑊[2]𝑊[1]𝑥 

如果你想考验我的数学水平，𝑊[1]𝑥 = 𝑧[1]，因为𝑏 = 0，所以我想𝑧[1] = 𝑊[1]𝑥，𝑎[1] =

𝑔(𝑧[1])，因为我们使用了一个线性激活函数，它等于𝑧[1]，所以第一项𝑊[1]𝑥 = 𝑎[1]，通过推

理，你会得出𝑊[2]𝑊[1]𝑥 = 𝑎[2]，因为𝑎[2] = 𝑔(𝑧[2])，还等于𝑔(𝑊[2]𝑎[1])，可以用𝑊[1]𝑥替换

𝑎[1]，所以这一项就等于𝑎[2]，这个就是𝑎[3](𝑊[3]𝑊[2]𝑊[1]𝑥)。 

 

所有这些矩阵数据传递的协议将给出�̂�而不是𝑦的值。 

假设每个权重矩阵𝑊[𝑙] = [
1.5 0
0 1.5

]，从技术上来讲，最后一项有不同维度，可能它就

是余下的权重矩阵，𝑦 = 𝑊[1] [
1.5 0
0 1.5

]
(𝐿−1)

𝑥，因为我们假设所有矩阵都等于它，它是 1.5

倍的单位矩阵，最后的计算结果就是�̂�，�̂�也就是等于1.5(𝐿−1)𝑥。如果对于一个深度神经网络

来说𝐿值较大，那么�̂�的值也会非常大，实际上它呈指数级增长的，它增长的比率是1.5𝐿，因



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第一周：深度学习的实践层面(Practical 

aspects of Deep Learning) 

160 
 

此对于一个深度神经网络，𝑦的值将爆炸式增长。 

相反的，如果权重是 0.5，𝑊[𝑙] = [
0.5 0
0 0.5

]，它比 1 小，这项也就变成了0.5𝐿，矩阵𝑦 =

𝑊[1] [
0.5 0
0 0.5

]
(𝐿−1)

𝑥，再次忽略𝑊[𝐿]，因此每个矩阵都小于 1，假设𝑥1和𝑥2都是 1，激活函

数将变成
1

2
，
1

2
，
1

4
，
1

4
，
1

8
，
1

8
等，直到最后一项变成

1

2𝐿
，所以作为自定义函数，激活函数的值将

以指数级下降，它是与网络层数数量𝐿相关的函数，在深度网络中，激活函数以指数级递减。 

我希望你得到的直观理解是，权重𝑊只比 1 略大一点，或者说只是比单位矩阵大一点，

深度神经网络的激活函数将爆炸式增长，如果𝑊比 1 略小一点，可能是[
0.9 0
0 0.9

]。 

 

在深度神经网络中，激活函数将以指数级递减，虽然我只是讨论了激活函数以与𝐿相关

的指数级数增长或下降，它也适用于与层数𝐿相关的导数或梯度函数，也是呈指数级增长或

呈指数递减。 

对于当前的神经网络，假设𝐿 = 150，最近 Microsoft 对 152 层神经网络的研究取得了很

大进展，在这样一个深度神经网络中，如果激活函数或梯度函数以与𝐿相关的指数增长或递

减，它们的值将会变得极大或极小，从而导致训练难度上升，尤其是梯度指数小于𝐿时，梯

度下降算法的步长会非常非常小，梯度下降算法将花费很长时间来学习。 

总结一下，我们讲了深度神经网络是如何产生梯度消失或爆炸问题的，实际上，在很长

一段时间内，它曾是训练深度神经网络的阻力，虽然有一个不能彻底解决此问题的解决方案，

但是已在如何选择初始化权重问题上提供了很多帮助。  
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1.11 神经网络的权重初始化（Weight Initialization for Deep 

Networks） 

上节课，我们学习了深度神经网络如何产生梯度消失和梯度爆炸问题，最终针对该问题，

我们想出了一个不完整的解决方案，虽然不能彻底解决问题，却很有用，有助于我们为神经

网络更谨慎地选择随机初始化参数，为了更好地理解它，我们先举一个神经单元初始化地例

子，然后再演变到整个深度网络。 

 

我们来看看只有一个神经元的情况，然后才是深度网络。 

单个神经元可能有 4 个输入特征，从𝑥1到𝑥4，经过𝑎 = 𝑔(𝑧)处理，最终得到�̂�，稍后讲

深度网络时，这些输入表示为𝑎[𝑙]，暂时我们用𝑥表示。 

𝑧 = 𝑤1𝑥1 +𝑤2𝑥2 +⋯+𝑤𝑛𝑥𝑛，𝑏 = 0，暂时忽略𝑏，为了预防𝑧值过大或过小，你可以看

到𝑛越大，你希望𝑤𝑖越小，因为𝑧是𝑤𝑖𝑥𝑖的和，如果你把很多此类项相加，希望每项值更小，

最合理的方法就是设置𝑤𝑖 =
1

𝑛
，𝑛表示神经元的输入特征数量，实际上，你要做的就是设置

某层权重矩阵𝑤[𝑙] = 𝑛𝑝. 𝑟𝑎𝑛𝑑𝑜𝑚. 𝑟𝑎𝑛𝑑𝑛(shape) ∗ np. sqrt(
1

𝑛[𝑙−1]
)，𝑛[𝑙−1]就是我喂给第𝑙层神

经单元的数量（即第𝑙 − 1层神经元数量）。 
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结果，如果你是用的是 Relu 激活函数，而不是
1

𝑛
，方差设置为

2

𝑛
，效果会更好。你常常

发现，初始化时，尤其是使用 Relu 激活函数时，𝑔[𝑙](𝑧) = 𝑅𝑒𝑙𝑢(𝑧),它取决于你对随机变量的

熟悉程度，这是高斯随机变量，然后乘以它的平方根，也就是引用这个方差
2

𝑛
。这里，我用

的是𝑛[𝑙−1]，因为本例中，逻辑回归的特征是不变的。但一般情况下𝑙层上的每个神经元都有

𝑛[𝑙−1]个输入。如果激活函数的输入特征被零均值和标准方差化，方差是 1，𝑧也会调整到相

似范围，这就没解决问题（梯度消失和爆炸问题）。但它确实降低了梯度消失和爆炸问题，

因为它给权重矩阵𝑤设置了合理值，你也知道，它不能比 1 大很多，也不能比 1 小很多，所

以梯度没有爆炸或消失过快。 

 

我提到了其它变体函数，刚刚提到的函数是 Relu 激活函数，一篇由 Herd 等人撰写的论

文曾介绍过。对于几个其它变体函数，如 tanh 激活函数，有篇论文提到，常量 1 比常量 2

的效率更高，对于 tanh 函数来说，它是√
1

𝑛[𝑙−1]
，这里平方根的作用与这个公式作用相同

(np. sqrt(
1

𝑛[𝑙−1]
))，它适用于 tanh 激活函数，被称为 Xavier 初始化。Yoshua Bengio 和他的同

事还提出另一种方法，你可能在一些论文中看到过，它们使用的是公式√
2

𝑛[𝑙−1]+𝑛[𝑙]
。其它理论

已对此证明，但如果你想用 Relu 激活函数，也就是最常用的激活函数，我会用这个公式

np. sqrt(
2

𝑛[𝑙−1]
)，如果使用 tanh 函数，可以用公式√

1

𝑛[𝑙−1]
，有些作者也会使用这个函数。 

实际上，我认为所有这些公式只是给你一个起点，它们给出初始化权重矩阵的方差的默

认值，如果你想添加方差，方差参数则是另一个你需要调整的超级参数，可以给公式
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np. sqrt(
2

𝑛[𝑙−1]
)添加一个乘数参数，调优作为超级参数激增一份子的乘子参数。有时调优该超

级参数效果一般，这并不是我想调优的首要超级参数，但我发现调优过程中产生的问题，虽

然调优该参数能起到一定作用，但考虑到相比调优，其它超级参数的重要性，我通常把它的

优先级放得比较低。 

希望你现在对梯度消失或爆炸问题以及如何为权重初始化合理值已经有了一个直观认

识，希望你设置的权重矩阵既不会增长过快，也不会太快下降到 0，从而训练出一个权重或

梯度不会增长或消失过快的深度网络。我们在训练深度网络时，这也是一个加快训练速度的

技巧。 
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1.12 梯度的数值逼近（Numerical approximation of gradients） 

在实施 backprop 时，有一个测试叫做梯度检验，它的作用是确保 backprop 正确实施。

因为有时候，你虽然写下了这些方程式，却不能 100%确定，执行 backprop 的所有细节都是

正确的。为了逐渐实现梯度检验，我们首先说说如何计算梯度的数值逼近，下节课，我们将

讨论如何在 backprop 中执行梯度检验，以确保 backprop 正确实施。 

 

我们先画出函数𝑓，标记为𝑓(𝜃)，𝑓(𝜃) = 𝜃3，先看一下𝜃的值，假设𝜃 = 1，不增大𝜃的

值，而是在𝜃 右侧，设置一个𝜃 + 𝜀，在𝜃左侧，设置𝜃 − 𝜀。因此𝜃 = 1，𝜃 + 𝜀 = 1.01, 𝜃 − 𝜀 =

0.99,，跟以前一样，𝜀的值为 0.01，看下这个小三角形，计算高和宽的比值，就是更准确的

梯度预估，选择𝑓函数在𝜃 − 𝜀上的这个点，用这个较大三角形的高比上宽，技术上的原因我

就不详细解释了，较大三角形的高宽比值更接近于𝜃的导数，把右上角的三角形下移，好像

有了两个三角形，右上角有一个，左下角有一个，我们通过这个绿色大三角形同时考虑了这

两个小三角形。所以我们得到的不是一个单边公差而是一个双边公差。 

 

我们写一下数据算式，图中绿色三角形上边的点的值是𝑓(𝜃 + 𝜀)，下边的点是𝑓(𝜃 − 𝜀)，

这个三角形的高度是𝑓(𝜃 + 𝜀) − 𝑓(𝜃 − 𝜀)，这两个宽度都是 ε，所以三角形的宽度是2𝜀，高

宽比值为
𝑓(𝜃+𝜀)−(𝜃−𝜀)

2𝜀
，它的期望值接近𝑔(𝜃)，𝑓(𝜃) = 𝜃3传入参数值： 
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𝑓(𝜃+𝜀)−𝑓(𝜃−𝜀)

2𝜀
=
(1.01)3−(0.99)3

2×0.01
，大家可以用计算器算算结果，结果应该是 3.0001，而前面

一张幻灯片上面是，当𝜃 = 1时，𝑔(𝜃) = 3𝜃2 = 3，所以这两个𝑔(𝜃)值非常接近，逼近误差为

0.0001，前一张幻灯片，我们只考虑了单边公差，即从𝜃到𝜃 + 𝜀之间的误差，𝑔(𝜃)的值为

3.0301，逼近误差是 0.03，不是 0.0001，所以使用双边误差的方法更逼近导数，其结果接近

于 3，现在我们更加确信，𝑔(𝜃)可能是𝑓导数的正确实现，在梯度检验和反向传播中使用该

方法时，最终，它与运行两次单边公差的速度一样，实际上，我认为这种方法还是非常值得

使用的，因为它的结果更准确。 

 

这是一些你可能比较熟悉的微积分的理论，如果你不太明白我讲的这些理论也没关系，

导数的官方定义是针对值很小的𝜀，导数的官方定义是𝑓′(𝜃) =
𝑓(𝜃+𝜀)−𝑓(𝜃−𝜀)

2𝜀
，如果你上过微

积分课，应该学过无穷尽的定义，我就不在这里讲了。 

对于一个非零的𝜀，它的逼近误差可以写成𝑂(𝜀2)，ε 值非常小，如果𝜀 = 0.01，𝜀2 = 0.0001，

大写符号𝑂的含义是指逼近误差其实是一些常量乘以𝜀2，但它的确是很准确的逼近误差，所

以大写𝑂的常量有时是 1。然而，如果我们用另外一个公式逼近误差就是𝑂(𝜀)，当𝜀小于 1 时，

实际上𝜀比𝜀2大很多，所以这个公式近似值远没有左边公式的准确，所以在执行梯度检验时，

我们使用双边误差，即
𝑓(𝜃+𝜀)−𝑓(𝜃−𝜀)

2𝜀
，而不使用单边公差，因为它不够准确。 

 

如果你不理解上面两条结论，所有公式都在这儿，不用担心，如果你对微积分和数值逼

近有所了解，这些信息已经足够多了，重点是要记住，双边误差公式的结果更准确，下节课

我们做梯度检验时就会用到这个方法。我们讲了如何使用双边误差来判断别人给你的函数

𝑔(𝜃)，是否正确实现了函数𝑓的偏导，现在我们可以使用这个方法来检验反向传播是否得以

正确实施，如果不正确，它可能有 bug 需要你来解决。 
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1.13 梯度检验（Gradient checking） 

梯度检验帮我们节省了很多时间，也多次帮我发现 backprop 实施过程中的 bug，接下

来，我们看看如何利用它来调试或检验 backprop 的实施是否正确。 

假设你的网络中含有下列参数，𝑊[1]和𝑏[1]……𝑊[𝑙]和𝑏[𝑙]，为了执行梯度检验，首先要做

的就是，把所有参数转换成一个巨大的向量数据，你要做的就是把矩阵𝑊转换成一个向量，

把所有𝑊矩阵转换成向量之后，做连接运算，得到一个巨型向量𝜃，该向量表示为参数𝜃，代

价函数𝐽是所有𝑊和𝑏的函数，现在你得到了一个𝜃的代价函数𝐽（即𝐽(𝜃)）。接着，你得到与

𝑊和𝑏顺序相同的数据，你同样可以把𝑑𝑊[1]和𝑑𝑏[1]……𝑑𝑊[𝑙]和𝑑𝑏[𝑙]转换成一个新的向量，用

它们来初始化大向量𝑑𝜃，它与𝜃具有相同维度。 

同样的，把𝑑𝑊[1]转换成矩阵，𝑑𝑏[1]已经是一个向量了，直到把𝑑𝑊[𝑙]转换成矩阵，这样

所有的𝑑𝑊都已经是矩阵，注意𝑑𝑊[1]与𝑊[1]具有相同维度，𝑑𝑏[1]与𝑏[1]具有相同维度。经过

相同的转换和连接运算操作之后，你可以把所有导数转换成一个大向量𝑑𝜃，它与𝜃具有相同

维度，现在的问题是𝑑𝜃和代价函数𝐽的梯度或坡度有什么关系？ 

 

这就是实施梯度检验的过程，英语里通常简称为“grad check”，首先，我们要清楚𝐽是超

参数𝜃的一个函数，你也可以将𝐽函数展开为𝐽(𝜃1, 𝜃2, 𝜃3, …… )，不论超级参数向量𝜃的维度是

多少，为了实施梯度检验，你要做的就是循环执行，从而对每个𝑖也就是对每个𝜃组成元素计

算𝑑𝜃approx[𝑖]的值，我使用双边误差，也就是 

𝑑𝜃approx[𝑖] =
𝐽(𝜃1, 𝜃2, … 𝜃𝑖 + 𝜀,… ) − 𝐽(𝜃1, 𝜃2, … 𝜃𝑖 − 𝜀,… )

2𝜀
 

只对𝜃𝑖增加𝜀，其它项保持不变，因为我们使用的是双边误差，对另一边做同样的操作，

只不过是减去𝜀，𝜃其它项全都保持不变。 
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从上节课中我们了解到这个值（𝑑𝜃approx[𝑖]）应该逼近𝑑𝜃[𝑖]=
𝜕𝐽

𝜕𝜃𝑖
，𝑑𝜃[𝑖]是代价函数的偏

导数，然后你需要对𝑖的每个值都执行这个运算，最后得到两个向量，得到𝑑𝜃的逼近值

𝑑𝜃approx，它与𝑑𝜃具有相同维度，它们两个与𝜃具有相同维度，你要做的就是验证这些向量

是否彼此接近。 

 

具体来说，如何定义两个向量是否真的接近彼此？我一般做下列运算，计算这两个向量

的距离，𝑑𝜃approx[𝑖] − 𝑑𝜃[𝑖]的欧几里得范数，注意这里（||𝑑𝜃approx − 𝑑𝜃||2）没有平方，它

是误差平方之和，然后求平方根，得到欧式距离，然后用向量长度归一化，使用向量长度的

欧几里得范数。分母只是用于预防这些向量太小或太大，分母使得这个方程式变成比率，我

们实际执行这个方程式，𝜀可能为10−7，使用这个取值范围内的𝜀，如果你发现计算方程式得

到的值为10−7或更小，这就很好，这就意味着导数逼近很有可能是正确的，它的值非常小。 

 

如果它的值在10−5范围内，我就要小心了，也许这个值没问题，但我会再次检查这个向

量的所有项，确保没有一项误差过大，可能这里有 bug。 

如果左边这个方程式结果是10−3，我就会担心是否存在 bug，计算结果应该比10−3小很

多，如果比10−3大很多，我就会很担心，担心是否存在 bug。这时应该仔细检查所有𝜃项，

看是否有一个具体的𝑖值，使得𝑑𝜃approx[𝑖]与𝑑𝜃[𝑖]大不相同，并用它来追踪一些求导计算是
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否正确，经过一些调试，最终结果会是这种非常小的值（10−7），那么，你的实施可能是正

确的。 

 

在实施神经网络时，我经常需要执行 foreprop 和 backprop，然后我可能发现这个梯度

检验有一个相对较大的值，我会怀疑存在 bug，然后开始调试，调试，调试，调试一段时间

后，我得到一个很小的梯度检验值，现在我可以很自信的说，神经网络实施是正确的。 

现在你已经了解了梯度检验的工作原理，它帮助我在神经网络实施中发现了很多 bug，

希望它对你也有所帮助。 
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1.14 梯 度 检 验 应 用 的 注 意 事 项 （ Gradient Checking 

Implementation Notes） 

这节课，分享一些关于如何在神经网络实施梯度检验的实用技巧和注意事项。 

 

首先，不要在训练中使用梯度检验，它只用于调试。我的意思是，计算所有𝑖值的

𝑑𝜃approx[𝑖]是一个非常漫长的计算过程，为了实施梯度下降，你必须使用𝑊和𝑏 backprop 来

计算𝑑𝜃，并使用 backprop 来计算导数，只要调试的时候，你才会计算它，来确认数值是否

接近𝑑𝜃。完成后，你会关闭梯度检验，梯度检验的每一个迭代过程都不执行它，因为它太慢

了。 

第二点，如果算法的梯度检验失败，要检查所有项，检查每一项，并试着找出 bug，也

就是说，如果𝑑𝜃approx[𝑖]与𝑑𝜃[𝑖]的值相差很大，我们要做的就是查找不同的𝑖值，看看是哪个

导致𝑑𝜃approx[𝑖]与𝑑𝜃[𝑖]的值相差这么多。举个例子，如果你发现，相对某些层或某层的𝜃或

𝑑𝜃的值相差很大，但是dw[𝑙]的各项非常接近，注意𝜃的各项与𝑏和𝑤的各项都是一一对应的，

这时，你可能会发现，在计算参数𝑏的导数𝑑𝑏的过程中存在 bug。反过来也是一样，如果你

发现它们的值相差很大，𝑑𝜃approx[𝑖]的值与𝑑𝜃[𝑖]的值相差很大，你会发现所有这些项目都来

自于𝑑𝑤或某层的𝑑𝑤，可能帮你定位 bug 的位置，虽然未必能够帮你准确定位 bug 的位置，

但它可以帮助你估测需要在哪些地方追踪 bug。 

第三点，在实施梯度检验时，如果使用正则化，请注意正则项。如果代价函数𝐽(𝜃) =
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1

𝑚
∑𝐿(�̂�

(𝑖)
, 𝑦(𝑖)) +

𝜆

2𝑚
∑ ||𝑊[𝑙]||2，这就是代价函数𝐽的定义，𝑑𝜃等于与𝜃相关的𝐽函数的梯度，

包括这个正则项，记住一定要包括这个正则项。 

第四点，梯度检验不能与 dropout 同时使用，因为每次迭代过程中，dropout 会随机消

除隐藏层单元的不同子集，难以计算 dropout 在梯度下降上的代价函数𝐽。因此 dropout 可

作为优化代价函数𝐽的一种方法，但是代价函数𝐽被定义为对所有指数极大的节点子集求和。

而在任何迭代过程中，这些节点都有可能被消除，所以很难计算代价函数𝐽。你只是对成本

函数做抽样，用dropout，每次随机消除不同的子集，所以很难用梯度检验来双重检验dropout

的计算，所以我一般不同时使用梯度检验和 dropout。如果你想这样做，可以把 dropout 中

的 keepprob 设置为 1.0，然后打开 dropout，并寄希望于 dropout 的实施是正确的，你还可

以做点别的，比如修改节点丢失模式确定梯度检验是正确的。实际上，我一般不这么做，我

建议关闭 dropout，用梯度检验进行双重检查，在没有 dropout 的情况下，你的算法至少是

正确的，然后打开 dropout。 

最后一点，也是比较微妙的一点，现实中几乎不会出现这种情况。当𝑤和𝑏接近 0 时，

梯度下降的实施是正确的，在随机初始化过程中……，但是在运行梯度下降时，𝑤和𝑏变得更

大。可能只有在𝑤和𝑏接近 0 时，backprop 的实施才是正确的。但是当𝑊和𝑏变大时，它会变

得越来越不准确。你需要做一件事，我不经常这么做，就是在随机初始化过程中，运行梯度

检验，然后再训练网络，𝑤和𝑏会有一段时间远离 0，如果随机初始化值比较小，反复训练网

络之后，再重新运行梯度检验。 

这就是梯度检验，恭喜大家，这是本周最后一课了。回顾这一周，我们讲了如何配置训

练集，验证集和测试集，如何分析偏差和方差，如何处理高偏差或高方差以及高偏差和高方

差并存的问题，如何在神经网络中应用不同形式的正则化，如𝐿2正则化和 dropout，还有加

快神经网络训练速度的技巧，最后是梯度检验。这一周我们学习了很多内容，你可以在本周

编程作业中多多练习这些概念。祝你好运，期待下周再见。 
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第二周：优化算法 (Optimization algorithms) 

2.1 Mini-batch 梯度下降（Mini-batch gradient descent） 

本周将学习优化算法，这能让你的神经网络运行得更快。机器学习的应用是一个高度依

赖经验的过程，伴随着大量迭代的过程，你需要训练诸多模型，才能找到合适的那一个，所

以，优化算法能够帮助你快速训练模型。 

其中一个难点在于，深度学习没有在大数据领域发挥最大的效果，我们可以利用一个巨

大的数据集来训练神经网络，而在巨大的数据集基础上进行训练速度很慢。因此，你会发现，

使用快速的优化算法，使用好用的优化算法能够大大提高你和团队的效率，那么，我们首先

来谈谈 mini-batch 梯度下降法。 

 

你之前学过，向量化能够让你有效地对所有𝑚个样本进行计算，允许你处理整个训练集，

而无需某个明确的公式。 

所以我们要把训练样本放大巨大的矩阵𝑋当中去，𝑋 = [𝑥(1) 𝑥(2) 𝑥(3)……𝑥(𝑚)]。 

𝑌也是如此，𝑌 = [𝑦(1) 𝑦(2) 𝑦(3)……𝑦(𝑚)]。 

所以𝑋的维数是(𝑛𝑥, 𝑚)，𝑌的维数是(1,𝑚)，向量化能够让你相对较快地处理所有𝑚个样

本。如果𝑚很大的话，处理速度仍然缓慢。比如说，如果𝑚是 500 万或 5000 万或者更大的

一个数，在对整个训练集执行梯度下降法时，你要做的是，你必须处理整个训练集，然后才

能进行一步梯度下降法，然后你需要再重新处理 500 万个训练样本，才能进行下一步梯度下
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降法。所以如果你在处理完整个 500 万个样本的训练集之前，先让梯度下降法处理一部分，

你的算法速度会更快，准确地说，这是你可以做的一些事情。 

你可以把训练集分割为小一点的子集训练，这些子集被取名为 mini-batch，假设每一个

子集中只有 1000 个样本，那么把其中的𝑥(1)到𝑥(1000)取出来，将其称为第一个子训练集，也

叫做 mini-batch，然后你再取出接下来的 1000 个样本，从𝑥(1001)到𝑥(2000)，然后再取 1000

个样本，以此类推。 

接下来我要说一个新的符号，把𝑥(1)到𝑥(1000)称为𝑋{1}，𝑥(1001)到𝑥(2000)称为𝑋{2}，如果

你的训练样本一共有 500 万个，每个 mini-batch 都有 1000 个样本，也就是说，你有 5000 个

mini-batch，因为 5000 乘以 1000 就是 5000 万。 

 

你共有 5000 个 mini-batch，所以最后得到是𝑋{5000} 

 

对𝑌也要进行相同处理，你也要相应地拆分𝑌的训练集，所以这是𝑌{1}，然后从𝑦(1001)到

𝑦(2000)，这个叫𝑌{2}，一直到𝑌{5000}。 

 

mini-batch的数量𝑡组成了𝑋{𝑡}和𝑌{𝑡}，这就是1000个训练样本，包含相应的输入输出对。 

 

在继续课程之前，先确定一下我的符号，之前我们使用了上角小括号(𝑖)表示训练集里的

值，所以𝑥(𝑖)是第𝑖个训练样本。我们用了上角中括号[𝑙]来表示神经网络的层数，𝑧[𝑙]表示神经

网络中第𝑙层的𝑧值，我们现在引入了大括号𝑡来代表不同的mini-batch，所以我们有𝑋{𝑡}和𝑌{𝑡}，

检查一下自己是否理解无误。 
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𝑋{𝑡}和𝑌{𝑡}的维数：如果𝑋{1}是一个有 1000 个样本的训练集，或者说是 1000 个样本的𝑥

值，所以维数应该是(𝑛𝑥, 1000)，𝑋
{2}的维数应该是(𝑛𝑥 , 1000)，以此类推。因此所有的子集

维数都是(𝑛𝑥 , 1000)，而这些（𝑌{𝑡}）的维数都是(1,1000)。 

解释一下这个算法的名称，batch 梯度下降法指的是我们之前讲过的梯度下降法算法，

就是同时处理整个训练集，这个名字就是来源于能够同时看到整个 batch 训练集的样本被处

理，这个名字不怎么样，但就是这样叫它。 

相比之下，mini-batch 梯度下降法，指的是我们在下一张幻灯片中会讲到的算法，你每

次同时处理的单个的 mini-batch 𝑋{𝑡}和𝑌{𝑡}，而不是同时处理全部的𝑋和𝑌训练集。 

那么究竟 mini-batch 梯度下降法的原理是什么？在训练集上运行 mini-batch 梯度下降

法，你运行 for t=1……5000，因为我们有 5000 个各有 1000 个样本的组，在 for 循环里你

要做得基本就是对𝑋{𝑡}和𝑌{𝑡}执行一步梯度下降法。假设你有一个拥有1000个样本的训练集，

而且假设你已经很熟悉一次性处理完的方法，你要用向量化去几乎同时处理 1000 个样本。 

 

首先对输入也就是𝑋{𝑡}，执行前向传播，然后执行𝑧[1] = 𝑊[1]𝑋 + 𝑏[1]，之前我们这里只
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有，但是现在你正在处理整个训练集，你在处理第一个 mini-batch，在处理 mini-batch 时它

变成了𝑋{𝑡}，即𝑧[1] = 𝑊[1]𝑋{𝑡} + 𝑏[1]，然后执行𝐴[1]𝑘 = 𝑔[1](𝑍[1])，之所以用大写的𝑍是因为

这是一个向量内涵，以此类推，直到𝐴[𝐿] = 𝑔[𝐿](𝑍[𝐿])，这就是你的预测值。注意这里你需要

用到一个向量化的执行命令，这个向量化的执行命令，一次性处理 1000 个而不是 500 万个

样本。 

接下来你要计算损失成本函数𝐽，因为子集规模是 1000，𝐽 =
1

1000
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑙

𝑖=1 ，说明

一下，这（𝐿(�̂�
(𝑖)
, 𝑦(𝑖))）指的是来自于 mini-batch𝑋{𝑡}和𝑌{𝑡}中的样本。 

如果你用到了正则化，你也可以使用正则化的术语: 

𝐽 =
1

1000
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑙

𝑖=1 +
𝜆

21000
∑ ||𝑤[𝑙]||𝐹

2
𝑙 ，因为这是一个 mini-batch 的损失，所以我

将𝐽损失记为上角标𝑡，放在大括号里（𝐽{𝑡} =
1

1000
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑙

𝑖=1 +
𝜆

21000
∑ ||𝑤[𝑙]||𝐹

2
𝑙 ）。 

你也会注意到，我们做的一切似曾相识，其实跟之前我们执行梯度下降法如出一辙，除

了你现在的对象不是𝑋，𝑌，而是𝑋{𝑡}和𝑌{𝑡}。接下来，你执行反向传播来计算𝐽{𝑡}的梯度，你

只是使用𝑋{𝑡}和𝑌{𝑡}，然后你更新加权值， 

𝑊实际上是𝑊[𝑙]，更新为𝑊[𝑙]: = 𝑊[𝑙] − 𝑎𝑑𝑊[𝑙]， 

对𝑏做相同处理，𝑏[𝑙]: = 𝑏[𝑙] − 𝑎𝑑𝑏[𝑙]。 

这是使用 mini-batch 梯度下降法训练样本的一步，我写下的代码也可被称为进行“一代”

（1 epoch）的训练。一代这个词意味着只是一次遍历了训练集。 
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使用 batch 梯度下降法，一次遍历训练集只能让你做一个梯度下降，使用 mini-batch 梯

度下降法，一次遍历训练集，能让你做 5000 个梯度下降。当然正常来说你想要多次遍历训

练集，还需要为另一个 while 循环设置另一个 for 循环。所以你可以一直处理遍历训练集，

直到最后你能收敛到一个合适的精度。 

如果你有一个丢失的训练集，mini-batch 梯度下降法比 batch 梯度下降法运行地更快，

所以几乎每个研习深度学习的人在训练巨大的数据集时都会用到，下一个视频中，我们将进

一步深度讨论 mini-batch 梯度下降法，你也会因此更好地理解它的作用和原理。 
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2.2 理解 mini-batch 梯度下降法（Understanding mini-batch 

gradient descent） 

在上周视频中，你知道了如何利用 mini-batch 梯度下降法来开始处理训练集和开始梯度

下降，即使你只处理了部分训练集，即使你是第一次处理，本视频中，我们将进一步学习如

何执行梯度下降法，更好地理解其作用和原理。 

 

使用 batch 梯度下降法时，每次迭代你都需要历遍整个训练集，可以预期每次迭代成本

都会下降，所以如果成本函数𝐽是迭代次数的一个函数，它应该会随着每次迭代而减少，如

果𝐽在某次迭代中增加了，那肯定出了问题，也许你的学习率太大。 

使用 mini-batch 梯度下降法，如果你作出成本函数在整个过程中的图，则并不是每次迭

代都是下降的，特别是在每次迭代中，你要处理的是𝑋{𝑡}和𝑌{𝑡}，如果要作出成本函数𝐽{𝑡}的

图，而𝐽{𝑡}只和𝑋{𝑡}，𝑌{𝑡}有关，也就是每次迭代下你都在训练不同的样本集或者说训练不同

的 mini-batch，如果你要作出成本函数𝐽的图，你很可能会看到这样的结果，走向朝下，但有

更多的噪声，所以如果你作出𝐽{𝑡}的图，因为在训练 mini-batch 梯度下降法时，会经过多代，

你可能会看到这样的曲线。没有每次迭代都下降是不要紧的，但走势应该向下，噪声产生的

原因在于也许𝑋{1}和𝑌{1}是比较容易计算的 mini-batch，因此成本会低一些。不过也许出于偶

然，𝑋{2}和𝑌{2}是比较难运算的 mini-batch，或许你需要一些残缺的样本，这样一来，成本会

更高一些，所以才会出现这些摆动，因为你是在运行 mini-batch 梯度下降法作出成本函数

图。 

你需要决定的变量之一是 mini-batch 的大小，𝑚就是训练集的大小，极端情况下: 

如果 mini-batch 的大小等于𝑚，其实就是 batch 梯度下降法，在这种极端情况下，你就
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有了 mini-batch 𝑋{1}和𝑌{1}，并且该 mini-batch 等于整个训练集，所以把 mini-batch 大小设

为𝑚可以得到 batch 梯度下降法。 

 

另一个极端情况，假设 mini-batch 大小为 1，就有了新的算法，叫做随机梯度下降法，

每个样本都是独立的 mini-batch，当你看第一个 mini-batch，也就是𝑋{1}和𝑌{1}，如果 mini-

batch 大小为 1，它就是你的第一个训练样本，这就是你的第一个训练样本。接着再看第二

个 mini-batch，也就是第二个训练样本，采取梯度下降步骤，然后是第三个训练样本，以此

类推，一次只处理一个。 

 

看在两种极端下成本函数的优化情况，如果这是你想要最小化的成本函数的轮廓，最小

值在那里，batch 梯度下降法从某处开始，相对噪声低些，幅度也大一些，你可以继续找最

小值。 

相反，在随机梯度下降法中，从某一点开始，我们重新选取一个起始点，每次迭代，你

只对一个样本进行梯度下降，大部分时候你向着全局最小值靠近，有时候你会远离最小值，

因为那个样本恰好给你指的方向不对，因此随机梯度下降法是有很多噪声的，平均来看，它

最终会靠近最小值，不过有时候也会方向错误，因为随机梯度下降法永远不会收敛，而是会

一直在最小值附近波动，但它并不会在达到最小值并停留在此。 

实际上你选择的 mini-batch 大小在二者之间，大小在 1 和𝑚之间，而 1 太小了，𝑚太大

了，原因在于如果使用 batch 梯度下降法，mini-batch 的大小为𝑚，每个迭代需要处理大量

训练样本，该算法的主要弊端在于特别是在训练样本数量巨大的时候，单次迭代耗时太长。
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如果训练样本不大，batch 梯度下降法运行地很好。 

 

相反，如果使用随机梯度下降法，如果你只要处理一个样本，那这个方法很好，这样做

没有问题，通过减小学习率，噪声会被改善或有所减小，但随机梯度下降法的一大缺点是，

你会失去所有向量化带给你的加速，因为一次性只处理了一个训练样本，这样效率过于低下，

所以实践中最好选择不大不小的 mini-batch 尺寸，实际上学习率达到最快。你会发现两个好

处，一方面，你得到了大量向量化，上个视频中我们用过的例子中，如果 mini-batch 大小为

1000 个样本，你就可以对 1000 个样本向量化，比你一次性处理多个样本快得多。另一方面，

你不需要等待整个训练集被处理完就可以开始进行后续工作，再用一下上个视频的数字，每

次训练集允许我们采取 5000 个梯度下降步骤，所以实际上一些位于中间的 mini-batch 大小

效果最好。 

 

用 mini-batch 梯度下降法，我们从这里开始，一次迭代这样做，两次，三次，四次，它

不会总朝向最小值靠近，但它比随机梯度下降要更持续地靠近最小值的方向，它也不一定在

很小的范围内收敛或者波动，如果出现这个问题，可以慢慢减少学习率，我们在下个视频会
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讲到学习率衰减，也就是如何减小学习率。 

如果 mini-batch 大小既不是 1 也不是𝑚，应该取中间值，那应该怎么选择呢？其实是有

指导原则的。 

首先，如果训练集较小，直接使用 batch 梯度下降法，样本集较小就没必要使用 mini-

batch 梯度下降法，你可以快速处理整个训练集，所以使用 batch 梯度下降法也很好，这里

的少是说小于 2000 个样本，这样比较适合使用 batch 梯度下降法。不然，样本数目较大的

话，一般的 mini-batch 大小为 64 到 512，考虑到电脑内存设置和使用的方式，如果 mini-

batch 大小是 2 的𝑛次方，代码会运行地快一些，64 就是 2 的 6 次方，以此类推，128 是 2 的

7 次方，256 是 2 的 8 次方，512 是 2 的 9 次方。所以我经常把 mini-batch 大小设成 2 的次

方。在上一个视频里，我的 mini-batch 大小设为了 1000，建议你可以试一下 1024，也就是

2 的 10 次方。也有 mini-batch 的大小为 1024，不过比较少见，64 到 512 的 mini-batch 比较

常见。 

最后需要注意的是在你的 mini-batch 中，要确保𝑋{𝑡}和𝑌{𝑡}要符合 CPU/GPU 内存，取决

于你的应用方向以及训练集的大小。如果你处理的 mini-batch 和 CPU/GPU 内存不相符，不

管你用什么方法处理数据，你会注意到算法的表现急转直下变得惨不忍睹，所以我希望你对

一般人们使用的 mini-batch 大小有一个直观了解。事实上 mini-batch 大小是另一个重要的变

量，你需要做一个快速尝试，才能找到能够最有效地减少成本函数的那个，我一般会尝试几

个不同的值，几个不同的 2 次方，然后看能否找到一个让梯度下降优化算法最高效的大小。

希望这些能够指导你如何开始找到这一数值。 

你学会了如何执行 mini-batch 梯度下降，令算法运行得更快，特别是在训练样本数目较

大的情况下。不过还有个更高效的算法，比梯度下降法和 mini-batch 梯度下降法都要高效的

多，我们在接下来的视频中将为大家一一讲解。 
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2.3 指数加权平均数（Exponentially weighted averages） 

我想向你展示几个优化算法，它们比梯度下降法快，要理解这些算法，你需要用到指数

加权平均，在统计中也叫做指数加权移动平均，我们首先讲这个，然后再来讲更复杂的优化

算 法 。 

 

虽然现在我生活在美国，实际上我生于英国伦敦。比如我这儿有去年伦敦的每日温度，所以

1 月 1 号，温度是 40 华氏度，相当于 4 摄氏度。我知道世界上大部分地区使用摄氏度，但

是美国使用华氏度。在 1 月 2 号是 9 摄氏度等等。在年中的时候，一年 365 天，年中就是

说，大概 180 天的样子，也就是 5 月末，温度是 60 华氏度，也就是 15 摄氏度等等。夏季温

度转暖，然后冬季降温。 

 

你用数据作图，可以得到以下结果，起始日在 1 月份，这里是夏季初，这里是年末，相

当于 12 月末。 
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这里是 1 月 1 号，年中接近夏季的时候，随后就是年末的数据，看起来有些杂乱，如果

要计算趋势的话，也就是温度的局部平均值，或者说移动平均值。 

 

你要做的是，首先使𝑣0 = 0，每天，需要使用 0.9 的加权数之前的数值加上当日温度的

0.1 倍，即𝑣1 = 0.9𝑣0 + 0.1𝜃1，所以这里是第一天的温度值。 

第二天，又可以获得一个加权平均数，0.9 乘以之前的值加上当日的温度 0.1 倍，即𝑣2 =

0.9𝑣1 + 0.1𝜃2，以此类推。 

第二天值加上第三日数据的 0.1，如此往下。大体公式就是某天的𝑣等于前一天𝑣值的 0.9

加上当日温度的 0.1。 

如此计算，然后用红线作图的话，便得到这样的结果。 

 

你得到了移动平均值，每日温度的指数加权平均值。 

看一下上一张幻灯片里的公式，𝑣𝑡 = 0.9𝑣𝑡−1 + 0.1𝜃𝑡，我们把 0.9 这个常数变成𝛽，将之

前的 0.1 变成(1 − 𝛽)，即𝑣𝑡 = 𝛽𝑣𝑡−1 + (1 − 𝛽)𝜃𝑡 
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由于以后我们要考虑的原因，在计算时可视𝑣𝑡大概是
1

(1−𝛽)
的每日温度，如果𝛽是 0.9，你

会想，这是十天的平均值，也就是红线部分。 

我们来试试别的，将𝛽设置为接近 1 的一个值，比如 0.98，计算
1

(1−0.98)
= 50，这就是粗

略平均了一下，过去 50 天的温度，这时作图可以得到绿线。 

 

这个高值𝛽要注意几点，你得到的曲线要平坦一些，原因在于你多平均了几天的温度，

所以这个曲线，波动更小，更加平坦，缺点是曲线进一步右移，因为现在平均的温度值更多，

要平均更多的值，指数加权平均公式在温度变化时，适应地更缓慢一些，所以会出现一定延

迟，因为当𝛽 = 0.98，相当于给前一天的值加了太多权重，只有 0.02 的权重给了当日的值，

所以温度变化时，温度上下起伏，当𝛽 较大时，指数加权平均值适应地更缓慢一些。 

我们可以再换一个值试一试，如果𝛽是另一个极端值，比如说 0.5，根据右边的公式

（
1

(1−𝛽)
），这是平均了两天的温度。 

 

作图运行后得到黄线。 

 

由于仅平均了两天的温度，平均的数据太少，所以得到的曲线有更多的噪声，有可能出

现异常值，但是这个曲线能够更快适应温度变化。 
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所以指数加权平均数经常被使用，再说一次，它在统计学中被称为指数加权移动平均值，

我们就简称为指数加权平均数。通过调整这个参数（𝛽），或者说后面的算法学习，你会发

现这是一个很重要的参数，可以取得稍微不同的效果，往往中间有某个值效果最好，𝛽为中

间值时得到的红色曲线，比起绿线和黄线更好地平均了温度。 

现在你知道计算指数加权平均数的基本原理，下一个视频中，我们再聊聊它的本质作用。 
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2.4 理解指数加权平均数（Understanding exponentially 

weighted averages） 

上个视频中，我们讲到了指数加权平均数，这是几个优化算法中的关键一环，而这几个

优化算法能帮助你训练神经网络。本视频中，我希望进一步探讨算法的本质作用。 

回忆一下这个计算指数加权平均数的关键方程。 

𝑣𝑡 = 𝛽𝑣𝑡−1 + (1 − 𝛽)𝜃𝑡 

𝛽 = 0.9的时候，得到的结果是红线，如果它更接近于 1，比如 0.98，结果就是绿线，如

果𝛽小一点，如果是 0.5，结果就是黄线。 

 

我们进一步地分析，来理解如何计算出每日温度的平均值。 

同样的公式，𝑣𝑡 = 𝛽𝑣𝑡−1 + (1 − 𝛽)𝜃𝑡 

使𝛽 = 0.9，写下相应的几个公式，所以在执行的时候，𝑡从 0 到 1 到 2 到 3，𝑡的值在不

断增加，为了更好地分析，我写的时候使得𝑡的值不断减小，然后继续往下写。 

 

首先看第一个公式，理解𝑣100是什么？我们调换一下这两项（0.9𝑣990.1𝜃100），𝑣100 =

0.1𝜃100 + 0.9𝑣99。 

那么𝑣99是什么？我们就代入这个公式（𝑣99 = 0.1𝜃99 + 0.9𝑣98），所以： 

𝑣100 = 0.1𝜃100 + 0.9(0.1𝜃99 + 0.9𝑣98)。 

那么𝑣98是什么？你可以用这个公式计算（𝑣98 = 0.1𝜃98 + 0.9𝑣97），把公式代进去，所

以： 

𝑣100 = 0.1𝜃100 + 0.9(0.1𝜃99 + 0.9(0.1𝜃98 + 0.9𝑣97))。 
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以此类推，如果你把这些括号都展开， 

𝑣100 = 0.1𝜃100 + 0.1 × 0.9𝜃99 + 0.1 × (0.9)
2𝜃98 + 0.1 × (0.9)

3𝜃97 + 0.1 × (0.9)
4𝜃96 +⋯ 

 

所以这是一个加和并平均，100 号数据，也就是当日温度。我们分析𝑣100的组成，也就

是在一年第 100 天计算的数据，但是这个是总和，包括 100 号数据，99 号数据，97 号数据

等等。画图的一个办法是，假设我们有一些日期的温度，所以这是数据，这是𝑡，所以 100 号

数据有个数值，99 号数据有个数值，98 号数据等等，𝑡为 100，99，98 等等，这就是数日的

温度数值。 

 

然后我们构建一个指数衰减函数，从 0.1 开始，到0.1 × 0.9，到0.1 × (0.9)2，以此类推，

所以就有了这个指数衰减函数。 

 

计算𝑣100是通过，把两个函数对应的元素，然后求和，用这个数值 100号数据值乘以0.1，

99 号数据值乘以 0.1 乘以(0.9)2，这是第二项，以此类推，所以选取的是每日温度，将其与

指数衰减函数相乘，然后求和，就得到了𝑣100。 
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结果是，稍后我们详细讲解，不过所有的这些系数（0.10.1 × 0.90.1 × (0.9)20.1 ×

(0.9)3…），相加起来为 1 或者逼近 1，我们称之为偏差修正，下个视频会涉及。 

最后也许你会问，到底需要平均多少天的温度。实际上(0.9)10大约为 0.35，这大约是
1

𝑒
，

e 是自然算法的基础之一。大体上说，如果有1 − 𝜀，在这个例子中，𝜀 = 0.1，所以1 − 𝜀 =

0.9，(1 − 𝜀)(
1

𝜀
)约等于

1

𝑒
，大约是 0.34，0.35，换句话说，10 天后，曲线的高度下降到

1

3
，相当

于在峰值的
1

𝑒
。 

 

又因此当𝛽 = 0.9的时候，我们说仿佛你在计算一个指数加权平均数，只关注了过去 10

天的温度，因为 10 天后，权重下降到不到当日权重的三分之一。 

 

相反，如果，那么 0.98 需要多少次方才能达到这么小的数值？(0.98)50大约等于
1

𝑒
，所
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以前 50 天这个数值比
1

𝑒
大，数值会快速衰减，所以本质上这是一个下降幅度很大的函数，你

可以看作平均了 50 天的温度。因为在例子中，要代入等式的左边，𝜀 = 0.02，所以
1

𝜀
为 50，

我们由此得到公式，我们平均了大约
1

(1−𝛽)
天的温度，这里𝜀代替了1 − 𝛽，也就是说根据一些

常数，你能大概知道能够平均多少日的温度，不过这只是思考的大致方向，并不是正式的数

学证明。 

 

最后讲讲如何在实际中执行，还记得吗？我们一开始将𝑣0设置为 0，然后计算第一天𝑣1，

然后𝑣2，以此类推。 

现在解释一下算法，可以将𝑣0，𝑣1，𝑣2等等写成明确的变量，不过在实际中执行的话，

你要做的是，一开始将𝑣初始化为 0，然后在第一天使𝑣:= 𝛽𝑣 + (1 − 𝛽)𝜃1，然后第二天，更

新𝑣值，𝑣:= 𝛽𝑣 + (1 − 𝛽)𝜃2，以此类推，有些人会把𝑣加下标，来表示𝑣是用来计算数据的指

数加权平均数。 

 

再说一次，但是换个说法，𝑣𝜃 = 0，然后每一天，拿到第𝑡天的数据，把𝑣更新为𝑣:= 𝛽𝑣𝜃 +

(1 − 𝛽)𝜃𝑡。 

指数加权平均数公式的好处之一在于，它占用极少内存，电脑内存中只占用一行数字而
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已，然后把最新数据代入公式，不断覆盖就可以了，正因为这个原因，其效率，它基本上只

占用一行代码，计算指数加权平均数也只占用单行数字的存储和内存，当然它并不是最好的，

也不是最精准的计算平均数的方法。如果你要计算移动窗，你直接算出过去 10 天的总和，

过去 50 天的总和，除以 10 和 50 就好，如此往往会得到更好的估测。但缺点是，如果保存

所有最近的温度数据，和过去 10 天的总和，必须占用更多的内存，执行更加复杂，计算成

本也更加高昂。 

所以在接下来的视频中，我们会计算多个变量的平均值，从计算和内存效率来说，这是

一个有效的方法，所以在机器学习中会经常使用，更不用说只要一行代码，这也是一个优势。 

现在你学会了计算指数加权平均数，你还需要知道一个专业概念，叫做偏差修正，下一

个视频我们会讲到它，接着你就可以用它构建更好的优化算法，而不是简单直接的梯度下降

法。 
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2.5 指 数 加 权 平 均 的 偏 差 修 正 （ Bias correction in 

exponentially weighted averages） 

你学过了如何计算指数加权平均数，有一个技术名词叫做偏差修正，可以让平均数运算

更加准确，来看看它是怎么运行的。 

 

𝑣𝑡 = 𝛽𝑣𝑡−1 + (1 − 𝛽)𝜃𝑡 

在上一个视频中，这个（红色）曲线对应𝛽的值为 0.9，这个（绿色）曲线对应的𝛽=0.98，

如果你执行写在这里的公式，在𝛽等于 0.98 的时候，得到的并不是绿色曲线，而是紫色曲线，

你可以注意到紫色曲线的起点较低，我们来看看怎么处理。 

计算移动平均数的时候，初始化𝑣0 = 0，𝑣1 = 0.98𝑣0 + 0.02𝜃1，但是𝑣0 = 0，所以这部

分没有了（0.98𝑣0），所以𝑣1 = 0.02𝜃1，所以如果一天温度是 40 华氏度，那么𝑣1 = 0.02𝜃1 =

0.02 × 40 = 8，因此得到的值会小很多，所以第一天温度的估测不准。 

𝑣2 = 0.98𝑣1 + 0.02𝜃2，如果代入𝑣1，然后相乘，所以𝑣2 = 0.98 × 0.02𝜃1 + 0.02𝜃2 =

0.0196𝜃1 + 0.02𝜃2，假设𝜃1和𝜃2都是正数，计算后𝑣2要远小于𝜃1和𝜃2，所以𝑣2不能很好估测

出这一年前两天的温度。 

 

有个办法可以修改这一估测，让估测变得更好，更准确，特别是在估测初期，也就是不

用𝑣𝑡，而是用
𝑣𝑡

1−𝛽𝑡
，t 就是现在的天数。举个具体例子，当𝑡 = 2时，1 − 𝛽𝑡 = 1 − 0.982 = 0.0396，

因此对第二天温度的估测变成了
𝑣2

0.0396
=
0.0196𝜃1+0.02𝜃2

0.0396
，也就是𝜃1和𝜃2的加权平均数，并去除
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了偏差。你会发现随着𝑡增加，𝛽𝑡接近于 0，所以当𝑡很大的时候，偏差修正几乎没有作用，

因此当𝑡较大的时候，紫线基本和绿线重合了。不过在开始学习阶段，你才开始预测热身练

习，偏差修正可以帮助你更好预测温度，偏差修正可以帮助你使结果从紫线变成绿线。 

在机器学习中，在计算指数加权平均数的大部分时候，大家不在乎执行偏差修正，因为

大部分人宁愿熬过初始时期，拿到具有偏差的估测，然后继续计算下去。如果你关心初始时

期的偏差，在刚开始计算指数加权移动平均数的时候，偏差修正能帮助你在早期获取更好的

估测。 

所以你学会了计算指数加权移动平均数，我们接着用它来构建更好的优化算法吧! 
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2.6 动量梯度下降法（Gradient descent with Momentum） 

还有一种算法叫做 Momentum，或者叫做动量梯度下降法，运行速度几乎总是快于标

准的梯度下降算法，简而言之，基本的想法就是计算梯度的指数加权平均数，并利用该梯度

更新你的权重，在本视频中，我们呢要一起拆解单句描述，看看你到底如何计算。 

 

例如，如果你要优化成本函数，函数形状如图，红点代表最小值的位置，假设你从这里

（蓝色点）开始梯度下降法，如果进行梯度下降法的一次迭代，无论是 batch 或 mini-batch

下降法，也许会指向这里，现在在椭圆的另一边，计算下一步梯度下降，结果或许如此，然

后再计算一步，再一步，计算下去，你会发现梯度下降法要很多计算步骤对吧？ 

 

慢慢摆动到最小值，这种上下波动减慢了梯度下降法的速度，你就无法使用更大的学习

率，如果你要用较大的学习率（紫色箭头），结果可能会偏离函数的范围，为了避免摆动过

大，你要用一个较小的学习率。 

 

另一个看待问题的角度是，在纵轴上，你希望学习慢一点，因为你不想要这些摆动，但

是在横轴上，你希望加快学习，你希望快速从左向右移，移向最小值，移向红点。所以使用

动量梯度下降法，你需要做的是，在每次迭代中，确切来说在第𝑡次迭代的过程中，你会计

算微分𝑑𝑊，𝑑𝑏，我会省略上标[𝑙]，你用现有的 mini-batch 计算𝑑𝑊，𝑑𝑏。如果你用 batch 梯

度下降法，现在的 mini-batch 就是全部的 batch，对于 batch 梯度下降法的效果是一样的。

如果现有的 mini-batch 就是整个训练集，效果也不错，你要做的是计算𝑣𝑑𝑊 = 𝛽𝑣𝑑𝑊 +
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(1 − 𝛽)𝑑𝑊，这跟我们之前的计算相似，也就是𝑣 = 𝛽𝑣 + (1 − 𝛽)𝜃𝑡，𝑑𝑊的移动平均数，接

着同样地计算𝑣𝑑𝑏，𝑣𝑑𝑏 = 𝛽𝑣𝑑𝑏 + (1 − 𝛽)𝑑𝑏，然后重新赋值权重，𝑊:= 𝑊 − 𝑎𝑣𝑑𝑊，同样𝑏:=

𝑏 − 𝑎𝑣𝑑𝑏，这样就可以减缓梯度下降的幅度。 

例如，在上几个导数中，你会发现这些纵轴上的摆动平均值接近于零，所以在纵轴方向，

你希望放慢一点，平均过程中，正负数相互抵消，所以平均值接近于零。但在横轴方向，所

有的微分都指向横轴方向，因此横轴方向的平均值仍然较大，因此用算法几次迭代后，你发

现动量梯度下降法，最终纵轴方向的摆动变小了，横轴方向运动更快，因此你的算法走了一

条更加直接的路径，在抵达最小值的路上减少了摆动。 

动量梯度下降法的一个本质，这对有些人而不是所有人有效，就是如果你要最小化碗状

函数，这是碗的形状，我画的不太好。 

它们能够最小化碗状函数，这些微分项，想象它们为你从山上往下滚的一个球，提供了

加速度，Momentum 项相当于速度。 

 

想象你有一个碗，你拿一个球，微分项给了这个球一个加速度，此时球正向山下滚，球

因为加速度越滚越快，而因为𝛽 稍小于 1，表现出一些摩擦力，所以球不会无限加速下去，

所以不像梯度下降法，每一步都独立于之前的步骤，你的球可以向下滚，获得动量，可以从

碗向下加速获得动量。我发现这个球从碗滚下的比喻，物理能力强的人接受得比较好，但不

是所有人都能接受，如果球从碗中滚下这个比喻，你理解不了，别担心。 

最后我们来看具体如何计算，算法在此。 
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所以你有两个超参数，学习率𝑎以及参数𝛽，𝛽控制着指数加权平均数。𝛽最常用的值是

0.9，我们之前平均了过去十天的温度，所以现在平均了前十次迭代的梯度。实际上𝛽为 0.9

时，效果不错，你可以尝试不同的值，可以做一些超参数的研究，不过 0.9 是很棒的鲁棒数。

那么关于偏差修正，所以你要拿𝑣𝑑𝑊和𝑣𝑑𝑏除以1 − 𝛽𝑡，实际上人们不这么做，因为 10 次迭

代之后，因为你的移动平均已经过了初始阶段。实际中，在使用梯度下降法或动量梯度下降

法时，人们不会受到偏差修正的困扰。当然𝑣𝑑𝑊初始值是 0，要注意到这是和𝑑𝑊拥有相同维

数的零矩阵，也就是跟𝑊拥有相同的维数，𝑣𝑑𝑏的初始值也是向量零，所以和𝑑𝑏拥有相同的

维数，也就是和𝑏是同一维数。 

 

最后要说一点，如果你查阅了动量梯度下降法相关资料，你经常会看到一个被删除了的

专业词汇，1 − 𝛽被删除了，最后得到的是𝑣𝑑𝑊 = 𝛽𝑣𝑑𝑊 + 𝑑𝑊。用紫色版本的结果就是，所

以𝑣𝑑𝑊缩小了1 − 𝛽倍，相当于乘以
1

1−𝛽
，所以你要用梯度下降最新值的话，𝑎要根据

1

1−𝛽
相应



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第二周：优化算法 (Optimization 

algorithms) 

194 
 

变化。实际上，二者效果都不错，只会影响到学习率𝑎的最佳值。我觉得这个公式用起来没

有那么自然，因为有一个影响，如果你最后要调整超参数𝛽，就会影响到𝑣𝑑𝑊和𝑣𝑑𝑏，你也许

还要修改学习率𝑎，所以我更喜欢左边的公式，而不是删去了1 − 𝛽的这个公式，所以我更倾

向于使用左边的公式，也就是有1 − 𝛽的这个公式，但是两个公式都将𝛽设置为 0.9，是超参

数的常见选择，只是在这两个公式中，学习率𝑎的调整会有所不同。 

所以这就是动量梯度下降法，这个算法肯定要好于没有 Momentum 的梯度下降算法，

我们还可以做别的事情来加快学习算法，我们将在接下来的视频中探讨这些问题。 
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2.7 RMSprop 

你们知道了动量（Momentum）可以加快梯度下降，还有一个叫做 RMSprop 的算法，

全称是 root mean square prop 算法，它也可以加速梯度下降，我们来看看它是如何运作的。 

 

回忆一下我们之前的例子，如果你执行梯度下降，虽然横轴方向正在推进，但纵轴方向

会有大幅度摆动，为了分析这个例子，假设纵轴代表参数𝑏，横轴代表参数𝑊，可能有𝑊1，

𝑊2或者其它重要的参数，为了便于理解，被称为𝑏和𝑊。 

所以，你想减缓𝑏方向的学习，即纵轴方向，同时加快，至少不是减缓横轴方向的学习，

RMSprop 算法可以实现这一点。 

 

在第𝑡次迭代中，该算法会照常计算当下 mini-batch 的微分𝑑𝑊，𝑑𝑏，所以我会保留这个

指数加权平均数，我们用到新符号𝑆𝑑𝑊，而不是𝑣𝑑𝑊，因此𝑆𝑑𝑊 = 𝛽𝑆𝑑𝑊 + (1 − 𝛽)𝑑𝑊
2，澄清

一下，这个平方的操作是针对这一整个符号的，这样做能够保留微分平方的加权平均数，同

样𝑆𝑑𝑏 = 𝛽𝑆𝑑𝑏 + (1 − 𝛽)𝑑𝑏
2，再说一次，平方是针对整个符号的操作。 

接着 RMSprop 会这样更新参数值，𝑊:= 𝑊 − 𝑎
𝑑𝑊

√𝑆𝑑𝑊
，𝑏:= 𝑏 − 𝛼

𝑑𝑏

√𝑆𝑑𝑏
，我们来理解一下

其原理。记得在横轴方向或者在例子中的𝑊方向，我们希望学习速度快，而在垂直方向，也

就是例子中的𝑏方向，我们希望减缓纵轴上的摆动，所以有了𝑆𝑑𝑊和𝑆𝑑𝑏，我们希望𝑆𝑑𝑊会相

对较小，所以我们要除以一个较小的数，而希望𝑆𝑑𝑏又较大，所以这里我们要除以较大的数

字，这样就可以减缓纵轴上的变化。你看这些微分，垂直方向的要比水平方向的大得多，所
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以斜率在𝑏方向特别大，所以这些微分中，𝑑𝑏较大，𝑑𝑊较小，因为函数的倾斜程度，在纵轴

上，也就是 b 方向上要大于在横轴上，也就是𝑊方向上。𝑑𝑏的平方较大，所以𝑆𝑑𝑏也会较大，

而相比之下，𝑑𝑊会小一些，亦或𝑑𝑊平方会小一些，因此𝑆𝑑𝑊会小一些，结果就是纵轴上的

更新要被一个较大的数相除，就能消除摆动，而水平方向的更新则被较小的数相除。 

 

RMSprop 的影响就是你的更新最后会变成这样（绿色线），纵轴方向上摆动较小，而横

轴方向继续推进。还有个影响就是，你可以用一个更大学习率𝑎，然后加快学习，而无须在

纵轴上垂直方向偏离。 

要说明一点，我一直把纵轴和横轴方向分别称为𝑏和𝑊，只是为了方便展示而已。实际

中，你会处于参数的高维度空间，所以需要消除摆动的垂直维度，你需要消除摆动，实际上

是参数𝑊1，𝑊2等的合集，水平维度可能𝑊3，𝑊4等等，因此把𝑊和𝑏分开只是方便说明。实

际中𝑑𝑊是一个高维度的参数向量，𝑑𝑏也是一个高维度参数向量，但是你的直觉是，在你要

消除摆动的维度中，最终你要计算一个更大的和值，这个平方和微分的加权平均值，所以你

最后去掉了那些有摆动的方向。所以这就是 RMSprop，全称是均方根，因为你将微分进行平

方，然后最后使用平方根。 

 

最后再就这个算法说一些细节的东西，然后我们再继续。下一个视频中，我们会将

RMSprop 和 Momentum 结合起来，我们在 Momentum 中采用超参数𝛽，为了避免混淆，我

们现在不用𝛽，而采用超参数𝛽2以保证在 Momentum 和 RMSprop 中采用同一超参数。要确

保你的算法不会除以 0，如果𝑆𝑑𝑊的平方根趋近于 0 怎么办？得到的答案就非常大，为了确

保数值稳定，在实际操练的时候，你要在分母上加上一个很小很小的𝜀，𝜀是多少没关系，10−8

是个不错的选择，这只是保证数值能稳定一些，无论什么原因，你都不会除以一个很小很小

的数。所以 RMSprop 跟 Momentum 有很相似的一点，可以消除梯度下降中的摆动，包括
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mini-batch 梯度下降，并允许你使用一个更大的学习率𝑎，从而加快你的算法学习速度。 

所以你学会了如何运用 RMSprop，这是给学习算法加速的另一方法。关于 RMSprop 的

一个有趣的事是，它首次提出并不是在学术研究论文中，而是在多年前 Jeff Hinton在Coursera

的课程上。我想 Coursera 并不是故意打算成为一个传播新兴的学术研究的平台，但是却达

到了意想不到的效果。就是从 Coursera 课程开始，RMSprop 开始被人们广为熟知，并且发

展迅猛。 

我们讲过了 Momentum，我们讲了 RMSprop，如果二者结合起来，你会得到一个更好

的优化算法，在下个视频中我们再好好讲一讲为什么。 
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2.8 Adam 优化算法(Adam optimization algorithm) 

在深度学习的历史上，包括许多知名研究者在内，提出了优化算法，并很好地解决了一

些问题，但随后这些优化算法被指出并不能一般化，并不适用于多种神经网络，时间久了，

深度学习圈子里的人开始多少有些质疑全新的优化算法，很多人都觉得动量（Momentum）

梯度下降法很好用，很难再想出更好的优化算法。所以 RMSprop 以及 Adam 优化算法（Adam

优化算法也是本视频的内容），就是少有的经受住人们考验的两种算法，已被证明适用于不

同的深度学习结构，这个算法我会毫不犹豫地推荐给你，因为很多人都试过，并且用它很好

地解决了许多问题。 

Adam 优化算法基本上就是将 Momentum 和 RMSprop 结合在一起，那么来看看如何使

用 Adam 算法。 

 

使用 Adam 算法，首先你要初始化，𝑣𝑑𝑊 = 0，𝑆𝑑𝑊 = 0，𝑣𝑑𝑏 = 0，𝑆𝑑𝑏 = 0，在第𝑡次迭

代中，你要计算微分，用当前的 mini-batch 计算𝑑𝑊，𝑑𝑏，一般你会用 mini-batch 梯度下降

法。接下来计算 Momentum 指数加权平均数，所以𝑣𝑑𝑊 = 𝛽1𝑣𝑑𝑊 + (1 − 𝛽1)𝑑𝑊（使用𝛽1，

这样就不会跟超参数𝛽2混淆，因为后面 RMSprop 要用到𝛽2），使用 Momentum 时我们肯定

会用这个公式，但现在不叫它𝛽，而叫它𝛽1。同样𝑣𝑑𝑏 = 𝛽1𝑣𝑑𝑏 + (1 − 𝛽1)𝑑𝑏。 

接着你用 RMSprop 进行更新，即用不同的超参数𝛽2，𝑆𝑑𝑊 = 𝛽2𝑆𝑑𝑊 + (1 − 𝛽2)(𝑑𝑊)
2，

再说一次，这里是对整个微分𝑑𝑊进行平方处理，𝑆𝑑𝑏 = 𝛽2𝑆𝑑𝑏 + (1 − 𝛽2)(𝑑𝑏)
2。 

相当于 Momentum 更新了超参数𝛽1，RMSprop 更新了超参数𝛽2。一般使用 Adam 算法
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的时候，要计算偏差修正，𝑣𝑑𝑊
corrected，修正也就是在偏差修正之后， 

𝑣𝑑𝑊
corrected =

𝑣𝑑𝑊

1−𝛽1
𝑡， 

同样𝑣𝑑𝑏
corrected =

𝑣𝑑𝑏

1−𝛽1
𝑡， 

𝑆也使用偏差修正，也就是𝑆𝑑𝑊
corrected =

𝑆𝑑𝑊

1−𝛽2
𝑡，𝑆𝑑𝑏

corrected =
𝑆𝑑𝑏

1−𝛽2
𝑡。 

最后更新权重，所以𝑊更新后是𝑊:= 𝑊 −
𝑎𝑣𝑑𝑊

corrected

√𝑆𝑑𝑊
corrected+𝜀

（如果你只是用 Momentum，使

用𝑣𝑑𝑊或者修正后的𝑣𝑑𝑊，但现在我们加入了 RMSprop 的部分，所以我们要除以修正后𝑆𝑑𝑊

的平方根加上𝜀）。 

根据类似的公式更新𝑏值，𝑏:= 𝑏 −
𝛼𝑣db

corrected

√𝑆db
corrected+𝜀

。 

所以 Adam 算法结合了 Momentum 和 RMSprop 梯度下降法，并且是一种极其常用的学

习算法，被证明能有效适用于不同神经网络，适用于广泛的结构。 

 

本算法中有很多超参数，超参数学习率𝑎很重要，也经常需要调试，你可以尝试一系列

值，然后看哪个有效。𝛽1常用的缺省值为 0.9，这是 dW 的移动平均数，也就是𝑑𝑊的加权平

均数，这是 Momentum 涉及的项。至于超参数𝛽2，Adam 论文作者，也就是 Adam 算法的发

明者，推荐使用 0.999，这是在计算(𝑑𝑊)2以及(𝑑𝑏)2的移动加权平均值，关于𝜀的选择其实

没那么重要，Adam 论文的作者建议𝜀为10−8，但你并不需要设置它，因为它并不会影响算

法表现。但是在使用 Adam 的时候，人们往往使用缺省值即可，𝛽1，𝛽2和𝜀都是如此，我觉

得没人会去调整𝜀，然后尝试不同的𝑎值，看看哪个效果最好。你也可以调整𝛽1和𝛽2，但我认

识的业内人士很少这么干。 

为什么这个算法叫做 Adam？Adam 代表的是 Adaptive Moment Estimation，𝛽1用于计算
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这个微分（𝑑𝑊），叫做第一矩，𝛽2用来计算平方数的指数加权平均数（(𝑑𝑊)2），叫做第

二矩，所以 Adam 的名字由此而来，但是大家都简称 Adam 权威算法。 

顺便提一下，我有一个老朋友兼合作伙伴叫做 Adam Coates。据我所知，他跟 Adam 算

法没有任何关系，不过我觉得他偶尔会用到这个算法，不过有时有人会问我这个问题，我想

你可能也有相同的疑惑。 

 

这就是关于 Adam 优化算法的全部内容，有了它，你可以更加快速地训练神经网络，在

结束本周课程之前，我们还要讲一下超参数调整，以及更好地理解神经网络的优化问题有哪

些。下个视频中，我们将讲讲学习率衰减。 
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2.9 学习率衰减(Learning rate decay) 

加快学习算法的一个办法就是随时间慢慢减少学习率，我们将之称为学习率衰减，我们

来看看如何做到，首先通过一个例子看看，为什么要计算学习率衰减。 

 

假设你要使用 mini-batch 梯度下降法，mini-batch 数量不大，大概 64 或者 128 个样本，

在迭代过程中会有噪音（蓝色线），下降朝向这里的最小值，但是不会精确地收敛，所以你

的算法最后在附近摆动，并不会真正收敛，因为你用的𝑎是固定值，不同的 mini-batch 中有

噪音。 

 

但要慢慢减少学习率𝑎的话，在初期的时候，𝑎学习率还较大，你的学习还是相对较快，

但随着𝑎变小，你的步伐也会变慢变小，所以最后你的曲线（绿色线）会在最小值附近的一

小块区域里摆动，而不是在训练过程中，大幅度在最小值附近摆动。 

所以慢慢减少𝑎的本质在于，在学习初期，你能承受较大的步伐，但当开始收敛的时候，

小一些的学习率能让你步伐小一些。 

你可以这样做到学习率衰减，记得一代要遍历一次数据，如果你有以下这样的训练集: 

 

你应该拆分成不同的 mini-batch，第一次遍历训练集叫做第一代。第二次就是第二代，
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依此类推，你可以将𝑎学习率设为𝑎 =
1

1+𝑑𝑒𝑐𝑎𝑦𝑟𝑎𝑡𝑒∗epoch−num
𝑎0（decay-rate称为衰减率，epoch-

num 为代数，𝛼0为初始学习率），注意这个衰减率是另一个你需要调整的超参数。 

 

这里有一个具体例子，如果你计算了几代，也就是遍历了几次，如果𝑎0为 0.2，衰减率

decay-rate 为 1，那么在第一代中，𝑎 =
1

1+1
𝑎0 = 0.1，这是在代入这个公式计算 

𝑎 =
1

1+𝑑𝑒𝑐𝑎𝑦𝑟𝑎𝑡𝑒∗epoch−num
𝑎0， 

此时衰减率是 1 而代数是 1。在第二代学习率为 0.67，第三代变成 0.5，第四代为 0.4 等

等，你可以自己多计算几个数据。要理解，作为代数函数，根据上述公式，你的学习率呈递

减趋势。如果你想用学习率衰减，要做的是要去尝试不同的值，包括超参数𝑎0，以及超参数

衰退率，找到合适的值，除了这个学习率衰减的公式，人们还会用其它的公式。 

 

比如，这个叫做指数衰减，其中𝑎相当于一个小于 1 的值，如𝑎 = 0.95epoch−num𝑎0，所

以你的学习率呈指数下降。 
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人们用到的其它公式有𝑎 =
𝑘

√epoch−num
𝑎0或者𝑎 =

𝑘

√𝑡
𝑎0（𝑡为 mini-batch 的数字）。 

有时人们也会用一个离散下降的学习率，也就是某个步骤有某个学习率，一会之后，学

习率减少了一半，一会儿减少一半，一会儿又一半，这就是离散下降（discrete stair cease）

的意思。 

到现在，我们讲了一些公式，看学习率𝑎究竟如何随时间变化。人们有时候还会做一件

事，手动衰减。如果你一次只训练一个模型，如果你要花上数小时或数天来训练，有些人的

确会这么做，看看自己的模型训练，耗上数日，然后他们觉得，学习速率变慢了，我把𝑎调

小一点。手动控制𝑎当然有用，时复一时，日复一日地手动调整𝑎，只有模型数量小的时候有

用，但有时候人们也会这么做。 

所以现在你有了多个选择来控制学习率𝑎。你可能会想，好多超参数，究竟我应该做哪

一个选择，我觉得，现在担心为时过早。下一周，我们会讲到，如何系统选择超参数。对我

而言，学习率衰减并不是我尝试的要点，设定一个固定的𝑎，然后好好调整，会有很大的影

响，学习率衰减的确大有裨益，有时候可以加快训练，但它并不是我会率先尝试的内容，但

下周我们将涉及超参数调整，你能学到更多系统的办法来管理所有的超参数，以及如何高效

搜索超参数。 

这就是学习率衰减，最后我还要讲讲神经网络中的局部最优以及鞍点，所以能更好理解

在训练神经网络过程中，你的算法正在解决的优化问题，下个视频我们就好好聊聊这些问题。 
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2.10 局部最优的问题(The problem of local optima) 

在深度学习研究早期，人们总是担心优化算法会困在极差的局部最优，不过随着深度学

习理论不断发展，我们对局部最优的理解也发生了改变。我向你展示一下现在我们怎么看待

局部最优以及深度学习中的优化问题。 

 

 

这是曾经人们在想到局部最优时脑海里会出现的图，也许你想优化一些参数，我们把它

们称之为𝑊1和𝑊2，平面的高度就是损失函数。在图中似乎各处都分布着局部最优。梯度下

降法或者某个算法可能困在一个局部最优中，而不会抵达全局最优。如果你要作图计算一个

数字，比如说这两个维度，就容易出现有多个不同局部最优的图，而这些低维的图曾经影响

了我们的理解，但是这些理解并不正确。事实上，如果你要创建一个神经网络，通常梯度为

零的点并不是这个图中的局部最优点，实际上成本函数的零梯度点，通常是鞍点。 

 

也就是在这个点，这里是𝑊1和𝑊2，高度即成本函数𝐽的值。 
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但是一个具有高维度空间的函数，如果梯度为 0，那么在每个方向，它可能是凸函数，

也可能是凹函数。如果你在 2 万维空间中，那么想要得到局部最优，所有的 2 万个方向都需

要是这样，但发生的机率也许很小，也许是2−20000，你更有可能遇到有些方向的曲线会这样

向上弯曲，另一些方向曲线向下弯，而不是所有的都向上弯曲，因此在高维度空间，你更可

能碰到鞍点。 

 

就像下面的这种： 

 

而不会碰到局部最优。至于为什么会把一个曲面叫做鞍点，你想象一下，就像是放在马

背上的马鞍一样，如果这是马，这是马的头，这就是马的眼睛，画得不好请多包涵，然后你

就是骑马的人，要坐在马鞍上，因此这里的这个点，导数为 0 的点，这个点叫做鞍点。我想

那确实是你坐在马鞍上的那个点，而这里导数为 0。 
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所以我们从深度学习历史中学到的一课就是，我们对低维度空间的大部分直觉，比如你

可以画出上面的图，并不能应用到高维度空间中。适用于其它算法，因为如果你有 2 万个参

数，那么𝐽函数有 2 万个维度向量，你更可能遇到鞍点，而不是局部最优点。 

如果局部最优不是问题，那么问题是什么？结果是平稳段会减缓学习，平稳段是一块区

域，其中导数长时间接近于 0，如果你在此处，梯度会从曲面从从上向下下降，因为梯度等

于或接近 0，曲面很平坦，你得花上很长时间慢慢抵达平稳段的这个点，因为左边或右边的

随机扰动，我换个笔墨颜色，大家看得清楚一些，然后你的算法能够走出平稳段（红色笔）。 

 

我们可以沿着这段长坡走，直到这里，然后走出平稳段。 

 

所以此次视频的要点是，首先，你不太可能困在极差的局部最优中，条件是你在训练较

大的神经网络，存在大量参数，并且成本函数𝐽被定义在较高的维度空间。 

第二点，平稳段是一个问题，这样使得学习十分缓慢，这也是像 Momentum 或是

RMSprop，Adam 这样的算法，能够加速学习算法的地方。在这些情况下，更成熟的优化算

法，如 Adam 算法，能够加快速度，让你尽早往下走出平稳段。 

因为你的网络要解决优化问题，说实话，要面临如此之高的维度空间，我觉得没有人有

那么好的直觉，知道这些空间长什么样，而且我们对它们的理解还在不断发展，不过我希望

这一点能够让你更好地理解优化算法所面临的问题。  
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第 三 周  超 参 数 调 试 、 Batch 正 则 化 和 程 序 框 架

（Hyperparameter tuning） 

3.1 调试处理（Tuning process） 

大家好，欢迎回来，目前为止，你已经了解到，神经网络的改变会涉及到许多不同超参

数的设置。现在，对于超参数而言，你要如何找到一套好的设定呢？在此视频中，我想和你

分享一些指导原则，一些关于如何系统地组织超参调试过程的技巧，希望这些能够让你更有

效的聚焦到合适的超参设定中。 

 

关于训练深度最难的事情之一是你要处理的参数的数量，从学习速率𝑎到 Momentum

（动量梯度下降法）的参数𝛽。如果使用 Momentum 或 Adam 优化算法的参数，𝛽1，𝛽2和𝜀，

也许你还得选择层数，也许你还得选择不同层中隐藏单元的数量，也许你还想使用学习率衰

减。所以，你使用的不是单一的学习率𝑎。接着，当然你可能还需要选择 mini-batch 的大小。 

结果证实一些超参数比其它的更为重要，我认为，最为广泛的学习应用是𝑎，学习速率

是需要调试的最重要的超参数。 

除了𝑎，还有一些参数需要调试，例如 Momentum 参数𝛽，0.9 就是个很好的默认值。我

还会调试 mini-batch 的大小，以确保最优算法运行有效。我还会经常调试隐藏单元，我用橙

色圈住的这些，这三个是我觉得其次比较重要的，相对于𝑎而言。重要性排第三位的是其他

因素，层数有时会产生很大的影响，学习率衰减也是如此。当应用 Adam 算法时，事实上，

我从不调试𝛽1，𝛽2和𝜀，我总是选定其分别为 0.9，0.999 和10−8，如果你想的话也可以调试
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它们。 

但希望你粗略了解到哪些超参数较为重要，𝑎无疑是最重要的，接下来是我用橙色圈住

的那些，然后是我用紫色圈住的那些，但这不是严格且快速的标准，我认为，其它深度学习

的研究者可能会很不同意我的观点或有着不同的直觉。 

 

现在，如果你尝试调整一些超参数，该如何选择调试值呢？在早一代的机器学习算法中，

如果你有两个超参数，这里我会称之为超参 1，超参 2，常见的做法是在网格中取样点，像

这样，然后系统的研究这些数值。这里我放置的是 5×5 的网格，实践证明，网格可以是 5×5，

也可多可少，但对于这个例子，你可以尝试这所有的 25 个点，然后选择哪个参数效果最好。

当参数的数量相对较少时，这个方法很实用。 

在深度学习领域，我们常做的，我推荐你采用下面的做法，随机选择点，所以你可以选

择同等数量的点，对吗？25 个点，接着，用这些随机取的点试验超参数的效果。之所以这么

做是因为，对于你要解决的问题而言，你很难提前知道哪个超参数最重要，正如你之前看到

的，一些超参数的确要比其它的更重要。 

举个例子，假设超参数 1 是𝑎（学习速率），取一个极端的例子，假设超参数 2 是 Adam

算法中，分母中的𝜀。在这种情况下，𝑎的取值很重要，而𝜀取值则无关紧要。如果你在网格

中取点，接着，你试验了𝑎的 5 个取值，那你会发现，无论𝜀取何值，结果基本上都是一样的。

所以，你知道共有 25 种模型，但进行试验的𝑎值只有 5 个，我认为这是很重要的。 

对比而言，如果你随机取值，你会试验 25 个独立的𝑎，似乎你更有可能发现效果做好的

那个。 



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第三周 超参数调试、Batch 正则化和程序

框架（Hyperparameter tuning） 

209 
 

 

我已经解释了两个参数的情况，实践中，你搜索的超参数可能不止两个。假如，你有三

个超参数，这时你搜索的不是一个方格，而是一个立方体，超参数 3 代表第三维，接着，在

三维立方体中取值，你会试验大量的更多的值，三个超参数中每个都是。 

 

实践中，你搜索的可能不止三个超参数有时很难预知，哪个是最重要的超参数，对于你

的具体应用而言，随机取值而不是网格取值表明，你探究了更多重要超参数的潜在值，无论

结果是什么。 

当你给超参数取值时，另一个惯例是采用由粗糙到精细的策略。 

 

比如在二维的那个例子中，你进行了取值，也许你会发现效果最好的某个点，也许这个

点周围的其他一些点效果也很好，那在接下来要做的是放大这块小区域（小蓝色方框内），
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然后在其中更密集得取值或随机取值，聚集更多的资源，在这个蓝色的方格中搜索，如果你

怀疑这些超参数在这个区域的最优结果，那在整个的方格中进行粗略搜索后，你会知道接下

来应该聚焦到更小的方格中。在更小的方格中，你可以更密集得取点。所以这种从粗到细的

搜索也经常使用。 

通过试验超参数的不同取值，你可以选择对训练集目标而言的最优值，或对于开发集而

言的最优值，或在超参搜索过程中你最想优化的东西。 

我希望，这能给你提供一种方法去系统地组织超参数搜索过程。另一个关键点是随机取

值和精确搜索，考虑使用由粗糙到精细的搜索过程。但超参数的搜索内容还不止这些，在下

一个视频中，我会继续讲解关于如何选择超参数取值的合理范围。 
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3.2 为超参数选择合适的范围（Using an appropriate scale to 

pick hyperparameters） 

在上一个视频中，你已经看到了在超参数范围中，随机取值可以提升你的搜索效率。但

随机取值并不是在有效范围内的随机均匀取值，而是选择合适的标尺，用于探究这些超参数，

这很重要。在这个视频中，我会教你怎么做。 

 

假设你要选取隐藏单元的数量𝑛[𝑙]，假设，你选取的取值范围是从 50 到 100 中某点，这

种情况下，看到这条从 50-100 的数轴，你可以随机在其取点，这是一个搜索特定超参数的

很直观的方式。或者，如果你要选取神经网络的层数，我们称之为字母𝐿，你也许会选择层

数为 2 到 4 中的某个值，接着顺着 2，3，4 随机均匀取样才比较合理，你还可以应用网格搜

索，你会觉得 2，3，4，这三个数值是合理的，这是在几个在你考虑范围内随机均匀取值的

例子，这些取值还蛮合理的，但对某些超参数而言不适用。 

 

看看这个例子，假设你在搜索超参数𝑎（学习速率），假设你怀疑其值最小是 0.0001 或

最大是 1。如果你画一条从 0.0001 到 1 的数轴，沿其随机均匀取值，那 90%的数值将会落在
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0.1 到 1 之间，结果就是，在 0.1 到 1 之间，应用了 90%的资源，而在 0.0001 到 0.1 之间，

只有 10%的搜索资源，这看上去不太对。 

反而，用对数标尺搜索超参数的方式会更合理，因此这里不使用线性轴，分别依次取

0.0001，0.001，0.01，0.1，1，在对数轴上均匀随机取点，这样，在 0.0001 到 0.001 之间，

就会有更多的搜索资源可用，还有在 0.001 到 0.01 之间等等。 

 

所以在 Python 中，你可以这样做，使 r=-4*np.random.rand()，然后𝑎随机取值，

𝑎 = 10𝑟，所以，第一行可以得出𝑟 ∈ [4,0]，那么𝑎 ∈ [10−4, 100]，所以最左边的数字是10−4，

最右边是100。 

 

更常见的情况是，如果你在10𝑎和10𝑏之间取值，在此例中，这是10𝑎（0.0001），你可

以通过0.0001算出𝑎的值，即-4，在右边的值是10𝑏，你可以算出𝑏的值1，即 0。你要做的就

是在[𝑎, 𝑏]区间随机均匀地给𝑟取值，这个例子中𝑟 ∈ [−4,0]，然后你可以设置𝑎的值，基于随

机取样的超参数𝑎 = 10𝑟。 

 

所以总结一下，在对数坐标下取值，取最小值的对数就得到𝑎的值，取最大值的对数就

得到𝑏值，所以现在你在对数轴上的10𝑎到10𝑏区间取值，在𝑎，𝑏间随意均匀的选取𝑟值，将

超参数设置为10𝑟，这就是在对数轴上取值的过程。 
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最后，另一个棘手的例子是给𝛽 取值，用于计算指数的加权平均值。假设你认为𝛽是 0.9

到 0.999 之间的某个值，也许这就是你想搜索的范围。记住这一点，当计算指数的加权平均

值时，取 0.9 就像在 10 个值中计算平均值，有点类似于计算 10 天的温度平均值，而取 0.999

就是在 1000 个值中取平均。 

所以和上张幻灯片上的内容类似，如果你想在 0.9 到 0.999 区间搜索，那就不能用线性

轴取值，对吧？不要随机均匀在此区间取值，所以考虑这个问题最好的方法就是，我们要探

究的是1 − 𝛽，此值在 0.1 到 0.001 区间内，所以我们会给1 − 𝛽取值，大概是从 0.1 到 0.001，

应用之前幻灯片中介绍的方法，这是10−1，这是10−3，值得注意的是，在之前的幻灯片里，

我们把最小值写在左边，最大值写在右边，但在这里，我们颠倒了大小。这里，左边的是最

大值，右边的是最小值。所以你要做的就是在[−3,−1]里随机均匀的给 r 取值。你设定了1 −

𝛽 = 10𝑟，所以𝛽 = 1 − 10𝑟，然后这就变成了在特定的选择范围内超参数随机取值。希望用

这种方式得到想要的结果，你在 0.9 到 0.99 区间探究的资源，和在 0.99 到 0.999 区间探究

的一样多。 

 

所以，如果你想研究更多正式的数学证明，关于为什么我们要这样做，为什么用线性轴

取值不是个好办法，这是因为当𝛽 接近 1 时，所得结果的灵敏度会变化，即使𝛽有微小的变

化。所以𝛽 在 0.9 到 0.9005 之间取值，无关紧要，你的结果几乎不会变化。 
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但𝛽值如果在 0.999 到 0.9995 之间，这会对你的算法产生巨大影响，对吧？在这两种情

况下，是根据大概 10 个值取平均。但这里，它是指数的加权平均值，基于 1000 个值，现在

是 2000 个值，因为这个公式
1

1−𝛽
，当𝛽接近 1 时，𝛽就会对细微的变化变得很敏感。所以整

个取值过程中，你需要更加密集地取值，在𝛽 接近 1 的区间内，或者说，当1 − 𝛽 接近于 0

时，这样，你就可以更加有效的分布取样点，更有效率的探究可能的结果。 

希望能帮助你选择合适的标尺，来给超参数取值。如果你没有在超参数选择中作出正确

的标尺决定，别担心，即使你在均匀的标尺上取值，如果数值总量较多的话，你也会得到还

不错的结果，尤其是应用从粗到细的搜索方法，在之后的迭代中，你还是会聚焦到有用的超

参数取值范围上。 

希望这会对你的超参数搜索有帮助，下一个视频中，我们将会分享一些关于如何组建搜

索过程的思考，希望它能使你的工作更高效。 
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3.3 超参数调试实践：Pandas VS Caviar（Hyperparameters 

tuning in practice: Pandas vs. Caviar） 

到现在为止，你已经听了许多关于如何搜索最优超参数的内容，在结束我们关于超参数

搜索的讨论之前，我想最后和你分享一些建议和技巧，关于如何组织你的超参数搜索过程。 

 

如今的深度学习已经应用到许多不同的领域，某个应用领域的超参数设定，有可能通用

于另一领域，不同的应用领域出现相互交融。比如，我曾经看到过计算机视觉领域中涌现的

巧妙方法，比如说 Confonets 或 ResNets，这我们会在后续课程中讲到。它还成功应用于语

音识别，我还看到过最初起源于语音识别的想法成功应用于 NLP 等等。 

深度学习领域中，发展很好的一点是，不同应用领域的人们会阅读越来越多其它研究领

域的文章，跨领域去寻找灵感。 

就超参数的设定而言，我见到过有些直觉想法变得很缺乏新意，所以，即使你只研究一

个问题，比如说逻辑学，你也许已经找到一组很好的参数设置，并继续发展算法，或许在几

个月的过程中，观察到你的数据会逐渐改变，或也许只是在你的数据中心更新了服务器，正

因为有了这些变化，你原来的超参数的设定不再好用，所以我建议，或许只是重新测试或评

估你的超参数，至少每隔几个月一次，以确保你对数值依然很满意。 

最后，关于如何搜索超参数的问题，我见过大概两种重要的思想流派或人们通常采用的

两种重要但不同的方式。 



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第三周 超参数调试、Batch 正则化和程序

框架（Hyperparameter tuning） 

216 
 

 

一种是你照看一个模型，通常是有庞大的数据组，但没有许多计算资源或足够的 CPU 和

GPU 的前提下，基本而言，你只可以一次负担起试验一个模型或一小批模型，在这种情况下，

即使当它在试验时，你也可以逐渐改良。比如，第 0 天，你将随机参数初始化，然后开始试

验，然后你逐渐观察自己的学习曲线，也许是损失函数 J，或者数据设置误差或其它的东西，

在第 1 天内逐渐减少，那这一天末的时候，你可能会说，看，它学习得真不错。我试着增加

一点学习速率，看看它会怎样，也许结果证明它做得更好，那是你第二天的表现。两天后，

你会说，它依旧做得不错，也许我现在可以填充下 Momentum 或减少变量。然后进入第三

天，每天，你都会观察它，不断调整你的参数。也许有一天，你会发现你的学习率太大了，

所以你可能又回归之前的模型，像这样，但你可以说是在每天花时间照看此模型，即使是它

在许多天或许多星期的试验过程中。所以这是一个人们照料一个模型的方法，观察它的表现，

耐心地调试学习率，但那通常是因为你没有足够的计算能力，不能在同一时间试验大量模型

时才采取的办法。 

 

另一种方法则是同时试验多种模型，你设置了一些超参数，尽管让它自己运行，或者是

一天甚至多天，然后你会获得像这样的学习曲线，这可以是损失函数 J 或实验误差或损失或
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数据误差的损失，但都是你曲线轨迹的度量。同时你可以开始一个有着不同超参数设定的不

同模型，所以，你的第二个模型会生成一个不同的学习曲线，也许是像这样的一条（紫色曲

线），我会说这条看起来更好些。与此同时，你可以试验第三种模型，其可能产生一条像这

样的学习曲线（红色曲线），还有另一条（绿色曲线），也许这条有所偏离，像这样，等等。

或者你可以同时平行试验许多不同的模型，橙色的线就是不同的模型。用这种方式你可以试

验许多不同的参数设定，然后只是最后快速选择工作效果最好的那个。在这个例子中，也许

这条看起来是最好的（下方绿色曲线）。 

 

打个比方，我把左边的方法称为熊猫方式。当熊猫有了孩子，他们的孩子非常少，一次

通常只有一个，然后他们花费很多精力抚养熊猫宝宝以确保其能成活，所以，这的确是一种

照料，一种模型类似于一只熊猫宝宝。对比而言，右边的方式更像鱼类的行为，我称之为鱼

子酱方式。在交配季节，有些鱼类会产下一亿颗卵，但鱼类繁殖的方式是，它们会产生很多

卵，但不对其中任何一个多加照料，只是希望其中一个，或其中一群，能够表现出色。我猜，

这就是哺乳动物繁衍和鱼类，很多爬虫类动物繁衍的区别。我将称之为熊猫方式与鱼子酱方

式，因为这很有趣，更容易记住。 

所以这两种方式的选择，是由你拥有的计算资源决定的，如果你拥有足够的计算机去平

行试验许多模型，那绝对采用鱼子酱方式，尝试许多不同的超参数，看效果怎么样。但在一

些应用领域，比如在线广告设置和计算机视觉应用领域，那里的数据太多了，你需要试验大

量的模型，所以同时试验大量的模型是很困难的，它的确是依赖于应用的过程。但我看到那

些应用熊猫方式多一些的组织，那里，你会像对婴儿一样照看一个模型，调试参数，试着让

它工作运转。尽管，当然，甚至是在熊猫方式中，试验一个模型，观察它工作与否，也许第
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二或第三个星期后，也许我应该建立一个不同的模型（绿色曲线），像熊猫那样照料它，我

猜，这样一生中可以培育几个孩子，即使它们一次只有一个孩子或孩子的数量很少。 

 

所以希望你能学会如何进行超参数的搜索过程，现在，还有另一种技巧，能使你的神经

网络变得更加坚实，它并不是对所有的神经网络都适用，但当适用时，它可以使超参数搜索

变得容易许多并加速试验过程，我们在下个视频中再讲解这个技巧。 
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3.4 归一化网络的激活函数（Normalizing activations in a 

network） 

在深度学习兴起后，最重要的一个思想是它的一种算法，叫做 Batch 归一化，由 Sergey 

loffe和Christian Szegedy两位研究者创造。Batch归一化会使你的参数搜索问题变得很容易，

使神经网络对超参数的选择更加稳定，超参数的范围会更加庞大，工作效果也很好，也会是

你的训练更加容易，甚至是深层网络。让我们来看看 Batch 归一化是怎么起作用的吧。 

 

当训练一个模型，比如 logistic 回归时，你也许会记得，归一化输入特征可以加快学习

过程。你计算了平均值，从训练集中减去平均值，计算了方差，接着根据方差归一化你的数

据集，在之前的视频中我们看到，这是如何把学习问题的轮廓，从很长的东西，变成更圆的

东西，更易于算法优化。所以这是有效的，对 logistic 回归和神经网络的归一化输入特征值

而言。 

 

那么更深的模型呢？你不仅输入了特征值𝑥，而且这层有激活值𝑎[1]，这层有激活值𝑎[2]

等等。如果你想训练这些参数，比如𝑤[3]，𝑏[3]，那归一化𝑎[2]的平均值和方差岂不是很好？

以便使𝑤[3]，𝑏[3]的训练更有效率。在 logistic 回归的例子中，我们看到了如何归一化𝑥1，𝑥2，

𝑥3，会帮助你更有效的训练𝑤和𝑏。 

所以问题来了，对任何一个隐藏层而言，我们能否归一化𝑎值，在此例中，比如说𝑎[2]的

值，但可以是任何隐藏层的，以更快的速度训练𝑤[3]，𝑏[3]，因为𝑎[2]是下一层的输入值，所
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以就会影响𝑤[3]，𝑏[3]的训练。简单来说，这就是 Batch 归一化的作用。尽管严格来说，我们

真正归一化的不是𝑎[2]，而是𝑧[2]，深度学习文献中有一些争论，关于在激活函数之前是否应

该将值𝑧[2]归一化，或是否应该在应用激活函数𝑎[2]后再规范值。实践中，经常做的是归一化

𝑧[2]，所以这就是我介绍的版本，我推荐其为默认选择，那下面就是 Batch 归一化的使用方

法。 

 

在神经网络中，已知一些中间值，假设你有一些隐藏单元值，从𝑧(1)到𝑧(𝑚)，这些来源

于隐藏层，所以这样写会更准确，即𝑧[𝑙](𝑖)为隐藏层，𝑖从 1 到𝑚，但这样书写，我要省略𝑙及

方括号，以便简化这一行的符号。所以已知这些值，如下，你要计算平均值，强调一下，所

有这些都是针对𝑙层，但我省略𝑙及方括号，然后用正如你常用的那个公式计算方差，接着，

你会取每个𝑧(𝑖)值，使其规范化，方法如下，减去均值再除以标准偏差，为了使数值稳定，

通常将𝜀作为分母，以防𝜎 = 0的情况。 

 

所以现在我们已把这些𝑧值标准化，化为含平均值 0 和标准单位方差，所以𝑧的每一个分

量都含有平均值 0 和方差 1，但我们不想让隐藏单元总是含有平均值 0 和方差 1，也许隐藏

单元有了不同的分布会有意义，所以我们所要做的就是计算，我们称之为�̃�(𝑖)，�̃�(𝑖) = 𝛾𝑧norm
(𝑖)

+

𝛽，这里𝛾和𝛽是你模型的学习参数，所以我们使用梯度下降或一些其它类似梯度下降的算法，

比如 Momentum 或者 Nesterov，Adam，你会更新𝛾和𝛽，正如更新神经网络的权重一样。 

 

请注意𝛾和𝛽的作用是，你可以随意设置�̃�(𝑖)的平均值，事实上，如果𝛾 = √𝜎2 + 𝜀，如果

𝛾等于这个分母项（𝑧norm
(𝑖)

=
𝑧(𝑖)−𝜇

√𝜎2+𝜀
中的分母），𝛽等于𝜇，这里的这个值是𝑧norm

(𝑖)
=

𝑧(𝑖)−𝜇

√𝜎2+𝜀
中的
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𝜇，那么𝛾𝑧norm
(𝑖)

+ 𝛽的作用在于，它会精确转化这个方程，如果这些成立（𝛾 = √𝜎2 + 𝜀, 𝛽 =

𝜇），那么�̃�(𝑖) = 𝑧(𝑖)。 

通过对𝛾和𝛽合理设定，规范化过程，即这四个等式，从根本来说，只是计算恒等函数，

通过赋予𝛾和𝛽其它值，可以使你构造含其它平均值和方差的隐藏单元值。 

 

所以，在网络匹配这个单元的方式，之前可能是用𝑧(1)，𝑧(2)等等，现在则会用�̃�(𝑖)取代

𝑧(𝑖)，方便神经网络中的后续计算。如果你想放回[𝑙]，以清楚的表明它位于哪层，你可以把

它放这。 

所以我希望你学到的是，归一化输入特征𝑋是怎样有助于神经网络中的学习，Batch 归

一化的作用是它适用的归一化过程，不只是输入层，甚至同样适用于神经网络中的深度隐藏

层。你应用 Batch 归一化了一些隐藏单元值中的平均值和方差，不过训练输入和这些隐藏单

元值的一个区别是，你也许不想隐藏单元值必须是平均值 0 和方差 1。 

 

比如，如果你有 sigmoid 激活函数，你不想让你的值总是全部集中在这里，你想使它们

有更大的方差，或不是 0 的平均值，以便更好的利用非线性的 sigmoid 函数，而不是使所有

的值都集中于这个线性版本中，这就是为什么有了𝛾和𝛽两个参数后，你可以确保所有的𝑧(𝑖)

值可以是你想赋予的任意值，或者它的作用是保证隐藏的单元已使均值和方差标准化。那里，

均值和方差由两参数控制，即𝛾和𝛽，学习算法可以设置为任何值，所以它真正的作用是，使
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隐藏单元值的均值和方差标准化，即𝑧(𝑖)有固定的均值和方差，均值和方差可以是 0 和 1，

也可以是其它值，它是由𝛾和𝛽两参数控制的。 

我希望你能学会怎样使用 Batch 归一化，至少就神经网络的单一层而言，在下一个视频

中，我会教你如何将 Batch 归一化与神经网络甚至是深度神经网络相匹配。对于神经网络许

多不同层而言，又该如何使它适用，之后，我会告诉你，Batch 归一化有助于训练神经网络

的原因。所以如果觉得 Batch 归一化起作用的原因还显得有点神秘，那跟着我走，在接下来

的两个视频中，我们会弄清楚。 
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3.5 将 Batch Norm 拟合进神经网络（Fitting Batch Norm into 

a neural network） 

你已经看到那些等式，它可以在单一隐藏层进行 Batch 归一化，接下来，让我们看看它

是怎样在深度网络训练中拟合的吧。 

 

假设你有一个这样的神经网络，我之前说过，你可以认为每个单元负责计算两件事。第

一，它先计算𝑧，然后应用其到激活函数中再计算𝑎，所以我可以认为，每个圆圈代表着两步

的计算过程。同样的，对于下一层而言，那就是𝑧1
[2]
和𝑎1

[2]
等。所以如果你没有应用 Batch 归

一化，你会把输入𝑋拟合到第一隐藏层，然后首先计算𝑧[1]，这是由𝑤[1]和𝑏[1]两个参数控制

的。接着，通常而言，你会把𝑧[1]拟合到激活函数以计算𝑎[1]。但 Batch 归一化的做法是将𝑧[1]

值进行 Batch 归一化，简称 BN，此过程将由𝛽[1]和𝛾[1]两参数控制，这一操作会给你一个新

的规范化的𝑧[1]值（�̃�[1]），然后将其输入激活函数中得到𝑎[1]，即𝑎[1] = 𝑔[1](�̃�[𝑙])。 

 

现在，你已在第一层进行了计算，此时 Batch 归一化发生在𝑧的计算和𝑎之间，接下来，

你需要应用𝑎[1]值来计算𝑧[2]，此过程是由𝑤[2]和𝑏[2]控制的。与你在第一层所做的类似，你

会将𝑧[2]进行 Batch 归一化，现在我们简称 BN，这是由下一层的 Batch 归一化参数所管制的，

即𝛽[2]和𝛾[2]，现在你得到�̃�[2]，再通过激活函数计算出𝑎[2]等等。 
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所以需要强调的是 Batch 归一化是发生在计算𝑧和𝑎之间的。直觉就是，与其应用没有归

一化的𝑧值，不如用归一过的�̃�，这是第一层（�̃�[1]）。第二层同理，与其应用没有规范过的

𝑧[2]值，不如用经过方差和均值归一后的�̃�[2]。所以，你网络的参数就会是𝑤[1]，𝑏[1]，𝑤[2]和

𝑏[2]等等，我们将要去掉这些参数。但现在，想象参数𝑤[1]，𝑏[1]到𝑤[𝑙]，𝑏[𝑙]，我们将另一些

参数加入到此新网络中𝛽[1]，𝛽[2]，𝛾[1]，𝛾[2]等等。对于应用 Batch 归一化的每一层而言。需

要澄清的是，请注意，这里的这些𝛽（𝛽[1]，𝛽[2]等等）和超参数𝛽没有任何关系，下一张幻

灯片中会解释原因，后者是用于 Momentum 或计算各个指数的加权平均值。Adam 论文的

作者，在论文里用𝛽代表超参数。Batch 归一化论文的作者，则使用𝛽代表此参数（𝛽[1]，𝛽[2]

等等），但这是两个完全不同的𝛽。我在两种情况下都决定使用𝛽，以便你阅读那些原创的论

文，但 Batch 归一化学习参数𝛽[1]，𝛽[2]等等和用于 Momentum、Adam、RMSprop 算法中的

𝛽不同。 

 

所以现在，这是你算法的新参数，接下来你可以使用想用的任何一种优化算法，比如使

用梯度下降法来执行它。 

举个例子，对于给定层，你会计算𝑑𝛽[𝑙]，接着更新参数𝛽为𝛽[𝑙] = 𝛽[𝑙] − 𝛼𝑑𝛽[𝑙]。你也可

以使用 Adam 或 RMSprop 或 Momentum，以更新参数𝛽和𝛾，并不是只应用梯度下降法。 

即使在之前的视频中，我已经解释过 Batch 归一化是怎么操作的，计算均值和方差，减

去均值，再除以方差，如果它们使用的是深度学习编程框架，通常你不必自己把 Batch 归一

化步骤应用于 Batch 归一化层。因此，探究框架，可写成一行代码，比如说，在 TensorFlow

框架中，你可以用这个函数（tf.nn.batch_normalization）来实现 Batch 归一化，我们

稍后讲解，但实践中，你不必自己操作所有这些具体的细节，但知道它是如何作用的，你可

以更好的理解代码的作用。但在深度学习框架中，Batch 归一化的过程，经常是类似一行代

码的东西。 

所以，到目前为止，我们已经讲了 Batch 归一化，就像你在整个训练站点上训练一样，

或就像你正在使用 Batch 梯度下降法。 
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实践中，Batch 归一化通常和训练集的 mini-batch 一起使用。你应用 Batch 归一化的方

式就是，你用第一个 mini-batch(𝑋{1})，然后计算𝑧[1]，这和上张幻灯片上我们所做的一样，

应用参数𝑤[1]和𝑏[1]，使用这个 mini-batch(𝑋{1})。接着，继续第二个 mini-batch(𝑋{2})，接着

Batch 归一化会减去均值，除以标准差，由𝛽[1]和𝛾[1]重新缩放，这样就得到了�̃�[1]，而所有的

这些都是在第一个 mini-batch 的基础上，你再应用激活函数得到𝑎[1]。然后用𝑤[2]和𝑏[2]计算

𝑧[2]，等等，所以你做的这一切都是为了在第一个 mini-batch(𝑋{1})上进行一步梯度下降法。 

 

类似的工作，你会在第二个 mini-batch（𝑋{2}）上计算𝑧[1]，然后用 Batch 归一化来计算

�̃�[1]，所以 Batch 归一化的此步中，你用第二个 mini-batch（𝑋{2}）中的数据使�̃�[1]归一化，这

里的 Batch 归一化步骤也是如此，让我们来看看在第二个 mini-batch（𝑋{2}）中的例子，在

mini-batch 上计算𝑧[1]的均值和方差，重新缩放的𝛽和𝛾得到𝑧[1]，等等。 

 

然后在第三个 mini-batch（𝑋{3}）上同样这样做，继续训练。 

现在，我想澄清此参数的一个细节。先前我说过每层的参数是𝑤[𝑙]和𝑏[𝑙]，还有𝛽[𝑙]和𝛾[𝑙]，

请注意计算𝑧的方式如下，𝑧[𝑙] = 𝑤[𝑙]𝑎[𝑙−1] + 𝑏[𝑙]，但 Batch 归一化做的是，它要看这个 mini-

batch，先将𝑧[𝑙]归一化，结果为均值 0 和标准方差，再由𝛽和𝛾重缩放，但这意味着，无论𝑏[𝑙]

的值是多少，都是要被减去的，因为在 Batch 归一化的过程中，你要计算𝑧[𝑙]的均值，再减去

平均值，在此例中的 mini-batch 中增加任何常数，数值都不会改变，因为加上的任何常数都

将会被均值减去所抵消。 

 

所以，如果你在使用 Batch 归一化，其实你可以消除这个参数（𝑏[𝑙]），或者你也可以，

暂时把它设置为 0，那么，参数变成𝑧[𝑙] = 𝑤[𝑙]𝑎[𝑙−1]，然后你计算归一化的𝑧[𝑙]，�̃�[𝑙] = 𝛾[𝑙]𝑧[𝑙] +

𝛽[𝑙]，你最后会用参数𝛽[𝑙]，以便决定�̃�[𝑙]的取值，这就是原因。 
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所以总结一下，因为 Batch 归一化超过了此层𝑧[𝑙]的均值，𝑏[𝑙]这个参数没有意义，所以，

你必须去掉它，由𝛽[𝑙]代替，这是个控制参数，会影响转移或偏置条件。 

最后，请记住𝑧[𝑙]的维数，因为在这个例子中，维数会是(𝑛[𝑙], 1)，𝑏[𝑙]的尺寸为(𝑛[𝑙], 1)，

如果是 l 层隐藏单元的数量，那𝛽[𝑙]和𝛾[𝑙]的维度也是(𝑛[𝑙], 1)，因为这是你隐藏层的数量，你

有𝑛[𝑙]隐藏单元，所以𝛽[𝑙]和𝛾[𝑙]用来将每个隐藏层的均值和方差缩放为网络想要的值。 

 

让我们总结一下关于如何用 Batch 归一化来应用梯度下降法，假设你在使用 mini-batch

梯度下降法，你运行𝑡 = 1到 batch 数量的 for 循环，你会在 mini-batch 𝑋{𝑡}上应用正向 prop，

每个隐藏层都应用正向 prop，用 Batch 归一化代替𝑧[𝑙]为�̃�[𝑙]。接下来，它确保在这个 mini-

batch 中，𝑧值有归一化的均值和方差，归一化均值和方差后是�̃�[𝑙]，然后，你用反向 prop 计

算𝑑𝑤[𝑙]和𝑑𝑏[𝑙]，及所有 l 层所有的参数，𝑑𝛽[𝑙]和𝑑𝛾[𝑙]。尽管严格来说，因为你要去掉𝑏，这

部分其实已经去掉了。最后，你更新这些参数：𝑤[𝑙] = 𝑤[𝑙] − αd𝑤[𝑙]，和以前一样，𝛽[𝑙] = 𝛽[𝑙] −

𝛼𝑑𝛽[𝑙]，对于𝛾也是如此𝛾[𝑙] = 𝛾[𝑙] − 𝛼𝑑𝛾[𝑙]。 

如果你已将梯度计算如下，你就可以使用梯度下降法了，这就是我写到这里的，但也适

用于有 Momentum、RMSprop、Adam 的梯度下降法。与其使用梯度下降法更新 mini-batch，

你可以使用这些其它算法来更新，我们在之前几个星期中的视频中讨论过的，也可以应用其

它的一些优化算法来更新由 Batch 归一化添加到算法中的𝛽 和𝛾 参数。 
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我希望，你能学会如何从头开始应用 Batch 归一化，如果你想的话。如果你使用深度学

习编程框架之一，我们之后会谈。，希望，你可以直接调用别人的编程框架，这会使 Batch

归一化的使用变得很容易。 

现在，以防 Batch 归一化仍然看起来有些神秘，尤其是你还不清楚为什么其能如此显著

的加速训练，我们进入下一个视频，详细讨论 Batch 归一化为何效果如此显著，它到底在做

什么。 
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3.6 Batch Norm 为什么奏效？（Why does Batch Norm work?） 

为什么 Batch 归一化会起作用呢？ 

一个原因是，你已经看到如何归一化输入特征值𝑥，使其均值为 0，方差 1，它又是怎样

加速学习的，有一些从 0 到 1 而不是从 1 到 1000 的特征值，通过归一化所有的输入特征值

𝑥，以获得类似范围的值，可以加速学习。所以 Batch 归一化起的作用的原因，直观的一点

就是，它在做类似的工作，但不仅仅对于这里的输入值，还有隐藏单元的值，这只是 Batch

归一化作用的冰山一角，还有些深层的原理，它会有助于你对 Batch 归一化的作用有更深的

理解，让我们一起来看看吧。 

Batch 归一化有效的第二个原因是，它可以使权重比你的网络更滞后或更深层，比如，

第 10 层的权重更能经受得住变化，相比于神经网络中前层的权重，比如第 1 层，为了解释

我的意思，让我们来看看这个最生动形象的例子。 

 

这是一个网络的训练，也许是个浅层网络，比如 logistic 回归或是一个神经网络，也许

是个浅层网络，像这个回归函数。或一个深层网络，建立在我们著名的猫脸识别检测上，但

假设你已经在所有黑猫的图像上训练了数据集，如果现在你要把此网络应用于有色猫，这种

情况下，正面的例子不只是左边的黑猫，还有右边其它颜色的猫，那么你的 cosfa 可能适用

的不会很好。 

 

如果图像中，你的训练集是这个样子的，你的正面例子在这儿，反面例子在那儿（左图），

但你试图把它们都统一于一个数据集，也许正面例子在这，反面例子在那儿（右图）。你也



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第三周 超参数调试、Batch 正则化和程序

框架（Hyperparameter tuning） 

229 
 

许无法期待，在左边训练得很好的模块，同样在右边也运行得很好，即使存在运行都很好的

同一个函数，但你不会希望你的学习算法去发现绿色的决策边界，如果只看左边数据的话。 

 

所以使你数据改变分布的这个想法，有个有点怪的名字“Covariate shift”，想法是这样的，

如果你已经学习了𝑥到𝑦  的映射，如果𝑥的分布改变了，那么你可能需要重新训练你的学习

算法。这种做法同样适用于，如果真实函数由𝑥到𝑦 映射保持不变，正如此例中，因为真实

函数是此图片是否是一只猫，训练你的函数的需要变得更加迫切，如果真实函数也改变，情

况就更糟了。 

 

“Covariate shift”的问题怎么应用于神经网络呢？试想一个像这样的深度网络，让我们从

这层（第三层）来看看学习过程。此网络已经学习了参数𝑤[3]和𝑏[3]，从第三隐藏层的角度来

看，它从前层中取得一些值，接着它需要做些什么，使希望输出值�̂�接近真实值𝑦。 

 

让我先遮住左边的部分，从第三隐藏层的角度来看，它得到一些值，称为𝑎1
[2]
，𝑎2

[2]
，𝑎3

[2]
，

𝑎4
[2]
，但这些值也可以是特征值𝑥1，𝑥2，𝑥3，𝑥4，第三层隐藏层的工作是找到一种方式，使

这些值映射到�̂�，你可以想象做一些截断，所以这些参数𝑤[3]和𝑏[3]或𝑤[4]和𝑏[4]或𝑤[5]和𝑏[5]，

也许是学习这些参数，所以网络做的不错，从左边我用黑色笔写的映射到输出值�̂�。 
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现在我们把网络的左边揭开，这个网络还有参数𝑤[2]，𝑏[2]和𝑤[1]，𝑏[1]，如果这些参数

改变，这些𝑎[2]的值也会改变。所以从第三层隐藏层的角度来看，这些隐藏单元的值在不断

地改变，所以它就有了“Covariate shift”的问题，上张幻灯片中我们讲过的。 

 

Batch 归一化做的，是它减少了这些隐藏值分布变化的数量。如果是绘制这些隐藏的单

元值的分布，也许这是重整值𝑧，这其实是𝑧1
[2]
，𝑧2

[2]
，我要绘制两个值而不是四个值，以便

我们设想为 2D，Batch 归一化讲的是𝑧1
[2]
，𝑧2

[2]
的值可以改变，它们的确会改变，当神经网络

在之前层中更新参数，Batch 归一化可以确保无论其怎样变化𝑧1
[2]
，𝑧2

[2]
的均值和方差保持不

变，所以即使𝑧1
[2]
，𝑧2

[2]
的值改变，至少他们的均值和方差也会是均值 0，方差 1，或不一定

必须是均值 0，方差 1，而是由𝛽[2]和𝛾[2]决定的值。如果神经网络选择的话，可强制其为均

值 0，方差 1，或其他任何均值和方差。但它做的是，它限制了在前层的参数更新，会影响

数值分布的程度，第三层看到的这种情况，因此得到学习。 

Batch 归一化减少了输入值改变的问题，它的确使这些值变得更稳定，神经网络的之后

层就会有更坚实的基础。即使使输入分布改变了一些，它会改变得更少。它做的是当前层保

持学习，当改变时，迫使后层适应的程度减小了，你可以这样想，它减弱了前层参数的作用

与后层参数的作用之间的联系，它使得网络每层都可以自己学习，稍稍独立于其它层，这有

助于加速整个网络的学习。 
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所以，希望这能带给你更好的直觉，重点是 Batch 归一化的意思是，尤其从神经网络后

层之一的角度而言，前层不会左右移动的那么多，因为它们被同样的均值和方差所限制，所

以，这会使得后层的学习工作变得更容易些。 

Batch 归一化还有一个作用，它有轻微的正则化效果，Batch 归一化中非直观的一件事

是，每个 mini-batch，我会说 mini-batch𝑋{𝑡}的值为𝑧[𝑡]，𝑧[𝑙]，在 mini-batch 计算中，由均值

和方差缩放的，因为在 mini-batch 上计算的均值和方差，而不是在整个数据集上，均值和方

差有一些小的噪声，因为它只在你的 mini-batch 上计算，比如 64 或 128 或 256 或更大的训

练例子。因为均值和方差有一点小噪音，因为它只是由一小部分数据估计得出的。缩放过程

从𝑧[𝑙]到�̃�[𝑙]，过程也有一些噪音，因为它是用有些噪音的均值和方差计算得出的。 

 

所以和 dropout 相似，它往每个隐藏层的激活值上增加了噪音，dropout 有增加噪音的

方式，它使一个隐藏的单元，以一定的概率乘以 0，以一定的概率乘以 1，所以你的 dropout

含几重噪音，因为它乘以 0 或 1。 

对比而言，Batch 归一化含几重噪音，因为标准偏差的缩放和减去均值带来的额外噪音。
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这里的均值和标准差的估计值也是有噪音的，所以类似于 dropout，Batch 归一化有轻微的

正则化效果，因为给隐藏单元添加了噪音，这迫使后部单元不过分依赖任何一个隐藏单元，

类似于 dropout，它给隐藏层增加了噪音，因此有轻微的正则化效果。因为添加的噪音很微

小，所以并不是巨大的正则化效果，你可以将 Batch 归一化和 dropout 一起使用，如果你想

得到 dropout 更强大的正则化效果。 

也许另一个轻微非直观的效果是，如果你应用了较大的 mini-batch，对，比如说，你用

了 512 而不是 64，通过应用较大的 min-batch，你减少了噪音，因此减少了正则化效果，这

是 dropout 的一个奇怪的性质，就是应用较大的 mini-batch 可以减少正则化效果。 

说到这儿，我会把 Batch 归一化当成一种正则化，这确实不是其目的，但有时它会对你

的算法有额外的期望效应或非期望效应。但是不要把 Batch 归一化当作正则化，把它当作将

你归一化隐藏单元激活值并加速学习的方式，我认为正则化几乎是一个意想不到的副作用。 

所以希望这能让你更理解 Batch 归一化的工作，在我们结束 Batch 归一化的讨论之前，

我想确保你还知道一个细节。Batch 归一化一次只能处理一个 mini-batch 数据，它在 mini-

batch 上计算均值和方差。所以测试时，你试图做出预测，试着评估神经网络，你也许没有

mini-batch 的例子，你也许一次只能进行一个简单的例子，所以测试时，你需要做一些不同

的东西以确保你的预测有意义。 

在下一个也就是最后一个 Batch 归一化视频中，让我们详细谈谈你需要注意的一些细

节，来让你的神经网络应用 Batch 归一化来做出预测。 
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3.7 测试时的 Batch Norm（Batch Norm at test time） 

Batch 归一化将你的数据以 mini-batch 的形式逐一处理，但在测试时，你可能需要对每

个样本逐一处理，我们来看一下怎样调整你的网络来做到这一点。 

 

回想一下，在训练时，这些就是用来执行 Batch 归一化的等式。在一个 mini-batch 中，

你将 mini-batch 的𝑧(𝑖)值求和，计算均值，所以这里你只把一个 mini-batch 中的样本都加起

来，我用 m 来表示这个 mini-batch 中的样本数量，而不是整个训练集。然后计算方差，再

算𝑧norm
(𝑖)

，即用均值和标准差来调整，加上𝜀是为了数值稳定性。�̃�是用𝛾和𝛽再次调整𝑧norm得

到的。 

请注意用于调节计算的𝜇和𝜎2是在整个 mini-batch 上进行计算，但是在测试时，你可能

不能将一个 mini-batch 中的 6428 或 2056 个样本同时处理，因此你需要用其它方式来得到𝜇

和𝜎2，而且如果你只有一个样本，一个样本的均值和方差没有意义。那么实际上，为了将你

的神经网络运用于测试，就需要单独估算𝜇和𝜎2，在典型的 Batch 归一化运用中，你需要用

一个指数加权平均来估算，这个平均数涵盖了所有 mini-batch，接下来我会具体解释。 

 

我们选择𝑙层，假设我们有 mini-batch，𝑋[1]，𝑋[2]，𝑋[3]……以及对应的𝑦值等等，那么在
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为𝑙层训练𝑋{1}时，你就得到了𝜇[𝑙]，我还是把它写做第一个 mini-batch 和这一层的𝜇吧，（𝜇[𝑙] →

𝜇{1}[𝑙]）。当你训练第二个 mini-batch，在这一层和这个 mini-batch 中，你就会得到第二个𝜇

（𝜇{2}[𝑙]）值。然后在这一隐藏层的第三个 mini-batch，你得到了第三个𝜇（𝜇{3}[𝑙]）值。正如

我们之前用的指数加权平均来计算𝜃1，𝜃2，𝜃3的均值，当时是试着计算当前气温的指数加权

平均，你会这样来追踪你看到的这个均值向量的最新平均值，于是这个指数加权平均就成了

你对这一隐藏层的𝑧均值的估值。同样的，你可以用指数加权平均来追踪你在这一层的第一

个 mini-batch 中所见的𝜎2的值，以及第二个 mini-batch 中所见的𝜎2的值等等。因此在用不

同的 mini-batch 训练神经网络的同时，能够得到你所查看的每一层的𝜇和𝜎2的平均数的实时

数值。 

 

最后在测试时，对应这个等式（𝑧norm
(𝑖)

=
𝑧(𝑖)−𝜇

√𝜎2+𝜀
），你只需要用你的𝑧值来计算𝑧norm

(𝑖)
，用

𝜇和𝜎2的指数加权平均，用你手头的最新数值来做调整，然后你可以用左边我们刚算出来的

𝑧norm和你在神经网络训练过程中得到的𝛽和𝛾参数来计算你那个测试样本的�̃�值。 

总结一下就是，在训练时，𝜇和𝜎2是在整个 mini-batch 上计算出来的包含了像是 64 或

28 或其它一定数量的样本，但在测试时，你可能需要逐一处理样本，方法是根据你的训练

集估算𝜇和𝜎2，估算的方式有很多种，理论上你可以在最终的网络中运行整个训练集来得到

𝜇和𝜎2，但在实际操作中，我们通常运用指数加权平均来追踪在训练过程中你看到的𝜇和𝜎2

的值。还可以用指数加权平均，有时也叫做流动平均来粗略估算𝜇和𝜎2，然后在测试中使用

𝜇和𝜎2的值来进行你所需要的隐藏单元𝑧值的调整。在实践中，不管你用什么方式估算𝜇和𝜎2，

这套过程都是比较稳健的，因此我不太会担心你具体的操作方式，而且如果你使用的是某种

深度学习框架，通常会有默认的估算𝜇和𝜎2的方式，应该一样会起到比较好的效果。但在实

践中，任何合理的估算你的隐藏单元𝑧值的均值和方差的方式，在测试中应该都会有效。 

Batch 归一化就讲到这里，使用 Batch 归一化，你能够训练更深的网络，让你的学习算

法运行速度更快，在结束这周的课程之前，我还想和你们分享一些关于深度学习框架的想法，

让我们在下一段视频中一起讨论这个话题。 
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3.8 Softmax 回归（Softmax regression） 

到目前为止，我们讲到过的分类的例子都使用了二分分类，这种分类只有两种可能的标

记 0 或 1，这是一只猫或者不是一只猫，如果我们有多种可能的类型的话呢？有一种 logistic

回归的一般形式，叫做 Softmax 回归，能让你在试图识别某一分类时做出预测，或者说是多

种分类中的一个，不只是识别两个分类，我们来一起看一下。 

 

假设你不单需要识别猫，而是想识别猫，狗和小鸡，我把猫加做类 1，狗为类 2，小鸡

是类 3，如果不属于以上任何一类，就分到“其它”或者说“以上均不符合”这一类，我把它叫

做类 0。这里显示的图片及其对应的分类就是一个例子，这幅图片上是一只小鸡，所以是类

3，猫是类 1，狗是类 2，我猜这是一只考拉，所以以上均不符合，那就是类 0，下一个类 3，

以此类推。我们将会用符号表示，我会用大写的𝐶来表示你的输入会被分入的类别总个数，

在这个例子中，我们有 4 种可能的类别，包括“其它”或“以上均不符合”这一类。当有 4 个分

类时，指示类别的数字，就是从 0 到𝐶 − 1，换句话说就是 0、1、2、3。 

 

在这个例子中，我们将建立一个神经网络，其输出层有 4 个，或者说𝐶个输出单元，因

此𝑛，即输出层也就是𝐿层的单元数量，等于 4，或者一般而言等于𝐶。我们想要输出层单元

的数字告诉我们这 4 种类型中每个的概率有多大，所以这里的第一个节点(最后输出的第 1

个方格+圆圈)输出的应该是或者说我们希望它输出“其它”类的概率。在输入𝑋的情况下，这

个(最后输出的第 2 个方格+圆圈)会输出猫的概率。在输入𝑋的情况下，这个会输出狗的概率

(最后输出的第 3 个方格+圆圈)。在输入𝑋的情况下，输出小鸡的概率（最后输出的第 4 个方

格+圆圈），我把小鸡缩写为 bc（baby chick）。因此这里的�̂�将是一个4 × 1维向量，因为它

必须输出四个数字，给你这四种概率，因为它们加起来应该等于 1，输出中的四个数字加起
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来应该等于 1。 

让你的网络做到这一点的标准模型要用到 Softmax 层，以及输出层来生成输出，让我把

式子写下来，然后回过头来，就会对 Softmax 的作用有一点感觉了。 

 

在神经网络的最后一层，你将会像往常一样计算各层的线性部分，𝑧[𝑙]这是最后一层的𝑧

变量，记住这是大写𝐿层，和往常一样，计算方法是𝑧[𝑙] = 𝑊[𝑙]𝑎[𝐿−1] + 𝑏[𝑙]，算出了𝑧之后，

你需要应用 Softmax 激活函数，这个激活函数对于 Softmax 层而言有些不同，它的作用是这

样的。首先，我们要计算一个临时变量，我们把它叫做 t，它等于𝑒𝑧
[𝑙]
，这适用于每个元素，

而这里的𝑧[𝑙]，在我们的例子中，𝑧[𝑙]是 4×1 的，四维向量𝑡 = 𝑒𝑧
[𝑙]
，这是对所有元素求幂，𝑡

也是一个 4×1 维向量，然后输出的𝑎[𝑙]，基本上就是向量𝑡，但是会归一化，使和为 1。因此

𝑎[𝑙] =
𝑒𝑧
[𝑙]

∑ 𝑡𝑖
4
𝑗=1

，换句话说，𝑎[𝑙]也是一个 4×1 维向量，而这个四维向量的第𝑖个元素，我把它写

下来，𝑎𝑖
[𝑙]
=

𝑡𝑖

∑ 𝑡𝑖
4
𝑗=1

，以防这里的计算不够清晰易懂，我们马上会举个例子来详细解释。 

我们来看一个例子，详细解释，假设你算出了𝑧[𝑙]，𝑧[𝑙]是一个四维向量，假设为𝑧[𝑙] =

[

5
2
−1
3

]，我们要做的就是用这个元素取幂方法来计算𝑡，所以𝑡 = [

𝑒5

𝑒2

𝑒−1

𝑒3

]，如果你按一下计算器

就会得到以下值𝑡 = [

148.4
7.4
0.4
20.1

]，我们从向量𝑡得到向量𝑎[𝑙]就只需要将这些项目归一化，使总和

为 1。如果你把𝑡的元素都加起来，把这四个数字加起来，得到 176.3，最终𝑎[𝑙] =
𝑡

176.3
。 
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例如这里的第一个节点，它会输出
𝑒5

176.3
= 0.842，这样说来，对于这张图片，如果这是

你得到的𝑧值([

5
2
−1
3

])，它是类 0 的概率就是 84.2%。下一个节点输出
𝑒2

176.3
= 0.042，也就是 4.2%

的几率。下一个是
𝑒−1

176.3
= 0.002。最后一个是

𝑒3

176.3
= 0.114，也就是 11.4%的概率属于类 3，

也就是小鸡组，对吧？这就是它属于类 0，类 1，类 2，类 3 的可能性。 

 

神经网络的输出𝑎[𝑙]，也就是�̂�，是一个 4×1 维向量，这个 4×1 向量的元素就是我们算出

来的这四个数字([

0.842
0.042
0.002
0.114

])，所以这种算法通过向量𝑧[𝑙]计算出总和为 1 的四个概率。 

 

如果我们总结一下从𝑧[𝑙]到𝑎[𝑙]的计算步骤，整个计算过程，从计算幂到得出临时变量𝑡，

再归一化，我们可以将此概括为一个 Softmax 激活函数。设𝑎[𝑙] = 𝑔[𝑙](𝑧[𝑙])，这一激活函数

的与众不同之处在于，这个激活函数𝑔 需要输入一个 4×1 维向量，然后输出一个 4×1 维向

量。之前，我们的激活函数都是接受单行数值输入，例如 Sigmoid 和 ReLu 激活函数，输入

一个实数，输出一个实数。Softmax 激活函数的特殊之处在于，因为需要将所有可能的输出
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归一化，就需要输入一个向量，最后输出一个向量。 

那么 Softmax 分类器还可以代表其它的什么东西么？我来举几个例子，你有两个输入

𝑥1，𝑥2，它们直接输入到 Softmax 层，它有三四个或者更多的输出节点，输出�̂�，我将向你

展示一个没有隐藏层的神经网络，它所做的就是计算𝑧[1] = 𝑊[1]𝑥 + 𝑏[1]，而输出的出𝑎[𝑙]，

或者说�̂�，𝑎[𝑙] = 𝑦 = 𝑔(𝑧[1])，就是𝑧[1]的 Softmax 激活函数，这个没有隐藏层的神经网络应

该能让你对 Softmax 函数能够代表的东西有所了解。 

 

这个例子中（左边图），原始输入只有𝑥1和𝑥2，一个𝐶 = 3个输出分类的 Softmax 层能

够代表这种类型的决策边界，请注意这是几条线性决策边界，但这使得它能够将数据分到 3

个类别中，在这张图表中，我们所做的是选择这张图中显示的训练集，用数据的 3 种输出标

签来训练 Softmax 分类器，图中的颜色显示了 Softmax 分类器的输出的阈值，输入的着色是

基于三种输出中概率最高的那种。因此我们可以看到这是 logistic 回归的一般形式，有类似

线性的决策边界，但有超过两个分类，分类不只有 0 和 1，而是可以是 0，1 或 2。 

这是（中间图）另一个 Softmax 分类器可以代表的决策边界的例子，用有三个分类的数

据集来训练，这里（右边图）还有一个。对吧，但是直觉告诉我们，任何两个分类之间的决

策边界都是线性的，这就是为什么你看到，比如这里黄色和红色分类之间的决策边界是线性

边界，紫色和红色之间的也是线性边界，紫色和黄色之间的也是线性决策边界，但它能用这

些不同的线性函数来把空间分成三类。 

 

我们来看一下更多分类的例子，这个例子中（左边图）𝐶 = 4，因此这个绿色分类和

Softmax 仍旧可以代表多种分类之间的这些类型的线性决策边界。另一个例子（中间图）是

𝐶 = 5类，最后一个例子（右边图）是𝐶 = 6，这显示了 Softmax 分类器在没有隐藏层的情况



第二门课 改善深层神经网络：超参数调试、正则化以及优化(Improving Deep Neural 

Networks:Hyperparameter tuning, Regularization and Optimization)-第三周 超参数调试、Batch 正则化和程序

框架（Hyperparameter tuning） 

239 
 

下能够做到的事情，当然更深的神经网络会有𝑥，然后是一些隐藏单元，以及更多隐藏单元

等等，你就可以学习更复杂的非线性决策边界，来区分多种不同分类。 

我希望你了解了神经网络中的 Softmax 层或者 Softmax 激活函数有什么作用，下一个视

频中，我们来看一下你该怎样训练一个使用 Softmax 层的神经网络。 
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3.9 训练一个 Softmax 分类器（Training a Softmax classifier） 

上一个视频中我们学习了 Softmax 层和 Softmax 激活函数，在这个视频中，你将更深入

地了解 Softmax 分类，并学习如何训练一个使用了 Softmax 层的模型。 

 

回忆一下我们之前举的的例子，输出层计算出的𝑧[𝑙]如下，𝑧[𝑙] = [

5
2
−1
3

]我们有四个分类

𝐶 = 4，𝑧[𝑙]可以是 4×1 维向量，我们计算了临时变量𝑡，𝑡 = [

𝑒5

𝑒2

𝑒−1

𝑒3

]，对元素进行幂运算，最

后，如果你的输出层的激活函数𝑔[𝐿]()是 Softmax 激活函数，那么输出就会是这样的： 

 

简单来说就是用临时变量𝑡将它归一化，使总和为 1，于是这就变成了𝑎[𝐿]，你注意到向

量𝑧中，最大的元素是 5，而最大的概率也就是第一种概率。 

 

Softmax 这个名称的来源是与所谓 hardmax 对比，hardmax 会把向量𝑧变成这个向量[

1
0
0
0

]，

hardmax 函数会观察𝑧的元素，然后在𝑧中最大元素的位置放上 1，其它位置放上 0，所这是
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一个 hard max，也就是最大的元素的输出为 1，其它的输出都为 0。与之相反，Softmax 所

做的从𝑧到这些概率的映射更为温和，我不知道这是不是一个好名字，但至少这就是 softmax

这一名称背后所包含的想法，与 hardmax 正好相反。 

 

有一点我没有细讲，但之前已经提到过的，就是 Softmax 回归或 Softmax 激活函数将

logistic 激活函数推广到𝐶类，而不仅仅是两类，结果就是如果𝐶 = 2，那么𝐶 = 2的 Softmax

实际上变回了 logistic 回归，我不会在这个视频中给出证明，但是大致的证明思路是这样的，

如果𝐶 = 2，并且你应用了 Softmax，那么输出层𝑎[𝐿]将会输出两个数字，如果𝐶 = 2的话，也

许输出 0.842 和 0.158，对吧？这两个数字加起来要等于 1，因为它们的和必须为 1，其实它

们是冗余的，也许你不需要计算两个，而只需要计算其中一个，结果就是你最终计算那个数

字的方式又回到了 logistic 回归计算单个输出的方式。这算不上是一个证明，但我们可以从

中得出结论，Softmax 回归将 logistic 回归推广到了两种分类以上。 

 

接下来我们来看怎样训练带有 Softmax 输出层的神经网络，具体而言，我们先定义训练

神经网络使会用到的损失函数。举个例子，我们来看看训练集中某个样本的目标输出，真实

标签是[

0
1
0
0

]，用上一个视频中讲到过的例子，这表示这是一张猫的图片，因为它属于类 1，现

在我们假设你的神经网络输出的是�̂�，�̂�是一个包括总和为 1 的概率的向量，𝑦 = [

0.3
0.2
0.1
0.4

]，你

可以看到总和为 1，这就是𝑎[𝑙]，𝑎[𝑙] = 𝑦 = [

0.3
0.2
0.1
0.4

]。对于这个样本神经网络的表现不佳，这实

际上是一只猫，但却只分配到 20%是猫的概率，所以在本例中表现不佳。 
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那么你想用什么损失函数来训练这个神经网络？在 Softmax 分类中，我们一般用到的损

失函数是𝐿(�̂� , 𝑦) = −∑ 𝑦𝑗𝑙𝑜𝑔 �̂�𝑗
4
𝑗=1 ，我们来看上面的单个样本来更好地理解整个过程。注意

在这个样本中𝑦1 = 𝑦3 = 𝑦4 = 0，因为这些都是 0，只有𝑦2 = 1，如果你看这个求和，所有含

有值为 0 的𝑦𝑗的项都等于 0，最后只剩下−𝑦2𝑡𝑙𝑜𝑔 �̂�2，因为当你按照下标𝑗全部加起来，所有

的项都为 0 ，除了 𝑗 = 2时，又因为 𝑦2 = 1，所以它就等于− 𝑙𝑜𝑔 �̂�
2
。  𝐿(�̂� , 𝑦) =

−∑ 𝑦𝑗log �̂�𝑗
4
𝑗=1 = −𝑦2 𝑙𝑜𝑔 �̂�

2
= − 𝑙𝑜𝑔 �̂�

2
 

这就意味着，如果你的学习算法试图将它变小，因为梯度下降法是用来减少训练集的损

失的，要使它变小的唯一方式就是使−log �̂�
2
变小，要想做到这一点，就需要使�̂�

2
尽可能大，

因为这些是概率，所以不可能比 1 大，但这的确也讲得通，因为在这个例子中𝑥是猫的图片，

你就需要这项输出的概率尽可能地大（𝑦 = [

0.3
0.2
0.1
0.4

]中第二个元素）。 

概括来讲，损失函数所做的就是它找到你的训练集中的真实类别，然后试图使该类别相

应的概率尽可能地高，如果你熟悉统计学中最大似然估计，这其实就是最大似然估计的一种

形式。但如果你不知道那是什么意思，也不用担心，用我们刚刚讲过的算法思维也足够了。 

这是单个训练样本的损失，整个训练集的损失𝐽又如何呢？也就是设定参数的代价之类

的，还有各种形式的偏差的代价，它的定义你大致也能猜到，就是整个训练集损失的总和，

把你的训练算法对所有训练样本的预测都加起来， 

𝐽(𝑤[1], 𝑏[1], …… ) =
1

𝑚
∑𝐿(�̂�

(𝑖)
, 𝑦(𝑖))

𝑚

𝑖=1

 

因此你要做的就是用梯度下降法，使这里的损失最小化。 
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最后还有一个实现细节，注意因为𝐶 = 4，𝑦是一个 4×1 向量，𝑦也是一个 4×1 向量，如

果你实现向量化，矩阵大写𝑌就是[𝑦(1)𝑦(2)……  𝑦(𝑚)]，例如如果上面这个样本是你的第一个

训练样本，那么矩阵𝑌 = [

0 0 1 …
1 0 0 …
0 1 0 …
0 0 0 …

]，那么这个矩阵𝑌最终就是一个4 ×𝑚维矩阵。类似

的，�̂� = [�̂�
(1)
�̂�
(2)
……  �̂�

(𝑚)
]，这个其实就是�̂�

(1)
（𝑎[𝑙](1) = 𝑦(1) = [

0.3
0.2
0.1
0.4

]），或是第一个训练

样本的输出，那么�̂� = [

0.3 …
0.2 …
0.1 …
0.4 …

]，�̂�本身也是一个4 ×𝑚维矩阵。 

 

最后我们来看一下，在有 Softmax 输出层时如何实现梯度下降法，这个输出层会计算

𝑧[𝑙]，它是𝐶 × 1维的，在这个例子中是 4×1，然后你用 Softmax 激活函数来得到𝑎[𝑙]或者说𝑦，

然后又能由此计算出损失。我们已经讲了如何实现神经网络前向传播的步骤，来得到这些输

出，并计算损失，那么反向传播步骤或者梯度下降法又如何呢？其实初始化反向传播所需要

的关键步骤或者说关键方程是这个表达式𝑑𝑧[𝑙] = �̂� − 𝑦，你可以用�̂�这个 4×1 向量减去𝑦这个

4×1 向量，你可以看到这些都会是 4×1 向量，当你有 4 个分类时，在一般情况下就是𝐶 × 1，

这符合我们对𝑑𝑧的一般定义，这是对𝑧[𝑙]损失函数的偏导数（𝑑𝑧[𝑙] =
𝜕𝐽

𝜕𝑧[𝑙]
），如果你精通微积

分就可以自己推导，或者说如果你精通微积分，可以试着自己推导，但如果你需要从零开始
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使用这个公式，它也一样有用。 

 

有了这个，你就可以计算𝑑𝑧[𝑙]，然后开始反向传播的过程，计算整个神经网络中所需要

的所有导数。 

 

但在这周的初级练习中，我们将开始使用一种深度学习编程框架，对于这些编程框架，

通常你只需要专注于把前向传播做对，只要你将它指明为编程框架，前向传播，它自己会弄

明白怎样反向传播，会帮你实现反向传播，所以这个表达式值得牢记（𝑑𝑧[𝑙] = �̂� − 𝑦），如

果你需要从头开始，实现 Softmax 回归或者 Softmax 分类，但其实在这周的初级练习中你不

会用到它，因为编程框架会帮你搞定导数计算。 

Softmax 分类就讲到这里，有了它，你就可以运用学习算法将输入分成不止两类，而是

𝐶个不同类别。接下来我想向你展示一些深度学习编程框架，可以让你在实现深度学习算法

时更加高效，让我们在下一个视频中一起讨论。 
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3.10 深度学习框架（Deep Learning frameworks） 

你已经差不多从零开始学习了使用 Python 和 NumPy 实现深度学习算法，很高兴你这

样做了，因为我希望你理解这些深度学习算法实际上在做什么。但你会发现，除非应用更复

杂的模型，例如卷积神经网络，或者循环神经网络，或者当你开始应用很大的模型，否则它

就越来越不实用了，至少对大多数人而言，从零开始全部靠自己实现并不现实。 

幸运的是，现在有很多好的深度学习软件框架，可以帮助你实现这些模型。类比一下，

我猜你知道如何做矩阵乘法，你还应该知道如何编程实现两个矩阵相乘，但是当你在建很大

的应用时，你很可能不想用自己的矩阵乘法函数，而是想要访问一个数值线性代数库，它会

更高效，但如果你明白两个矩阵相乘是怎么回事还是挺有用的。我认为现在深度学习已经很

成熟了，利用一些深度学习框架会更加实用，会使你的工作更加有效，那就让我们来看下有

哪些框架。 

 

现在有许多深度学习框架，能让实现神经网络变得更简单，我们来讲主要的几个。每个

框架都针对某一用户或开发群体的，我觉得这里的每一个框架都是某类应用的可靠选择，有

很多人写文章比较这些深度学习框架，以及这些深度学习框架发展得有多好，而且因为这些

框架往往不断进化，每个月都在进步，如果你想看看关于这些框架的优劣之处的讨论，我留

给你自己去网上搜索，但我认为很多框架都在很快进步，越来越好，因此我就不做强烈推荐

了，而是与你分享推荐一下选择框架的标准。 

一个重要的标准就是便于编程，这既包括神经网络的开发和迭代，还包括为产品进行配

置，为了成千上百万，甚至上亿用户的实际使用，取决于你想要做什么。 

第二个重要的标准是运行速度，特别是训练大数据集时，一些框架能让你更高效地运行
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和训练神经网络。 

还有一个标准人们不常提到，但我觉得很重要，那就是这个框架是否真的开放，要是一

个框架真的开放，它不仅需要开源，而且需要良好的管理。不幸的是，在软件行业中，一些

公司有开源软件的历史，但是公司保持着对软件的全权控制，当几年时间过去，人们开始使

用他们的软件时，一些公司开始逐渐关闭曾经开放的资源，或将功能转移到他们专营的云服

务中。因此我会注意的一件事就是你能否相信这个框架能长时间保持开源，而不是在一家公

司的控制之下，它未来有可能出于某种原因选择停止开源，即便现在这个软件是以开源的形

式发布的。但至少在短期内，取决于你对语言的偏好，看你更喜欢 Python，Java 还是 C++或

者其它什么，也取决于你在开发的应用，是计算机视觉，还是自然语言处理或者线上广告，

等等，我认为这里的多个框架都是很好的选择。 

程序框架就讲到这里，通过提供比数值线性代数库更高程度的抽象化，这里的每一个程

序框架都能让你在开发深度机器学习应用时更加高效。 
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3.11 TensorFlow 

欢迎来到这周的最后一个视频，有很多很棒的深度学习编程框架，其中一个是

TensorFlow，我很期待帮助你开始学习使用 TensorFlow，我想在这个视频中向你展示

TensorFlow 程序的基本结构，然后让你自己练习，学习更多细节，并运用到本周的编程练习

中，这周的编程练习需要花些时间来做，所以请务必留出一些空余时间。 

先提一个启发性的问题，假设你有一个损失函数𝐽需要最小化，在本例中，我将使用这

个高度简化的损失函数，𝐽𝑤 = 𝑤2 − 10𝑤 + 25，这就是损失函数，也许你已经注意到该函数

其实就是(𝑤 − 5)2，如果你把这个二次方式子展开就得到了上面的表达式，所以使它最小的

𝑤值是 5，但假设我们不知道这点，你只有这个函数，我们来看一下怎样用 TensorFlow 将其

最小化，因为一个非常类似的程序结构可以用来训练神经网络。其中可以有一些复杂的损失

函数𝐽(𝑤, 𝑏)取决于你的神经网络的所有参数，然后类似的，你就能用 TensorFlow 自动找到

使损失函数最小的𝑤和𝑏的值。但让我们先从左边这个更简单的例子入手。 

 

我在我的 Jupyter notebook 中运行 Python， 

import numpy as np 

import tensorflow as tf 

#导入 TensorFlow 

w = tf.Variable(0,dtype = tf.float32) 

#接下来，让我们定义参数 w，在 TensorFlow 中，你要用 tf.Variable()来定义参数 

#然后我们定义损失函数： 

cost = tf.add(tf.add(w**2,tf.multiply(- 10.,w)),25) 

#然后我们定义损失函数 J 
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#然后我们再写： 

train = tf.train.GradientDescentOptimizer(0.01).minimize(cost) 

#(让我们用 0.01的学习率，目标是最小化损失)。 

#最后下面的几行是惯用表达式: 

init = tf.global_variables_initializer() 

session = tf.Sessions()#这样就开启了一个 TensorFlow session。 

session.run(init)#来初始化全局变量。 

#然后让 TensorFlow 评估一个变量，我们要用到: 

session.run(w) 

#上面的这一行将 w 初始化为 0，并定义损失函数，我们定义 train 为学习算法，它用

梯度下降法优化器使损失函数最小化，但实际上我们还没有运行学习算法，所以#上面

的这一行将 w初始化为 0，并定义损失函数，我们定义 train为学习算法，它用梯度下

降法优化器使损失函数最小化，但实际上我们还没有运行学习算法，所以

session.run(w)评估了 w，让我：： 

print(session.run(w)) 

#所以如果我们运行这个，它评估𝑤等于 0，因为我们什么都还没运行。 

#现在让我们输入： 

session.run(train)，它所做的就是运行一步梯度下降法。 

#接下来在运行了一步梯度下降法后，让我们评估一下 w的值，再 print： 

print(session.run(w)) 

#在一步梯度下降法之后，w现在是 0.1。 

 

 

现在我们运行梯度下降 1000 次迭代： 
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这是运行了梯度下降的 1000 次迭代，最后𝑤变成了 4.99999，记不记得我们说(𝑤 − 5)2

最小化，因此𝑤的最优值是 5，这个结果已经很接近了。 

希望这个让你对 TensorFlow 程序的大致结构有了了解，当你做编程练习，使用更多

TensorFlow 代码时，我这里用到的一些函数你会熟悉起来，这里有个地方要注意，𝑤是我们

想要优化的参数，因此将它称为变量，注意我们需要做的就是定义一个损失函数，使用这些

add和 multiply之类的函数。TensorFlow 知道如何对 add和 mutiply，还有其它函数求

导，这就是为什么你只需基本实现前向传播，它能弄明白如何做反向传播和梯度计算，因为

它已经内置在 add，multiply和平方函数中。 

对了，要是觉得这种写法不好看的话，TensorFlow 其实还重载了一般的加减运算等等，

因此你也可以把𝑐𝑜𝑠𝑡写成更好看的形式，把之前的 cost标成注释，重新运行，得到了同样

的结果。 

 

 

一旦𝑤被称为 TensorFlow 变量，平方，乘法和加减运算都重载了，因此你不必使用上面

这种不好看的句法。 

TensorFlow 还有一个特点，我想告诉你，那就是这个例子将𝑤的一个固定函数最小化了。

如果你想要最小化的函数是训练集函数又如何呢？不管你有什么训练数据𝑥，当你训练神经

网络时，训练数据𝑥会改变，那么如何把训练数据加入 TensorFlow 程序呢？ 

我会定义𝑥，把它想做扮演训练数据的角色，事实上训练数据有𝑥和𝑦，但这个例子中只

有𝑥，把𝑥定义为： 

x = tf.placeholder(tf.float32,[3,1])，让它成为[3,1]数组，我要做的就是，
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因为𝑐𝑜𝑠𝑡这个二次方程的三项前有固定的系数，它是𝑤2 + 10𝑤 + 25，我们可以把这些数字

1，-10 和 25 变成数据，我要做的就是把𝑐𝑜𝑠𝑡替换成： 

cost = x[0][0]*w**2 +x[1][0]*w + x[2][0]，现在𝑥变成了控制这个二次函数

系数的数据，这个 placeholder 函数告诉 TensorFlow，你稍后会为𝑥提供数值。 

让我们再定义一个数组，coefficient = np.array([[1.],[-10.],[25.]])，这

就是我们要接入𝑥的数据。最后我们需要用某种方式把这个系数数组接入变量𝑥，做到这一点

的句法是，在训练这一步中，要提供给𝑥的数值，我在这里设置： 

feed_dict = {x:coefficients} 

好了，希望没有语法错误，我们重新运行它，希望得到和之前一样的结果。 

 

 

现在如果你想改变这个二次函数的系数，假设你把： 

coefficient = np.array([[1.],[-10.],[25.]]) 

改为： 

coefficient = np.array([[1.],[-20.],[100.]]) 

现在这个函数就变成了(𝑤 − 10)2，如果我重新运行，希望我得到的使(𝑤 − 10)2最小化

的𝑤值为 10，让我们看一下，很好，在梯度下降 1000 次迭代之后，我们得到接近 10 的𝑤。 
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在你做编程练习时，见到更多的是，TensorFlow 中的 placeholder 是一个你之后会赋值

的变量，这种方式便于把训练数据加入损失方程，把数据加入损失方程用的是这个句法，当

你运行训练迭代，用 feed_dict 来让 x=coefficients。如果你在做 mini-batch 梯度下

降，在每次迭代时，你需要插入不同的 mini-batch，那么每次迭代，你就用 feed_dict 来

喂入训练集的不同子集，把不同的 mini-batch 喂入损失函数需要数据的地方。 

希望这让你了解了 TensorFlow 能做什么，让它如此强大的是，你只需说明如何计算损

失函数，它就能求导，而且用一两行代码就能运用梯度优化器，Adam 优化器或者其他优化

器。 
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这还是刚才的代码，我稍微整理了一下，尽管这些函数或变量看上去有点神秘，但你在

做编程练习时多练习几次就会熟悉起来了。 

 

还有最后一点我想提一下，这三行（蓝色大括号部分）在 TensorFlow 里是符合表达习

惯的，有些程序员会用这种形式来替代，作用基本上是一样的。 

但这个 with 结构也会在很多 TensorFlow 程序中用到，它的意思基本上和左边的相同，

但是 Python 中的 with 命令更方便清理，以防在执行这个内循环时出现错误或例外。所以你

也会在编程练习中看到这种写法。那么这个代码到底做了什么呢？让我们看这个等式： 

cost = x[0][0]*w**2 +x[1][0]*w + x[2][0]#(w-5)**2 

TensorFlow 程序的核心是计算损失函数，然后 TensorFlow 自动计算出导数，以及如何

最小化损失，因此这个等式或者这行代码所做的就是让 TensorFlow 建立计算图，计算图所

做的就是取𝑥[0][0]，取𝑤，然后将它平方，然后𝑥[0][0]和𝑤2相乘，你就得到了𝑥[0][0] ∗ 𝑤2，

以此类推，最终整个建立起来计算𝑐𝑜𝑠𝑡 = [0][0] ∗ 𝑤 ∗∗ 2 + 𝑥[1][0] ∗ 𝑤 + 𝑥[2][0]，最后你得

到了损失函数。 
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TensorFlow 的优点在于，通过用这个计算损失，计算图基本实现前向传播，TensorFlow

已经内置了所有必要的反向函数，回忆一下训练深度神经网络时的一组前向函数和一组反向

函数，而像 TensorFlow 之类的编程框架已经内置了必要的反向函数，这也是为什么通过内

置函数来计算前向函数，它也能自动用反向函数来实现反向传播，即便函数非常复杂，再帮

你计算导数，这就是为什么你不需要明确实现反向传播，这是编程框架能帮你变得高效的原

因之一。 

 

如果你看 TensorFlow 的使用说明，我只是指出 TensorFlow 的说明用了一套和我不太一

样的符号来画计算图，它用了𝑥[0][0]，𝑤，然后它不是写出值，想这里的𝑤2，TensorFlow 使

用说明倾向于只写运算符，所以这里就是平方运算，而这两者一起指向乘法运算，以此类推，

然后在最后的节点，我猜应该是一个将𝑥[2][0]加上去得到最终值的加法运算。 

 

为本课程起见，我认为计算图用第一种方式会更容易理解，但是如果你去看 TensorFlow

的使用说明，如果你看到说明里的计算图，你会看到另一种表示方式，节点都用运算来标记

而不是值，但这两种呈现方式表达的是同样的计算图。 

在编程框架中你可以用一行代码做很多事情，例如，你不想用梯度下降法，而是想用

Adam 优化器，你只要改变这行代码，就能很快换掉它，换成更好的优化算法。所有现代深

度学习编程框架都支持这样的功能，让你很容易就能编写复杂的神经网络。 

我希望我帮助你了解了 TensorFlow 程序典型的结构，概括一下这周的内容，你学习了

如何系统化地组织超参数搜索过程，我们还讲了 Batch 归一化，以及如何用它来加速神经网

络的训练，最后我们讲了深度学习的编程框架，有很多很棒的编程框架，这最后一个视频我

们重点讲了 TensorFlow。有了它，我希望你享受这周的编程练习，帮助你更熟悉这些概念。  
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第三门课 结构化机器学习项目（Structuring 

Machine Learning Projects） 

第一周 机器学习（ML）策略（1）（ML strategy（1）） 

1.1 为什么是 ML 策略？（Why ML Strategy?） 

大家好，欢迎收听本课，如何构建你的机器学习项目也就是说机器学习的策略。我希望

通过这门课程你们能够学到如何更快速高效地优化你的机器学习系统。那么，什么是机器学

习策略呢？ 

 

我们从一个启发性的例子开始讲，假设你正在调试你的猫分类器，经过一段时间的调整，

你的系统达到了 90%准确率，但对你的应用程序来说还不够好。 

你可能有很多想法去改善你的系统，比如，你可能想我们去收集更多的训练数据吧。或

者你会说，可能你的训练集的多样性还不够，你应该收集更多不同姿势的猫咪图片，或者更

多样化的反例集。或者你想再用梯度下降训练算法，训练久一点。或者你想尝试用一个完全

不同的优化算法，比如 Adam 优化算法。或者尝试使用规模更大或者更小的神经网络。或者

你想试试 dropout 或者𝐿2正则化。或者你想修改网络的架构，比如修改激活函数，改变隐藏

单元的数目之类的方法。 

当你尝试优化一个深度学习系统时，你通常可以有很多想法可以去试，问题在于，如果
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你做出了错误的选择，你完全有可能白费 6 个月的时间，往错误的方向前进，在 6 个月之后

才意识到这方法根本不管用。比如，我见过一些团队花了 6 个月时间收集更多数据，却在 6

个月之后发现，这些数据几乎没有改善他们系统的性能。所以，假设你的项目没有 6 个月的

时间可以浪费，如果有快速有效的方法能够判断哪些想法是靠谱的，或者甚至提出新的想法，

判断哪些是值得一试的想法，哪些是可以放心舍弃的。 

我希望在这门课程中，可以教给你们一些策略，一些分析机器学习问题的方法，可以指

引你们朝着最有希望的方向前进。这门课中，我会和你们分享我在搭建和部署大量深度学习

产品时学到的经验和教训，我想这些内容是这门课程独有的。比如说，很多大学深度学习课

程很少提到这些策略。事实上，机器学习策略在深度学习的时代也在变化，因为现在对于深

度学习算法来说能够做到的事情，比上一代机器学习算法大不一样。我希望这些策略能帮助

你们提高效率，让你们的深度学习系统更快投入实用。 
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1.2 正交化（Orthogonalization） 

搭建建立机器学习系统的挑战之一是，你可以尝试和改变的东西太多太多了。包括，比

如说，有那么多的超参数可以调。我留意到，那些效率很高的机器学习专家有个特点，他们

思维清晰，对于要调整什么来达到某个效果，非常清楚，这个步骤我们称之为正交化，让我

告诉你是什么意思吧。 

 

这是一张老式电视图片，有很多旋钮可以用来调整图像的各种性质，所以对于这些旧式

电视，可能有一个旋钮用来调图像垂直方向的高度，另外有一个旋钮用来调图像宽度，也许

还有一个旋钮用来调梯形角度，还有一个旋钮用来调整图像左右偏移，还有一个旋钮用来调

图像旋转角度之类的。电视设计师花了大量时间设计电路，那时通常都是模拟电路来确保每

个旋钮都有相对明确的功能。如一个旋钮来调整这个（高度），一个旋钮调整这个（宽度），

一个旋钮调整这个（梯形角度），以此类推。 

相比之下，想象一下，如果你有一个旋钮调的是0.1𝑥表示图像高度，+0.3𝑥表示图像宽

度，−1.7𝑥表示梯形角度，+0.8𝑥表示图像在水平轴上的坐标之类的。如果你调整这个（其中

一个）旋钮，那么图像的高度、宽度、梯形角度、平移位置全部都会同时改变，如果你有这

样的旋钮，那几乎不可能把电视调好，让图像显示在区域正中。 

所以在这种情况下，正交化指的是电视设计师设计这样的旋钮，使得每个旋钮都只调整

一个性质，这样调整电视图像就容易得多，就可以把图像调到正中。 

接下来是另一个正交化例子，你想想学车的时候，一辆车有三个主要控制，第一是方向

盘，方向盘决定你往左右偏多少，还有油门和刹车。就是这三个控制，其中一个控制方向，
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另外两个控制你的速度，这样就比较容易解读。知道不同控制的不同动作会对车子运动有什

么影响。 

 

想象一下，如果有人这么造车，造了个游戏手柄，手柄的一个轴控制的是0.3 ×转向角-

速度，然后还有一个轴控制的是2 ×转向角+0.9 ×车速，理论上来说，通过调整这两个旋钮

你是可以将车子调整到你希望得到的角度和速度，但这样比单独控制转向角度，分开独立的

速度控制要难得多。 

所以正交化的概念是指，你可以想出一个维度，这个维度你想做的是控制转向角，还有

另一个维度来控制你的速度，那么你就需要一个旋钮尽量只控制转向角，另一个旋钮，在这

个开车的例子里其实是油门和刹车控制了你的速度。但如果你有一个控制旋钮将两者混在一

起，比如说这样一个控制装置同时影响你的转向角和速度，同时改变了两个性质，那么就很

难令你的车子以想要的速度和角度前进。然而正交化之后，正交意味着互成 90 度。设计出

正交化的控制装置，最理想的情况是和你实际想控制的性质一致，这样你调整参数时就容易

得多。可以单独调整转向角，还有你的油门和刹车，令车子以你想要的方式运动。 

那么这与机器学习有什么关系呢？要弄好一个监督学习系统，你通常需要调你的系统的

旋钮。 

确保四件事情，首先，你通常必须确保至少系统在训练集上得到的结果不错，所以训练

集上的表现必须通过某种评估，达到能接受的程度，对于某些应用，这可能意味着达到人类

水平的表现，但这取决于你的应用，我们将在下周更多地谈谈如何与人类水平的表现进行比

较。但是，在训练集上表现不错之后，你就希望系统也能在开发集上有好的表现，然后你希

望系统在测试集上也有好的表现。在最后，你希望系统在测试集上系统的成本函数在实际使
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用中表现令人满意，比如说，你希望这些猫图片应用的用户满意。 

 

我们回到电视调节的例子，如果你的电视图像太宽或太窄，你想要一个旋钮去调整，你

可不想要仔细调节五个不同的旋钮，它们也会影响别的图像性质，你只需要一个旋钮去改变

电视图像的宽度。 

所以类似地，如果你的算法在成本函数上不能很好地拟合训练集，你想要一个旋钮，是

的我画这东西表示旋钮，或者一组特定的旋钮，这样你可以用来确保你的可以调整你的算法，

让它很好地拟合训练集，所以你用来调试的旋钮是你可能可以训练更大的网络，或者可以切

换到更好的优化算法，比如 Adam 优化算法，等等。我们将在本周和下周讨论一些其他选项。 

相比之下，如果发现算法对开发集的拟合很差，那么应该有独立的一组旋钮，是的，这

就是我画得毛毛躁躁的另一个旋钮，你希望有一组独立的旋钮去调试。比如说，你的算法在

开发集上做的不好，它在训练集上做得很好，但开发集不行，然后你有一组正则化的旋钮可

以调节，尝试让系统满足第二个条件。类比到电视，就是现在你调好了电视的宽度，如果图

像的高度不太对，你就需要一个不同的旋钮来调节电视图像的高度，然后你希望这个旋钮尽

量不会影响到电视的宽度。增大训练集可以是另一个可用的旋钮，它可以帮助你的学习算法

更好地归纳开发集的规律，现在调好了电视图像的高度和宽度。 

如果它不符合第三个标准呢？如果系统在开发集上做的很好，但测试集上做得不好呢？

如果是这样，那么你需要调的旋钮，可能是更大的开发集。因为如果它在开发集上做的不错，

但测试集不行这可能意味着你对开发集过拟合了，你需要往回退一步，使用更大的开发集。 

最后，如果它在测试集上做得很好，但无法给你的猫图片应用用户提供良好的体验，这

意味着你需要回去，改变开发集或成本函数。因为如果根据某个成本函数，系统在测试集上

做的很好，但它无法反映你的算法在现实世界中的表现，这意味着要么你的开发集分布设置

不正确，要么你的成本函数测量的指标不对。 
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我们很快会逐一讲到这些例子，我们以后会详细介绍这些特定的旋钮，在本周和下周晚

些时候会介绍的。所以如果现在你无法理解全部细节，别担心，但我希望你们对这种正交化

过程有个概念。你要非常清楚，到底是四个问题中的哪一个，知道你可以调节哪些不同的东

西尝试解决那个问题。 

 

当我训练神经网络时，我一般不用 early stopping，这个技巧也还不错，很多人都这么

干。但个人而言，我觉得早期停止有点难以分析，因为这个旋钮会同时影响你对训练集的拟

合，因为如果你用 early stopping，那么对训练集的拟合就不太好，但它同时也用来改善开发

集的表现，所以这个旋钮没那么正交化。因为它同时影响两件事情，就像一个旋钮同时影响

电视图像的宽度和高度。不是说这样就不要用，如果你想用也是可以的。但如果你有更多的

正交化控制，比如我这里写出的其他手段，用这些手段调网络会简单不少。 

所以我希望你们对正交化的意义有点概念，就像你看电视图像一样。如果你说，我的电

视图像太宽，所以我要调整这个旋钮（宽度旋钮）。或者它太高了，所以我要调整那个旋钮

（高度旋钮）。或者它太梯形了，所以我要调整这个旋钮（梯形角度旋钮），这就很好。 

在机器学习中，如果你可以观察你的系统，然后说这一部分是错的，它在训练集上做的

不好、在开发集上做的不好、它在测试集上做的不好，或者它在测试集上做的不错，但在现

实世界中不好，这就很好。必须弄清楚到底是什么地方出问题了，然后我们刚好有对应的旋

钮，或者一组对应的旋钮，刚好可以解决那个问题，那个限制了机器学习系统性能的问题。 

这就是我们这周和下周要讲到的，如何诊断出系统性能瓶颈到底在哪。还有找到你可以

用的一组特定的旋钮来调整你的系统，来改善它特定方面的性能，我们开始详细讲讲这个过

程吧。 
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1.3 单一数字评估指标（Single number evaluation metric） 

无论你是调整超参数，或者是尝试不同的学习算法，或者在搭建机器学习系统时尝试不

同手段，你会发现，如果你有一个单实数评估指标，你的进展会快得多，它可以快速告诉你，

新尝试的手段比之前的手段好还是差。所以当团队开始进行机器学习项目时，我经常推荐他

们为问题设置一个单实数评估指标。 

 

我们来看一个例子，你之前听过我说过，应用机器学习是一个非常经验性的过程，我们

通常有一个想法，编程序，跑实验，看看效果如何，然后使用这些实验结果来改善你的想法，

然后继续走这个循环，不断改进你的算法。 

比如说对于你的猫分类器，之前你搭建了某个分类器𝐴，通过改变超参数，还有改变训

练集等手段，你现在训练出来了一个新的分类器𝐵，所以评估你的分类器的一个合理方式是

观察它的查准率（precision）和查全率（recall）。 

 

查准率和查全率的确切细节对于这个例子来说不太重要。但简而言之，查准率的定义是

在你的分类器标记为猫的例子中，有多少真的是猫。 

所以如果分类器𝐴有 95%的查准率，这意味着你的分类器说这图有猫的时候，有 95%的

机会真的是猫。 
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查全率就是，对于所有真猫的图片，你的分类器正确识别出了多少百分比。实际为猫的

图片中，有多少被系统识别出来？如果分类器𝐴查全率是 90%，这意味着对于所有的图像，

比如说你的开发集都是真的猫图，分类器𝐴准确地分辨出了其中的 90%。 

所以关于查准率和查全率的定义，不用想太多。事实证明，查准率和查全率之间往往需

要折衷，两个指标都要顾及到。你希望得到的效果是，当你的分类器说某个东西是猫的时候，

有很大的机会它真的是一只猫，但对于所有是猫的图片，你也希望系统能够将大部分分类为

猫，所以用查准率和查全率来评估分类器是比较合理的。 

但使用查准率和查全率作为评估指标的时候，有个问题，如果分类器𝐴在查全率上表现

更好，分类器𝐵在查准率上表现更好，你就无法判断哪个分类器更好。如果你尝试了很多不

同想法，很多不同的超参数，你希望能够快速试验不仅仅是两个分类器，也许是十几个分类

器，快速选出“最好的”那个，这样你可以从那里出发再迭代。如果有两个评估指标，就很难

去快速地二中选一或者十中选一，所以我并不推荐使用两个评估指标，查准率和查全率来选

择一个分类器。你只需要找到一个新的评估指标，能够结合查准率和查全率。 

 

在机器学习文献中，结合查准率和查全率的标准方法是所谓的𝐹1分数，𝐹1分数的细节并

不重要。但非正式的，你可以认为这是查准率𝑃和查全率𝑅的平均值。 

𝐹1分数的定义是这个公式：
2

1

𝑃
+
1

𝑅

 

在数学中，这个函数叫做查准率𝑃和查全率𝑅的调和平均数。但非正式来说，你可以将

它看成是某种查准率和查全率的平均值，只不过你算的不是直接的算术平均，而是用这个公

式定义的调和平均。这个指标在权衡查准率和查全率时有一些优势。 

 

但在这个例子中，你可以马上看出，分类器𝐴的𝐹1分数更高。假设𝐹1分数是结合查准率

和查全率的合理方式，你可以快速选出分类器𝐴，淘汰分类器𝐵。 
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我发现很多机器学习团队就是这样，有一个定义明确的开发集用来测量查准率和查全率，

再加上这样一个单一数值评估指标，有时我叫单实数评估指标，能让你快速判断分类器𝐴或

者分类器𝐵更好。所以有这样一个开发集，加上单实数评估指标，你的迭代速度肯定会很快，

它可以加速改进您的机器学习算法的迭代过程。 

 

我们来看另一个例子，假设你在开发一个猫应用来服务四个地理大区的爱猫人士，美国、

中国、印度还有世界其他地区。我们假设你的两个分类器在来自四个地理大区的数据中得到

了不同的错误率，比如算法𝐴在美国用户上传的图片中达到了 3%错误率，等等。 

所以跟踪一下，你的分类器在不同市场和地理大区中的表现应该是有用的，但是通过跟

踪四个数字，很难扫一眼这些数值就快速判断算法𝐴或算法𝐵哪个更好。如果你测试很多不

同的分类器，那么看着那么多数字，然后快速选一个最优是很难的。所以在这个例子中，我

建议，除了跟踪分类器在四个不同的地理大区的表现，也要算算平均值。假设平均表现是一

个合理的单实数评估指标，通过计算平均值，你就可以快速判断。 

 

看起来算法𝐶的平均错误率最低，然后你可以继续用那个算法。你必须选择一个算法，

然后不断迭代，所以你的机器学习的工作流程往往是你有一个想法，你尝试实现它，看看这
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个想法好不好。 

所以本视频介绍的是，有一个单实数评估指标真的可以提高你的效率，或者提高你的团

队做出这些决策的效率。现在我们还没有完整讨论如何有效地建立评估指标。在下一个视频

中，我会教你们如何设置优化以及满足指标，我们来看下一段视频。 
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1.4 满足和优化指标（Satisficing and optimizing metrics） 

要把你顾及到的所有事情组合成单实数评估指标有时并不容易，在那些情况里，我发现

有时候设立满足和优化指标是很重要的，让我告诉你是什么意思吧。 

 

假设你已经决定你很看重猫分类器的分类准确度，这可以是𝐹1分数或者用其他衡量准确

度的指标。但除了准确度之外，我们还需要考虑运行时间，就是需要多长时间来分类一张图。

分类器𝐴需要 80 毫秒，𝐵需要 95 毫秒，𝐶需要 1500 毫秒，就是说需要 1.5 秒来分类图像。 

 

你可以这么做，将准确度和运行时间组合成一个整体评估指标。所以成本，比如说，总

体成本是𝑐𝑜𝑠𝑡 = 𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 − 0.5 × runningTime，这种组合方式可能太刻意，只用这样的公

式来组合准确度和运行时间，两个数值的线性加权求和。 

你还可以做其他事情，就是你可能选择一个分类器，能够最大限度提高准确度，但必须

满足运行时间要求，就是对图像进行分类所需的时间必须小于等于 100 毫秒。所以在这种情

况下，我们就说准确度是一个优化指标，因为你想要准确度最大化，你想做的尽可能准确，

但是运行时间就是我们所说的满足指标，意思是它必须足够好，它只需要小于 100 毫秒，达
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到之后，你不在乎这指标有多好，或者至少你不会那么在乎。所以这是一个相当合理的权衡

方式，或者说将准确度和运行时间结合起来的方式。实际情况可能是，只要运行时间少于 100

毫秒，你的用户就不会在乎运行时间是 100 毫秒还是 50 毫秒，甚至更快。 

 

通过定义优化和满足指标，就可以给你提供一个明确的方式，去选择“最好的”分类器。

在这种情况下分类器 B 最好，因为在所有的运行时间都小于 100 毫秒的分类器中，它的准

确度最好。 

 

所以更一般地说，如果你要考虑𝑁个指标，有时候选择其中一个指标做为优化指标是合

理的。所以你想尽量优化那个指标，然后剩下𝑁 − 1个指标都是满足指标，意味着只要它们

达到一定阈值，例如运行时间快于 100 毫秒，但只要达到一定的阈值，你不在乎它超过那个

门槛之后的表现，但它们必须达到这个门槛。 

 

这里是另一个例子，假设你正在构建一个系统来检测唤醒语，也叫触发词，这指的是语

音控制设备。比如亚马逊 Echo，你会说“Alexa”，或者用“Okay Google”来唤醒谷歌设备，或

者对于苹果设备，你会说“Hey Siri”，或者对于某些百度设备，我们用“你好百度”唤醒。 

对的，这些就是唤醒词，可以唤醒这些语音控制设备，然后监听你想说的话。所以你可

能会在乎触发字检测系统的准确性，所以当有人说出其中一个触发词时，有多大概率可以唤

醒你的设备。 

你可能也需要顾及假阳性（false positive）的数量，就是没有人在说这个触发词时，它

被随机唤醒的概率有多大？所以这种情况下，组合这两种评估指标的合理方式可能是最大化
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精确度。所以当某人说出唤醒词时，你的设备被唤醒的概率最大化，然后必须满足 24 小时

内最多只能有 1 次假阳性，对吧？所以你的设备平均每天只会没有人真的在说话时随机唤

醒一次。所以在这种情况下，准确度是优化指标，然后每 24 小时发生一次假阳性是满足指

标，你只要每 24 小时最多有一次假阳性就满足了。 

 

总结一下，如果你需要顾及多个指标，比如说，有一个优化指标，你想尽可能优化的，

然后还有一个或多个满足指标，需要满足的，需要达到一定的门槛。现在你就有一个全自动

的方法，在观察多个成本大小时，选出"最好的"那个。现在这些评估指标必须是在训练集或

开发集或测试集上计算或求出来的。所以你还需要做一件事，就是设立训练集、开发集，还

有测试集。在下一个视频里，我想和大家分享一些如何设置训练、开发和测试集的指导方针，

我们下一个视频继续。 
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1.5 训练/开发/测试集划分（Train/dev/test distributions） 

设立训练集，开发集和测试集的方式大大影响了你或者你的团队在建立机器学习应用方

面取得进展的速度。同样的团队，即使是大公司里的团队，在设立这些数据集的方式，真的

会让团队的进展变慢而不是加快，我们看看应该如何设立这些数据集，让你的团队效率最大

化。 

 

在这个视频中，我想集中讨论如何设立开发集和测试集，开发（dev）集也叫做

（development set），有时称为保留交叉验证集（hold out cross validation set）。然后，机

器学习中的工作流程是，你尝试很多思路，用训练集训练不同的模型，然后使用开发集来评

估不同的思路，然后选择一个，然后不断迭代去改善开发集的性能，直到最后你可以得到一

个令你满意的成本，然后你再用测试集去评估。 

现在，举个例子，你要开发一个猫分类器，然后你在这些区域里运营，美国、英国、其

他欧洲国家，南美洲、印度、中国，其他亚洲国家和澳大利亚，那么你应该如何设立开发集

和测试集呢？ 

 

其中一种做法是，你可以选择其中 4 个区域，我打算使用这四个（前四个），但也可以

是随机选的区域，然后说，来自这四个区域的数据构成开发集。然后其他四个区域，我打算

用这四个（后四个），也可以随机选择 4 个，这些数据构成测试集。 

事实证明，这个想法非常糟糕，因为这个例子中，你的开发集和测试集来自不同的分布。

我建议你们不要这样，而是让你的开发集和测试集来自同一分布。我的意思是这样，你们要
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记住，我想就是设立你的开发集加上一个单实数评估指标，这就是像是定下目标，然后告诉

你的团队，那就是你要瞄准的靶心，因为你一旦建立了这样的开发集和指标，团队就可以快

速迭代，尝试不同的想法，跑实验，可以很快地使用开发集和指标去评估不同分类器，然后

尝试选出最好的那个。所以，机器学习团队一般都很擅长使用不同方法去逼近目标，然后不

断迭代，不断逼近靶心。所以，针对开发集上的指标优化。 

 

然后在左边的例子中，设立开发集和测试集时存在一个问题，你的团队可能会花上几个

月时间在开发集上迭代优化，结果发现，当你们最终在测试集上测试系统时，来自这四个国

家或者说下面这四个地区的数据（即测试集数据）和开发集里的数据可能差异很大，所以你

可能会收获"意外惊喜"，并发现，花了那么多个月的时间去针对开发集优化，在测试集上的

表现却不佳。所以，如果你的开发集和测试集来自不同的分布，就像你设了一个目标，让你

的团队花几个月尝试逼近靶心，结果在几个月工作之后发现，你说“等等”，测试的时候，"我

要把目标移到这里"，然后团队可能会说"好吧，为什么你让我们花那么多个月的时间去逼近

那个靶心，然后突然间你可以把靶心移到不同的位置？"。 

所以，为了避免这种情况，我建议的是你将所有数据随机洗牌，放入开发集和测试集，

所以开发集和测试集都有来自八个地区的数据，并且开发集和测试集都来自同一分布，这分

布就是你的所有数据混在一起。 

这里有另一个例子，这是个真实的故事，但有一些细节变了。所以我知道有一个机器学

习团队，花了好几个月在开发集上优化，开发集里面有中等收入邮政编码的贷款审批数据。

那么具体的机器学习问题是，输入𝑥为贷款申请，你是否可以预测输出𝑦，𝑦是他们有没有还

贷能力？所以这系统能帮助银行判断是否批准贷款。所以开发集来自贷款申请，这些贷款申
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请来自中等收入邮政编码，zip code 就是美国的邮政编码。但是在这上面训练了几个月之后，

团队突然决定要在，低收入邮政编码数据上测试一下。当然了，这个分布数据里面中等收入

和低收入邮政编码数据是很不一样的，而且他们花了大量时间针对前面那组数据优化分类

器，导致系统在后面那组数据中效果很差。所以这个特定团队实际上浪费了 3 个月的时间，

不得不退回去重新做很多工作。 

 

这里实际发生的事情是，这个团队花了三个月瞄准一个目标，三个月之后经理突然问"

你们试试瞄准那个目标如何？"，这新目标位置完全不同，所以这件事对于这个团队来说非

常崩溃。 

 

所以我建议你们在设立开发集和测试集时，要选择这样的开发集和测试集，能够反映你

未来会得到的数据，认为很重要的数据，必须得到好结果的数据，特别是，这里的开发集和

测试集可能来自同一个分布。所以不管你未来会得到什么样的数据，一旦你的算法效果不错，

要尝试收集类似的数据，而且，不管那些数据是什么，都要随机分配到开发集和测试集上。

因为这样，你才能将瞄准想要的目标，让你的团队高效迭代来逼近同一个目标，希望最好是

同一个目标。 

我们还没提到如何设立训练集，我们会在之后的视频里谈谈如何设立训练集，但这个视
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频的重点在于，设立开发集以及评估指标，真的就定义了你要瞄准的目标。我们希望通过在

同一分布中设立开发集和测试集，你就可以瞄准你所希望的机器学习团队瞄准的目标。而设

立训练集的方式则会影响你逼近那个目标有多快，但我们可以在另一个讲座里提到。我知道

有一些机器学习团队，他们如果能遵循这个方针，就可以省下几个月的工作，所以我希望这

些方针也能帮到你们。 

接下来，实际上你的开发集和测试集的规模，如何选择它们的大小，在深度学习时代也

在变化，我们会在下一个视频里提到这些内容。 
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1.6 开发集和测试集的大小（Size of dev and test sets） 

在上一个视频中你们知道了你的开发集和测试集为什么必须来自同一分布，但它们规模

应该多大？在深度学习时代，设立开发集和测试集的方针也在变化，我们来看看一些最佳做

法。 

 

你可能听说过一条经验法则，在机器学习中，把你取得的全部数据用 70/30 比例分成训

练集和测试集。或者如果你必须设立训练集、开发集和测试集，你会这么分 60%训练集，20%

开发集，20%测试集。在机器学习的早期，这样分是相当合理的，特别是以前的数据集大小

要小得多。所以如果你总共有 100 个样本，这样 70/30 或者 60/20/20 分的经验法则是相当

合理的。如果你有几千个样本或者有一万个样本，这些做法也还是合理的。 

但在现代机器学习中，我们更习惯操作规模大得多的数据集，比如说你有 1 百万个训练

样本，这样分可能更合理，98%作为训练集，1%开发集，1%测试集，我们用𝐷和𝑇缩写来表

示开发集和测试集。因为如果你有 1 百万个样本，那么 1%就是 10,000 个样本，这对于开发

集和测试集来说可能已经够了。所以在现代深度学习时代，有时我们拥有大得多的数据集，

所以使用小于 20%的比例或者小于 30%比例的数据作为开发集和测试集也是合理的。而且因

为深度学习算法对数据的胃口很大，我们可以看到那些有海量数据集的问题，有更高比例的

数据划分到训练集里，那么测试集呢？ 

要记住，测试集的目的是完成系统开发之后，测试集可以帮你评估投产系统的性能。方

针就是，令你的测试集足够大，能够以高置信度评估系统整体性能。所以除非你需要对最终

投产系统有一个很精确的指标，一般来说测试集不需要上百万个例子。对于你的应用程序，

也许你想，有 10,000 个例子就能给你足够的置信度来给出性能指标了，也许 100,000 个之

类的可能就够了，这数目可能远远小于比如说整体数据集的 30%，取决于你有多少数据。 



第三门课 结构化机器学习项目（Structuring Machine Learning Projects）-第一周 机器学习（ML）策略

（1）（ML strategy（1）） 

272 
 

 

对于某些应用，你也许不需要对系统性能有置信度很高的评估，也许你只需要训练集和

开发集。我认为，不单独分出一个测试集也是可以的。事实上，有时在实践中有些人会只分

成训练集和测试集，他们实际上在测试集上迭代，所以这里没有测试集，他们有的是训练集

和开发集，但没有测试集。如果你真的在调试这个集，这个开发集或这个测试集，这最好称

为开发集。 

不过在机器学习的历史里，不是每个人都把术语定义分得很清的，有时人们说的开发集，

其实应该看作测试集。但如果你只要有数据去训练，有数据去调试就够了。你打算不管测试

集，直接部署最终系统，所以不用太担心它的实际表现，我觉得这也是很好的，就将它们称

为训练集、开发集就好。然后说清楚你没有测试集，这是不是有点不正常？我绝对不建议在

搭建系统时省略测试集，因为有个单独的测试集比较令我安心。因为你可以使用这组不带偏

差的数据来测量系统的性能。但如果你的开发集非常大，这样你就不会对开发集过拟合得太

厉害，这种情况，只有训练集和测试集也不是完全不合理的。不过我一般不建议这么做。 

总结一下，在大数据时代旧的经验规则，这个 70/30 不再适用了。现在流行的是把大量

数据分到训练集，然后少量数据分到开发集和测试集，特别是当你有一个非常大的数据集时。

以前的经验法则其实是为了确保开发集足够大，能够达到它的目的，就是帮你评估不同的想

法，然后选出𝐴还是𝐵更好。测试集的目的是评估你最终的成本偏差，你只需要设立足够大

的测试集，可以用来这么评估就行了，可能只需要远远小于总体数据量的 30%。 

所以我希望本视频能给你们一点指导和建议，让你们知道如何在深度学习时代设立开发

和测试集。接下来，有时候在研究机器学习的问题途中，你可能需要更改评估指标，或者改

动你的开发集和测试集，我们会讲什么时候需要这样做。 

  



第三门课 结构化机器学习项目（Structuring Machine Learning Projects）-第一周 机器学习（ML）策略

（1）（ML strategy（1）） 

273 
 

1.7 什么时候该改变开发/测试集和指标？（When to change 

dev/test sets and metrics） 

你已经学过如何设置开发集和评估指标，就像是把目标定在某个位置，让你的团队瞄准。

但有时候在项目进行途中，你可能意识到，目标的位置放错了。这种情况下，你应该移动你

的目标。 

 

我们来看一个例子，假设你在构建一个猫分类器，试图找到很多猫的照片，向你的爱猫

人士用户展示，你决定使用的指标是分类错误率。所以算法𝐴和𝐵分别有 3％错误率和 5％错

误率，所以算法𝐴似乎做得更好。 

但我们实际试一下这些算法，你观察一下这些算法，算法𝐴由于某些原因，把很多色情

图像分类成猫了。如果你部署算法𝐴，那么用户就会看到更多猫图，因为它识别猫的错误率

只有 3%，但它同时也会给用户推送一些色情图像，这是你的公司完全不能接受的，你的用

户也完全不能接受。相比之下，算法𝐵有 5％的错误率，这样分类器就得到较少的图像，但

它不会推送色情图像。所以从你们公司的角度来看，以及从用户接受的角度来看，算法𝐵实

际上是一个更好的算法，因为它不让任何色情图像通过。 

 

那么在这个例子中，发生的事情就是，算法 A 在评估指标上做得更好，它的错误率达到

3%，但实际上是个更糟糕的算法。在这种情况下，评估指标加上开发集它们都倾向于选择算



第三门课 结构化机器学习项目（Structuring Machine Learning Projects）-第一周 机器学习（ML）策略

（1）（ML strategy（1）） 

274 
 

法𝐴，因为它们会说，看算法 A 的错误率较低，这是你们自己定下来的指标评估出来的。但

你和你的用户更倾向于使用算法𝐵，因为它不会将色情图像分类为猫。所以当这种情况发生

时，当你的评估指标无法正确衡量算法之间的优劣排序时，在这种情况下，原来的指标错误

地预测算法 A 是更好的算法这就发出了信号，你应该改变评估指标了，或者要改变开发集或

测试集。在这种情况下，你用的分类错误率指标可以写成这样： 

𝐸𝑟𝑟𝑜𝑟 =
1

𝑚𝑑𝑒𝑣
∑ 𝐼{𝑦𝑝𝑟𝑒𝑑

(𝑖)
≠ 𝑦(𝑖)}

𝑚𝑑𝑒𝑣

𝑖=1

 

𝑚𝑑𝑒𝑣是你的开发集例子数，用𝑦𝑝𝑟𝑒𝑑
(𝑖)

表示预测值，其值为 0 或 1，𝐼这符号表示一个函数，

统计出里面这个表达式为真的样本数，所以这个公式就统计了分类错误的样本。这个评估指

标的问题在于，它对色情图片和非色情图片一视同仁，但你其实真的希望你的分类器不会错

误标记色情图像。比如说把一张色情图片分类为猫，然后推送给不知情的用户，他们看到色

情图片会非常不满。 

 

其中一个修改评估指标的方法是，这里（
1

𝑚𝑑𝑒𝑣
与∑ 𝐼{𝑦𝑝𝑟𝑒𝑑

(𝑖)
≠ 𝑦(𝑖)}

𝑚𝑑𝑒𝑣
𝑖=1 之间）加个权重项，

即： 

𝐸𝑟𝑟𝑜𝑟 =
1

𝑚𝑑𝑒𝑣
∑ 𝑤(𝑖)𝐼{𝑦𝑝𝑟𝑒𝑑

(𝑖)
≠ 𝑦(𝑖)}

𝑚𝑑𝑒𝑣

𝑖=1

 

我们将这个称为𝑤(𝑖)，其中如果图片𝑥(𝑖)不是色情图片，则𝑤(𝑖) = 1。如果𝑥(𝑖)是色情图

片，𝑤(𝑖)可能就是 10 甚至 100，这样你赋予了色情图片更大的权重，让算法将色情图分类为

猫图时，错误率这个项快速变大。这个例子里，你把色情图片分类成猫这一错误的惩罚权重

加大 10 倍。 
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如果你希望得到归一化常数，在技术上，就是𝑤(𝑖)对所有𝑖求和，这样错误率仍然在 0 和

1 之间，即： 

𝐸𝑟𝑟𝑜𝑟 =
1

∑𝑤(𝑖)
∑ 𝑤(𝑖)𝐼{𝑦𝑝𝑟𝑒𝑑

(𝑖)
≠ 𝑦(𝑖)}

𝑚𝑑𝑒𝑣

𝑖=1

 

加权的细节并不重要，实际上要使用这种加权，你必须自己过一遍开发集和测试集，在

开发集和测试集里，自己把色情图片标记出来，这样你才能使用这个加权函数。 

但粗略的结论是，如果你的评估指标无法正确评估好算法的排名，那么就需要花时间定

义一个新的评估指标。这是定义评估指标的其中一种可能方式（上述加权法）。评估指标的

意义在于，准确告诉你已知两个分类器，哪一个更适合你的应用。就这个视频的内容而言，

我们不需要太注重新错误率指标是怎么定义的，关键在于，如果你对旧的错误率指标不满意，

那就不要一直沿用你不满意的错误率指标，而应该尝试定义一个新的指标，能够更加符合你

的偏好，定义出实际更适合的算法。 

你可能注意到了，到目前为止我们只讨论了如何定义一个指标去评估分类器，也就是说，

我们定义了一个评估指标帮助我们更好的把分类器排序，能够区分出它们在识别色情图片的

不同水平，这实际上是一个正交化的例子。 

 

我想你处理机器学习问题时，应该把它切分成独立的步骤。一步是弄清楚如何定义一个

指标来衡量你想做的事情的表现，然后我们可以分开考虑如何改善系统在这个指标上的表
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现。你们要把机器学习任务看成两个独立的步骤，用目标这个比喻，第一步就是设定目标。

所以要定义你要瞄准的目标，这是完全独立的一步，这是你可以调节的一个旋钮。如何设立

目标是一个完全独立的问题，把它看成是一个单独的旋钮，可以调试算法表现的旋钮，如何

精确瞄准，如何命中目标，定义指标是第一步。 

 

然后第二步要做别的事情，在逼近目标的时候，也许你的学习算法针对某个长这样的成

本函数优化，𝐽 =
1

𝑚
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 ，你要最小化训练集上的损失。你可以做的其中一件事

是，修改这个，为了引入这些权重，也许最后需要修改这个归一化常数，即： 

𝐽 =
1

∑𝑤(𝑖)
∑𝑤(𝑖)𝐿(�̂�

(𝑖)
, 𝑦(𝑖))

𝑚

𝑖=1

 

再次，如何定义𝐽并不重要，关键在于正交化的思路，把设立目标定为第一步，然后瞄

准和射击目标是独立的第二步。换种说法，我鼓励你们将定义指标看成一步，然后在定义了

指标之后，你才能想如何优化系统来提高这个指标评分。比如改变你神经网络要优化的成本

函数𝐽。 

在继续之前，我们再讲一个例子。假设你的两个猫分类器𝐴和𝐵，分别有用开发集评估

得到 3%的错误率和 5%的错误率。或者甚至用在网上下载的图片构成的测试集上，这些是高

质量，取景框很专业的图像。但也许你在部署算法产品时，你发现算法𝐵看起来表现更好，

即使它在开发集上表现不错，你发现你一直在用从网上下载的高质量图片训练，但当你部署

到手机应用时，算法作用到用户上传的图片时，那些图片取景不专业，没有把猫完整拍下来，

或者猫的表情很古怪，也许图像很模糊，当你实际测试算法时，你发现算法𝐵表现其实更好。 
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这是另一个指标和开发集测试集出问题的例子，问题在于，你做评估用的是很漂亮的高

分辨率的开发集和测试集，图片取景很专业。但你的用户真正关心的是，他们上传的图片能

不能被正确识别。那些图片可能是没那么专业的照片，有点模糊，取景很业余。 

所以方针是，如果你在指标上表现很好，在当前开发集或者开发集和测试集分布中表现

很好，但你的实际应用程序，你真正关注的地方表现不好，那么就需要修改指标或者你的开

发测试集。换句话说，如果你发现你的开发测试集都是这些高质量图像，但在开发测试集上

做的评估无法预测你的应用实际的表现。因为你的应用处理的是低质量图像，那么就应该改

变你的开发测试集，让你的数据更能反映你实际需要处理好的数据。 

但总体方针就是，如果你当前的指标和当前用来评估的数据和你真正关心必须做好的事

情关系不大，那就应该更改你的指标或者你的开发测试集，让它们能更够好地反映你的算法

需要处理好的数据。 

有一个评估指标和开发集让你可以更快做出决策，判断算法𝐴还是算法𝐵更优，这真的

可以加速你和你的团队迭代的速度。所以我的建议是，即使你无法定义出一个很完美的评估

指标和开发集，你直接快速设立出来，然后使用它们来驱动你们团队的迭代速度。如果在这

之后，你发现选的不好，你有更好的想法，那么完全可以马上改。对于大多数团队，我建议

最好不要在没有评估指标和开发集时跑太久，因为那样可能会减慢你的团队迭代和改善算法

的速度。本视频讲的是什么时候需要改变你的评估指标和开发测试集，我希望这些方针能让

你的整个团队设立一个明确的目标，一个你们可以高效迭代，改善性能的目标。 
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1.8 为什么是人的表现？（Why human-level performance?） 

在过去的几年里，更多的机器学习团队一直在讨论如何比较机器学习系统和人类的表现，

为什么呢？ 

我认为有两个主要原因，首先是因为深度学习系统的进步，机器学习算法突然变得更好

了。在许多机器学习的应用领域已经开始见到算法已经可以威胁到人类的表现了。其次，事

实证明，当你试图让机器做人类能做的事情时，可以精心设计机器学习系统的工作流程，让

工作流程效率更高，所以在这些场合，比较人类和机器是很自然的，或者你要让机器模仿人

类的行为。 

 

我们来看几个这样的例子，我看到很多机器学习任务中，当你在一个问题上付出了很多

时间之后，所以𝑥轴是时间，这可能是很多个月甚至是很多年。在这些时间里，一些团队或

一些研究小组正在研究一个问题，当你开始往人类水平努力时，进展是很快的。但是过了一

段时间，当这个算法表现比人类更好时，那么进展和精确度的提升就变得更慢了。也许它还

会越来越好，但是在超越人类水平之后，它还可以变得更好，但性能增速，准确度上升的速

度这个斜率，会变得越来越平缓，我们都希望能达到理论最佳性能水平。随着时间的推移，

当您继续训练算法时，可能模型越来越大，数据越来越多，但是性能无法超过某个理论上限，

这就是所谓的贝叶斯最优错误率（Bayes optimal error）。所以贝叶斯最优错误率一般认为是

理论上可能达到的最优错误率，就是说没有任何办法设计出一个𝑥到𝑦的函数，让它能够超过

一定的准确度。 

例如，对于语音识别来说，如果𝑥是音频片段，有些音频就是这么嘈杂，基本不可能知

道说的是什么，所以完美的准确率可能不是 100%。或者对于猫图识别来说，也许一些图像

非常模糊，不管是人类还是机器，都无法判断该图片中是否有猫。所以，完美的准确度可能
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不是 100%。 

而贝叶斯最优错误率有时写作 Bayesian，即省略 optimal，就是从𝑥到𝑦映射的理论最优

函数，永远不会被超越。所以你们应该不会感到意外，这紫色线，无论你在一个问题上工作

多少年，你永远不会超越贝叶斯错误率，贝叶斯最佳错误率。 

 

事实证明，机器学习的进展往往相当快，直到你超越人类的表现之前一直很快，当你超

越人类的表现时，有时进展会变慢。我认为有两个原因，为什么当你超越人类的表现时，进

展会慢下来。一个原因是人类水平在很多任务中离贝叶斯最优错误率已经不远了，人们非常

擅长看图像，分辨里面有没有猫或者听写音频。所以，当你超越人类的表现之后也许没有太

多的空间继续改善了。但第二个原因是，只要你的表现比人类的表现更差，那么实际上可以

使用某些工具来提高性能。一旦你超越了人类的表现，这些工具就没那么好用了。 

我的意思是这样，对于人类相当擅长的任务，包括看图识别事物，听写音频，或阅读语

言，人类一般很擅长处理这些自然数据。对于人类擅长的任务，只要你的机器学习算法比人

类差，你就可以从让人帮你标记数据，你可以让人帮忙或者花钱请人帮你标记例子，这样你

就有更多的数据可以喂给学习算法。下周我们会讨论，人工错误率分析，但只要人类的表现

比任何其他算法都要好，你就可以让人类看看你算法处理的例子，知道错误出在哪里，并尝

试了解为什么人能做对，算法做错。下周我们会看到，这样做有助于提高算法的性能。你也

可以更好地分析偏差和方差，我们稍后会谈一谈。但是只要你的算法仍然比人类糟糕，你就

有这些重要策略可以改善算法。而一旦你的算法做得比人类好，这三种策略就很难利用了。

所以这可能是另一个和人类表现比较的好处，特别是在人类做得很好的任务上。 

为什么机器学习算法往往很擅长模仿人类能做的事情，然后赶上甚至超越人类的表现。

特别是，即使你知道偏差是多少，方差是多少。知道人类在特定任务上能做多好可以帮助你

更好地了解你应该重点尝试减少偏差，还是减少方差，我想在下一个视频中给你一个例子。  
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1.9 可避免偏差（Avoidable bias） 

我们讨论过，你希望你的学习算法能在训练集上表现良好，但有时你实际上并不想做得

太好。你得知道人类水平的表现是怎样的，可以确切告诉你算法在训练集上的表现到底应该

有多好，或者有多不好，让我告诉你是什么意思吧。 

 

我们经常使用猫分类器来做例子，比如人类具有近乎完美的准确度，所以人类水平的错

误是 1%。在这种情况下，如果您的学习算法达到 8%的训练错误率和 10%的开发错误率，那

么你也许想在训练集上得到更好的结果。所以事实上，你的算法在训练集上的表现和人类水

平的表现有很大差距的话，说明你的算法对训练集的拟合并不好。所以从减少偏差和方差的

工具这个角度看，在这种情况下，我会把重点放在减少偏差上。你需要做的是，比如说训练

更大的神经网络，或者跑久一点梯度下降，就试试能不能在训练集上做得更好。 

 

但现在我们看看同样的训练错误率和开发错误率，假设人类的表现不是 1%，我们就把

它抄写过来。但你知道，在不同的应用或者说用在不同的数据集上，假设人类水平错误实际

上是 7.5%，也许你的数据集中的图像非常模糊，即使人类都无法判断这张照片中有没有猫。

这个例子可能稍微更复杂一些，因为人类其实很擅长看照片，分辨出照片里有没有猫。但就

为了举这个例子，比如说你的数据集中的图像非常模糊，分辨率很低，即使人类错误率也达
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到 7.5%。在这种情况下，即使你的训练错误率和开发错误率和其他例子里一样，你就知道，

也许你的系统在训练集上的表现还好，它只是比人类的表现差一点点。在第二个例子中，你

可能希望专注减少这个分量，减少学习算法的方差，也许你可以试试正则化，让你的开发错

误率更接近你的训练错误率。 

所以在之前的课程关于偏差和方差的讨论中，我们主要假设有一些任务的贝叶斯错误率

几乎为 0。所以要解释这里发生的事情，看看这个猫分类器，用人类水平的错误率估计或代

替贝叶斯错误率或贝叶斯最优错误率，对于计算机视觉任务而言，这样替代相当合理，因为

人类实际上是非常擅长计算机视觉任务的，所以人类能做到的水平和贝叶斯错误率相差不

远。根据定义，人类水平错误率比贝叶斯错误率高一点，因为贝叶斯错误率是理论上限，但

人类水平错误率离贝叶斯错误率不会太远。所以这里比较意外的是取决于人类水平错误率有

多少，或者这真的就很接近贝叶斯错误率，所以我们假设它就是，但取决于我们认为什么样

的水平是可以实现的。 

 

在这两种情况下，具有同样的训练错误率和开发错误率，我们决定专注于减少偏差的策

略或者减少方差的策略。那么左边的例子发生了什么？ 8%的训练错误率真的很高，你认为

你可以把它降到 1%，那么减少偏差的手段可能有效。而在右边的例子中，如果你认为贝叶

斯错误率是 7.5%，这里我们使用人类水平错误率来替代贝叶斯错误率，但是你认为贝叶斯

错误率接近 7.5%，你就知道没有太多改善的空间了，不能继续减少你的训练错误率了，你

也不会希望它比 7.5%好得多，因为这种目标只能通过可能需要提供更进一步的训练。而这

边，就还（训练误差和开发误差之间）有更多的改进空间，可以将这个 2%的差距缩小一点，

使用减少方差的手段应该可行，比如正则化，或者收集更多的训练数据。 

所以要给这些概念命名一下，这不是广泛使用的术语，但我觉得这么说思考起来比较流

畅。就是把这个差值，贝叶斯错误率或者对贝叶斯错误率的估计和训练错误率之间的差值称

为可避免偏差，你可能希望一直提高训练集表现，直到你接近贝叶斯错误率，但实际上你也
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不希望做到比贝叶斯错误率更好，这理论上是不可能超过贝叶斯错误率的，除非过拟合。而

这个训练错误率和开发错误率之前的差值，就大概说明你的算法在方差问题上还有多少改善

空间。 

 

可避免偏差这个词说明了有一些别的偏差，或者错误率有个无法超越的最低水平，那就

是说如果贝叶斯错误率是 7.5%。你实际上并不想得到低于该级别的错误率，所以你不会说

你的训练错误率是 8%，然后 8%就衡量了例子中的偏差大小。你应该说，可避免偏差可能在

0.5%左右，或者 0.5%是可避免偏差的指标。而这个 2%是方差的指标，所以要减少这个 2%

比减少这个 0.5%空间要大得多。而在左边的例子中，这 7%衡量了可避免偏差大小，而 2%

衡量了方差大小。所以在左边这个例子里，专注减少可避免偏差可能潜力更大。 

所以在这个例子中，当你理解人类水平错误率，理解你对贝叶斯错误率的估计，你就可

以在不同的场景中专注于不同的策略，使用避免偏差策略还是避免方差策略。在训练时如何

考虑人类水平表现来决定工作着力点，具体怎么做还有更多微妙的细节，所以在下一个视频

中，我们会深入了解人类水平表现的真正意义。 
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1.10 理解人的表现（Understanding human-level performance） 

人类水平表现这个词在论文里经常随意使用，但我现在告诉你这个词更准确的定义，特

别是使用人类水平表现这个词的定义，可以帮助你们推动机器学习项目的进展。还记得上个

视频中，我们用过这个词“人类水平错误率”用来估计贝叶斯误差，那就是理论最低的错误率，

任何函数不管是现在还是将来，能够到达的最低值。我们先记住这点，然后看看医学图像分

类例子。 

 

假设你要观察这样的放射科图像，然后作出分类诊断，假设一个普通的人类，未经训练

的人类，在此任务上达到 3%的错误率。普通的医生，也许是普通的放射科医生，能达到 1%

的错误率。经验丰富的医生做得更好，错误率为 0.7%。还有一队经验丰富的医生，就是说如

果你有一个经验丰富的医生团队，让他们都看看这个图像，然后讨论并辩论，他们达成共识

的意见达到 0.5%的错误率。所以我想问你的问题是，你应该如何界定人类水平错误率？人

类水平错误率 3%,1%, 0.7%还是 0.5%？ 

你也可以暂停视频思考一下，要回答这个问题，我想请你记住，思考人类水平错误率最

有用的方式之一是，把它作为贝叶斯错误率的替代或估计。如果你愿意，也可以暂停视频，

思考一下这个问题。 

但这里我就直接给出人类水平错误率的定义，就是如果你想要替代或估计贝叶斯错误率，

那么一队经验丰富的医生讨论和辩论之后，可以达到 0.5%的错误率。我们知道贝叶斯错误

率小于等于 0.5%，因为有些系统，这些医生团队可以达到 0.5%的错误率。所以根据定义，

最优错误率必须在 0.5%以下。我们不知道多少更好，也许有一个更大的团队，更有经验的
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医生能做得更好，所以也许比 0.5%好一点。但是我们知道最优错误率不能高于 0.5%，那么

在这个背景下，我就可以用 0.5%估计贝叶斯错误率。所以我将人类水平定义为 0.5%，至少

如果你希望使用人类水平错误来分析偏差和方差的时候，就像上个视频那样。 

现在，为了发表研究论文或者部署系统，也许人类水平错误率的定义可以不一样，你可

以使用 1%，只要你超越了一个普通医生的表现，如果能达到这种水平，那系统已经达到实

用了。也许超过一名放射科医生，一名医生的表现，意味着系统在一些情况下可以有部署价

值了。 

本视频的要点是，在定义人类水平错误率时，要弄清楚你的目标所在，如果要表明你可

以超越单个人类，那么就有理由在某些场合部署你的系统，也许这个定义是合适的。但是如

果您的目标是替代贝叶斯错误率，那么这个定义（经验丰富的医生团队——0.5%）才合适。 

 

要了解为什么这个很重要，我们来看一个错误率分析的例子。比方说，在医学图像诊断

例子中，你的训练错误率是 5%，你的开发错误率是 6%。而在上一张幻灯片的例子中，我们

的人类水平表现，我将它看成是贝叶斯错误率的替代品，取决于你是否将它定义成普通单个

医生的表现，还是有经验的医生或医生团队的表现，你可能会用 1%或 0.7%或 0.5%。同时也

回想一下，前面视频中的定义，贝叶斯错误率或者说贝叶斯错误率的估计和训练错误率直接

的差值就衡量了所谓的可避免偏差，这（训练误差与开发误差之间的差值）可以衡量或者估

计你的学习算法的方差问题有多严重。 

所以在这个第一个例子中，无论你做出哪些选择，可避免偏差大概是 4%，这个值我想

介于……，如果你取 1%就是 4%，如果你取 0.5%就是 4.5%，而这个差距（训练误差与开发误

差之间的差值）是 1%。所以在这个例子中，我得说，不管你怎么定义人类水平错误率，使

用单个普通医生的错误率定义，还是单个经验丰富医生的错误率定义或经验丰富的医生团队
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的错误率定义，这是 4%还是 4.5%，这明显比都比方差问题更大。所以在这种情况下，你应

该专注于减少偏差的技术，例如培训更大的网络。 

 

现在来看看第二个例子，比如说你的训练错误率是 1%，开发错误率是 5%，这其实也不

怎么重要，这种问题更像学术界讨论的，人类水平表现是 1%或 0.7%还是 0.5%。因为不管你

使用哪一个定义，你测量可避免偏差的方法是，如果用那个值，就是 0%到 0.5%之前，对吧？

那就是人类水平和训练错误率之前的差距，而这个差距是 4%，所以这个 4%差距比任何一种

定义的可避免偏差都大。所以他们就建议，你应该主要使用减少方差的工具，比如正则化或

者去获取更大的训练集。 

什么时候真正有效呢? 

就是比如你的训练错误率是 0.7%，所以你现在已经做得很好了，你的开发错误率是 0.8%。

在这种情况下，你用 0.5%来估计贝叶斯错误率关系就很大。因为在这种情况下，你测量到

的可避免偏差是 0.2%，这是你测量到的方差问题 0.1%的两倍，这表明也许偏差和方差都存

在问题。但是，可避免偏差问题更严重。在这个例子中，我们在上一张幻灯片中讨论的是 0.5%，

就是对贝叶斯错误率的最佳估计，因为一群人类医生可以实现这一目标。如果你用 0.7 代替

贝叶斯错误率，你测得的可避免偏差基本上是 0%，那你就可能忽略可避免偏差了。实际上

你应该试试能不能在训练集上做得更好。 

我希望讲这个能让你们有点概念，知道为什么机器学习问题上取得进展会越来越难，当

你接近人类水平时进展会越来越难。 
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在这个例子中，一旦你接近 0.7%错误率，除非你非常小心估计贝叶斯错误率，你可能

无法知道离贝叶斯错误率有多远，所以你应该尽量减少可避免偏差。事实上，如果你只知道

单个普通医生能达到 1%错误率，这可能很难知道是不是应该继续去拟合训练集，这种问题

只会出现在你的算法已经做得很好的时候，只有你已经做到 0.7%, 0.8%, 接近人类水平时会

出现。 

而在左边的两个例子中，当你远离人类水平时，将优化目标放在偏差或方差上可能更容

易一点。这就说明了，为什么当你们接近人类水平时，更难分辨出问题是偏差还是方差。所

以机器学习项目的进展在你已经做得很好的时候，很难更进一步。 

 

总结一下我们讲到的，如果你想理解偏差和方差，那么在人类可以做得很好的任务中，

你可以估计人类水平的错误率，你可以使用人类水平错误率来估计贝叶斯错误率。所以你到

贝叶斯错误率估计值的差距，告诉你可避免偏差问题有多大，可避免偏差问题有多严重，而

训练错误率和开发错误率之间的差值告诉你方差上的问题有多大，你的算法是否能够从训练

集泛化推广到开发集。 

今天讲的和之前课程中见到的重大区别是，以前你们比较的是训练错误率和 0%，直接
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用这个值估计偏差。相比之下，在这个视频中，我们有一个更微妙的分析，其中并没有假设

你应该得到 0%错误率，因为有时贝叶斯错误率是非零的，有时基本不可能做到比某个错误

率阈值更低。所以在之前的课程中，我们测量的是训练错误率，然后观察的是训练错误率比

0%高多少，就用这个差值来估计偏差有多大。而事实证明，对于贝叶斯错误率几乎是 0%的

问题这样就行了，例如识别猫，人类表现接近完美，所以贝叶斯错误率也接近完美。所以当

贝叶斯错误率几乎为零时，可以那么做。但数据噪点很多时，比如背景声音很嘈杂的语言识

别，有时几乎不可能听清楚说的是什么，并正确记录下来。对于这样的问题，更好的估计贝

叶斯错误率很有必要，可以帮助你更好地估计可避免偏差和方差，这样你就能更好的做出决

策，选择减少偏差的策略，还是减少方差的策略。 

回顾一下，对人类水平有大概的估计可以让你做出对贝叶斯错误率的估计，这样可以让

你更快地作出决定是否应该专注于减少算法的偏差，或者减少算法的方差。这个决策技巧通

常很有效，直到你的系统性能开始超越人类，那么你对贝叶斯错误率的估计就不再准确了，

但这些技巧还是可以帮你做出明确的决定。 

现在，深度学习的令人兴奋的发展之一就是对于越来越多的任务，我们的系统实际上可

以超越人类了。在下一个视频中，让我们继续谈谈超越人类水平的过程。 
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1.11 超过人的表现（Surpassing human- level performance） 

很多团队会因为机器在特定的识别分类任务中超越了人类水平而激动不已，我们谈谈这

些情况，看看你们自己能不能达到。 

我们讨论过机器学习进展，会在接近或者超越人类水平的时候变得越来越慢。我们举例

谈谈为什么会这样。 

 

假设你有一个问题，一组人类专家充分讨论辩论之后，达到 0.5%的错误率，单个人类

专家错误率是 1%，然后你训练出来的算法有 0.6%的训练错误率，0.8%的开发错误率。所以

在这种情况下，可避免偏差是多少？这个比较容易回答，0.5%是你对贝叶斯错误率的估计，

所以可避免偏差就是 0.1%。你不会用这个 1%的数字作为参考，你用的是这个差值，所以也

许你对可避免偏差的估计是至少 0.1%，然后方差是 0.2%。和减少可避免偏差比较起来，减

少方差可能空间更大。 

但现在我们来看一个比较难的例子，一个人类专家团和单个人类专家的表现和以前一样，

但你的算法可以得到 0.3%训练错误率，还有 0.4%开发错误率。现在，可避免偏差是什么呢？

现在其实很难回答，事实上你的训练错误率是 0.3%，这是否意味着你过拟合了 0.2%，或者

说贝叶斯错误率其实是 0.1%呢？或者也许贝叶斯错误率是 0.2%？或者贝叶斯错误率是 0.3%

呢？你真的不知道。但是基于本例中给出的信息，你实际上没有足够的信息来判断优化你的

算法时应该专注减少偏差还是减少方差，这样你取得进展的效率就会降低。还有比如说，如

果你的错误率已经比一群充分讨论辩论后的人类专家更低，那么依靠人类直觉去判断你的算

法还能往什么方向优化就很难了。所以在这个例子中，一旦你超过这个 0.5%的门槛，要进

一步优化你的机器学习问题就没有明确的选项和前进的方向了。这并不意味着你不能取得进

展，你仍然可以取得重大进展。但现有的一些工具帮助你指明方向的工具就没那么好用了。 
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现在，机器学习有很多问题已经可以大大超越人类水平了。例如，我想网络广告，估计

某个用户点击广告的可能性，可能学习算法做到的水平已经超越任何人类了。还有提出产品

建议，向你推荐电影或书籍之类的任务。我想今天的网站做到的水平已经超越你最亲近的朋

友了。还有物流预测，从𝐴到𝐵开车需要多久，或者预测快递车从𝐴开到𝐵需要多少时间。或

者预测某人会不会偿还贷款，这样你就能判断是否批准这人的贷款。我想这些问题都是今天

的机器学习远远超过了单个人类的表现。 

请注意这四个例子，所有这四个例子都是从结构化数据中学习得来的，这里你可能有个

数据库记录用户点击的历史，你的购物历史数据库，或者从𝐴到𝐵需要多长时间的数据库，

以前的贷款申请及结果的数据库，这些并不是自然感知问题，这些不是计算机视觉问题，或

语音识别，或自然语言处理任务。人类在自然感知任务中往往表现非常好，所以有可能对计

算机来说在自然感知任务的表现要超越人类要更难一些。 

最后，这些问题中，机器学习团队都可以访问大量数据，所以比如说，那四个应用中，

最好的系统看到的数据量可能比任何人类能看到的都多，所以这样就相对容易得到超越人类

水平的系统。现在计算机可以检索那么多数据，它可以比人类更敏锐地识别出数据中的统计

规律。 

除了这些问题，今天已经有语音识别系统超越人类水平了，还有一些计算机视觉任务，

一些图像识别任务，计算机已经超越了人类水平。但是由于人类对这种自然感知任务非常擅

长，我想计算机达到那种水平要难得多。还有一些医疗方面的任务，比如阅读 ECG 或诊断皮

肤癌，或者某些特定领域的放射科读图任务，这些任务计算机做得非常好了，也许超越了单

个人类的水平。 

在深度学习的最新进展中，其中一个振奋人心的方面是，即使在自然感知任务中，在某

些情况下，计算机已经可以超越人类的水平了。不过现在肯定更加困难，因为人类一般很擅
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长这种自然感知任务。 

所以要达到超越人类的表现往往不容易，但如果有足够多的数据，已经有很多深度学习

系统，在单一监督学习问题上已经超越了人类的水平，所以这对你在开发的应用是有意义的。

我希望有一天你也能够搭建出超越人类水平的深度学习系统。 
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1.12 改 善 你 的 模 型 的 表 现 （ Improving your model 

performance） 

你们学过正交化，如何设立开发集和测试集，用人类水平错误率来估计贝叶斯错误率以

及如何估计可避免偏差和方差。我们现在把它们全部组合起来写成一套指导方针，如何提高

学习算法性能的指导方针。 

 

所以我想要让一个监督学习算法达到实用，基本上希望或者假设你可以完成两件事情。

首先，你的算法对训练集的拟合很好，这可以看成是你能做到可避免偏差很低。还有第二件

事你可以做好的是，在训练集中做得很好，然后推广到开发集和测试集也很好，这就是说方

差不是太大。 

在正交化的精神下，你可以看到这里有第二组旋钮，可以修正可避免偏差问题，比如训

练更大的网络或者训练更久。还有一套独立的技巧可以用来处理方差问题，比如正则化或者

收集更多训练数据。 

总结一下前几段视频我们见到的步骤，如果你想提升机器学习系统的性能，我建议你们

看看训练错误率和贝叶斯错误率估计值之间的距离，让你知道可避免偏差有多大。换句话说，

就是你觉得还能做多好，你对训练集的优化还有多少空间。然后看看你的开发错误率和训练

错误率之间的距离，就知道你的方差问题有多大。换句话说，你应该做多少努力让你的算法

表现能够从训练集推广到开发集，算法是没有在开发集上训练的。 

如果你想用尽一切办法减少可避免偏差，我建议试试这样的策略：比如使用规模更大的

模型，这样算法在训练集上的表现会更好，或者训练更久。使用更好的优化算法，比如说加

入 momentum 或者 RMSprop，或者使用更好的算法，比如 Adam。你还可以试试寻找更好

的新神经网络架构，或者说更好的超参数。这些手段包罗万有，你可以改变激活函数，改变
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层数或者隐藏单位数，虽然你这么做可能会让模型规模变大。或者试用其他模型，其他架构，

如循环神经网络和卷积神经网络。在之后的课程里我们会详细介绍的，新的神经网络架构能

否更好地拟合你的训练集，有时也很难预先判断，但有时换架构可能会得到好得多的结果。 

 

另外当你发现方差是个问题时，你可以试用很多技巧，包括以下这些：你可以收集更多

数据，因为收集更多数据去训练可以帮你更好地推广到系统看不到的开发集数据。你可以尝

试正则化，包括𝐿2正则化，dropout 正则化或者我们在之前课程中提到的数据增强。同时你

也可以试用不同的神经网络架构，超参数搜索，看看能不能帮助你，找到一个更适合你的问

题的神经网络架构。 

我想这些偏差、可避免偏差和方差的概念是容易上手，难以精通的。如果你能系统全面

地应用本周课程里的概念，你实际上会比很多现有的机器学习团队更有效率、更系统、更有

策略地系统提高机器学习系统的性能。 
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第二周：机器学习策略（2）(ML Strategy (2)) 

2.1 进行误差分析（Carrying out error analysis） 

你好，欢迎回来，如果你希望让学习算法能够胜任人类能做的任务，但你的学习算法还

没有达到人类的表现，那么人工检查一下你的算法犯的错误也许可以让你了解接下来应该做

什么。这个过程称为错误分析，我们从一个例子开始讲吧。 

 

假设你正在调试猫分类器，然后你取得了 90%准确率，相当于 10%错误，，在你的开发

集上做到这样，这离你希望的目标还有很远。也许你的队员看了一下算法分类出错的例子，

注意到算法将一些狗分类为猫，你看看这两只狗，它们看起来是有点像猫，至少乍一看是。

所以也许你的队友给你一个建议，如何针对狗的图片优化算法。试想一下，你可以针对狗，

收集更多的狗图，或者设计一些只处理狗的算法功能之类的，为了让你的猫分类器在狗图上

做的更好，让算法不再将狗分类成猫。所以问题在于，你是不是应该去开始做一个项目专门

处理狗？这项目可能需要花费几个月的时间才能让算法在狗图片上犯更少的错误，这样做值

得吗？或者与其花几个月做这个项目，有可能最后发现这样一点用都没有。这里有个错误分

析流程，可以让你很快知道这个方向是否值得努力。 

这是我建议你做的，首先，收集一下，比如说 100 个错误标记的开发集样本，然后手动

检查，一次只看一个，看看你的开发集里有多少错误标记的样本是狗。现在，假设事实上，
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你的 100 个错误标记样本中只有 5%是狗，就是说在 100 个错误标记的开发集样本中，有 5

个是狗。这意味着 100 个样本，在典型的 100 个出错样本中，即使你完全解决了狗的问题，

你也只能修正这 100 个错误中的 5 个。或者换句话说，如果只有 5%的错误是狗图片，那么

如果你在狗的问题上花了很多时间，那么你最多只能希望你的错误率从 10%下降到 9.5%，

对吧？错误率相对下降了 5%（总体下降了 0.5%，100 的错误样本，错误率为 10%，则样本

为 1000），那就是 10%下降到 9.5%。你就可以确定这样花时间不好，或者也许应该花时间，

但至少这个分析给出了一个上限。如果你继续处理狗的问题，能够改善算法性能的上限，对

吧？在机器学习中，有时我们称之为性能上限，就意味着，最好能到哪里，完全解决狗的问

题可以对你有多少帮助。 

但现在，假设发生了另一件事，假设我们观察一下这 100 个错误标记的开发集样本，你

发现实际有 50 张图都是狗，所以有 50%都是狗的照片，现在花时间去解决狗的问题可能效

果就很好。这种情况下，如果你真的解决了狗的问题，那么你的错误率可能就从 10%下降到

5%了。然后你可能觉得让错误率减半的方向值得一试，可以集中精力减少错误标记的狗图

的问题。 

我知道在机器学习中，有时候我们很鄙视手工操作，或者使用了太多人为数值。但如果

你要搭建应用系统，那这个简单的人工统计步骤，错误分析，可以节省大量时间，可以迅速

决定什么是最重要的，或者最有希望的方向。实际上，如果你观察 100 个错误标记的开发集

样本，也许只需要 5 到 10 分钟的时间，亲自看看这 100 个样本，并亲自统计一下有多少是

狗。根据结果，看看有没有占到 5%、50%或者其他东西。这个在 5 到 10 分钟之内就能给你

估计这个方向有多少价值，并且可以帮助你做出更好的决定，是不是把未来几个月的时间投

入到解决错误标记的狗图这个问题。 

 

在本幻灯片中，我们要描述一下如何使用错误分析来评估某个想法，这个样本里狗的问

题是否值得解决。有时你在做错误分析时，也可以同时并行评估几个想法，比如，你有几个

改善猫检测器的想法，也许你可以改善针对狗图的性能，或者有时候要注意，那些猫科动物，
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如狮子，豹，猎豹等等，它们经常被分类成小猫或者家猫，所以你也许可以想办法解决这个

错误。或者也许你发现有些图像是模糊的，如果你能设计出一些系统，能够更好地处理模糊

图像。也许你有些想法，知道大概怎么处理这些问题，要进行错误分析来评估这三个想法。 

 

我会做的是建立这样一个表格，我通常用电子表格来做，但普通文本文件也可以。在最

左边，人工过一遍你想分析的图像集，所以图像可能是从 1 到 100，如果你观察 100 张图的

话。电子表格的一列就对应你要评估的想法，所以狗的问题，猫科动物的问题，模糊图像的

问题，我通常也在电子表格中留下空位来写评论。所以记住，在错误分析过程中，你就看看

算法识别错误的开发集样本，如果你发现第一张识别错误的图片是狗图，那么我就在那里打

个勾，为了帮我自己记住这些图片，有时我会在评论里注释，也许这是一张比特犬的图。如

果第二张照片很模糊，也记一下。如果第三张是在下雨天动物园里的狮子，被识别成猫了，

这是大型猫科动物，还有图片模糊，在评论部分写动物园下雨天，是雨天让图像模糊的之类

的。最后，这组图像过了一遍之后，我可以统计这些算法(错误)的百分比，或者这里每个错

误类型的百分比，有多少是狗，大猫或模糊这些错误类型。所以也许你检查的图像中 8%是

狗，可能 43%属于大猫，61%属于模糊。这意味着扫过每一列，并统计那一列有多少百分比

图像打了勾。 

 

在这个步骤做到一半时，有时你可能会发现其他错误类型，比如说你可能发现有

Instagram 滤镜，那些花哨的图像滤镜，干扰了你的分类器。在这种情况下，实际上可以在

错误分析途中，增加这样一列，比如多色滤镜 Instagram 滤镜和 Snapchat 滤镜，然后再过
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一遍，也统计一下那些问题，并确定这个新的错误类型占了多少百分比，这个分析步骤的结

果可以给出一个估计，是否值得去处理每个不同的错误类型。 

例如，在这个样本中，有很多错误来自模糊图片，也有很多错误类型是大猫图片。所以

这个分析的结果不是说你一定要处理模糊图片，这个分析没有给你一个严格的数学公式，告

诉你应该做什么，但它能让你对应该选择那些手段有个概念。它也告诉你，比如说不管你对

狗图片或者 Instagram 图片处理得有多好，在这些例子中，你最多只能取得 8%或者 12%的

性能提升。而在大猫图片这一类型，你可以做得更好。或者模糊图像，这些类型有改进的潜

力。这些类型里，性能提高的上限空间要大得多。所以取决于你有多少改善性能的想法，比

如改善大猫图片或者模糊图片的表现。也许你可以选择其中两个，或者你的团队成员足够多，

也许你把团队可以分成两个团队，其中一个想办法改善大猫的识别，另一个团队想办法改善

模糊图片的识别。但这个快速统计的步骤，你可以经常做，最多需要几小时，就可以真正帮

你选出高优先级任务，并了解每种手段对性能有多大提升空间。 

所以总结一下，进行错误分析，你应该找一组错误样本，可能在你的开发集里或者测试

集里，观察错误标记的样本，看看假阳性（false positives）和假阴性（false negatives），统

计属于不同错误类型的错误数量。在这个过程中，你可能会得到启发，归纳出新的错误类型，

就像我们看到的那样。如果你过了一遍错误样本，然后说，天，有这么多 Instagram 滤镜或

Snapchat 滤镜，这些滤镜干扰了我的分类器，你就可以在途中新建一个错误类型。总之，通

过统计不同错误标记类型占总数的百分比，可以帮你发现哪些问题需要优先解决，或者给你

构思新优化方向的灵感。在做错误分析的时候，有时你会注意到开发集里有些样本被错误标

记了，这时应该怎么做呢？我们下一个视频来讨论。 
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2.2 清除标注错误的数据（Cleaning up Incorrectly labeled 

data） 

你的监督学习问题的数据由输入𝑥和输出标签 𝑦 构成，如果你观察一下你的数据，并发

现有些输出标签 𝑦 是错的，你的数据有些标签是错的，是否值得花时间去修正这些标签呢？ 

 

我们看看在猫分类问题中，图片是猫，𝑦 = 1；不是猫，𝑦 = 0。所以假设你看了一些数

据样本，发现这（倒数第二张图片）其实不是猫，所以这是标记错误的样本。我用了这个词，

“标记错误的样本”来表示你的学习算法输出了错误的 𝑦 值。但我要说的是，对于标记错误

的样本，参考你的数据集，在训练集或者测试集 𝑦  的标签，人类给这部分数据加的标签，

实际上是错的，这实际上是一只狗，所以 𝑦 其实应该是 0，也许做标记的那人疏忽了。如

果你发现你的数据有一些标记错误的样本，你该怎么办？ 

 

首先，我们来考虑训练集，事实证明，深度学习算法对于训练集中的随机错误是相当健

壮的（robust）。只要你的标记出错的样本，只要这些错误样本离随机错误不太远，有时可

能做标记的人没有注意或者不小心，按错键了，如果错误足够随机，那么放着这些错误不管

可能也没问题，而不要花太多时间修复它们。 

当然你浏览一下训练集，检查一下这些标签，并修正它们也没什么害处。有时候修正这

些错误是有价值的，有时候放着不管也可以，只要总数据集总足够大，实际错误率可能不会

太高。我见过一大批机器学习算法训练的时候，明知训练集里有𝑥个错误标签，但最后训练

出来也没问题。 
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我这里先警告一下，深度学习算法对随机误差很健壮，但对系统性的错误就没那么健壮

了。所以比如说，如果做标记的人一直把白色的狗标记成猫，那就成问题了。因为你的分类

器学习之后，会把所有白色的狗都分类为猫。但随机错误或近似随机错误，对于大多数深度

学习算法来说不成问题。 

 

现在，之前的讨论集中在训练集中的标记出错的样本，那么如果是开发集和测试集中有

这些标记出错的样本呢？如果你担心开发集或测试集上标记出错的样本带来的影响，他们一

般建议你在错误分析时，添加一个额外的列，这样你也可以统计标签 𝑦 = 1错误的样本数。

所以比如说，也许你统计一下对 100 个标记出错的样本的影响，所以你会找到 100 个样本，

其中你的分类器的输出和开发集的标签不一致，有时对于其中的少数样本，你的分类器输出

和标签不同，是因为标签错了，而不是你的分类器出错。所以也许在这个样本中，你发现标

记的人漏了背景里的一只猫，所以那里打个勾，来表示样本 98 标签出错了。也许这张图实

际上是猫的画，而不是一只真正的猫，也许你希望标记数据的人将它标记为𝑦 = 0，而不是 

𝑦 = 1，然后再在那里打个勾。当你统计出其他错误类型的百分比后，就像我们在之前的视

频中看到的那样，你还可以统计因为标签错误所占的百分比，你的开发集里的 𝑦 值是错的，

这就解释了为什么你的学习算法做出和数据集里的标记不一样的预测 1。 

所以现在问题是，是否值得修正这 6%标记出错的样本，我的建议是，如果这些标记错

误严重影响了你在开发集上评估算法的能力，那么就应该去花时间修正错误的标签。但是，

如果它们没有严重影响到你用开发集评估成本偏差的能力，那么可能就不应该花宝贵的时间

去处理。 

我给你看一个样本，解释清楚我的意思。所以我建议你看 3 个数字来确定是否值得去人

工修正标记出错的数据，我建议你看看整体的开发集错误率，在我们以前的视频中的样本，

我们说也许我们的系统达到了 90%整体准确度，所以有 10%错误率，那么你应该看看错误标

记引起的错误的数量或者百分比。所以在这种情况下，6％的错误来自标记出错，所以 10%

的 6%就是 0.6%。也许你应该看看其他原因导致的错误，如果你的开发集上有 10%错误，其
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中 0.6%是因为标记出错，剩下的占 9.4%，是其他原因导致的，比如把狗误认为猫，大猫图

片。所以在这种情况下，我说有 9.4%错误率需要集中精力修正，而标记出错导致的错误是

总体错误的一小部分而已，所以如果你一定要这么做，你也可以手工修正各种错误标签，但

也许这不是当下最重要的任务。 

 

我们再看另一个样本，假设你在学习问题上取得了很大进展，所以现在错误率不再是 10%

了，假设你把错误率降到了 2%，但总体错误中的 0.6%还是标记出错导致的。所以现在，如

果你想检查一组标记出错的开发集图片，开发集数据有 2%标记错误了，那么其中很大一部

分，0.6%除以 2%，实际上变成 30%标签而不是 6%标签了。有那么多错误样本其实是因为标

记出错导致的，所以现在其他原因导致的错误是 1.4%。当测得的那么大一部分的错误都是

开发集标记出错导致的，那似乎修正开发集里的错误标签似乎更有价值。 

 

如果你还记得设立开发集的目标的话，开发集的主要目的是，你希望用它来从两个分类

器𝐴和𝐵中选择一个。所以当你测试两个分类器𝐴和𝐵时，在开发集上一个有 2.1%错误率，另

一个有 1.9%错误率，但是你不能再信任开发集了，因为它无法告诉你这个分类器是否比这

个好，因为 0.6%的错误率是标记出错导致的。那么现在你就有很好的理由去修正开发集里

的错误标签，因为在右边这个样本中，标记出错对算法错误的整体评估标准有严重的影响。

而左边的样本中，标记出错对你算法影响的百分比还是相对较小的。 

现在如果你决定要去修正开发集数据，手动重新检查标签，并尝试修正一些标签，这里

还有一些额外的方针和原则需要考虑。首先，我鼓励你不管用什么修正手段，都要同时作用

到开发集和测试集上，我们之前讨论过为什么，开发和测试集必须来自相同的分布。开发集
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确定了你的目标，当你击中目标后，你希望算法能够推广到测试集上，这样你的团队能够更

高效的在来自同一分布的开发集和测试集上迭代。如果你打算修正开发集上的部分数据，那

么最好也对测试集做同样的修正以确保它们继续来自相同的分布。所以我们雇佣了一个人来

仔细检查这些标签，但必须同时检查开发集和测试集。 

 

其次，我强烈建议你要考虑同时检验算法判断正确和判断错误的样本，要检查算法出错

的样本很容易，只需要看看那些样本是否需要修正，但还有可能有些样本算法判断正确，那

些也需要修正。如果你只修正算法出错的样本，你对算法的偏差估计可能会变大，这会让你

的算法有一点不公平的优势，我们就需要再次检查出错的样本，但也需要再次检查做对的样

本，因为算法有可能因为运气好把某个东西判断对了。在那个特例里，修正那些标签可能会

让算法从判断对变成判断错。这第二点不是很容易做，所以通常不会这么做。通常不会这么

做的原因是，如果你的分类器很准确，那么判断错的次数比判断正确的次数要少得多。那么

就有 2%出错，98%都是对的，所以更容易检查 2%数据上的标签，然而检查 98%数据上的标

签要花的时间长得多，所以通常不这么做，但也是要考虑到的。 

 

最后，如果你进入到一个开发集和测试集去修正这里的部分标签，你可能会，也可能不

会去对训练集做同样的事情，还记得我们在其他视频里讲过，修正训练集中的标签其实相对

没那么重要，你可能决定只修正开发集和测试集中的标签，因为它们通常比训练集小得多，

你可能不想把所有额外的精力投入到修正大得多的训练集中的标签，所以这样其实是可以

的。我们将在本周晚些时候讨论一些步骤，用于处理你的训练数据分布和开发与测试数据不

同的情况，对于这种情况学习算法其实相当健壮，你的开发集和测试集来自同一分布非常重

要。但如果你的训练集来自稍微不同的分布，通常这是一件很合理的事情，我会在本周晚些
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时候谈谈如何处理这个问题。 

最后我讲几个建议： 

首先，深度学习研究人员有时会喜欢这样说：“我只是把数据提供给算法，我训练过了，

效果拔群”。这话说出了很多深度学习错误的真相，更多时候，我们把数据喂给算法，然后

训练它，并减少人工干预，减少使用人类的见解。但我认为，在构造实际系统时，通常需要

更多的人工错误分析，更多的人类见解来架构这些系统，尽管深度学习的研究人员不愿意承

认这点。 

其次，不知道为什么，我看一些工程师和研究人员不愿意亲自去看这些样本，也许做这

些事情很无聊，坐下来看 100 或几百个样本来统计错误数量，但我经常亲自这么做。当我带

领一个机器学习团队时，我想知道它所犯的错误，我会亲自去看看这些数据，尝试和一部分

错误作斗争。我想就因为花了这几分钟，或者几个小时去亲自统计数据，真的可以帮你找到

需要优先处理的任务，我发现花时间亲自检查数据非常值得，所以我强烈建议你们这样做，

如果你在搭建你的机器学习系统的话，然后你想确定应该优先尝试哪些想法，或者哪些方向。 

这就是错误分析过程，在下一个视频中，我想分享一下错误分析是如何在启动新的机器

学习项目中发挥作用的。 
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2.3 快速搭建你的第一个系统，并进行迭代（Build your first 

system quickly, then iterate） 

如果你正在开发全新的机器学习应用，我通常会给你这样的建议，你应该尽快建立你的

第一个系统原型，然后快速迭代。 

让我告诉你我的意思，我在语音识别领域研究了很多年，如果你正在考虑建立一个新的

语音识别系统，其实你可以走很多方向，可以优先考虑很多事情。 

比如，有一些特定的技术，可以让语音识别系统对嘈杂的背景更加健壮，嘈杂的背景可

能是说咖啡店的噪音，背景里有很多人在聊天，或者车辆的噪音，高速上汽车的噪音或者其

他类型的噪音。有一些方法可以让语音识别系统在处理带口音时更健壮，还有特定的问题和

麦克风与说话人距离很远有关，就是所谓的远场语音识别。儿童的语音识别带来特殊的挑战，

挑战来自单词发音方面，还有他们选择的词汇，他们倾向于使用的词汇。还有比如说，说话

人口吃，或者说了很多无意义的短语，比如“哦”，“啊”之类的。你可以选择很多不同的技术，

让你听写下来的文本可读性更强，所以你可以做很多事情来改进语音识别系统。 

 

一般来说，对于几乎所有的机器学习程序可能会有 50 个不同的方向可以前进，并且每

个方向都是相对合理的可以改善你的系统。但挑战在于，你如何选择一个方向集中精力处理。

即使我已经在语音识别领域工作多年了，如果我要为一个新应用程序域构建新系统，我还是

觉得很难不花时间去思考这个问题就直接选择方向。所以我建议你们，如果你想搭建全新的

机器学习程序，就是快速搭好你的第一个系统，然后开始迭代。我的意思是我建议你快速设

立开发集和测试集还有指标，这样就决定了你的目标所在，如果你的目标定错了，之后改也
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是可以的。但一定要设立某个目标，然后我建议你马上搭好一个机器学习系统原型，然后找

到训练集，训练一下，看看效果，开始理解你的算法表现如何，在开发集测试集，你的评估

指标上表现如何。当你建立第一个系统后，你就可以马上用到之前说的偏差方差分析，还有

之前最后几个视频讨论的错误分析，来确定下一步优先做什么。特别是如果错误分析让你了

解到大部分的错误的来源是说话人远离麦克风，这对语音识别构成特殊挑战，那么你就有很

好的理由去集中精力研究这些技术，所谓远场语音识别的技术，这基本上就是处理说话人离

麦克风很远的情况。 

建立这个初始系统的所有意义在于，它可以是一个快速和粗糙的实现（quick and dirty 

implementation），你知道的，别想太多。初始系统的全部意义在于，有一个学习过的系统，

有一个训练过的系统，让你确定偏差方差的范围，就可以知道下一步应该优先做什么，让你

能够进行错误分析，可以观察一些错误，然后想出所有能走的方向，哪些是实际上最有希望

的方向。 

 

所以回顾一下，我建议你们快速建立你的第一个系统，然后迭代。不过如果你在这个应

用程序领域有很多经验，这个建议适用程度要低一些。还有一种情况适应程度更低，当这个

领域有很多可以借鉴的学术文献，处理的问题和你要解决的几乎完全相同，所以，比如说，

人脸识别就有很多学术文献，如果你尝试搭建一个人脸识别设备，那么可以从现有大量学术

文献为基础出发，一开始就搭建比较复杂的系统。但如果你第一次处理某个新问题，那我真

的不鼓励你想太多，或者把第一个系统弄得太复杂。我建议你们构建一些快速而粗糙的实现，

然后用来帮你找到改善系统要优先处理的方向。我见过很多机器学习项目，我觉得有些团队

的解决方案想太多了，他们造出了过于复杂的系统。我也见过有限团队想的不够，然后造出
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过于简单的系统。平均来说，我见到更多的团队想太多，构建太复杂的系统。 

所以我希望这些策略有帮助，如果你将机器学习算法应用到新的应用程序里，你的主要

目标是弄出能用的系统，你的主要目标并不是发明全新的机器学习算法，这是完全不同的目

标，那时你的目标应该是想出某种效果非常好的算法。所以我鼓励你们搭建快速而粗糙的实

现，然后用它做偏差/方差分析，用它做错误分析，然后用分析结果确定下一步优先要做的

方向。 
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2.4 使用来自不同分布的数据进行训练和测试（Training and 

testing on different distributions） 

深度学习算法对训练数据的胃口很大，当你收集到足够多带标签的数据构成训练集时，

算法效果最好，这导致很多团队用尽一切办法收集数据，然后把它们堆到训练集里，让训练

的数据量更大，即使有些数据，甚至是大部分数据都来自和开发集、测试集不同的分布。在

深度学习时代，越来越多的团队都用来自和开发集、测试集分布不同的数据来训练，这里有

一些微妙的地方，一些最佳做法来处理训练集和测试集存在差异的情况，我们来看看。 

 

假设你在开发一个手机应用，用户会上传他们用手机拍摄的照片，你想识别用户从应用

中上传的图片是不是猫。现在你有两个数据来源，一个是你真正关心的数据分布，来自应用

上传的数据，比如右边的应用，这些照片一般更业余，取景不太好，有些甚至很模糊，因为

它们都是业余用户拍的。另一个数据来源就是你可以用爬虫程序挖掘网页直接下载，就这个

样本而言，可以下载很多取景专业、高分辨率、拍摄专业的猫图片。如果你的应用用户数还

不多，也许你只收集到 10,000 张用户上传的照片，但通过爬虫挖掘网页，你可以下载到海

量猫图，也许你从互联网上下载了超过 20 万张猫图。而你真正关心的算法表现是你的最终

系统处理来自应用程序的这个图片分布时效果好不好，因为最后你的用户会上传类似右边这

些图片，你的分类器必须在这个任务中表现良好。现在你就陷入困境了，因为你有一个相对

小的数据集，只有 10,000 个样本来自那个分布，而你还有一个大得多的数据集来自另一个

分布，图片的外观和你真正想要处理的并不一样。但你又不想直接用这 10,000 张图片，因

为这样你的训练集就太小了，使用这 20 万张图片似乎有帮助。但是，困境在于，这 20 万张

图片并不完全来自你想要的分布，那么你可以怎么做呢？ 

这里有一种选择，你可以做的一件事是将两组数据合并在一起，这样你就有 21 万张照

片，你可以把这 21 万张照片随机分配到训练、开发和测试集中。为了说明观点，我们假设

你已经确定开发集和测试集各包含 2500 个样本，所以你的训练集有 205000 个样本。现在

这么设立你的数据集有一些好处，也有坏处。好处在于，你的训练集、开发集和测试集都来
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自同一分布，这样更好管理。但坏处在于，这坏处还不小，就是如果你观察开发集，看看这

2500 个样本其中很多图片都来自网页下载的图片，那并不是你真正关心的数据分布，你真

正要处理的是来自手机的图片。 

 

 

所以结果你的数据总量，这 200,000 个样本，我就用200𝑘缩写表示，我把那些是从网页

下载的数据总量写成210𝑘，所以对于这 2500 个样本，数学期望值是：2500 ×
200𝑘

210𝑘
= 2381，

有 2381 张图来自网页下载，这是期望值，确切数目会变化，取决于具体的随机分配操作。

但平均而言，只有 119 张图来自手机上传。要记住，设立开发集的目的是告诉你的团队去瞄

准的目标，而你瞄准目标的方式，你的大部分精力都用在优化来自网页下载的图片，这其实

不是你想要的。所以我真的不建议使用第一个选项，因为这样设立开发集就是告诉你的团队，

针对不同于你实际关心的数据分布去优化，所以不要这么做。 
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我建议你走另外一条路，就是这样，训练集，比如说还是 205,000 张图片，我们的训练

集是来自网页下载的 200,000 张图片，然后如果需要的话，再加上 5000 张来自手机上传的

图片。然后对于开发集和测试集，这数据集的大小是按比例画的，你的开发集和测试集都是

手机图。而训练集包含了来自网页的 20 万张图片，还有 5000 张来自应用的图片，开发集就

是 2500 张来自应用的图片，测试集也是 2500 张来自应用的图片。这样将数据分成训练集、

开发集和测试集的好处在于，现在你瞄准的目标就是你想要处理的目标，你告诉你的团队，

我的开发集包含的数据全部来自手机上传，这是你真正关心的图片分布。我们试试搭建一个

学习系统，让系统在处理手机上传图片分布时效果良好。缺点在于，当然了，现在你的训练

集分布和你的开发集、测试集分布并不一样。但事实证明，这样把数据分成训练、开发和测

试集，在长期能给你带来更好的系统性能。我们以后会讨论一些特殊的技巧，可以处理 训

练集的分布和开发集和测试集分布不一样的情况。 

 

我们来看另一个样本，假设你正在开发一个全新的产品，一个语音激活汽车后视镜，这

在中国是个真实存在的产品，它正在进入其他国家。但这就是造一个后视镜，把这个小东西

换掉，现在你就可以和后视镜对话了，然后只需要说：“亲爱的后视镜，请帮我找找到最近

的加油站的导航方向”，然后后视镜就会处理这个请求。所以这实际上是一个真正的产品，

假设现在你要为你自己的国家研制这个产品，那么你怎么收集数据去训练这个产品语言识别
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模块呢？ 

 

嗯，也许你已经在语音识别领域上工作了很久，所以你有很多来自其他语音识别应用的

数据，它们并不是来自语音激活后视镜的数据。现在我讲讲如何分配训练集、开发集和测试

集。对于你的训练集，你可以将你拥有的所有语音数据，从其他语音识别问题收集来的数据，

比如这些年你从各种语音识别数据供应商买来的数据，今天你可以直接买到成𝑥,𝑦对的数据，

其中𝑥是音频剪辑，𝑦是听写记录。或者也许你研究过智能音箱，语音激活音箱，所以你有一

些数据，也许你做过语音激活键盘的开发之类的。 

举例来说，也许你从这些来源收集了 500,000 段录音，对于你的开发集和测试集也许数

据集小得多，比如实际上来自语音激活后视镜的数据。因为用户要查询导航信息或试图找到

通往各个地方的路线，这个数据集可能会有很多街道地址，对吧？“请帮我导航到这个街道

地址”，或者说：“请帮助我导航到这个加油站”，所以这个数据的分布和左边大不一样，但这

真的是你关心的数据，因为这些数据是你的产品必须处理好的，所以你就应该把它设成你的

开发和测试集。 
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在这个样本中，你应该这样设立你的训练集，左边有 500,000 段语音，然后你的开发集

和测试集，我把它简写成𝐷和𝑇，可能每个集包含 10,000 段语音，是从实际的语音激活后视

镜收集的。或者换种方式，如果你觉得不需要将 20,000 段来自语音激活后视镜的录音全部

放进开发和测试集，也许你可以拿一半，把它放在训练集里，那么训练集可能是 51 万段语

音，包括来自那里的 50 万段语音，还有来自后视镜的 1 万段语音，然后开发集和测试集也

许各自有 5000 段语音。所以有 2 万段语音，也许 1 万段语音放入了训练集，5000 放入开发

集，5000 放入测试集。所以这是另一种将你的数据分成训练、开发和测试的方式。这样你

的训练集大得多，大概有 50 万段语音，比只用语音激活后视镜数据作为训练集要大得多。 

所以在这个视频中，你们见到几组样本，让你的训练集数据来自和开发集、测试集不同

的分布，这样你就可以有更多的训练数据。在这些样本中，这将改善你的学习算法。 

现在你可能会问，是不是应该把收集到的数据都用掉？答案很微妙，不一定都是肯定的

答案，我们在下段视频看看一个反例。 
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2.5 数据分布不匹配时的偏差与方差的分析（Bias and 

Variance with mismatched data distributions） 

估计学习算法的偏差和方差真的可以帮你确定接下来应该优先做的方向，但是，当你的

训练集来自和开发集、测试集不同分布时，分析偏差和方差的方式可能不一样，我们来看为

什么。 

 

我们继续用猫分类器为例，我们说人类在这个任务上能做到几乎完美，所以贝叶斯错误

率或者说贝叶斯最优错误率，我们知道这个问题里几乎是 0%。所以要进行错误率分析，你

通常需要看训练误差，也要看看开发集的误差。比如说，在这个样本中，你的训练集误差是

1%，你的开发集误差是 10%，如果你的开发集来自和训练集一样的分布，你可能会说，这里

存在很大的方差问题，你的算法不能很好的从训练集出发泛化，它处理训练集很好，但处理

开发集就突然间效果很差了。 

但如果你的训练数据和开发数据来自不同的分布，你就不能再放心下这个结论了。特别

是，也许算法在开发集上做得不错，可能因为训练集很容易识别，因为训练集都是高分辨率

图片，很清晰的图像，但开发集要难以识别得多。所以也许软件没有方差问题，这只不过反

映了开发集包含更难准确分类的图片。所以这个分析的问题在于，当你看训练误差，再看开

发误差，有两件事变了。首先算法只见过训练集数据，没见过开发集数据。第二，开发集数

据来自不同的分布。而且因为你同时改变了两件事情，很难确认这增加的 9%误差率有多少

是因为算法没看到开发集中的数据导致的，这是问题方差的部分，有多少是因为开发集数据

就是不一样。 

为了弄清楚哪个因素影响更大，如果你完全不懂这两种影响到底是什么，别担心我们马

上会再讲一遍。但为了分辨清楚两个因素的影响，定义一组新的数据是有意义的，我们称之

为训练-开发集，所以这是一个新的数据子集。我们应该从训练集的分布里挖出来，但你不

会用来训练你的网络。 
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我的意思是我们已经设立过这样的训练集、开发集和测试集了，并且开发集和测试集来

自相同的分布，但训练集来自不同的分布。 

 

我们要做的是随机打散训练集，然后分出一部分训练集作为训练-开发集（training-dev），

就像开发集和测试集来自同一分布，训练集、训练-开发集也来自同一分布。 

 

但不同的地方是，现在你只在训练集训练你的神经网络，你不会让神经网络在训练-开

发集上跑后向传播。为了进行误差分析，你应该做的是看看分类器在训练集上的误差，训练

-开发集上的误差，还有开发集上的误差。 

 

比如说这个样本中，训练误差是 1%，我们说训练-开发集上的误差是 9%，然后开发集

误差是 10%，和以前一样。你就可以从这里得到结论，当你从训练数据变到训练-开发集数

据时，错误率真的上升了很多。而训练数据和训练-开发数据的差异在于，你的神经网络能

看到第一部分数据并直接在上面做了训练，但没有在训练-开发集上直接训练，这就告诉你，

算法存在方差问题，因为训练-开发集的错误率是在和训练集来自同一分布的数据中测得的。

所以你知道，尽管你的神经网络在训练集中表现良好，但无法泛化到来自相同分布的训练-

开发集里，它无法很好地泛化推广到来自同一分布，但以前没见过的数据中，所以在这个样

本中我们确实有一个方差问题。 
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我们来看一个不同的样本，假设训练误差为 1%，训练-开发误差为 1.5%，但当你开始处

理开发集时，错误率上升到 10%。现在你的方差问题就很小了，因为当你从见过的训练数据

转到训练-开发集数据，神经网络还没有看到的数据，错误率只上升了一点点。但当你转到

开发集时，错误率就大大上升了，所以这是数据不匹配的问题。因为你的学习算法没有直接

在训练-开发集或者开发集训练过，但是这两个数据集来自不同的分布。但不管算法在学习

什么，它在训练-开发集上做的很好，但开发集上做的不好，所以总之你的算法擅长处理和

你关心的数据不同的分布，我们称之为数据不匹配的问题。 

 

我们再来看几个样本，我会在下一行里写出来，因上面没空间了。所以训练误差、训练

-开发误差、还有开发误差，我们说训练误差是 10%，训练-开发误差是 11%，开发误差为 12%，

要记住，人类水平对贝叶斯错误率的估计大概是 0%，如果你得到了这种等级的表现，那就

真的存在偏差问题了。存在可避免偏差问题，因为算法做的比人类水平差很多，所以这里的

偏差真的很高。 

最后一个例子，如果你的训练集错误率是 10%，你的训练-开发错误率是 11%，开发错

误率是 20%，那么这其实有两个问题。第一，可避免偏差相当高，因为你在训练集上都没有

做得很好，而人类能做到接近 0%错误率，但你的算法在训练集上错误率为 10%。这里方差

似乎很小，但数据不匹配问题很大。所以对于这个样本，我说，如果你有很大的偏差或者可

避免偏差问题，还有数据不匹配问题。 

我们看看这张幻灯片里做了什么，然后写出一般的原则，我们要看的关键数据是人类水

平错误率，你的训练集错误率，训练-开发集错误率，所以这分布和训练集一样，但你没有直

接在上面训练。根据这些错误率之间差距有多大，你可以大概知道，可避免偏差、方差数据

不匹配问题各自有多大。 
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我们说人类水平错误率是 4%的话，你的训练错误率是 7%，而你的训练-开发错误率是

10%，而开发错误率是 12%，这样你就大概知道可避免偏差有多大。因为你知道，你希望你

的算法至少要在训练集上的表现接近人类。而这大概表明了方差大小，所以你从训练集泛化

推广到训练-开发集时效果如何？而这告诉你数据不匹配的问题大概有多大。技术上你还可

以再加入一个数字，就是测试集表现，我们写成测试集错误率，你不应该在测试集上开发，

因为你不希望对测试集过拟合。但如果你看看这个，那么这里的差距就说明你对开发集过拟

合的程度。所以如果开发集表现和测试集表现有很大差距，那么你可能对开发集过拟合了，

所以也许你需要一个更大的开发集，对吧？要记住，你的开发集和测试集来自同一分布，所

以这里存在很大差距的话。如果算法在开发集上做的很好，比测试集好得多，那么你就可能

对开发集过拟合了。如果是这种情况，那么你可能要往回退一步，然后收集更多开发集数据。

现在我写出这些数字，这数字列表越往后数字越大。 

 

这里还有个例子，其中数字并没有一直变大，也许人类的表现是 4%，训练错误率是 7%，

训练-开发错误率是 10%。但我们看看开发集，你发现，很意外，算法在开发集上做的更好，

也许是 6%。所以如果你见到这种现象，比如说在处理语音识别任务时发现这样，其中训练

数据其实比你的开发集和测试集难识别得多。所以这两个（7%，10%）是从训练集分布评估
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的，而这两个（6%，6%）是从开发测试集分布评估的。所以有时候如果你的开发测试集分

布比你应用实际处理的数据要容易得多，那么这些错误率可能真的会下降。所以如果你看到

这样的有趣的事情，可能需要比这个分析更普适的分析，我在下一张幻灯片里快速解释一下。 

 

所以，我们就以语音激活后视镜为例子，事实证明，我们一直写出的数字可以放到一张

表里，在水平轴上，我要放入不同的数据集。比如说，你可能从一般语音识别任务里得到很

多数据，所以你可能会有一堆数据，来自小型智能音箱的语音识别问题的数据，你购买的数

据等等。然后你收集了和后视镜有关的语音数据，在车里录的。所以这是表格的𝑥轴，不同

的数据集。在另一条轴上，我要标记处理数据不同的方式或算法。 

首先，人类水平，人类处理这些数据集时准确度是多少。然后这是神经网络训练过的数

据集上达到的错误率，然后还有神经网络没有训练过的数据集上达到的错误率。所以结果我

们上一张幻灯片说是人类水平的错误率，数字填入这个单元格里（第二行第二列），人类对

这一类数据处理得有多好，比如来自各种语音识别系统的数据，那些进入你的训练集的成千

上万的语音片段，而上一张幻灯片中的例子是 4%。这个数字（7%），可能是我们的训练错

误率，在上一张幻灯片中的例子中是 7%。是的，如果你的学习算法见过这个样本，在这个

样本上跑过梯度下降，这个样本来自你的训练集分布或一般的语音识别数据分布，你的算法

在训练过的数据中表现如何呢？然后这就是训练-开发集错误率，通常来自这个分布的错误

率会高一点，一般的语音识别数据，如果你的算法没在来自这个分布的样本上训练过，它的

表现如何呢？这就是我们说的训练-开发集错误率。 
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如果你移到右边去，这个单元格是开发集错误率，也可能是测试集错误，在刚刚的例子

中是 6%。而开发集和测试集，实际上是两个数字，但都可以放入这个单元格里。如果你有

来自后视镜的数据，来自从后视镜应用在车里实际录得的数据，但你的神经网络没有在这些

数据上做过反向传播，那么错误率是多少呢？ 

我们在上一张幻灯片作的分析是观察这两个数字之间的差异（Human level 4%和 Training 

error 7%），还有这两个数字之间（Training error 7%和 Training-dev error 10%），这两个数

字之间（Training-dev error 10%和 Dev/Test dev 6%）。这个差距（Human level 4%和 Training 

error 7%）衡量了可避免偏差大小，这个差距 Training error 7%和 Training-dev error 10%）衡

量了方差大小，而这个差距（Training-dev error 10%和 Dev/Test dev 6%）衡量了数据不匹配

问题的大小。 

事实证明，把剩下的两个数字（rearview mirror speech data 6%和 Error on examples 

trained on 6%），也放到这个表格里也是有用的。如果结果这也是 6%，那么你获得这个数字

的方式是你让一些人自己标记他们的后视镜语音识别数据，看看人类在这个任务里能做多

好，也许结果也是 6%。做法就是，你收集一些后视镜语音识别数据，把它放在训练集中，

让神经网络去学习，然后测量那个数据子集上的错误率，但如果你得到这样的结果，好吧，

那就是说你已经在后视镜语音数据上达到人类水平了，所以也许你对那个数据分布做的已经

不错了。 

当你继续进行更多分析时，分析并不一定会给你指明一条前进道路，但有时候你可能洞

察到一些特征。比如比较这两个数字（General speech recognition Human level 4%和 rearview 

mirror speech data 6%），告诉我们对于人类来说，后视镜的语音数据实际上比一般语音识

别更难，因为人类都有 6%的错误，而不是 4%的错误，但看看这个差值，你就可以了解到偏
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差和方差，还有数据不匹配这些问题的不同程度。所以更一般的分析方法是，我已经用过几

次了。我还没用过，但对于很多问题来说检查这个子集的条目，看看这些差值，已经足够让

你往相对有希望的方向前进了。但有时候填满整个表格，你可能会洞察到更多特征。 

 

最后，我们以前讲过很多处理偏差的手段，讲过处理方差的手段，但怎么处理数据不匹

配呢？特别是开发集、测试集和你的训练集数据来自不同分布时，这样可以用更多训练数据，

真正帮你提高学习算法性能。但是，如果问题不仅来自偏差和方差，你现在又有了这个潜在

的新问题，数据不匹配，有什么好办法可以处理数据不匹配的呢？实话说，并没有很通用，

或者至少说是系统解决数据不匹配问题的方法，但你可以做一些尝试，可能会有帮助，我们

在下一个视频里看看这些尝试。 

所以我们讲了如何使用来自和开发集、测试集不同分布的训练数据，这可以给你提供更

多训练数据，因此有助于提高你的学习算法的性能，但是，潜在问题就不只是偏差和方差问

题，这样做会引入第三个潜在问题，数据不匹配。如果你做了错误分析，并发现数据不匹配

是大量错误的来源，那么你怎么解决这个问题呢？但结果很不幸，并没有特别系统的方法去

解决数据不匹配问题，但你可以做一些尝试，可能会有帮助，我们来看下一段视频。 
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2.6 处理数据不匹配问题（Addressing data mismatch） 

如果您的训练集来自和开发测试集不同的分布，如果错误分析显示你有一个数据不匹配

的问题该怎么办？这个问题没有完全系统的解决方案，但我们可以看看一些可以尝试的事

情。如果我发现有严重的数据不匹配问题，我通常会亲自做错误分析，尝试了解训练集和开

发测试集的具体差异。技术上，为了避免对测试集过拟合，要做错误分析，你应该人工去看

开发集而不是测试集。 

 

但作为一个具体的例子，如果你正在开发一个语音激活的后视镜应用，你可能要看看……

我想如果是语音的话，你可能要听一下来自开发集的样本，尝试弄清楚开发集和训练集到底

有什么不同。所以，比如说你可能会发现很多开发集样本噪音很多，有很多汽车噪音，这是

你的开发集和训练集差异之一。也许你还会发现其他错误，比如在你的车子里的语言激活后

视镜，你发现它可能经常识别错误街道号码，因为那里有很多导航请求都有街道地址，所以

得到正确的街道号码真的很重要。当你了解开发集误差的性质时，你就知道，开发集有可能

跟训练集不同或者更难识别，那么你可以尝试把训练数据变得更像开发集一点，或者，你也

可以收集更多类似你的开发集和测试集的数据。所以，比如说，如果你发现车辆背景噪音是

主要的错误来源，那么你可以模拟车辆噪声数据，我会在下一张幻灯片里详细讨论这个问题。

或者你发现很难识别街道号码，也许你可以有意识地收集更多人们说数字的音频数据，加到

你的训练集里。 

现在我知道这张幻灯片只给出了粗略的指南，列出一些你可以做的尝试，这不是一个系

统化的过程，我想，这不能保证你一定能取得进展。但我发现这种人工见解，我们可以一起

尝试收集更多和真正重要的场合相似的数据，这通常有助于解决很多问题。所以，如果你的

目标是让训练数据更接近你的开发集，那么你可以怎么做呢？ 
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你可以利用的其中一种技术是人工合成数据（artificial data synthesis），我们讨论一下。

在解决汽车噪音问题的场合，所以要建立语音识别系统。也许实际上你没那么多实际在汽车

背景噪音下录得的音频，或者在高速公路背景噪音下录得的音频。但我们发现，你可以合成。

所以假设你录制了大量清晰的音频，不带车辆背景噪音的音频，“The quick brown fox jumps 

over the lazy dog”（音频播放），所以，这可能是你的训练集里的一段音频，顺便说一下，

这个句子在 AI 测试中经常使用，因为这个短句包含了从 a 到 z 所有字母，所以你会经常见

到这个句子。但是，有了这个“the quick brown fox jumps over the lazy dog”这段录音之后，你

也可以收集一段这样的汽车噪音，（播放汽车噪音音频）这就是汽车内部的背景噪音，如果

你一言不发开车的话，就是这种声音。如果你把两个音频片段放到一起，你就可以合成出"the 

quick brown fox jumps over the lazy dog"（带有汽车噪声），在汽车背景噪音中的效果，听起

来像这样，所以这是一个相对简单的音频合成例子。在实践中，你可能会合成其他音频效果，

比如混响，就是声音从汽车内壁上反弹叠加的效果。 

但是通过人工数据合成，你可以快速制造更多的训练数据，就像真的在车里录的那样，

那就不需要花时间实际出去收集数据，比如说在实际行驶中的车子，录下上万小时的音频。

所以，如果错误分析显示你应该尝试让你的数据听起来更像在车里录的，那么人工合成那种

音频，然后喂给你的机器学习算法，这样做是合理的。 

现在我们要提醒一下，人工数据合成有一个潜在问题，比如说，你在安静的背景里录得

10,000 小时音频数据，然后，比如说，你只录了一小时车辆背景噪音，那么，你可以这么做，

将这 1 小时汽车噪音回放 10,000 次，并叠加到在安静的背景下录得的 10,000 小时数据。如

果你这么做了，人听起来这个音频没什么问题。但是有一个风险，有可能你的学习算法对这

1 小时汽车噪音过拟合。特别是，如果这组汽车里录的音频可能是你可以想象的所有汽车噪

音背景的集合，如果你只录了一小时汽车噪音，那你可能只模拟了全部数据空间的一小部分，

你可能只从汽车噪音的很小的子集来合成数据。 
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而对于人耳来说，这些音频听起来没什么问题，因为一小时的车辆噪音对人耳来说，听

起来和其他任意一小时车辆噪音是一样的。但你有可能从这整个空间很小的一个子集出发合

成数据，神经网络最后可能对你这一小时汽车噪音过拟合。我不知道以较低成本收集 10,000

小时的汽车噪音是否可行，这样你就不用一遍又一遍地回放那 1 小时汽车噪音，你就有

10,000 个小时永不重复的汽车噪音来叠加到 10,000 小时安静背景下录得的永不重复的语音

录音。这是可以做的，但不保证能做。但是使用 10,000 小时永不重复的汽车噪音，而不是 1

小时重复学习，算法有可能取得更好的性能。人工数据合成的挑战在于，人耳的话，人耳是

无法分辨这 10,000 个小时听起来和那 1 小时没什么区别，所以你最后可能会制造出这个原

始数据很少的，在一个小得多的空间子集合成的训练数据，但你自己没意识到。 

 

这里有人工合成数据的另一个例子，假设你在研发无人驾驶汽车，你可能希望检测出这

样的车，然后用这样的框包住它。很多人都讨论过的一个思路是，为什么不用计算机合成图

像来模拟成千上万的车辆呢？事实上，这里有几张车辆照片（下图后两张图片），其实是用

计算机合成的，我想这个合成是相当逼真的，我想通过这样合成图片，你可以训练出一个相



第三门课 结构化机器学习项目（Structuring Machine Learning Projects）-第二周：机器学习策略（2）(ML 

Strategy (2)) 

320 
 

当不错的计算机视觉系统来检测车子。 

 

不幸的是，上一张幻灯片介绍的情况也会在这里出现，比如这是所有车的集合，如果你

只合成这些车中很小的子集，对于人眼来说也许这样合成图像没什么问题，但你的学习算法

可能会对合成的这一个小子集过拟合。特别是很多人都独立提出了一个想法，一旦你找到一

个电脑游戏，里面车辆渲染的画面很逼真，那么就可以截图，得到数量巨大的汽车图片数据

集。事实证明，如果你仔细观察一个视频游戏，如果这个游戏只有 20 辆独立的车，那么这

游戏看起来还行。因为你是在游戏里开车，你只看到这 20 辆车，这个模拟看起来相当逼真。

但现实世界里车辆的设计可不只 20 种，如果你用着 20 量独特的车合成的照片去训练系统，

那么你的神经网络很可能对这 20 辆车过拟合，但人类很难分辨出来。即使这些图像看起来

很逼真，你可能真的只用了所有可能出现的车辆的很小的子集。 

所以，总而言之，如果你认为存在数据不匹配问题，我建议你做错误分析，或者看看训

练集，或者看看开发集，试图找出，试图了解这两个数据分布到底有什么不同，然后看看是

否有办法收集更多看起来像开发集的数据作训练。 

我们谈到其中一种办法是人工数据合成，人工数据合成确实有效。在语音识别中。我已

经看到人工数据合成显著提升了已经非常好的语音识别系统的表现，所以这是可行的。但当

你使用人工数据合成时，一定要谨慎，要记住你有可能从所有可能性的空间只选了很小一部

分去模拟数据。 

所以这就是如何处理数据不匹配问题，接下来，我想和你分享一些想法就是如何从多种

类型的数据同时学习。 
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2.7 迁移学习（Transfer learning） 

深度学习中，最强大的理念之一就是，有的时候神经网络可以从一个任务中习得知识，

并将这些知识应用到另一个独立的任务中。所以例如，也许你已经训练好一个神经网络，能

够识别像猫这样的对象，然后使用那些知识，或者部分习得的知识去帮助您更好地阅读 x 射

线扫描图，这就是所谓的迁移学习。 

我们来看看，假设你已经训练好一个图像识别神经网络，所以你首先用一个神经网络，

并在(𝑥, 𝑦)对上训练，其中𝑥是图像，𝑦是某些对象，图像是猫、狗、鸟或其他东西。如果你

把这个神经网络拿来，然后让它适应或者说迁移，在不同任务中学到的知识，比如放射科诊

断，就是说阅读𝑋射线扫描图。你可以做的是把神经网络最后的输出层拿走，就把它删掉，

还有进入到最后一层的权重删掉，然后为最后一层重新赋予随机权重，然后让它在放射诊断

数据上训练。 

 

具体来说，在第一阶段训练过程中，当你进行图像识别任务训练时，你可以训练神经网

络的所有常用参数，所有的权重，所有的层，然后你就得到了一个能够做图像识别预测的网

络。在训练了这个神经网络后，要实现迁移学习，你现在要做的是，把数据集换成新的(𝑥, 𝑦)

对，现在这些变成放射科图像，而𝑦是你想要预测的诊断，你要做的是初始化最后一层的权

重，让我们称之为𝑤[𝐿]和𝑏[𝐿]随机初始化。 

 

现在，我们在这个新数据集上重新训练网络，在新的放射科数据集上训练网络。要用放

射科数据集重新训练神经网络有几种做法。你可能，如果你的放射科数据集很小，你可能只
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需要重新训练最后一层的权重，就是𝑤[𝐿]和𝑏[𝐿]，并保持其他参数不变。如果你有足够多的数

据，你可以重新训练神经网络中剩下的所有层。经验规则是，如果你有一个小数据集，就只

训练输出层前的最后一层，或者也许是最后一两层。但是如果你有很多数据，那么也许你可

以重新训练网络中的所有参数。如果你重新训练神经网络中的所有参数，那么这个在图像识

别数据的初期训练阶段，有时称为预训练（pre-training），因为你在用图像识别数据去预先

初始化，或者预训练神经网络的权重。然后，如果你以后更新所有权重，然后在放射科数据

上训练，有时这个过程叫微调（fine tuning）。如果你在深度学习文献中看到预训练和微调，

你就知道它们说的是这个意思，预训练和微调的权重来源于迁移学习。 

在这个例子中你做的是，把图像识别中学到的知识应用或迁移到放射科诊断上来，为什

么这样做有效果呢？有很多低层次特征，比如说边缘检测、曲线检测、阳性对象检测（positive 

objects），从非常大的图像识别数据库中习得这些能力可能有助于你的学习算法在放射科诊

断中做得更好，算法学到了很多结构信息，图像形状的信息，其中一些知识可能会很有用，

所以学会了图像识别，它就可能学到足够多的信息，可以了解不同图像的组成部分是怎样的，

学到线条、点、曲线这些知识，也许对象的一小部分，这些知识有可能帮助你的放射科诊断

网络学习更快一些，或者需要更少的学习数据。 

 

这里是另一个例子，假设你已经训练出一个语音识别系统，现在𝑥是音频或音频片段输

入，而𝑦是听写文本，所以你已经训练了语音识别系统，让它输出听写文本。现在我们说你

想搭建一个“唤醒词”或“触发词”检测系统，所谓唤醒词或触发词就是我们说的一句话，可以

唤醒家里的语音控制设备，比如你说“Alexa”可以唤醒一个亚马逊 Echo 设备,或用“OK Google”

来唤醒 Google 设备，用"Hey Siri"来唤醒苹果设备，用"你好百度"唤醒一个百度设备。要做

到这点，你可能需要去掉神经网络的最后一层，然后加入新的输出节点，但有时你可以不只

加入一个新节点，或者甚至往你的神经网络加入几个新层，然后把唤醒词检测问题的标签𝑦

喂进去训练。再次，这取决于你有多少数据，你可能只需要重新训练网络的新层，也许你需

要重新训练神经网络中更多的层。 

那么迁移学习什么时候是有意义的呢？迁移学习起作用的场合是，在迁移来源问题中你

有很多数据，但迁移目标问题你没有那么多数据。例如，假设图像识别任务中你有 1 百万个
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样本，所以这里数据相当多。可以学习低层次特征，可以在神经网络的前面几层学到如何识

别很多有用的特征。但是对于放射科任务，也许你只有一百个样本，所以你的放射学诊断问

题数据很少，也许只有 100 次𝑋射线扫描，所以你从图像识别训练中学到的很多知识可以迁

移，并且真正帮你加强放射科识别任务的性能，即使你的放射科数据很少。 

 

对于语音识别，也许你已经用 10,000 小时数据训练过你的语言识别系统，所以你从这

10,000 小时数据学到了很多人类声音的特征，这数据量其实很多了。但对于触发字检测，也

许你只有 1 小时数据，所以这数据太小，不能用来拟合很多参数。所以在这种情况下，预先

学到很多人类声音的特征人类语言的组成部分等等知识，可以帮你建立一个很好的唤醒字检

测器，即使你的数据集相对较小。对于唤醒词任务来说，至少数据集要小得多。 

 

所以在这两种情况下，你从数据量很多的问题迁移到数据量相对小的问题。然后反过来

的话，迁移学习可能就没有意义了。比如，你用 100 张图训练图像识别系统，然后有 100 甚

至 1000 张图用于训练放射科诊断系统，人们可能会想，为了提升放射科诊断的性能，假设

你真的希望这个放射科诊断系统做得好，那么用放射科图像训练可能比使用猫和狗的图像更

有价值，所以这里（100 甚至 1000 张图用于训练放射科诊断系统）的每个样本价值比这里

（100 张图训练图像识别系统）要大得多，至少就建立性能良好的放射科系统而言是这样。

所以，如果你的放射科数据更多，那么你这 100 张猫猫狗狗或者随机物体的图片肯定不会有

太大帮助，因为来自猫狗识别任务中，每一张图的价值肯定不如一张𝑋射线扫描图有价值，

对于建立良好的放射科诊断系统而言是这样。 

所以，这是其中一个例子，说明迁移学习可能不会有害，但也别指望这么做可以带来有

意义的增益。同样，如果你用 10 小时数据训练出一个语音识别系统。然后你实际上有 10 个
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小时甚至更多，比如说 50 个小时唤醒字检测的数据，你知道迁移学习有可能会有帮助，也

可能不会，也许把这 10 小时数据迁移学习不会有太大坏处，但是你也别指望会得到有意义

的增益。 

 

所以总结一下，什么时候迁移学习是有意义的？如果你想从任务𝐴学习并迁移一些知识

到任务𝐵，那么当任务𝐴和任务𝐵都有同样的输入𝑥时，迁移学习是有意义的。在第一个例子

中，𝐴和𝐵的输入都是图像，在第二个例子中，两者输入都是音频。当任务𝐴的数据比任务𝐵

多得多时，迁移学习意义更大。所有这些假设的前提都是，你希望提高任务𝐵的性能，因为

任务𝐵每个数据更有价值，对任务𝐵来说通常任务𝐴的数据量必须大得多，才有帮助，因为任

务𝐴里单个样本的价值没有比任务𝐵单个样本价值大。然后如果你觉得任务𝐴的低层次特征，

可以帮助任务𝐵的学习，那迁移学习更有意义一些。 

而在这两个前面的例子中，也许学习图像识别教给系统足够多图像相关的知识，让它可

以进行放射科诊断，也许学习语音识别教给系统足够多人类语言信息，能帮助你开发触发字

或唤醒字检测器。 

所以总结一下，迁移学习最有用的场合是，如果你尝试优化任务𝐵的性能，通常这个任

务数据相对较少，例如，在放射科中你知道很难收集很多𝑋射线扫描图来搭建一个性能良好

的放射科诊断系统，所以在这种情况下，你可能会找一个相关但不同的任务，如图像识别，

其中你可能用 1 百万张图片训练过了，并从中学到很多低层次特征，所以那也许能帮助网络

在任务𝐵在放射科任务上做得更好，尽管任务𝐵没有这么多数据。迁移学习什么时候是有意

义的？它确实可以显著提高你的学习任务的性能，但我有时候也见过有些场合使用迁移学习

时，任务𝐴实际上数据量比任务𝐵要少，这种情况下增益可能不多。 

好，这就是迁移学习，你从一个任务中学习，然后尝试迁移到另一个不同任务中。从多

个任务中学习还有另外一个版本，就是所谓的多任务学习，当你尝试从多个任务中并行学习，

而不是串行学习，在训练了一个任务之后试图迁移到另一个任务，所以在下一个视频中，让

我们来讨论多任务学习。  
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2.8 多任务学习（Multi-task learning） 

在迁移学习中，你的步骤是串行的，你从任务𝐴里学习只是然后迁移到任务𝐵。在多任

务学习中，你是同时开始学习的，试图让单个神经网络同时做几件事情，然后希望这里每个

任务都能帮到其他所有任务。 

 

我们来看一个例子，假设你在研发无人驾驶车辆，那么你的无人驾驶车可能需要同时检

测不同的物体，比如检测行人、车辆、停车标志，还有交通灯各种其他东西。比如在左边这

个例子中，图像里有个停车标志，然后图像中有辆车，但没有行人，也没有交通灯。 

 

如果这是输入图像𝑥(𝑖)，那么这里不再是一个标签 𝑦(𝑖)，而是有 4 个标签。在这个例子

中，没有行人，有一辆车，有一个停车标志，没有交通灯。然后如果你尝试检测其他物体，
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也许 𝑦(𝑖)的维数会更高，现在我们就先用 4 个吧，所以 𝑦(𝑖)是个 4×1 向量。如果你从整体来

看这个训练集标签和以前类似，我们将训练集的标签水平堆叠起来，像这样𝑦(1)一直到𝑦(𝑚)： 

𝑌 = [

| | | … |

𝑦(1) 𝑦(2) 𝑦(3) … 𝑦(𝑚)

| | | … |

]   

不过现在𝑦(𝑖)是 4×1 向量，所以这些都是竖向的列向量，所以这个矩阵𝑌现在变成4 ×𝑚

矩阵。而之前，当𝑦是单实数时，这就是1 ×𝑚矩阵。 

 

那么你现在可以做的是训练一个神经网络，来预测这些𝑦值，你就得到这样的神经网络，

输入𝑥，现在输出是一个四维向量𝑦。请注意，这里输出我画了四个节点，所以第一个节点就

是我们想预测图中有没有行人，然后第二个输出节点预测的是有没有车，这里预测有没有停

车标志，这里预测有没有交通灯，所以这里�̂�是四维的。 

 

要训练这个神经网络，你现在需要定义神经网络的损失函数，对于一个输出�̂�，是个 4

维向量，对于整个训练集的平均损失： 

1

𝑚
∑∑𝐿(�̂�

𝑗

(𝑖)
, 𝑦𝑗
(𝑖)
)

4

𝑗=1

𝑚

𝑖=1

 

∑ 𝐿(�̂�
𝑗

(𝑖)
, 𝑦𝑗
(𝑖)
)4

𝑗=1 这些单个预测的损失，所以这就是对四个分量的求和，行人、车、停车

标志、交通灯，而这个标志𝐿指的是 logistic 损失，我们就这么写： 
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𝐿(�̂�
𝑗

(𝑖)
, 𝑦𝑗
(𝑖)
) = −𝑦𝑗

(𝑖)
log �̂�

𝑗

(𝑖)
− (1 − 𝑦𝑗

(𝑖)
)𝑙𝑜𝑔(1 − �̂�

𝑗

(𝑖)
) 

整个训练集的平均损失和之前分类猫的例子主要区别在于，现在你要对𝑗 = 1到4求和，

这与 softmax 回归的主要区别在于，与 softmax 回归不同，softmax 将单个标签分配给单个

样本。 

 

 

而这张图可以有很多不同的标签，所以不是说每张图都只是一张行人图片，汽车图片、

停车标志图片或者交通灯图片。你要知道每张照片是否有行人、或汽车、停车标志或交通灯，

多个物体可能同时出现在一张图里。实际上，在上一张幻灯片中，那张图同时有车和停车标

志，但没有行人和交通灯，所以你不是只给图片一个标签，而是需要遍历不同类型，然后看

看每个类型，那类物体有没有出现在图中。所以我就说在这个场合，一张图可以有多个标签。

如果你训练了一个神经网络，试图最小化这个成本函数，你做的就是多任务学习。因为你现

在做的是建立单个神经网络，观察每张图，然后解决四个问题，系统试图告诉你，每张图里

面有没有这四个物体。另外你也可以训练四个不同的神经网络，而不是训练一个网络做四件

事情。但神经网络一些早期特征，在识别不同物体时都会用到，然后你发现，训练一个神经

网络做四件事情会比训练四个完全独立的神经网络分别做四件事性能要更好，这就是多任务

学习的力量。 

另一个细节，到目前为止，我是这么描述算法的，好像每张图都有全部标签。事实证明，

多任务学习也可以处理图像只有部分物体被标记的情况。所以第一个训练样本，我们说有人，

给数据贴标签的人告诉你里面有一个行人，没有车，但他们没有标记是否有停车标志，或者

是否有交通灯。也许第二个例子中，有行人，有车。但是，当标记人看着那张图片时，他们
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没有加标签，没有标记是否有停车标志，是否有交通灯等等。也许有些样本都有标记，但也

许有些样本他们只标记了有没有车，然后还有一些是问号。 

 

即使是这样的数据集，你也可以在上面训练算法，同时做四个任务，即使一些图像只有

一小部分标签，其他是问号或者不管是什么。然后你训练算法的方式，即使这里有些标签是

问号，或者没有标记，这就是对𝑗从 1 到 4 求和，你就只对带 0 和 1 标签的𝑗值求和，所以当

有问号的时候，你就在求和时忽略那个项，这样只对有标签的值求和，于是你就能利用这样

的数据集。 

那么多任务学习什么时候有意义呢？当三件事为真时，它就是有意义的。 

 

第一，如果你训练的一组任务，可以共用低层次特征。对于无人驾驶的例子，同时识别

交通灯、汽车和行人是有道理的，这些物体有相似的特征，也许能帮你识别停车标志，因为

这些都是道路上的特征。 

第二，这个准则没有那么绝对，所以不一定是对的。但我从很多成功的多任务学习案例

中看到，如果每个任务的数据量很接近，你还记得迁移学习时，你从𝐴任务学到知识然后迁

移到𝐵任务，所以如果任务𝐴有 1 百万个样本，任务𝐵只有 1000 个样本，那么你从这 1 百万
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个样本学到的知识，真的可以帮你增强对更小数据集任务𝐵的训练。那么多任务学习又怎么

样呢？在多任务学习中，你通常有更多任务而不仅仅是两个，所以也许你有，以前我们有 4

个任务，但比如说你要完成 100 个任务，而你要做多任务学习，尝试同时识别 100 种不同类

型的物体。你可能会发现，每个任务大概有 1000 个样本。所以如果你专注加强单个任务的

性能，比如我们专注加强第 100 个任务的表现，我们用𝐴100表示，如果你试图单独去做这

个最后的任务，你只有 1000 个样本去训练这个任务，这是 100 项任务之一，而通过在其他

99 项任务的训练，这些加起来可以一共有 99000 个样本，这可能大幅提升算法性能，可以

提供很多知识来增强这个任务的性能。不然对于任务𝐴100，只有 1000 个样本的训练集，效

果可能会很差。如果有对称性，这其他 99 个任务，也许能提供一些数据或提供一些知识来

帮到这 100 个任务中的每一个任务。所以第二点不是绝对正确的准则，但我通常会看的是如

果你专注于单项任务，如果想要从多任务学习得到很大性能提升，那么其他任务加起来必须

要有比单个任务大得多的数据量。要满足这个条件，其中一种方法是，比如右边这个例子这

样，或者如果每个任务中的数据量很相近，但关键在于，如果对于单个任务你已经有 1000

个样本了，那么对于所有其他任务，你最好有超过 1000 个样本，这样其他任务的知识才能

帮你改善这个任务的性能。 

最后多任务学习往往在以下场合更有意义，当你可以训练一个足够大的神经网络，同时

做好所有的工作，所以多任务学习的替代方法是为每个任务训练一个单独的神经网络。所以

不是训练单个神经网络同时处理行人、汽车、停车标志和交通灯检测。你可以训练一个用于

行人检测的神经网络，一个用于汽车检测的神经网络，一个用于停车标志检测的神经网络和

一个用于交通信号灯检测的神经网络。那么研究员 Rich Carona 几年前发现的是什么呢？多

任务学习会降低性能的唯一情况，和训练单个神经网络相比性能更低的情况就是你的神经网

络还不够大。但如果你可以训练一个足够大的神经网络，那么多任务学习肯定不会或者很少

会降低性能，我们都希望它可以提升性能，比单独训练神经网络来单独完成各个任务性能要

更好。 

所以这就是多任务学习，在实践中，多任务学习的使用频率要低于迁移学习。我看到很

多迁移学习的应用，你需要解决一个问题，但你的训练数据很少，所以你需要找一个数据很

多的相关问题来预先学习，并将知识迁移到这个新问题上。但多任务学习比较少见，就是你

需要同时处理很多任务，都要做好，你可以同时训练所有这些任务，也许计算机视觉是一个

例子。在物体检测中，我们看到更多使用多任务学习的应用，其中一个神经网络尝试检测一

大堆物体，比分别训练不同的神经网络检测物体更好。但我说，平均来说，目前迁移学习使
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用频率更高，比多任务学习频率要高，但两者都可以成为你的强力工具。 

所以总结一下，多任务学习能让你训练一个神经网络来执行许多任务，这可以给你更高

的性能，比单独完成各个任务更高的性能。但要注意，实际上迁移学习比多任务学习使用频

率更高。我看到很多任务都是，如果你想解决一个机器学习问题，但你的数据集相对较小，

那么迁移学习真的能帮到你，就是如果你找到一个相关问题，其中数据量要大得多，你就能

以它为基础训练你的神经网络，然后迁移到这个数据量很少的任务上来。 

今天我们学到了很多和迁移学习有关的问题，还有一些迁移学习和多任务学习的应用。

但多任务学习，我觉得使用频率比迁移学习要少得多，也许其中一个例外是计算机视觉，物

体检测。在那些任务中，人们经常训练一个神经网络同时检测很多不同物体，这比训练单独

的神经网络来检测视觉物体要更好。但平均而言，我认为即使迁移学习和多任务学习工作方

式类似。实际上，我看到用迁移学习比多任务学习要更多，我觉得这是因为你很难找到那么

多相似且数据量对等的任务可以用单一神经网络训练。再次，在计算机视觉领域，物体检测

这个例子是最显著的例外情况。 

所以这就是多任务学习，多任务学习和迁移学习都是你的工具包中的重要工具。最后，

我想继续讨论端到端深度学习，所以我们来看下一个视频来讨论端到端学习。 
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2.9 什么是端到端的深度学习？（What is end-to-end deep 

learning?） 

深度学习中最令人振奋的最新动态之一就是端到端深度学习的兴起，那么端到端学习到

底是什么呢？简而言之，以前有一些数据处理系统或者学习系统，它们需要多个阶段的处理。

那么端到端深度学习就是忽略所有这些不同的阶段，用单个神经网络代替它。 

 

我们来看一些例子，以语音识别为例，你的目标是输入𝑥，比如说一段音频，然后把它

映射到一个输出𝑦，就是这段音频的听写文本。所以传统上，语音识别需要很多阶段的处理。

首先你会提取一些特征，一些手工设计的音频特征，也许你听过 MFCC，这种算法是用来从

音频中提取一组特定的人工设计的特征。在提取出一些低层次特征之后，你可以应用机器学

习算法在音频片段中找到音位，所以音位是声音的基本单位，比如说“Cat”这个词是三个音

节构成的，Cu-、Ah-和 Tu-，算法就把这三个音位提取出来，然后你将音位串在一起构成独

立的词，然后你将词串起来构成音频片段的听写文本。 

 

所以和这种有很多阶段的流水线相比，端到端深度学习做的是，你训练一个巨大的神经

网络，输入就是一段音频，输出直接是听写文本。AI 的其中一个有趣的社会学效应是，随着

端到端深度学习系统表现开始更好，有一些花了大量时间或者整个事业生涯设计出流水线各

个步骤的研究员，还有其他领域的研究员，不只是语言识别领域的，也许是计算机视觉，还
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有其他领域，他们花了大量的时间，写了很多论文，有些甚至整个职业生涯的一大部分都投

入到开发这个流水线的功能或者其他构件上去了。而端到端深度学习就只需要把训练集拿过

来，直接学到了𝑥和𝑦之间的函数映射，直接绕过了其中很多步骤。对一些学科里的人来说，

这点相当难以接受，他们无法接受这样构建 AI 系统，因为有些情况，端到端方法完全取代

了旧系统，某些投入了多年研究的中间组件也许已经过时了。 

 

事实证明，端到端深度学习的挑战之一是，你可能需要大量数据才能让系统表现良好，

比如，你只有 3000 小时数据去训练你的语音识别系统，那么传统的流水线效果真的很好。

但当你拥有非常大的数据集时，比如 10,000 小时数据或者 100,000 小时数据，这样端到端

方法突然开始很厉害了。所以当你的数据集较小的时候，传统流水线方法其实效果也不错，

通常做得更好。你需要大数据集才能让端到端方法真正发出耀眼光芒。如果你的数据量适中，

那么也可以用中间件方法，你可能输入还是音频，然后绕过特征提取，直接尝试从神经网络

输出音位，然后也可以在其他阶段用，所以这是往端到端学习迈出的一小步，但还没有到那

里。 

 

这张图上是一个研究员做的人脸识别门禁，是百度的林元庆研究员做的。这是一个相机，
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它会拍下接近门禁的人，如果它认出了那个人，门禁系统就自动打开，让他通过，所以你不

需要刷一个 RFID 工卡就能进入这个设施。系统部署在越来越多的中国办公室，希望在其他

国家也可以部署更多，你可以接近门禁，如果它认出你的脸，它就直接让你通过，你不需要

带 RFID 工卡。 

 

那么，怎么搭建这样的系统呢？你可以做的第一件事是，看看相机拍到的照片，对吧？

我想我画的不太好，但也许这是相机照片，你知道，有人接近门禁了，所以这可能是相机拍

到的图像𝑥。有件事你可以做，就是尝试直接学习图像𝑥到人物𝑦身份的函数映射，事实证明

这不是最好的方法。其中一个问题是，人可以从很多不同的角度接近门禁，他们可能在绿色

位置，可能在蓝色位置。有时他们更靠近相机，所以他们看起来更大，有时候他们非常接近

相机，那照片中脸就很大了。在实际研制这些门禁系统时，他不是直接将原始照片喂到一个

神经网络，试图找出一个人的身份。 

 

相反，迄今为止最好的方法似乎是一个多步方法，首先，你运行一个软件来检测人脸，

所以第一个检测器找的是人脸位置，检测到人脸，然后放大图像的那部分，并裁剪图像，使

人脸居中显示，然后就是这里红线框起来的照片，再喂到神经网络里，让网络去学习，或估

计那人的身份。 
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研究人员发现，比起一步到位，一步学习，把这个问题分解成两个更简单的步骤。首先，

是弄清楚脸在哪里。第二步是看着脸，弄清楚这是谁。这第二种方法让学习算法，或者说两

个学习算法分别解决两个更简单的任务，并在整体上得到更好的表现。 

顺便说一句，如果你想知道第二步实际是怎么工作的，我这里其实省略了很多。训练第

二步的方式，训练网络的方式就是输入两张图片，然后你的网络做的就是将输入的两张图比

较一下，判断是否是同一个人。比如你记录了 10,000 个员工 ID，你可以把红色框起来的图

像快速比较……也许是全部 10,000 个员工记录在案的 ID，看看这张红线内的照片，是不是那

10000 个员工之一，来判断是否应该允许其进入这个设施或者进入这个办公楼。这是一个门

禁系统，允许员工进入工作场所的门禁。 

 

为什么两步法更好呢？实际上有两个原因。一是，你解决的两个问题，每个问题实际上

要简单得多。但第二，两个子任务的训练数据都很多。具体来说，有很多数据可以用于人脸
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识别训练，对于这里的任务 1 来说，任务就是观察一张图，找出人脸所在的位置，把人脸图

像框出来，所以有很多数据，有很多标签数据(𝑥, 𝑦)，其中𝑥是图片，𝑦是表示人脸的位置，

你可以建立一个神经网络，可以很好地处理任务 1。然后任务 2，也有很多数据可用，今天，

业界领先的公司拥有，比如说数百万张人脸照片，所以输入一张裁剪得很紧凑的照片，比如

这张红色照片，下面这个，今天业界领先的人脸识别团队有至少数亿的图像，他们可以用来

观察两张图片，并试图判断照片里人的身份，确定是否同一个人，所以任务 2 还有很多数

据。相比之下，如果你想一步到位，这样(𝑥, 𝑦)的数据对就少得多，其中𝑥是门禁系统拍摄的

图像，𝑦是那人的身份，因为你没有足够多的数据去解决这个端到端学习问题，但你却有足

够多的数据来解决子问题 1 和子问题 2。 

实际上，把这个分成两个子问题，比纯粹的端到端深度学习方法，达到更好的表现。不

过如果你有足够多的数据来做端到端学习，也许端到端方法效果更好。但在今天的实践中，

并不是最好的方法。 

 

我们再来看几个例子，比如机器翻译。传统上，机器翻译系统也有一个很复杂的流水线，

比如英语机翻得到文本，然后做文本分析，基本上要从文本中提取一些特征之类的，经过很

多步骤，你最后会将英文文本翻译成法文。因为对于机器翻译来说的确有很多(英文,法文)的

数据对，端到端深度学习在机器翻译领域非常好用，那是因为在今天可以收集𝑥 − 𝑦对的大

数据集，就是英文句子和对应的法语翻译。所以在这个例子中，端到端深度学习效果很好。 

 

最后一个例子，比如说你希望观察一个孩子手部的 X 光照片，并估计一个孩子的年龄。

你知道，当我第一次听到这个问题的时候，我以为这是一个非常酷的犯罪现场调查任务，你

可能悲剧的发现了一个孩子的骨架，你想弄清楚孩子在生时是怎么样的。事实证明，这个问
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题的典型应用，从 X 射线图估计孩子的年龄，是我想太多了，没有我想象的犯罪现场调查脑

洞那么大，结果这是儿科医生用来判断一个孩子的发育是否正常。 

处理这个例子的一个非端到端方法，就是照一张图，然后分割出每一块骨头，所以就是

分辨出那段骨头应该在哪里，那段骨头在哪里，那段骨头在哪里，等等。然后，知道不同骨

骼的长度，你可以去查表，查到儿童手中骨头的平均长度，然后用它来估计孩子的年龄，所

以这种方法实际上很好。 

相比之下，如果你直接从图像去判断孩子的年龄，那么你需要大量的数据去直接训练。

据我所知，这种做法今天还是不行的，因为没有足够的数据来用端到端的方式来训练这个任

务。 

你可以想象一下如何将这个问题分解成两个步骤，第一步是一个比较简单的问题，也许

你不需要那么多数据，也许你不需要许多 X 射线图像来切分骨骼。而任务二，收集儿童手部

的骨头长度的统计数据，你不需要太多数据也能做出相当准确的估计，所以这个多步方法看

起来很有希望，也许比端对端方法更有希望，至少直到你能获得更多端到端学习的数据之前。 

所以端到端深度学习系统是可行的，它表现可以很好，也可以简化系统架构，让你不需

要搭建那么多手工设计的单独组件，但它也不是灵丹妙药，并不是每次都能成功。在下一个

视频中，我想与你分享一个更系统的描述，什么时候你应该使用或者不应该使用端到端的深

度学习，以及如何组装这些复杂的机器学习系统。 
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2.10 是否要使用端到端的深度学习？（Whether to use end-

to-end learning?） 

假设你正在搭建一个机器学习系统，你要决定是否使用端对端方法，我们来看看端到端

深度学习的一些优缺点，这样你就可以根据一些准则，判断你的应用程序是否有希望使用端

到端方法。 

 

这里是应用端到端学习的一些好处，首先端到端学习真的只是让数据说话。所以如果你

有足够多的(𝑥, 𝑦)数据，那么不管从𝑥到𝑦最适合的函数映射是什么，如果你训练一个足够大

的神经网络，希望这个神经网络能自己搞清楚，而使用纯机器学习方法，直接从𝑥到𝑦输入去

训练的神经网络，可能更能够捕获数据中的任何统计信息，而不是被迫引入人类的成见。 

例如，在语音识别领域，早期的识别系统有这个音位概念，就是基本的声音单元，如 cat

单词的“cat”的 Cu-、Ah-和 Tu-，我觉得这个音位是人类语言学家生造出来的，我实际上认为

音位其实是语音学家的幻想，用音位描述语言也还算合理。但是不要强迫你的学习算法以音

位为单位思考，这点有时没那么明显。如果你让你的学习算法学习它想学习的任意表示方式，

而不是强迫你的学习算法使用音位作为表示方式，那么其整体表现可能会更好。 

端到端深度学习的第二个好处就是这样，所需手工设计的组件更少，所以这也许能够简

化你的设计工作流程，你不需要花太多时间去手工设计功能，手工设计这些中间表示方式。 

 

那么缺点呢？这里有一些缺点，首先，它可能需要大量的数据。要直接学到这个𝑥到𝑦的

映射，你可能需要大量(𝑥, 𝑦)数据。我们在以前的视频里看过一个例子，其中你可以收集大
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量子任务数据，比如人脸识别，我们可以收集很多数据用来分辨图像中的人脸，当你找到一

张脸后，也可以找得到很多人脸识别数据。但是对于整个端到端任务，可能只有更少的数据

可用。所以𝑥这是端到端学习的输入端，𝑦是输出端，所以你需要很多这样的(𝑥, 𝑦)数据，在

输入端和输出端都有数据，这样可以训练这些系统。这就是为什么我们称之为端到端学习，

因为你直接学习出从系统的一端到系统的另一端。 

另一个缺点是，它排除了可能有用的手工设计组件。机器学习研究人员一般都很鄙视手

工设计的东西，但如果你没有很多数据，你的学习算法就没办法从很小的训练集数据中获得

洞察力。所以手工设计组件在这种情况，可能是把人类知识直接注入算法的途径，这总不是

一件坏事。我觉得学习算法有两个主要的知识来源，一个是数据，另一个是你手工设计的任

何东西，可能是组件，功能，或者其他东西。所以当你有大量数据时，手工设计的东西就不

太重要了，但是当你没有太多的数据时，构造一个精心设计的系统，实际上可以将人类对这

个问题的很多认识直接注入到问题里，进入算法里应该挺有帮助的。 

所以端到端深度学习的弊端之一是它把可能有用的人工设计的组件排除在外了，精心设

计的人工组件可能非常有用，但它们也有可能真的伤害到你的算法表现。例如，强制你的算

法以音位为单位思考，也许让算法自己找到更好的表示方法更好。所以这是一把双刃剑，可

能有坏处，可能有好处，但往往好处更多，手工设计的组件往往在训练集更小的时候帮助更

大。 

 

如果你在构建一个新的机器学习系统，而你在尝试决定是否使用端到端深度学习，我认

为关键的问题是，你有足够的数据能够直接学到从𝑥映射到𝑦足够复杂的函数吗？我还没有

正式定义过这个词“必要复杂度（complexity needed）”。但直觉上，如果你想从𝑥到𝑦的数据

学习出一个函数，就是看着这样的图像识别出图像中所有骨头的位置，那么也许这像是识别

图中骨头这样相对简单的问题，也许系统不需要那么多数据来学会处理这个任务。或给出一

张人物照片，也许在图中把人脸找出来不是什么难事，所以你也许不需要太多数据去找到人

脸，或者至少你可以找到足够数据去解决这个问题。相对来说，把手的 X 射线照片直接映射
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到孩子的年龄，直接去找这种函数，直觉上似乎是更为复杂的问题。如果你用纯端到端方法，

需要很多数据去学习。 

 

视频最后我讲一个更复杂的例子，你可能知道我一直在花时间帮忙主攻无人驾驶技术的

公司 drive.ai，无人驾驶技术的发展其实让我相当激动，你怎么造出一辆自己能行驶的车呢？

好，这里你可以做一件事，这不是端到端的深度学习方法，你可以把你车前方的雷达、激光

雷达或者其他传感器的读数看成是输入图像。但是为了说明起来简单，我们就说拍一张车前

方或者周围的照片，然后驾驶要安全的话，你必须能检测到附近的车，你也需要检测到行人，

你需要检测其他的东西，当然，我们这里提供的是高度简化的例子。 

弄清楚其他车和形如的位置之后，你就需要计划你自己的路线。所以换句话说，当你看

到其他车子在哪，行人在哪里，你需要决定如何摆方向盘在接下来的几秒钟内引导车子的路

径。如果你决定了要走特定的路径，也许这是道路的俯视图，这是你的车，也许你决定了要

走那条路线，这是一条路线，那么你就需要摆动你的方向盘到合适的角度，还要发出合适的

加速和制动指令。所以从传感器或图像输入到检测行人和车辆，深度学习可以做得很好，但

一旦知道其他车辆和行人的位置或者动向，选择一条车要走的路，这通常用的不是深度学习，

而是用所谓的运动规划软件完成的。如果你学过机器人课程，你一定知道运动规划，然后决

定了你的车子要走的路径之后。还会有一些其他算法，我们说这是一个控制算法，可以产生

精确的决策确定方向盘应该精确地转多少度，油门或刹车上应该用多少力。 

 

所以这个例子就表明了，如果你想使用机器学习或者深度学习来学习某些单独的组件，

那么当你应用监督学习时，你应该仔细选择要学习的𝑥到𝑦映射类型，这取决于那些任务你可

以收集数据。相比之下，谈论纯端到端深度学习方法是很激动人心的，你输入图像，直接得



第三门课 结构化机器学习项目（Structuring Machine Learning Projects）-第二周：机器学习策略（2）(ML 

Strategy (2)) 

340 
 

出方向盘转角，但是就目前能收集到的数据而言，还有我们今天能够用神经网络学习的数据

类型而言，这实际上不是最有希望的方法，或者说这个方法并不是团队想出的最好用的方法。

而我认为这种纯粹的端到端深度学习方法，其实前景不如这样更复杂的多步方法。因为目前

能收集到的数据，还有我们现在训练神经网络的能力是有局限的。 

这就是端到端的深度学习，有时候效果拔群。但你也要注意应该在什么时候使用端到端

深度学习。最后，谢谢你，恭喜你坚持到现在，如果你学完了上周的视频和本周的视频，那

么我认为你已经变得更聪明，更具战略性，并能够做出更好的优先分配任务的决策，更好地

推动你的机器学习项目，也许比很多机器学习工程师，还有和我在硅谷看到的研究人员都强。

所以恭喜你学到这里，我希望你能看看本周的作业，应该能再给你一个机会去实践这些理念，

并确保你掌握它们。 
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第四门课  卷积神经网络（Convolutional 

Neural Networks） 

第一周 卷积神经网络（Foundations of Convolutional Neural 

Networks） 

1.1 计算机视觉（Computer vision） 

欢迎参加这次的卷积神经网络课程，计算机视觉是一个飞速发展的一个领域，这多亏了

深度学习。深度学习与计算机视觉可以帮助汽车，查明周围的行人和汽车，并帮助汽车避开

它们。还使得人脸识别技术变得更加效率和精准，你们即将能够体验到或早已体验过仅仅通

过刷脸就能解锁手机或者门锁。当你解锁了手机，我猜手机上一定有很多分享图片的应用。

在上面，你能看到美食，酒店或美丽风景的图片。有些公司在这些应用上使用了深度学习技

术来向你展示最为生动美丽以及与你最为相关的图片。机器学习甚至还催生了新的艺术类

型。深度学习之所以让我兴奋有下面两个原因，我想你们也是这么想的。 

第一，计算机视觉的高速发展标志着新型应用产生的可能，这是几年前，人们所不敢想

象的。通过学习使用这些工具，你也许能够创造出新的产品和应用。 

其次，即使到头来你未能在计算机视觉上有所建树，但我发现，人们对于计算机视觉的

研究是如此富有想象力和创造力，由此衍生出新的神经网络结构与算法，这实际上启发人们

去创造出计算机视觉与其他领域的交叉成果。举个例子，之前我在做语音识别的时候，我经

常从计算机视觉领域中寻找灵感， 并将其应用于我的文献当中。所以即使你在计算机视觉

方面没有做出成果，我也希望你也可以将所学的知识应用到其他算法和结构。就介绍到这儿，

让我们开始学习吧。 

 

这是我们本节课将要学习的一些问题，你应该早就听说过图片分类，或者说图片识别。
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比如给出这张 64×64 的图片，让计算机去分辨出这是一只猫。 

 

还有一个例子，在计算机视觉中有个问题叫做目标检测，比如在一个无人驾驶项目中，

你不一定非得识别出图片中的物体是车辆，但你需要计算出其他车辆的位置，以确保自己能

够避开它们。所以在目标检测项目中，首先需要计算出图中有哪些物体，比如汽车，还有图

片中的其他东西，再将它们模拟成一个个盒子，或用一些其他的技术识别出它们在图片中的

位置。注意在这个例子中，在一张图片中同时有多个车辆，每辆车相对与你来说都有一个确

切的距离。 

 

还有一个更有趣的例子，就是神经网络实现的图片风格迁移，比如说你有一张图片，但

你想将这张图片转换为另外一种风格。所以图片风格迁移，就是你有一张满意的图片和一张

风格图片，实际上右边这幅画是毕加索的画作，而你可以利用神经网络将它们融合到一起，

描绘出一张新的图片。它的整体轮廓来自于左边，却是右边的风格，最后生成下面这张图片。

这种神奇的算法创造出了新的艺术风格，所以在这门课程中，你也能通过学习做到这样的事

情。 

但在应用计算机视觉时要面临一个挑战，就是数据的输入可能会非常大。举个例子，在



第四门课 卷积神经网络（Convolutional Neural Networks）-第一周 卷积神经网络（Foundations of 

Convolutional Neural Networks） 

343 
 

过去的课程中，你们一般操作的都是 64×64 的小图片，实际上，它的数据量是 64×64×3，因

为每张图片都有 3 个颜色通道。如果计算一下的话，可得知数据量为 12288，所以我们的特

征向量𝑥维度为 12288。这其实还好，因为 64×64 真的是很小的一张图片。 

 

如果你要操作更大的图片，比如一张 1000×1000 的图片，它足有 1 兆那么大，但是特征

向量的维度达到了 1000×1000×3，因为有 3 个 RGB 通道，所以数字将会是 300 万。如果你

在尺寸很小的屏幕上观察，可能察觉不出上面的图片只有 64×64 那么大，而下面一张是

1000×1000 的大图。 

 

如果你要输入 300 万的数据量，这就意味着，特征向量𝑥的维度高达 300 万。所以在第

一隐藏层中，你也许会有 1000 个隐藏单元，而所有的权值组成了矩阵 𝑊[1]。如果你使用了

标准的全连接网络，就像我们在第一门和第二门的课程里说的，这个矩阵的大小将会是

1000×300 万。因为现在𝑥的维度为3𝑚，3𝑚通常用来表示 300 万。这意味着矩阵𝑊[1]会有 30

亿个参数，这是个非常巨大的数字。在参数如此大量的情况下，难以获得足够的数据来防止

神经网络发生过拟合和竞争需求，要处理包含 30 亿参数的神经网络，巨大的内存需求让人

不太能接受。 
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但对于计算机视觉应用来说，你肯定不想它只处理小图片，你希望它同时也要能处理大

图。为此，你需要进行卷积计算，它是卷积神经网络中非常重要的一块。下节课中，我会为

你介绍如何进行这种运算，我将用边缘检测的例子来向你说明卷积的含义。 
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1.2 边缘检测示例（Edge detection example） 

卷积运算是卷积神经网络最基本的组成部分，使用边缘检测作为入门样例。在这个视频

中，你会看到卷积是如何进行运算的。 

 

在之前的视频中，我说过神经网络的前几层是如何检测边缘的，然后，后面的层有可能

检测到物体的部分区域，更靠后的一些层可能检测到完整的物体，这个例子中就是人脸。在

这个视频中，你会看到如何在一张图片中进行边缘检测。 

 

让我们举个例子，给了这样一张图片，让电脑去搞清楚这张照片里有什么物体，你可能

做的第一件事是检测图片中的垂直边缘。比如说，在这张图片中的栏杆就对应垂直线，与此

同时，这些行人的轮廓线某种程度上也是垂线，这些线是垂直边缘检测器的输出。同样，你

可能也想检测水平边缘，比如说这些栏杆就是很明显的水平线，它们也能被检测到，结果在

这。所以如何在图像中检测这些边缘？ 

看一个例子，这是一个 6×6 的灰度图像。因为是灰度图像，所以它是 6×6×1 的矩阵，而

不是 6×6×3 的，因为没有 RGB 三通道。为了检测图像中的垂直边缘，你可以构造一个 3×3

矩阵。在共用习惯中，在卷积神经网络的术语中，它被称为过滤器。我要构造一个 3×3 的过
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滤器，像这样[
1 0 −1
1 0 −1
1 0 −1

]。在论文它有时候会被称为核，而不是过滤器，但在这个视频中，

我将使用过滤器这个术语。对这个 6×6 的图像进行卷积运算，卷积运算用“∗”来表示，用 3×3

的过滤器对其进行卷积。 

 

关于符号表示，有一些问题，在数学中“∗”就是卷积的标准标志，但是在 Python 中，这

个标识常常被用来表示乘法或者元素乘法。所以这个“∗ ”有多层含义，它是一个重载符号，

在这个视频中，当“∗”表示卷积的时候我会特别说明。 

 

这个卷积运算的输出将会是一个 4×4 的矩阵，你可以将它看成一个 4×4 的图像。下面来

说明是如何计算得到这个 4×4 矩阵的。为了计算第一个元素，在 4×4 左上角的那个元素，使

用 3×3 的过滤器，将其覆盖在输入图像，如下图所示。然后进行元素乘法（element-wise 

products）运算，所以[
3 × 1 0 × 0 1 × (1)

1 × 1 5 × 0 8 × (−1)

2 × 1 7 × 0 2 × (−1)
] = [

3 0 −1
1 0 −8
2 0 −2

]，然后将该矩阵每个元素相加
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得到最左上角的元素，即3 + 1 + 2 + 0 + 0 + 0 + (−1) + (−8) + (−2) = −5。 

 

把这 9 个数加起来得到-5，当然，你可以把这 9 个数按任何顺序相加，我只是先写了第

一列，然后第二列，第三列。 

接下来，为了弄明白第二个元素是什么，你要把蓝色的方块，向右移动一步，像这样，

把这些绿色的标记去掉： 

 

继续做同样的元素乘法，然后加起来，所以是 0 × 1 + 5 × 1 + 7 × 1 + 1 × 0 + 8 × 0 +

2 × 0 + 2 × (−1) + 9 × (−1) + 5 × (−1) = −4。 
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接下来也是一样，继续右移一步，把 9 个数的点积加起来得到 0。 

 

继续移得到 8，验证一下：2 × 1 + 9 × 1 + 5 × 1 + 7 × 0 + 3 × 0 + 1 × 0 + 4 × (−1) +

1 × (−1) + 3 × (−1) = 8。 

 

接下来为了得到下一行的元素，现在把蓝色块下移，现在蓝色块在这个位置： 
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重复进行元素乘法，然后加起来。通过这样做得到-10。再将其右移得到-2，接着是 2，

3。以此类推，这样计算完矩阵中的其他元素。 

 

为了说得更清楚一点，这个-16 是通过底部右下角的 3×3 区域得到的。 

因此 6×6 矩阵和 3×3 矩阵进行卷积运算得到 4×4 矩阵。这些图片和过滤器是不同维度

的矩阵，但左边矩阵容易被理解为一张图片，中间的这个被理解为过滤器，右边的图片我们

可以理解为另一张图片。这个就是垂直边缘检测器，下一页中你就会明白。 

在往下讲之前，多说一句，如果你要使用编程语言实现这个运算，不同的编程语言有不

同的函数，而不是用“∗”来表示卷积。所以在编程练习中，你会使用一个叫 conv_forward 的

函数。如果在 tensorflow 下，这个函数叫 tf.conv2d。在其他深度学习框架中，在后面的课程

中，你将会看到 Keras 这个框架，在这个框架下用 Conv2D 实现卷积运算。所有的编程框架

都有一些函数来实现卷积运算。 
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为什么这个可以做垂直边缘检测呢？让我们来看另外一个例子。为了讲清楚，我会用一

个简单的例子。这是一个简单的 6×6 图像，左边的一半是 10，右边一般是 0。如果你把它当

成一个图片，左边那部分看起来是白色的，像素值 10 是比较亮的像素值，右边像素值比较

暗，我使用灰色来表示 0，尽管它也可以被画成黑的。图片里，有一个特别明显的垂直边缘

在图像中间，这条垂直线是从黑到白的过渡线，或者从白色到深色。 

 

所以，当你用一个 3×3 过滤器进行卷积运算的时候，这个 3×3 的过滤器可视化为下面这

个样子，在左边有明亮的像素，然后有一个过渡，0 在中间，然后右边是深色的。卷积运算

后，你得到的是右边的矩阵。如果你愿意，可以通过数学运算去验证。举例来说，最左上角

的元素 0，就是由这个 3×3 块（绿色方框标记）经过元素乘积运算再求和得到的，10 × 1 +

10 × 1 + 10 × 1 + 10 × 0 + 10 × 0 + 10 × 0 + 10 × (−1) + 10 × (−1) + 10 × (−1) = 0 

。相反这个 30 是由这个（红色方框标记）得到的， 

10 × 1 + 10 × 1 + 10 × 1 + 10 × 0 + 10 × 0 + 10 × 0 + 0 × (−1) + 0 × (−1) + 0 ×

(−1) = 30。 



第四门课 卷积神经网络（Convolutional Neural Networks）-第一周 卷积神经网络（Foundations of 

Convolutional Neural Networks） 

351 
 

 

如果把最右边的矩阵当成图像，它是这个样子。在中间有段亮一点的区域，对应检查到

这个 6×6 图像中间的垂直边缘。这里的维数似乎有点不正确，检测到的边缘太粗了。因为在

这个例子中，图片太小了。如果你用一个 1000×1000 的图像，而不是 6×6 的图片，你会发现

其会很好地检测出图像中的垂直边缘。在这个例子中，在输出图像中间的亮处，表示在图像

中间有一个特别明显的垂直边缘。从垂直边缘检测中可以得到的启发是，因为我们使用 3×3

的矩阵（过滤器），所以垂直边缘是一个 3×3 的区域，左边是明亮的像素，中间的并不需要

考虑，右边是深色像素。在这个 6×6 图像的中间部分，明亮的像素在左边，深色的像素在右

边，就被视为一个垂直边缘，卷积运算提供了一个方便的方法来发现图像中的垂直边缘。 

所以你已经了解卷积是怎么工作的，在下一个视频中，你将会看到如何使用卷积运算作

为卷积神经网络的基本模块的。 
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1.3 更多边缘检测内容（More edge detection） 

你已经见识到用卷积运算实现垂直边缘检测，在本视频中，你将学习如何区分正边和负

边，这实际就是由亮到暗与由暗到亮的区别，也就是边缘的过渡。你还能了解到其他类型的

边缘检测以及如何去实现这些算法，而不要总想着去自己编写一个边缘检测程序，让我们开

始吧。 

 

还是上一个视频中的例子，这张 6×6 的图片，左边较亮，而右边较暗，将它与垂直边缘

检测滤波器进行卷积，检测结果就显示在了右边这幅图的中间部分。 

 

现在这幅图有什么变化呢？它的颜色被翻转了，变成了左边比较暗，而右边比较亮。现

在亮度为 10 的点跑到了右边，为 0 的点则跑到了左边。如果你用它与相同的过滤器进行卷

积，最后得到的图中间会是-30，而不是 30。如果你将矩阵转换为图片，就会是该矩阵下面

图片的样子。现在中间的过渡部分被翻转了，之前的 30 翻转成了-30，表明是由暗向亮过渡，

而不是由亮向暗过渡。 

如果你不在乎这两者的区别，你可以取出矩阵的绝对值。但这个特定的过滤器确实可以

为我们区分这两种明暗变化的区别。 

再来看看更多的边缘检测的例子，我们已经见过这个 3×3 的过滤器，它可以检测出垂直

的边缘。所以，看到右边这个过滤器，我想你应该猜出来了，它能让你检测出水平的边缘。

提醒一下，一个垂直边缘过滤器是一个 3×3 的区域，它的左边相对较亮，而右边相对较暗。
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相似的，右边这个水平边缘过滤器也是一个 3×3 的区域，它的上边相对较亮，而下方相对较

暗。 

 

这里还有个更复杂的例子，左上方和右下方都是亮度为 10 的点。如果你将它绘成图片，

右上角是比较暗的地方，这边都是亮度为 0 的点，我把这些比较暗的区域都加上阴影。而左

上方和右下方都会相对较亮。如果你用这幅图与水平边缘过滤器卷积，就会得到右边这个矩

阵。 

 

再举个例子，这里的 30（右边矩阵中绿色方框标记元素）代表了左边这块 3×3 的区域

（左边矩阵绿色方框标记部分），这块区域确实是上边比较亮，而下边比较暗的，所以它在

这里发现了一条正边缘。而这里的-30（右边矩阵中紫色方框标记元素）又代表了左边另一

块区域（左边矩阵紫色方框标记部分），这块区域确实是底部比较亮，而上边则比较暗，所

以在这里它是一条负边。 

 

再次强调，我们现在所使用的都是相对很小的图片，仅有 6×6。但这些中间的数值，比

如说这个 10（右边矩阵中黄色方框标记元素）代表的是左边这块区域（左边 6×6 矩阵中黄

色方框标记的部分）。这块区域左边两列是正边，右边一列是负边，正边和负边的值加在一
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起得到了一个中间值。但假如这个一个非常大的 1000×1000 的类似这样棋盘风格的大图，就

不会出现这些亮度为 10 的过渡带了，因为图片尺寸很大，这些中间值就会变得非常小。 

总而言之，通过使用不同的过滤器，你可以找出垂直的或是水平的边缘。但事实上，对

于这个 3×3 的过滤器来说，我们使用了其中的一种数字组合。 

 

但在历史上，在计算机视觉的文献中，曾公平地争论过怎样的数字组合才是最好的，所

以你还可以使用这种：[
1 0 −1
2 0 −2
1 0 −1

]，叫做 Sobel 的过滤器，它的优点在于增加了中间一行元

素的权重，这使得结果的鲁棒性会更高一些。 

但计算机视觉的研究者们也会经常使用其他的数字组合，比如这种：[
3 0 −3
10 0 −10
3 0 −3

]，

这叫做 Scharr 过滤器，它有着和之前完全不同的特性，实际上也是一种垂直边缘检测，如果

你将其翻转 90 度，你就能得到对应水平边缘检测。 

随着深度学习的发展，我们学习的其中一件事就是当你真正想去检测出复杂图像的边缘，

你不一定要去使用那些研究者们所选择的这九个数字，但你可以从中获益匪浅。把这矩阵中

的 9 个数字当成 9 个参数，并且在之后你可以学习使用反向传播算法，其目标就是去理解这

9 个参数。 

 

当你得到左边这个 6×6 的图片，将其与这个 3×3 的过滤器进行卷积，将会得到一个出色

的边缘检测。这就是你在下节视频中将会看到的，把这 9 个数字当成参数的过滤器，通过反

向传播，你可以学习这种[
1 0 −1
1 0 −1
1 0 −1

]的过滤器，或者 Sobel 过滤器和 Scharr 过滤器。还有另

一种过滤器，这种过滤器对于数据的捕捉能力甚至可以胜过任何之前这些手写的过滤器。相
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比这种单纯的垂直边缘和水平边缘，它可以检测出 45°或 70°或73°，甚至是任何角度的边缘。

所以将矩阵的所有数字都设置为参数，通过数据反馈，让神经网络自动去学习它们，我们会

发现神经网络可以学习一些低级的特征，例如这些边缘的特征。尽管比起那些研究者们，我

们要更费劲一些，但确实可以动手写出这些东西。不过构成这些计算的基础依然是卷积运算，

使得反向传播算法能够让神经网络学习任何它所需要的 3×3 的过滤器，并在整幅图片上去

应用它。这里，这里，还有这里（左边矩阵蓝色方框标记部分），去输出这些，任何它所检

测到的特征，不管是垂直的边缘，水平的边缘，还有其他奇怪角度的边缘，甚至是其它的连

名字都没有的过滤器。 

所以这种将这 9 个数字当成参数的思想，已经成为计算机视觉中最为有效的思想之一。

在接下来的课程中，也就是下个星期，我们将详细去探讨如何使用反向传播去让神经网络学

习这 9 个数字。但在此之前，我们需要先讨论一些其它细节，比如一些基础的卷积运算的变

量。在下面两节视频中，我将与你们讨论如何去使用 padding，以及卷积各种不同的发展，

这两节内容将会是卷积神经网络中卷积模块的重要组成部分，所以我们下节视频再见。 
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1.4 Padding 

为了构建深度神经网络，你需要学会使用的一个基本的卷积操作就是 padding，让我们

来看看它是如何工作的。 

 

我们在之前视频中看到，如果你用一个 3×3 的过滤器卷积一个 6×6 的图像，你最后会得

到一个 4×4 的输出，也就是一个 4×4 矩阵。那是因为你的 3×3 过滤器在 6×6 矩阵中，只可能

有 4×4 种可能的位置。这背后的数学解释是，如果我们有一个𝑛 × 𝑛的图像，用𝑓 × 𝑓的过滤

器做卷积，那么输出的维度就是(𝑛 − 𝑓 + 1) × (𝑛 − 𝑓 + 1)。在这个例子里是6 − 3 + 1 = 4，

因此得到了一个 4×4 的输出。 

这样的话会有两个缺点，第一个缺点是每次做卷积操作，你的图像就会缩小，从 6×6 缩

小到 4×4，你可能做了几次之后，你的图像就会变得很小了，可能会缩小到只有 1×1 的大小。

你可不想让你的图像在每次识别边缘或其他特征时都缩小，这就是第一个缺点。 

 

第二个缺点时，如果你注意角落边缘的像素，这个像素点（绿色阴影标记）只被一个输

出所触碰或者使用，因为它位于这个 3×3 的区域的一角。但如果是在中间的像素点，比如这

个（红色方框标记），就会有许多 3×3 的区域与之重叠。所以那些在角落或者边缘区域的像

素点在输出中采用较少，意味着你丢掉了图像边缘位置的许多信息。 
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为了解决这两个问题，一是输出缩小。当我们建立深度神经网络时，你就会知道你为什

么不希望每进行一步操作图像都会缩小。比如当你有 100 层深层的网络，如果图像每经过一

层都缩小的话，经过 100 层网络后，你就会得到一个很小的图像，所以这是个问题。另一个

问题是图像边缘的大部分信息都丢失了。 

 

为了解决这些问题，你可以在卷积操作之前填充这幅图像。在这个案例中，你可以沿着

图像边缘再填充一层像素。如果你这样操作了，那么 6×6 的图像就被你填充成了一个 8×8 的

图像。如果你用 3×3 的图像对这个 8×8 的图像卷积，你得到的输出就不是 4×4 的，而是 6×6

的图像，你就得到了一个尺寸和原始图像 6×6 的图像。习惯上，你可以用 0 去填充，如果𝑝

是填充的数量，在这个案例中，𝑝 = 1，因为我们在周围都填充了一个像素点，输出也就变

成了(𝑛 + 2𝑝 − 𝑓 + 1) × (𝑛 + 2𝑝 − 𝑓 + 1)，所以就变成了(6 + 2 × 1 − 3 + 1) × (6 + 2 × 1 −

3 + 1) = 6 × 6，和输入的图像一样大。这个涂绿的像素点（左边矩阵）影响了输出中的这些

格子（右边矩阵）。这样一来，丢失信息或者更准确来说角落或图像边缘的信息发挥的作用

较小的这一缺点就被削弱了。 

刚才我已经展示过用一个像素点来填充边缘，如果你想的话，也可以填充两个像素点，

也就是说在这里填充一层。实际上你还可以填充更多像素。我这里画的这种情况，填充后𝑝 =

2。 
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至于选择填充多少像素，通常有两个选择，分别叫做 Valid 卷积和 Same 卷积。 

Valid 卷积意味着不填充，这样的话，如果你有一个𝑛 × 𝑛的图像，用一个𝑓 × 𝑓的过滤器

卷积，它将会给你一个(𝑛 − 𝑓 + 1) × (𝑛 − 𝑓 + 1)维的输出。这类似于我们在前面的视频中展

示的例子，有一个 6×6 的图像，通过一个 3×3 的过滤器，得到一个 4×4 的输出。 

 

另一个经常被用到的填充方法叫做 Same 卷积，那意味你填充后，你的输出大小和输入

大小是一样的。根据这个公式𝑛 − 𝑓 + 1，当你填充𝑝个像素点，𝑛就变成了𝑛 + 2𝑝，最后公式

变为𝑛 + 2𝑝 − 𝑓 + 1。因此如果你有一个𝑛 × 𝑛的图像，用𝑝个像素填充边缘，输出的大小就

是这样的(𝑛 + 2𝑝 − 𝑓 + 1) × (𝑛 + 2𝑝 − 𝑓 + 1)。如果你想让𝑛 + 2𝑝 − 𝑓 + 1 = 𝑛的话，使得输

出和输入大小相等，如果你用这个等式求解𝑝，那么𝑝 = (𝑓 − 1)/2。所以当𝑓是一个奇数的时

候，只要选择相应的填充尺寸，你就能确保得到和输入相同尺寸的输出。这也是为什么前面

的例子，当过滤器是 3×3 时，和上一张幻灯片的例子一样，使得输出尺寸等于输入尺寸，所

需要的填充是(3-1)/2，也就是 1 个像素。另一个例子，当你的过滤器是 5×5，如果𝑓 = 5，然
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后代入那个式子，你就会发现需要 2 层填充使得输出和输入一样大，这是过滤器 5×5 的情

况。 

 

习惯上，计算机视觉中，𝑓通常是奇数，甚至可能都是这样。你很少看到一个偶数的过

滤器在计算机视觉里使用，我认为有两个原因。 

其中一个可能是，如果𝑓是一个偶数，那么你只能使用一些不对称填充。只有𝑓是奇数的

情况下，Same 卷积才会有自然的填充，我们可以以同样的数量填充四周，而不是左边填充

多一点，右边填充少一点，这样不对称的填充。 

第二个原因是当你有一个奇数维过滤器，比如 3×3 或者 5×5 的，它就有一个中心点。有

时在计算机视觉里，如果有一个中心像素点会更方便，便于指出过滤器的位置。 

也许这些都不是为什么𝑓通常是奇数的充分原因，但如果你看了卷积的文献，你经常会

看到 3×3 的过滤器，你也可能会看到一些 5×5，7×7 的过滤器。后面我们也会谈到 1×1 的过

滤器，以及什么时候它是有意义的。但是习惯上，我推荐你只使用奇数的过滤器。我想如果

你使用偶数 f 也可能会得到不错的表现，如果遵循计算机视觉的惯例，我通常使用奇数值的

𝑓。 

你已经看到如何使用 padding 卷积，为了指定卷积操作中的 padding，你可以指定𝑝的

值。也可以使用 Valid 卷积，也就是𝑝 = 0。也可使用 Same 卷积填充像素，使你的输出和输

入大小相同。以上就是 padding，在接下来的视频中我们讨论如何在卷积中设置步长。 
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1.5 卷积步长（Strided convolutions） 

卷积中的步幅是另一个构建卷积神经网络的基本操作，让我向你展示一个例子。 

 

如果你想用 3×3 的过滤器卷积这个 7×7 的图像，和之前不同的是，我们把步幅设置成了

2。你还和之前一样取左上方的 3×3 区域的元素的乘积，再加起来，最后结果为 91。 

 

只是之前我们移动蓝框的步长是 1，现在移动的步长是 2，我们让过滤器跳过 2 个步长，

注意一下左上角，这个点移动到其后两格的点，跳过了一个位置。然后你还是将每个元素相

乘并求和，你将会得到的结果是 100。 
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现在我们继续，将蓝色框移动两个步长，你将会得到 83 的结果。当你移动到下一行的

时候，你也是使用步长 2 而不是步长 1，所以我们将蓝色框移动到这里： 

 

注意到我们跳过了一个位置，得到 69 的结果，现在你继续移动两个步长，会得到 91，

127，最后一行分别是 44，72，74。 

 

所以在这个例子中，我们用 3×3 的矩阵卷积一个 7×7 的矩阵，得到一个 3×3 的输出。输

入和输出的维度是由下面的公式决定的。如果你用一个𝑓 × 𝑓的过滤器卷积一个𝑛 × 𝑛的图像，

你的 padding 为𝑝，步幅为𝑠，在这个例子中𝑠 = 2，你会得到一个输出，因为现在你不是一

次移动一个步子，而是一次移动𝑠个步子，输出于是变为
𝑛+2𝑝−𝑓

𝑠
+ 1 ×

𝑛+2𝑝−𝑓

𝑠
+ 1 
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在我们的这个例子里，𝑛 = 7，𝑝 = 0，𝑓 = 3，𝑠 = 2， 
7+0−3

2
+ 1 = 3，即 3×3 的输出。 

 

现在只剩下最后的一个细节了，如果商不是一个整数怎么办？在这种情况下，我们向下

取整。⌊   ⌋这是向下取整的符号，这也叫做对𝑧进行地板除(floor)，这意味着𝑧向下取整到最

近的整数。这个原则实现的方式是，你只在蓝框完全包括在图像或填充完的图像内部时，才

对它进行运算。如果有任意一个蓝框移动到了外面，那你就不要进行相乘操作，这是一个惯

例。你的 3×3 的过滤器必须完全处于图像中或者填充之后的图像区域内才输出相应结果，这

就是惯例。因此正确计算输出维度的方法是向下取整，以免
𝑛+2𝑝−𝑓

𝑠
不是整数。 

 

总结一下维度情况，如果你有一个𝑛 × 𝑛的矩阵或者𝑛 × 𝑛的图像，与一个𝑓 × 𝑓的矩阵卷

积，或者说𝑓 × 𝑓的过滤器。Padding 是𝑝，步幅为𝑠没输出尺寸就是这样： 
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可以选择所有的数使结果是整数是挺不错的，尽管一些时候，你不必这样做，只要向下

取整也就可以了。你也可以自己选择一些𝑛，𝑓，𝑝和𝑠的值来验证这个输出尺寸的公式是对

的。 

 

在讲下一部分之前，这里有一个关于互相关和卷积的技术性建议，这不会影响到你构建

卷积神经网络的方式，但取决于你读的是数学教材还是信号处理教材，在不同的教材里符号

可能不一致。如果你看的是一本典型的数学教科书，那么卷积的定义是做元素乘积求和，实

际上还有一个步骤是你首先要做的，也就是在把这个 6×6 的矩阵和 3×3 的过滤器卷积之前，

首先你将 3×3 的过滤器沿水平和垂直轴翻转，所以[
3 4 5
1 0 2
−1 9 7

]变为[
7 2 5
9 0 4
−1 1 3

]，这相当于

将 3×3 的过滤器做了个镜像，在水平和垂直轴上（整理者注：此处应该是先顺时针旋转 90

得到[
−1 1 3
9 0 4
7 2 5

]，再水平翻转得到[
7 2 5
9 0 4
−1 1 3

]）。然后你再把这个翻转后的矩阵复制到这
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里（左边的图像矩阵），你要把这个翻转矩阵的元素相乘来计算输出的 4×4 矩阵左上角的元

素，如图所示。然后取这 9 个数字，把它们平移一个位置，再平移一格，以此类推。 

所以我们在这些视频中定义卷积运算时，我们跳过了这个镜像操作。从技术上讲，我们

实际上做的，我们在前面视频中使用的操作，有时被称为互相关（cross-correlation）而不是

卷积（convolution）。但在深度学习文献中，按照惯例，我们将这（不进行翻转操作）叫做

卷积操作。 

总结来说，按照机器学习的惯例，我们通常不进行翻转操作。从技术上说，这个操作可

能叫做互相关更好。但在大部分的深度学习文献中都把它叫做卷积运算，因此我们将在这些

视频中使用这个约定。如果你读了很多机器学习文献的话，你会发现许多人都把它叫做卷积

运算，不需要用到这些翻转。 

事实证明在信号处理中或某些数学分支中，在卷积的定义包含翻转，使得卷积运算符拥

有这个性质，即(𝐴 ∗ 𝐵) ∗ 𝐶 = 𝐴 ∗ (𝐵 ∗ 𝐶)，这在数学中被称为结合律。这对于一些信号处理

应用来说很好，但对于深度神经网络来说它真的不重要，因此省略了这个双重镜像操作，就

简化了代码，并使神经网络也能正常工作。 

根据惯例，我们大多数人都叫它卷积，尽管数学家们更喜欢称之为互相关，但这不会影

响到你在编程练习中要实现的任何东西，也不会影响你阅读和理解深度学习文献。 

现在你已经看到了如何进行卷积，以及如何使用填充，如何在卷积中选择步幅。但到目

前为止，我们所使用的是关于矩阵的卷积，例如 6×6 的矩阵。在下一集视频中，你将看到如

何对立体进行卷积，这将会使你的卷积变得更加强大，让我们继续下一个视频。 
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1.6 三维卷积（Convolutions over volumes） 

你已经知道如何对二维图像做卷积了，现在看看如何执行卷积不仅仅在二维图像上，而

是三维立体上。 

我们从一个例子开始，假如说你不仅想检测灰度图像的特征，也想检测 RGB 彩色图像

的特征。彩色图像如果是 6×6×3，这里的 3 指的是三个颜色通道，你可以把它想象成三个 6×6

图像的堆叠。为了检测图像的边缘或者其他的特征，不是把它跟原来的 3×3 的过滤器做卷

积，而是跟一个三维的过滤器，它的维度是 3×3×3，这样这个过滤器也有三层，对应红绿、

蓝三个通道。 

 

给这些起个名字（原图像），这里的第一个 6 代表图像高度，第二个 6 代表宽度，这个

3 代表通道的数目。同样你的过滤器也有高，宽和通道数，并且图像的通道数必须和过滤器

的通道数匹配，所以这两个数（紫色方框标记的两个数）必须相等。下个幻灯片里，我们就

会知道这个卷积操作是如何进行的了，这个的输出会是一个 4×4 的图像，注意是 4×4×1，最

后一个数不是 3 了。 

 

我们研究下这背后的细节，首先先换一张好看的图片。这个是 6×6×3 的图像，这个是

3×3×3 的过滤器，最后一个数字通道数必须和过滤器中的通道数相匹配。为了简化这个 3×3×3
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过滤器的图像，我们不把它画成 3 个矩阵的堆叠，而画成这样，一个三维的立方体。 

 

为了计算这个卷积操作的输出，你要做的就是把这个 3×3×3 的过滤器先放到最左上角

的位置，这个 3×3×3 的过滤器有 27 个数，27 个参数就是 3 的立方。依次取这 27 个数，然

后乘以相应的红绿蓝通道中的数字。先取红色通道的前 9 个数字，然后是绿色通道，然后再

是蓝色通道，乘以左边黄色立方体覆盖的对应的 27 个数，然后把这些数都加起来，就得到

了输出的第一个数字。 

如果要计算下一个输出，你把这个立方体滑动一个单位，再与这 27 个数相乘，把它们

都加起来，就得到了下一个输出，以此类推。 

 

那么，这个能干什么呢？举个例子，这个过滤器是 3×3×3 的，如果你想检测图像红色通

道的边缘，那么你可以将第一个过滤器设为[
1 0 −1
1 0 −1
1 0 −1

]，和之前一样，而绿色通道全为 0，
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[
0 0 0
0 0 0
0 0 0

]，蓝色也全为 0。如果你把这三个堆叠在一起形成一个 3×3×3 的过滤器，那么这

就是一个检测垂直边界的过滤器，但只对红色通道有用。 

 

或者如果你不关心垂直边界在哪个颜色通道里，那么你可以用一个这样的过滤器，

[
1 0 −1
1 0 −1
1 0 −1

]，[
1 0 −1
1 0 −1
1 0 −1

]，[
1 0 −1
1 0 −1
1 0 −1

]，所有三个通道都是这样。所以通过设置第二个过

滤器参数，你就有了一个边界检测器，3×3×3 的边界检测器，用来检测任意颜色通道里的边

界。参数的选择不同，你就可以得到不同的特征检测器，所有的都是 3×3×3 的过滤器。 

按照计算机视觉的惯例，当你的输入有特定的高宽和通道数时，你的过滤器可以有不同

的高，不同的宽，但是必须一样的通道数。理论上，我们的过滤器只关注红色通道，或者只

关注绿色或者蓝色通道也是可行的。 

再注意一下这个卷积立方体，一个 6×6×6 的输入图像卷积上一个 3×3×3 的过滤器，得到

一个 4×4 的二维输出。 

现在你已经了解了如何对立方体卷积，还有最后一个概念，对建立卷积神经网络至关重

要。就是，如果我们不仅仅想要检测垂直边缘怎么办？如果我们同时检测垂直边缘和水平边

缘，还有 45°倾斜的边缘，还有 70°倾斜的边缘怎么做？换句话说，如果你想同时用多个过

滤器怎么办？ 

这是我们上一张幻灯片的图片，我们让这个 6×6×3 的图像和这个 3×3×3 的过滤器卷积，

得到 4×4 的输出。（第一个）这可能是一个垂直边界检测器或者是学习检测其他的特征。第

二个过滤器可以用橘色来表示，它可以是一个水平边缘检测器。 
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所以和第一个过滤器卷积，可以得到第一个 4×4 的输出，然后卷积第二个过滤器，得到

一个不同的 4×4 的输出。我们做完卷积，然后把这两个 4×4 的输出，取第一个把它放到前

面，然后取第二个过滤器输出，我把它画在这，放到后面。所以把这两个输出堆叠在一起，

这样你就都得到了一个 4×4×2 的输出立方体，你可以把这个立方体当成，重新画在这，就是

一个这样的盒子，所以这就是一个 4×4×2 的输出立方体。它用 6×6×3 的图像，然后卷积上这

两个不同的 3×3 的过滤器，得到两个 4×4 的输出，它们堆叠在一起，形成一个 4×4×2 的立方

体，这里的 2 的来源于我们用了两个不同的过滤器。 

 

我们总结一下维度，如果你有一个𝑛 × 𝑛 × 𝑛𝑐（通道数）的输入图像，在这个例子中就

是 6×6×3，这里的𝑛𝑐就是通道数目，然后卷积上一个𝑓 × 𝑓 × 𝑛𝑐，这个例子中是 3×3×3，按照

惯例，这个（前一个𝑛𝑐）和这个（后一个𝑛𝑐）必须数值相同。然后你就得到了（𝑛 − 𝑓 + 1）
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×（𝑛 − 𝑓 + 1） × 𝑛𝑐′，这里𝑛𝑐′其实就是下一层的通道数，它就是你用的过滤器的个数，在

我们的例子中，那就是 4×4×2。我写下这个假设时，用的步幅为 1，并且没有 padding。如果

你用了不同的步幅或者 padding，那么这个𝑛 − 𝑓 + 1数值会变化，正如前面的视频演示的那

样。 

这个对立方体卷积的概念真的很有用，你现在可以用它的一小部分直接在三个通道的

RGB 图像上进行操作。更重要的是，你可以检测两个特征，比如垂直和水平边缘或者 10 个

或者 128 个或者几百个不同的特征，并且输出的通道数会等于你要检测的特征数。 

对于这里的符号，我一直用通道数（𝑛𝑐）来表示最后一个维度，在文献里大家也把它叫

做 3 维立方体的深度。这两个术语，即通道或者深度，经常被用在文献中。但我觉得深度容

易让人混淆，因为你通常也会说神经网络的深度。所以，在这些视频里我会用通道这个术语

来表示过滤器的第三个维度的大小。 

所以你已经知道怎么对立方体做卷积了，你已经准备好了实现卷积神经其中一层了，在

下个视频里让我们看看是怎么做的。 
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1.7 单层卷积网络（One layer of a convolutional network） 

今天我们要讲的是如何构建卷积神经网络的卷积层，下面来看个例子。 

 

上节课，我们已经讲了如何通过两个过滤器卷积处理一个三维图像，并输出两个不同的

4×4 矩阵。假设使用第一个过滤器进行卷积，得到第一个 4×4 矩阵。使用第二个过滤器进行

卷积得到另外一个 4×4 矩阵。 

 

最终各自形成一个卷积神经网络层，然后增加偏差，它是一个实数，通过 Python 的广

播机制给这 16 个元素都加上同一偏差。然后应用非线性函数，为了说明，它是一个非线性

激活函数 ReLU，输出结果是一个 4×4 矩阵。 

对于第二个 4×4 矩阵，我们加上不同的偏差，它也是一个实数，16 个数字都加上同一

个实数，然后应用非线性函数，也就是一个非线性激活函数 ReLU，最终得到另一个 4×4 矩

阵。然后重复我们之前的步骤，把这两个矩阵堆叠起来，最终得到一个 4×4×2 的矩阵。我们

通过计算，从 6×6×3 的输入推导出一个 4×4×2 矩阵，它是卷积神经网络的一层，把它映射到

标准神经网络中四个卷积层中的某一层或者一个非卷积神经网络中。 
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注意前向传播中一个操作就是𝑧[1] = 𝑊[1]𝑎[0] + 𝑏[1]，其中𝑎[0] = 𝑥，执行非线性函数得

到𝑎[1]，即𝑎[1] = 𝑔(𝑧[1])。这里的输入是𝑎[0]，也就是𝑥，这些过滤器用变量𝑊[1]表示。在卷

积过程中，我们对这 27 个数进行操作，其实是 27×2，因为我们用了两个过滤器，我们取这

些数做乘法。实际执行了一个线性函数，得到一个 4×4 的矩阵。卷积操作的输出结果是一个

4×4 的矩阵，它的作用类似于𝑊[1]𝑎[0]，也就是这两个 4×4 矩阵的输出结果，然后加上偏差。 

 

这一部分（图中蓝色边框标记的部分）就是应用激活函数 ReLU 之前的值，它的作用类

似于𝑧[1]，最后应用非线性函数，得到的这个 4×4×2 矩阵，成为神经网络的下一层，也就是

激活层。 

这就是𝑎[0]到𝑎[1]的演变过程，首先执行线性函数，然后所有元素相乘做卷积，具体做法

是运用线性函数再加上偏差，然后应用激活函数 ReLU。这样就通过神经网络的一层把一个

6×6×3 的维度𝑎[0]演化为一个 4×4×2 维度的𝑎[1]，这就是卷积神经网络的一层。 

示例中我们有两个过滤器，也就是有两个特征，因此我们才最终得到一个 4×4×2 的输
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出。但如果我们用了 10 个过滤器，而不是 2 个，我们最后会得到一个 4×4×10 维度的输出图

像，因为我们选取了其中 10 个特征映射，而不仅仅是 2 个，将它们堆叠在一起，形成一个

4×4×10 的输出图像，也就是𝑎[1]。 

 

为了加深理解，我们来做一个练习。假设你有 10 个过滤器，而不是 2 个，神经网络的

一层是 3×3×3，那么，这一层有多少个参数呢？我们来计算一下，每一层都是一个 3×3×3 的

矩阵，因此每个过滤器有 27 个参数，也就是 27 个数。然后加上一个偏差，用参数𝑏表示，

现在参数增加到 28 个。上一页幻灯片里我画了 2 个过滤器，而现在我们有 10 个，加在一起

是 28×10，也就是 280 个参数。 

请注意一点，不论输入图片有多大，1000×1000 也好，5000×5000 也好，参数始终都是

280 个。用这 10 个过滤器来提取特征，如垂直边缘，水平边缘和其它特征。即使这些图片

很大，参数却很少，这就是卷积神经网络的一个特征，叫作“避免过拟合”。你已经知道到如

何提取 10 个特征，可以应用到大图片中，而参数数量固定不变，此例中只有 28 个，相对较

少。 

最后我们总结一下用于描述卷积神经网络中的一层（以𝑙层为例），也就是卷积层的各

种标记。 
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这一层是卷积层，用𝑓[𝑙]表示过滤器大小，我们说过过滤器大小为𝑓 × 𝑓，上标[𝑙]表示𝑙层

中过滤器大小为𝑓 × 𝑓。通常情况下，上标[𝑙]用来标记𝑙层。用𝑝[𝑙]来标记 padding 的数量，

padding 数量也可指定为一个 valid 卷积，即无 padding。或是 same 卷积，即选定 padding，

如此一来，输出和输入图片的高度和宽度就相同了。用𝑠[𝑙]标记步幅。 

这一层的输入会是某个维度的数据，表示为𝑛 × 𝑛 × 𝑛𝑐，𝑛𝑐某层上的颜色通道数。 

我们要稍作修改，增加上标[𝑙 − 1]，即𝑛[𝑙−1] × 𝑛[𝑙−1] × 𝑛𝑐
[𝑙−1]，因为它是上一层的激活值。 

此例中，所用图片的高度和宽度都一样，但它们也有可能不同，所以分别用上下标𝐻和

𝑊来标记，即𝑛𝐻
[𝑙−1] × 𝑛𝑊

[𝑙−1] × 𝑛𝑐
[𝑙−1]。那么在第𝑙层，图片大小为𝑛𝐻

[𝑙−1] × 𝑛𝑊
[𝑙−1] × 𝑛𝑐

[𝑙−1]，𝑙层的

输入就是上一层的输出，因此上标要用[𝑙 − 1]。神经网络这一层中会有输出，它本身会输出

图像。其大小为𝑛𝐻
[𝑙]
× 𝑛𝑊

[𝑙]
× 𝑛𝑐

[𝑙]
，这就是输出图像的大小。 

前面我们提到过，这个公式给出了输出图片的大小，至少给出了高度和宽度，⌊
𝑛+2𝑝−𝑓

𝑠
+

1⌋（注意：(
𝑛+2𝑝−𝑓

𝑠
+ 1)直接用这个运算结果，也可以向下取整）。在这个新表达式中，𝑙层

输出图像的高度，即𝑛𝐻
[𝑙]
= ⌊

𝑛𝐻
[𝑙−1]

+2𝑝[𝑙]−𝑓[𝑙]

𝑠[𝑙]
+ 1⌋，同样我们可以计算出图像的宽度，用𝑊替换

参数𝐻，即𝑛𝑊
[𝑙]
= ⌊

𝑛𝑊
[𝑙−1]

+2𝑝[𝑙]−𝑓[𝑙]

𝑠[𝑙]
+ 1⌋，公式一样，只要变化高度和宽度的参数我们便能计算

输出图像的高度或宽度。这就是由𝑛𝐻
[𝑙−1]推导𝑛𝐻

[𝑙]
以及𝑛𝑊

[𝑙−1]推导𝑛𝑊
[𝑙]
的过程。 

那么通道数量又是什么？这些数字从哪儿来的？我们来看一下。输出图像也具有深度，

通过上一个示例，我们知道它等于该层中过滤器的数量，如果有 2 个过滤器，输出图像就是

4×4×2，它是二维的，如果有 10 个过滤器，输出图像就是 4×4×10。输出图像中的通道数量

就是神经网络中这一层所使用的过滤器的数量。如何确定过滤器的大小呢？我们知道卷积一

个 6×6×3 的图片需要一个 3×3×3 的过滤器，因此过滤器中通道的数量必须与输入中通道的
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数量一致。因此，输出通道数量就是输入通道数量，所以过滤器维度等于𝑓[𝑙] × 𝑓[𝑙] × 𝑛𝑐
[𝑙−1]。 

 

应用偏差和非线性函数之后，这一层的输出等于它的激活值𝑎[𝑙]，也就是这个维度（输

出维度）。𝑎[𝑙]是一个三维体，即𝑛𝐻
[𝑙]
× 𝑛𝑊

[𝑙]
× 𝑛𝑐

[𝑙]
。当你执行批量梯度下降或小批量梯度下降

时，如果有𝑚个例子，就是有𝑚个激活值的集合，那么输出𝐴[𝑙] = 𝑚 × 𝑛𝐻
[𝑙]
× 𝑛𝑊

[𝑙]
× 𝑛𝑐

[𝑙]
。如果

采用批量梯度下降，变量的排列顺序如下，首先是索引和训练示例，然后是其它三个变量。 

该如何确定权重参数，即参数 W 呢？过滤器的维度已知，为𝑓[𝑙] × 𝑓[𝑙] × 𝑛𝑐
[𝑙−1]

，这只是

一个过滤器的维度，有多少个过滤器，这（𝑛𝑐
[𝑙]
）是过滤器的数量，权重也就是所有过滤器

的集合再乘以过滤器的总数量，即𝑓[𝑙] × 𝑓[𝑙] × 𝑛𝑐
[𝑙−1]

× 𝑛𝑐
[𝑙]
，损失数量 L 就是𝑙层中过滤器的

个数。 

最后我们看看偏差参数，每个过滤器都有一个偏差参数，它是一个实数。偏差包含了这

些变量，它是该维度上的一个向量。后续课程中我们会看到，为了方便，偏差在代码中表示

为一个 1×1×1×𝑛𝑐
[𝑙]
的四维向量或四维张量。 

 

卷积有很多种标记方法，这是我们最常用的卷积符号。大家在线搜索或查看开源代码时，

关于高度，宽度和通道的顺序并没有完全统一的标准卷积，所以在查看 GitHub 上的源代码

或阅读一些开源实现的时候，你会发现有些作者会采用把通道放在首位的编码标准，有时所

有变量都采用这种标准。实际上在某些架构中，当检索这些图片时，会有一个变量或参数来
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标识计算通道数量和通道损失数量的先后顺序。只要保持一致，这两种卷积标准都可用。很

遗憾，这只是一部分标记法，因为深度学习文献并未对标记达成一致，但课上我会采用这种

卷积标识法，按高度，宽度和通道损失数量的顺序依次计算。 

 

我知道，忽然间接触到这么多新的标记方法，你可能会说，这么多怎么记呢？别担心，

不用全都记住，你可以通过本周的练习来熟悉它们。而这节课我想讲的重点是，卷积神经网

络的某一卷积层的工作原理，以及如何计算某一卷积层的激活函数，并映射到下一层的激活

值。了解了卷积神经网络中某一卷积层的工作原理，我们就可以把它们堆叠起来形成一个深

度卷积神经网络，我们下节课再讲。 
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1.8 简单卷积网络示例（ A simple convolution network 

example） 

上节课，我们讲了如何为卷积网络构建一个卷积层。今天我们看一个深度卷积神经网络

的具体示例，顺便练习一下我们上节课所学的标记法。 

假设你有一张图片，你想做图片分类或图片识别，把这张图片输入定义为𝑥，然后辨别

图片中有没有猫，用 0 或 1 表示，这是一个分类问题，我们来构建适用于这项任务的卷积神

经网络。针对这个示例，我用了一张比较小的图片，大小是 39×39×3，这样设定可以使其中

一些数字效果更好。所以𝑛𝐻
[0]
= 𝑛𝑊

[0]
，即高度和宽度都等于 39，𝑛𝑐

[0]
= 3，即 0 层的通道数为

3。 

 

假设第一层我们用一个 3×3 的过滤器来提取特征，那么𝑓[1] = 3，因为过滤器时 3×3 的

矩阵。𝑠[1] = 1，𝑝[1] = 0，所以高度和宽度使用 valid 卷积。如果有 10 个过滤器，神经网络

下一层的激活值为 37×37×10，写 10 是因为我们用了 10 个过滤器，37 是公式
𝑛+2𝑝−𝑓

𝑠
+ 1的

计算结果，也就是
39+0−3

1
+ 1 = 37，所以输出是 37×37，它是一个 vaild 卷积，这是输出结果

的大小。第一层标记为𝑛𝐻
[1]
= 𝑛𝑊

[1]
= 37，𝑛𝑐

[1]
= 10，𝑛𝑐

[1]
等于第一层中过滤器的个数，这

（37×37×10）是第一层激活值的维度。 
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假设还有另外一个卷积层，这次我们采用的过滤器是 5×5 的矩阵。在标记法中，神经网

络下一层的𝑓 = 5，即𝑓[2] = 5步幅为 2，即𝑠[2] = 2。padding 为 0，即𝑝[2] = 0，且有 20 个过

滤器。所以其输出结果会是一张新图像，这次的输出结果为 17×17×20，因为步幅是 2，维度

缩小得很快，大小从 37×37 减小到 17×17，减小了一半还多，过滤器是 20 个，所以通道数

也是 20，17×17×20 即激活值𝑎[2]的维度。因此𝑛𝐻
[2] = 𝑛𝑊

[2] = 17，𝑛𝑐
[2] = 20。 

 

我们来构建最后一个卷积层，假设过滤器还是 5×5，步幅为 2，即𝑓[2] = 5，𝑠[3] = 2，计

算过程我跳过了，最后输出为 7×7×40，假设使用了 40 个过滤器。padding 为 0，40 个过滤

器，最后结果为 7×7×40。 

 

到此，这张 39×39×3 的输入图像就处理完毕了，为图片提取了 7×7×40 个特征，计算出

来就是 1960 个特征。然后对该卷积进行处理，可以将其平滑或展开成 1960 个单元。平滑处
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理后可以输出一个向量，其填充内容是 logistic 回归单元还是 softmax 回归单元，完全取决

于我们是想识图片上有没有猫，还是想识别𝐾种不同对象中的一种，用�̂�表示最终神经网络

的预测输出。明确一点，最后这一步是处理所有数字，即全部的 1960 个数字，把它们展开

成一个很长的向量。为了预测最终的输出结果，我们把这个长向量填充到 softmax 回归函数

中。 

这是卷积神经网络的一个典型范例，设计卷积神经网络时，确定这些超参数比较费工夫。

要决定过滤器的大小、步幅、padding 以及使用多少个过滤器。这周和下周，我会针对选择

参数的问题提供一些建议和指导。 

 

而这节课你要掌握的一点是，随着神经网络计算深度不断加深，通常开始时的图像也要

更大一些，初始值为 39×39，高度和宽度会在一段时间内保持一致，然后随着网络深度的加

深而逐渐减小，从 39 到 37，再到 17，最后到 7。而通道数量在增加，从 3 到 10，再到 20，

最后到 40。在许多其它卷积神经网络中，你也可以看到这种趋势。关于如何确定这些参数，

后面课上我会更详细讲解，这是我们讲的第一个卷积神经网络示例。 

一个典型的卷积神经网络通常有三层，一个是卷积层，我们常常用 Conv 来标注。上一

个例子，我用的就是 CONV。还有两种常见类型的层，我们留在后两节课讲。一个是池化层，

我们称之为 POOL。最后一个是全连接层，用 FC 表示。虽然仅用卷积层也有可能构建出很好

的神经网络，但大部分神经望楼架构师依然会添加池化层和全连接层。幸运的是，池化层和

全连接层比卷积层更容易设计。后两节课我们会快速讲解这两个概念以便你更好的了解神经

网络中最常用的这几种层，你就可以利用它们构建更强大的网络了。 
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再次恭喜你已经掌握了第一个卷积神经网络，本周后几节课，我们会学习如何训练这些

卷积神经网络。不过在这之前，我还要简单介绍一下池化层和全连接层。然后再训练这些网

络，到时我会用到大家熟悉的反向传播训练方法。那么下节课，我们就先来了解如何构建神

经网络的池化层。 
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1.9 池化层（Pooling layers） 

除了卷积层，卷积网络也经常使用池化层来缩减模型的大小，提高计算速度，同时提高

所提取特征的鲁棒性，我们来看一下。 

 

先举一个池化层的例子，然后我们再讨论池化层的必要性。假如输入是一个 4×4 矩阵，

用到的池化类型是最大池化（max pooling）。执行最大池化的树池是一个 2×2 矩阵。执行过

程非常简单，把 4×4 的输入拆分成不同的区域，我把这个区域用不同颜色来标记。对于 2×2

的输出，输出的每个元素都是其对应颜色区域中的最大元素值。 

 

左上区域的最大值是 9，右上区域的最大元素值是 2，左下区域的最大值是 6，右下区

域的最大值是 3。为了计算出右侧这 4 个元素值，我们需要对输入矩阵的 2×2 区域做最大值

运算。这就像是应用了一个规模为 2 的过滤器，因为我们选用的是 2×2 区域，步幅是 2，这

些就是最大池化的超参数。 

因为我们使用的过滤器为 2×2，最后输出是 9。然后向右移动 2 个步幅，计算出最大值

2。然后是第二行，向下移动 2 步得到最大值 6。最后向右移动 3 步，得到最大值 3。这是一

个 2×2 矩阵，即𝑓 = 2，步幅是 2，即𝑠 = 2。 
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这是对最大池化功能的直观理解，你可以把这个 4×4 输入看作是某些特征的集合，也许

不是。你可以把这个 4×4 区域看作是某些特征的集合，也就是神经网络中某一层的非激活值

集合。数字大意味着可能探测到了某些特定的特征，左上象限具有的特征可能是一个垂直边

缘，一只眼睛，或是大家害怕遇到的 CAP 特征。显然左上象限中存在这个特征，这个特征可

能是一只猫眼探测器。然而，右上象限并不存在这个特征。最大化操作的功能就是只要在任

何一个象限内提取到某个特征，它都会保留在最大化的池化输出里。所以最大化运算的实际

作用就是，如果在过滤器中提取到某个特征，那么保留其最大值。如果没有提取到这个特征，

可能在右上象限中不存在这个特征，那么其中的最大值也还是很小，这就是最大池化的直观

理解。 

必须承认，人们使用最大池化的主要原因是此方法在很多实验中效果都很好。尽管刚刚

描述的直观理解经常被引用，不知大家是否完全理解它的真正原因，不知大家是否理解最大

池化效率很高的真正原因。 

其中一个有意思的特点就是，它有一组超参数，但并没有参数需要学习。实际上，梯度

下降没有什么可学的，一旦确定了𝑓和𝑠，它就是一个固定运算，梯度下降无需改变任何值。 

我们来看一个有若干个超级参数的示例，输入是一个 5×5 的矩阵。我们采用最大池化

法，它的过滤器参数为 3×3，即𝑓 = 3，步幅为 1，𝑠 = 1，输出矩阵是 3×3。之前讲的计算卷

积层输出大小的公式同样适用于最大池化，即
𝑛+2𝑝−𝑓

𝑠
+ 1，这个公式也可以计算最大池化的
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输出大小。 

 

此例是计算 3×3 输出的每个元素，我们看左上角这些元素，注意这是一个 3×3 区域，因

为有 3 个过滤器，取最大值 9。然后移动一个元素，因为步幅是 1，蓝色区域的最大值是 9.

继续向右移动，蓝色区域的最大值是 5。然后移到下一行，因为步幅是 1，我们只向下移动

一个格，所以该区域的最大值是 9。这个区域也是 9。这两个区域的最大值都是 5。最后这

三个区域的最大值分别为 8，6 和 9。超参数𝑓 = 3，𝑠 = 1，最终输出如图所示。 

 

以上就是一个二维输入的最大池化的演示，如果输入是三维的，那么输出也是三维的。

例如，输入是 5×5×2，那么输出是 3×3×2。计算最大池化的方法就是分别对每个通道执行刚

刚的计算过程。如上图所示，第一个通道依然保持不变。对于第二个通道，我刚才画在下面

的，在这个层做同样的计算，得到第二个通道的输出。一般来说，如果输入是 5×5×𝑛𝑐，输出

就是 3×3×𝑛𝑐，𝑛𝑐个通道中每个通道都单独执行最大池化计算，以上就是最大池化算法。 
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另外还有一种类型的池化，平均池化，它不太常用。我简单介绍一下，这种运算顾名思

义，选取的不是每个过滤器的最大值，而是平均值。示例中，紫色区域的平均值是 3.75，后

面依次是 1.25、4 和 2。这个平均池化的超级参数𝑓 = 2，𝑠 = 2，我们也可以选择其它超级

参数。 

 

目前来说，最大池化比平均池化更常用。但也有例外，就是深度很深的神经网络，你可

以用平均池化来分解规模为 7×7×1000 的网络的表示层，在整个空间内求平均值，得到

1×1×1000，一会我们看个例子。但在神经网络中，最大池化要比平均池化用得更多。 

总结一下，池化的超级参数包括过滤器大小𝑓和步幅𝑠，常用的参数值为𝑓 = 2，𝑠 = 2，

应用频率非常高，其效果相当于高度和宽度缩减一半。也有使用𝑓 = 3，𝑠 = 2的情况。至于

其它超级参数就要看你用的是最大池化还是平均池化了。你也可以根据自己意愿增加表示

padding 的其他超级参数，虽然很少这么用。最大池化时，往往很少用到超参数 padding，当

然也有例外的情况，我们下周会讲。大部分情况下，最大池化很少用 padding。目前𝑝最常用

的值是 0，即𝑝 = 0。最大池化的输入就是𝑛𝐻 × 𝑛𝑊 × 𝑛𝑐，假设没有 padding，则输出⌊
𝑛𝐻−𝑓

𝑠
+
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1⌋ × ⌊
𝑛𝑤−𝑓

𝑠
+ 1⌋ × 𝑛𝑐。输入通道与输出通道个数相同，因为我们对每个通道都做了池化。需

要注意的一点是，池化过程中没有需要学习的参数。执行反向传播时，反向传播没有参数适

用于最大池化。只有这些设置过的超参数，可能是手动设置的，也可能是通过交叉验证设置

的。 

 

除了这些，池化的内容就全部讲完了。最大池化只是计算神经网络某一层的静态属性，

没有什么需要学习的，它只是一个静态属性。 

关于池化我们就讲到这儿，现在我们已经知道如何构建卷积层和池化层了。下节课，我

们会分析一个更复杂的可以引进全连接层的卷积网络示例。 
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1.10 卷积神经网络示例（ Convolutional neural network 

example） 

构建全卷积神经网络的构造模块我们已经掌握得差不多了，下面来看个例子。 

假设，有一张大小为 32×32×3 的输入图片，这是一张 RGB 模式的图片，你想做手写体

数字识别。32×32×3 的 RGB 图片中含有某个数字，比如 7，你想识别它是从 0-9 这 10 个数

字中的哪一个，我们构建一个神经网络来实现这个功能。 

 

我用的这个网络模型和经典网络 LeNet-5 非常相似，灵感也来源于此。LeNet-5 是多年

前 Yann LeCun 创建的，我所采用的模型并不是 LeNet-5，但是受它启发，许多参数选择都与

LeNet-5 相似。输入是 32×32×3 的矩阵，假设第一层使用过滤器大小为 5×5，步幅是 1，padding

是 0，过滤器个数为 6，那么输出为 28×28×6。将这层标记为 CONV1，它用了 6 个过滤器，

增加了偏差，应用了非线性函数，可能是 ReLU 非线性函数，最后输出 CONV1 的结果。 

 

然后构建一个池化层，这里我选择用最大池化，参数𝑓 = 2，𝑠 = 2，因为 padding 为 0，

我就不写出来了。现在开始构建池化层，最大池化使用的过滤器为 2×2，步幅为 2，表示层

的高度和宽度会减少一半。因此，28×28 变成了 14×14，通道数量保持不变，所以最终输出

为 14×14×6，将该输出标记为 POOL1。 

 

人们发现在卷积神经网络文献中，卷积有两种分类，这与所谓层的划分存在一致性。一
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类卷积是一个卷积层和一个池化层一起作为一层，这就是神经网络的 Layer1。另一类卷积是

把卷积层作为一层，而池化层单独作为一层。人们在计算神经网络有多少层时，通常只统计

具有权重和参数的层。因为池化层没有权重和参数，只有一些超参数。这里，我们把 CONV1

和 POOL1 共同作为一个卷积，并标记为 Layer1。虽然你在阅读网络文章或研究报告时，你

可能会看到卷积层和池化层各为一层的情况，这只是两种不同的标记术语。一般我在统计网

络层数时，只计算具有权重的层，也就是把 CONV1 和 POOL1 作为 Layer1。这里我们用 CONV1

和 POOL1 来标记，两者都是神经网络 Layer1 的一部分，POOL1 也被划分在 Layer1 中，因为

它没有权重，得到的输出是 14×14×6。 

 

我们再为它构建一个卷积层，过滤器大小为 5×5，步幅为 1，这次我们用 10 个过滤器，

最后输出一个 10×10×10 的矩阵，标记为 CONV2。 

 

然后做最大池化，超参数𝑓 = 2，𝑠 = 2。你大概可以猜出结果，𝑓 = 2，𝑠 = 2，高度和

宽度会减半，最后输出为5×5×10，标记为 POOL2，这就是神经网络的第二个卷积层，即 Layer2。 

 

如果对 Layer1 应用另一个卷积层，过滤器为 5×5，即𝑓 = 5，步幅是 1，padding 为 0，

所以这里省略了，过滤器 16 个，所以 CONV2 输出为 10×10×16。我们看看 CONV2，这是
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CONV2 层。 

 

继续执行做大池化计算，参数𝑓 = 2，𝑠 = 2，你能猜到结果么？对 10×10×16 输入执行

最大池化计算，参数𝑓 = 2，𝑠 = 2，高度和宽度减半，计算结果猜到了吧。最大池化的参数

𝑓 = 2，𝑠 = 2，输入的高度和宽度会减半，结果为 5×5×16，通道数和之前一样，标记为 POOL2。

这是一个卷积，即 Layer2，因为它只有一个权重集和一个卷积层 CONV2。 

 

5×5×16 矩阵包含 400 个元素，现在将 POOL2 平整化为一个大小为 400 的一维向量。我

们可以把平整化结果想象成这样的一个神经元集合，然后利用这 400 个单元构建下一层。下

一层含有 120 个单元，这就是我们第一个全连接层，标记为 FC3。这 400 个单元与 120 个单

元紧密相连，这就是全连接层。它很像我们在第一和第二门课中讲过的单神经网络层，这是

一个标准的神经网络。它的权重矩阵为𝑊[3]，维度为 120×400。这就是所谓的“全连接”，因

为这 400 个单元与这 120 个单元的每一项连接，还有一个偏差参数。最后输出 120 个维度，

因为有 120 个输出。 

然后我们对这个 120 个单元再添加一个全连接层，这层更小，假设它含有 84 个单元，

标记为 FC4。 
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最后，用这 84 个单元填充一个 softmax 单元。如果我们想通过手写数字识别来识别手

写 0-9 这 10 个数字，这个 softmax 就会有 10 个输出。 

此例中的卷积神经网络很典型，看上去它有很多超参数，关于如何选定这些参数，后面

我提供更多建议。常规做法是，尽量不要自己设置超参数，而是查看文献中别人采用了哪些

超参数，选一个在别人任务中效果很好的架构，那么它也有可能适用于你自己的应用程序，

这块下周我会细讲。 

 

现在，我想指出的是，随着神经网络深度的加深，高度𝑛𝐻和宽度𝑛𝑊通常都会减少，前

面我就提到过，从 32×32 到 28×28，到 14×14，到 10×10，再到 5×5。所以随着层数增加，高

度和宽度都会减小，而通道数量会增加，从 3 到 6 到 16 不断增加，然后得到一个全连接层。 

在神经网络中，另一种常见模式就是一个或多个卷积后面跟随一个池化层，然后一个或
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多个卷积层后面再跟一个池化层，然后是几个全连接层，最后是一个 softmax。这是神经网

络的另一种常见模式。 

接下来我们讲讲神经网络的激活值形状，激活值大小和参数数量。输入为 32×32×3，这

些数做乘法，结果为 3072，所以激活值𝑎[0]有 3072 维，激活值矩阵为 32×32×3，输入层没有

参数。计算其他层的时候，试着自己计算出激活值，这些都是网络中不同层的激活值形状和

激活值大小。 

 

有几点要注意，第一，池化层和最大池化层没有参数；第二卷积层的参数相对较少，前

面课上我们提到过，其实许多参数都存在于神经网络的全连接层。观察可发现，随着神经网

络的加深，激活值尺寸会逐渐变小，如果激活值尺寸下降太快，也会影响神经网络性能。示

例中，激活值尺寸在第一层为 6000，然后减少到 1600，慢慢减少到 84，最后输出 softmax

结果。我们发现，许多卷积网络都具有这些属性，模式上也相似。 

神经网络的基本构造模块我们已经讲完了，一个卷积神经网络包括卷积层、池化层和全

连接层。许多计算机视觉研究正在探索如何把这些基本模块整合起来，构建高效的神经网络，

整合这些基本模块确实需要深入的理解。根据我的经验，找到整合基本构造模块最好方法就

是大量阅读别人的案例。下周我会演示一些整合基本模块，成功构建高效神经网络的具体案

例。我希望下周的课程可以帮助你找到构建有效神经网络的感觉，或许你也可以将别人开发

的框架应用于自己的应用程序，这是下周的内容。下节课，也是本周最后一节课，我想花点

时间讨论下，为什么大家愿意使用卷积，使用卷积的好处和优势是什么，以及如何整合多个

卷积，如何检验神经网络，如何在训练集上训练神经网络来识别图片或执行其他任务，我们

下节课继续讲。  
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1.11 为什么使用卷积？（Why convolutions?） 

这是本周最后一节课，我们来分析一下卷积在神经网络中如此受用的原因，然后对如何

整合这些卷积，如何通过一个标注过的训练集训练卷积神经网络做个简单概括。和只用全连

接层相比，卷积层的两个主要优势在于参数共享和稀疏连接，举例说明一下。 

 

假设有一张 32×32×3 维度的图片，这是上节课的示例，假设用了 6 个大小为 5×5 的过

滤器，输出维度为 28×28×6。32×32×3=3072，28×28×6=4704。我们构建一个神经网络，其中

一层含有 3072 个单元，下一层含有 4074 个单元，两层中的每个神经元彼此相连，然后计算

权重矩阵，它等于 4074×3072≈1400 万，所以要训练的参数很多。虽然以现在的技术，我们

可以用 1400 多万个参数来训练网络，因为这张 32×32×3 的图片非常小，训练这么多参数没

有问题。如果这是一张 1000×1000 的图片，权重矩阵会变得非常大。我们看看这个卷积层的

参数数量，每个过滤器都是 5×5，一个过滤器有 25 个参数，再加上偏差参数，那么每个过

滤器就有 26 个参数，一共有 6 个过滤器，所以参数共计 156 个，参数数量还是很少。 

卷积网络映射这么少参数有两个原因： 

一是参数共享。观察发现，特征检测如垂直边缘检测如果适用于图片的某个区域，那么

它也可能适用于图片的其他区域。也就是说，如果你用一个 3×3 的过滤器检测垂直边缘，那

么图片的左上角区域，以及旁边的各个区域（左边矩阵中蓝色方框标记的部分）都可以使用

这个 3×3 的过滤器。每个特征检测器以及输出都可以在输入图片的不同区域中使用同样的

参数，以便提取垂直边缘或其它特征。它不仅适用于边缘特征这样的低阶特征，同样适用于

高阶特征，例如提取脸上的眼睛，猫或者其他特征对象。即使减少参数个数，这 9 个参数同
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样能计算出 16 个输出。直观感觉是，一个特征检测器，如垂直边缘检测器用于检测图片左

上角区域的特征，这个特征很可能也适用于图片的右下角区域。因此在计算图片左上角和右

下角区域时，你不需要添加其它特征检测器。假如有一个这样的数据集，其左上角和右下角

可能有不同分布，也有可能稍有不同，但很相似，整张图片共享特征检测器，提取效果也很

好。 

 

第二个方法是使用稀疏连接，我来解释下。这个 0 是通过 3×3 的卷积计算得到的，它只

依赖于这个 3×3 的输入的单元格，右边这个输出单元（元素 0）仅与 36 个输入特征中 9 个

相连接。而且其它像素值都不会对输出产生任影响，这就是稀疏连接的概念。 

 

再举一个例子，这个输出（右边矩阵中红色标记的元素 30）仅仅依赖于这 9 个特征（左

边矩阵红色方框标记的区域），看上去只有这 9 个输入特征与输出相连接，其它像素对输出

没有任何影响。 
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神经网络可以通过这两种机制减少参数，以便我们用更小的训练集来训练它，从而预防

过度拟合。你们也可能听过，卷积神经网络善于捕捉平移不变。通过观察可以发现，向右移

动两个像素，图片中的猫依然清晰可见，因为神经网络的卷积结构使得即使移动几个像素，

这张图片依然具有非常相似的特征，应该属于同样的输出标记。实际上，我们用同一个过滤

器生成各层中，图片的所有像素值，希望网络通过自动学习变得更加健壮，以便更好地取得

所期望的平移不变属性。 

这就是卷积或卷积网络在计算机视觉任务中表现良好的原因。 

 

最后，我们把这些层整合起来，看看如何训练这些网络。比如我们要构建一个猫咪检测

器，我们有下面这个标记训练集，𝑥表示一张图片，�̂�是二进制标记或某个重要标记。我们选

定了一个卷积神经网络，输入图片，增加卷积层和池化层，然后添加全连接层，最后输出一

个 softmax，即�̂�。卷积层和全连接层有不同的参数𝑤和偏差𝑏，我们可以用任何参数集合来

定义代价函数。一个类似于我们之前讲过的那种代价函数，并随机初始化其参数𝑤和𝑏，代

价函数 𝐽等于神经网络对整个训练集的预测的损失总和再除以𝑚（即 Cost 𝐽 =

1

𝑚
∑ 𝐿(�̂�

(𝑖)
, 𝑦(𝑖))𝑚

𝑖=1 ）。所以训练神经网络，你要做的就是使用梯度下降法，或其它算法，例

如 Momentum 梯度下降法，含 RMSProp 或其它因子的梯度下降来优化神经网络中所有参

数，以减少代价函数𝐽的值。通过上述操作你可以构建一个高效的猫咪检测器或其它检测器。 

恭喜你完成了这一周的课程，你已经学习了卷积神经网络的所有基本构造模块，以及如

何在高效图片识别系统中整合这些模块。透过本周编程练习，你可以更加具体了解这些概念，

试着整合这些构造模块，并用它们解决自己的问题。 

下周，我们将继续深入学习卷积神经网络。我曾提到卷积神经网络中有很多超参数，下

周，我打算具体展示一些最有效的卷积神经网络示例，你也可以尝试去判断哪些网络架构类

型效率更高。人们通常的做法是将别人发现和发表在研究报告上的架构应用于自己的应用程
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序。下周看过更多具体的示例后，相信你会做的更好。此外，下星期我们也会深入分析卷积

神经网络如此高效的原因，同时讲解一些新的计算机视觉应用程序，例如，对象检测和神经

风格迁移以及如何利用这些算法创造新的艺术品形式。 
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第二周 深度卷积网络：实例探究（Deep convolutional models: 

case studies）  

2.1 为什么要进行实例探究？（Why look at case studies?） 

这周我们首先来看看一些卷积神经网络的实例分析，为什么要看这些实例分析呢？上周

我们讲了基本构建，比如卷积层、池化层以及全连接层这些组件。事实上，过去几年计算机

视觉研究中的大量研究都集中在如何把这些基本构件组合起来，形成有效的卷积神经网络。

最直观的方式之一就是去看一些案例，就像很多人通过看别人的代码来学习编程一样，通过

研究别人构建有效组件的案例是个不错的办法。实际上在计算机视觉任务中表现良好的神经

网络框架往往也适用于其它任务，也许你的任务也不例外。也就是说，如果有人已经训练或

者计算出擅长识别猫、狗、人的神经网络或者神经网络框架，而你的计算机视觉识别任务是

构建一个自动驾驶汽车，你完全可以借鉴别人的神经网络框架来解决自己的问题。 

最后，学完这几节课，你应该可以读一些计算机视觉方面的研究论文了，我希望这也是

你学习本课程的收获。当然，读论文并不是必须的，但是我希望当你发现你可以读懂一些计

算机视觉方面的研究论文或研讨会内容时会有一种满足感。言归正传，我们进入主题。 

这是后面几节课的提纲，首先我们来看几个经典的网络。 

 

LeNet-5 网络，我记得应该是 1980 年代的，经常被引用的 AlexNet，还有 VGG 网络。这

些都是非常有效的神经网络范例，当中的一些思路为现代计算机视觉技术的发展奠定了基

础。论文中的这些想法可能对你大有裨益，对你的工作也可能有所帮助。 

然后是 ResNet，又称残差网络。神经网络正在不断加深，对此你可能有所了解。ResNet
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神经网络训练了一个深达 152 层的神经网络，并且在如何有效训练方面，总结出了一些有趣

的想法和窍门。课程最后，我们还会讲一个 Inception 神经网络的实例分析。 

了解了这些神经网络，我相信你会对如何构建有效的卷积神经网络更有感觉。即使计算

机视觉并不是你的主要方向，但我相信你会从 ResNet 和 Inception 网络这样的实例中找到一

些不错的想法。这里面有很多思路都是多学科融合的产物。总之，即便你不打算构建计算机

视觉应用程序，试着从中发现一些有趣的思路，对你的工作也会有所帮助。 
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2.2 经典网络（Classic networks） 

这节课，我们来学习几个经典的神经网络结构，分别是 LeNet-5、AlexNet 和 VGGNet，

开始吧。 

首先看看 LeNet-5 的网络结构，假设你有一张 32×32×1 的图片，LeNet-5 可以识别图中

的手写数字，比如像这样手写数字 7。LeNet-5 是针对灰度图片训练的，所以图片的大小只

有 32×32×1。实际上 LeNet-5 的结构和我们上周讲的最后一个范例非常相似，使用 6 个 5×5

的过滤器，步幅为 1。由于使用了 6 个过滤器，步幅为 1，padding 为 0，输出结果为 28×28×6，

图像尺寸从 32×32 缩小到 28×28。然后进行池化操作，在这篇论文写成的那个年代，人们更

喜欢使用平均池化，而现在我们可能用最大池化更多一些。在这个例子中，我们进行平均池

化，过滤器的宽度为 2，步幅为 2，图像的尺寸，高度和宽度都缩小了 2 倍，输出结果是一

个 14×14×6 的图像。我觉得这张图片应该不是完全按照比例绘制的，如果严格按照比例绘

制，新图像的尺寸应该刚好是原图像的一半。 

 

接下来是卷积层，我们用一组 16 个 5×5 的过滤器，新的输出结果有 16 个通道。LeNet-

5 的论文是在 1998 年撰写的，当时人们并不使用 padding，或者总是使用 valid 卷积，这就

是为什么每进行一次卷积，图像的高度和宽度都会缩小，所以这个图像从 14 到 14 缩小到了

10×10。然后又是池化层，高度和宽度再缩小一半，输出一个 5×5×16 的图像。将所有数字相

乘，乘积是 400。 

下一层是全连接层，在全连接层中，有 400 个节点，每个节点有 120 个神经元，这里已

经有了一个全连接层。但有时还会从这 400 个节点中抽取一部分节点构建另一个全连接层，

就像这样，有 2 个全连接层。 

最后一步就是利用这 84 个特征得到最后的输出，我们还可以在这里再加一个节点用来

预测�̂�的值，�̂�有 10 个可能的值，对应识别 0-9 这 10 个数字。在现在的版本中则使用 softmax
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函数输出十种分类结果，而在当时，LeNet-5 网络在输出层使用了另外一种，现在已经很少

用到的分类器。 

相比现代版本，这里得到的神经网络会小一些，只有约 6 万个参数。而现在，我们经常

看到含有一千万到一亿个参数的神经网络，比这大 1000 倍的神经网络也不在少数。 

不管怎样，如果我们从左往右看，随着网络越来越深，图像的高度和宽度在缩小，从最

初的 32×32 缩小到 28×28，再到 14×14、10×10，最后只有 5×5。与此同时，随着网络层次的

加深，通道数量一直在增加，从 1 增加到 6 个，再到 16 个。 

 

这个神经网络中还有一种模式至今仍然经常用到，就是一个或多个卷积层后面跟着一个

池化层，然后又是若干个卷积层再接一个池化层，然后是全连接层，最后是输出，这种排列

方式很常用。 

对于那些想尝试阅读论文的同学，我再补充几点。接下来的部分主要针对那些打算阅读

经典论文的同学，所以会更加深入。这些内容你完全可以跳过，算是对神经网络历史的一种

回顾吧，听不懂也不要紧。 

读到这篇经典论文时，你会发现，过去，人们使用 sigmoid 函数和 tanh 函数，而不是

ReLu 函数，这篇论文中使用的正是 sigmoid 函数和 tanh 函数。这种网络结构的特别之处还

在于，各网络层之间是有关联的，这在今天看来显得很有趣。 

比如说，你有一个𝑛𝐻 × 𝑛𝑊 × 𝑛𝐶的网络，有𝑛𝐶个通道，使用尺寸为𝑓 × 𝑓 × 𝑛𝐶的过滤器，

每个过滤器的通道数和它上一层的通道数相同。这是由于在当时，计算机的运行速度非常慢，

为了减少计算量和参数，经典的 LeNet-5 网络使用了非常复杂的计算方式，每个过滤器都采
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用和输入模块一样的通道数量。论文中提到的这些复杂细节，现在一般都不用了。 

我认为当时所进行的最后一步其实到现在也还没有真正完成，就是经典的 LeNet-5 网络

在池化后进行了非线性函数处理，在这个例子中，池化层之后使用了 sigmoid 函数。如果你

真的去读这篇论文，这会是最难理解的部分之一，我们会在后面的课程中讲到。 

下面要讲的网络结构简单一些，幻灯片的大部分类容来自于原文的第二段和第三段，原

文的后几段介绍了另外一种思路。文中提到的这种图形变形网络如今并没有得到广泛应用，

所以在读这篇论文的时候，我建议精读第二段，这段重点介绍了这种网络结构。泛读第三段，

这里面主要是一些有趣的实验结果。 

我要举例说明的第二种神经网络是 AlexNet，是以论文的第一作者 Alex Krizhevsky 的名

字命名的，另外两位合著者是 Ilya Sutskever 和 Geoffery Hinton。 

 

AlexNet首先用一张227×227×3的图片作为输入，实际上原文中使用的图像是 224×224×3，

但是如果你尝试去推导一下，你会发现 227×227 这个尺寸更好一些。第一层我们使用 96 个

11×11 的过滤器，步幅为 4，由于步幅是 4，因此尺寸缩小到 55×55，缩小了 4 倍左右。然后

用一个 3×3 的过滤器构建最大池化层，𝑓 = 3，步幅𝑠为 2，卷积层尺寸缩小为 27×27×96。接

着再执行一个 5×5 的卷积，padding 之后，输出是 27×27×276。然后再次进行最大池化，尺

寸缩小到 13×13。再执行一次 same 卷积，相同的 padding，得到的结果是 13×13×384，384

个过滤器。再做一次 same 卷积，就像这样。再做一次同样的操作，最后再进行一次最大池

化，尺寸缩小到 6×6×256。6×6×256 等于 9216，将其展开为 9216 个单元，然后是一些全连

接层。最后使用 softmax 函数输出识别的结果，看它究竟是 1000 个可能的对象中的哪一个。 

实际上，这种神经网络与 LeNet 有很多相似之处，不过 AlexNet 要大得多。正如前面讲

到的 LeNet 或 LeNet-5 大约有 6 万个参数，而 AlexNet 包含约 6000 万个参数。当用于训练图

像和数据集时，AlexNet 能够处理非常相似的基本构造模块，这些模块往往包含着大量的隐
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藏单元或数据，这一点 AlexNet 表现出色。AlexNet 比 LeNet 表现更为出色的另一个原因是

它使用了 ReLu 激活函数。 

 

同样的，我还会讲一些比较深奥的内容，如果你并不打算阅读论文，不听也没有关系。

第一点，在写这篇论文的时候，GPU 的处理速度还比较慢，所以 AlexNet 采用了非常复杂的

方法在两个 GPU 上进行训练。大致原理是，这些层分别拆分到两个不同的 GPU 上，同时还

专门有一个方法用于两个 GPU 进行交流。 

 

论文还提到，经典的 AlexNet 结构还有另一种类型的层，叫作“局部响应归一化层”（Local 

Response Normalization），即 LRN 层，这类层应用得并不多，所以我并没有专门讲。局部响

应归一层的基本思路是，假如这是网络的一块，比如是 13×13×256，LRN 要做的就是选取一

个位置，比如说这样一个位置，从这个位置穿过整个通道，能得到 256 个数字，并进行归一

化。进行局部响应归一化的动机是，对于这张 13×13 的图像中的每个位置来说，我们可能并

不需要太多的高激活神经元。但是后来，很多研究者发现 LRN 起不到太大作用，这应该是被

我划掉的内容之一，因为并不重要，而且我们现在并不用 LRN 来训练网络。 

如果你对深度学习的历史感兴趣的话，我认为在 AlexNet 之前，深度学习已经在语音识

别和其它几个领域获得了一些关注，但正是通过这篇论文，计算机视觉群体开始重视深度学

习，并确信深度学习可以应用于计算机视觉领域。此后，深度学习在计算机视觉及其它领域



第四门课 卷积神经网络（Convolutional Neural Networks）-第二周 深度卷积网络：实例探究（Deep 

convolutional models: case studies） 

400 
 

的影响力与日俱增。如果你并不打算阅读这方面的论文，其实可以不用学习这节课。但如果

你想读懂一些相关的论文，这是比较好理解的一篇，学起来会容易一些。 

AlexNet 网络结构看起来相对复杂，包含大量超参数，这些数字（55×55×96、27×27×96、

27×27×256……）都是 Alex Krizhevsky 及其合著者不得不给出的。 

 

这节课要讲的第三个，也是最后一个范例是 VGG，也叫作 VGG-16 网络。值得注意的一

点是，VGG-16 网络没有那么多超参数，这是一种只需要专注于构建卷积层的简单网络。首

先用 3×3，步幅为 1 的过滤器构建卷积层，padding 参数为 same 卷积中的参数。然后用一个

2×2，步幅为 2 的过滤器构建最大池化层。因此 VGG 网络的一大优点是它确实简化了神经网

络结构，下面我们具体讲讲这种网络结构。 

 

假设要识别这个图像，在最开始的两层用 64 个 3×3 的过滤器对输入图像进行卷积，输

出结果是 224×224×64，因为使用了 same 卷积，通道数量也一样。VGG-16 其实是一个很深

的网络，这里我并没有把所有卷积层都画出来。 

 

假设这个小图是我们的输入图像，尺寸是 224×224×3，进行第一个卷积之后得到

224×224×64 的特征图，接着还有一层 224×224×64，得到这样 2 个厚度为 64 的卷积层，意

味着我们用 64个过滤器进行了两次卷积。正如我在前面提到的，这里采用的都是大小为 3×3，

步幅为 1 的过滤器，并且都是采用 same 卷积，所以我就不再把所有的层都画出来了，只用

一串数字代表这些网络。 
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接下来创建一个池化层，池化层将输入图像进行压缩，从 224×224×64 缩小到多少呢？

没错，减少到 112×112×64。然后又是若干个卷积层，使用 129 个过滤器，以及一些 same 卷

积，我们看看输出什么结果，112×112×128.然后进行池化，可以推导出池化后的结果是这样

（56×56×128）。接着再用 256 个相同的过滤器进行三次卷积操作，然后再池化，然后再卷

积三次，再池化。如此进行几轮操作后，将最后得到的 7×7×512 的特征图进行全连接操作，

得到 4096 个单元，然后进行 softmax 激活，输出从 1000 个对象中识别的结果。 

 

顺便说一下，VGG-16 的这个数字 16，就是指在这个网络中包含 16 个卷积层和全连接

层。确实是个很大的网络，总共包含约 1.38 亿个参数，即便以现在的标准来看都算是非常

大的网络。但 VGG-16 的结构并不复杂，这点非常吸引人，而且这种网络结构很规整，都是

几个卷积层后面跟着可以压缩图像大小的池化层，池化层缩小图像的高度和宽度。同时，卷

积层的过滤器数量变化存在一定的规律，由 64 翻倍变成 128，再到 256 和 512。作者可能认

为 512 已经足够大了，所以后面的层就不再翻倍了。无论如何，每一步都进行翻倍，或者说

在每一组卷积层进行过滤器翻倍操作，正是设计此种网络结构的另一个简单原则。这种相对

一致的网络结构对研究者很有吸引力，而它的主要缺点是需要训练的特征数量非常巨大。 
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有些文章还介绍了 VGG-19 网络，它甚至比 VGG-16 还要大，如果你想了解更多细节，

请参考幻灯片下方的注文，阅读由 Karen Simonyan 和 Andrew Zisserman 撰写的论文。由于

VGG-16 的表现几乎和 VGG-19 不分高下，所以很多人还是会使用 VGG-16。我最喜欢它的一

点是，文中揭示了，随着网络的加深，图像的高度和宽度都在以一定的规律不断缩小，每次

池化后刚好缩小一半，而通道数量在不断增加，而且刚好也是在每组卷积操作后增加一倍。

也就是说，图像缩小的比例和通道数增加的比例是有规律的。从这个角度来看，这篇论文很

吸引人。 

以上就是三种经典的网络结构，如果你对这些论文感兴趣，我建议从介绍 AlexNet 的论

文开始，然后就是 VGG 的论文，最后是 LeNet 的论文。虽然有些晦涩难懂，但对于了解这

些网络结构很有帮助。 

学过这些经典的网络之后，下节课我们会学习一些更先高级更强大的神经网络结构，下

节课见。 
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2.3 残差网络(ResNets)(Residual Networks (ResNets)) 

非常非常深的神经网络是很难训练的，因为存在梯度消失和梯度爆炸问题。这节课我们

学习跳跃连接（Skip connection），它可以从某一层网络层获取激活，然后迅速反馈给另外

一层，甚至是神经网络的更深层。我们可以利用跳跃连接构建能够训练深度网络的 ResNets，

有时深度能够超过 100 层，让我们开始吧。 

ResNets 是由残差块（Residual block）构建的，首先我解释一下什么是残差块。 

 

这是一个两层神经网络，在𝐿层进行激活，得到𝑎[𝑙+1]，再次进行激活，两层之后得到𝑎[𝑙+2]。

计算过程是从𝑎[𝑙]开始，首先进行线性激活，根据这个公式：𝑧[𝑙+1] = 𝑊[𝑙+1]𝑎[𝑙] + 𝑏[𝑙+1]，通

过𝑎[𝑙]算出𝑧[𝑙+1]，即𝑎[𝑙]乘以权重矩阵，再加上偏差因子。然后通过 ReLU 非线性激活函数得

到 𝑎[𝑙+1]， 𝑎[𝑙+1] = 𝑔(𝑧[𝑙+1])计算得出。接着再次进行线性激活，依据等式 𝑧[𝑙+2] =

𝑊[2+1]𝑎[𝑙+1] + 𝑏[𝑙+2]，最后根据这个等式再次进行 ReLu 非线性激活，即𝑎[𝑙+2] = 𝑔(𝑧[𝑙+2])，

这里的𝑔是指 ReLU 非线性函数，得到的结果就是𝑎[𝑙+2]。换句话说，信息流从𝑎[𝑙]到𝑎[𝑙+2]需

要经过以上所有步骤，即这组网络层的主路径。 
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在残差网络中有一点变化，我们将𝑎[𝑙]直接向后，拷贝到神经网络的深层，在 ReLU 非线

性激活函数前加上𝑎[𝑙]，这是一条捷径。𝑎[𝑙]的信息直接到达神经网络的深层，不再沿着主路

径传递，这就意味着最后这个等式(𝑎[𝑙+2] = 𝑔(𝑧[𝑙+2]))去掉了，取而代之的是另一个 ReLU 非

线性函数，仍然对𝑧[𝑙+2]进行 𝑔函数处理，但这次要加上𝑎[𝑙]，即： 𝑎[𝑙+2] = 𝑔(𝑧[𝑙+2] + 𝑎[𝑙])，

也就是加上的这个𝑎[𝑙]产生了一个残差块。 

 

在上面这个图中，我们也可以画一条捷径，直达第二层。实际上这条捷径是在进行 ReLU

非线性激活函数之前加上的，而这里的每一个节点都执行了线性函数和 ReLU 激活函数。所

以𝑎[𝑙]插入的时机是在线性激活之后，ReLU 激活之前。除了捷径，你还会听到另一个术语“跳

跃连接”，就是指𝑎[𝑙]跳过一层或者好几层，从而将信息传递到神经网络的更深层。 

ResNet 的发明者是何恺明（Kaiming He）、张翔宇（Xiangyu Zhang）、任少卿（Shaoqing 

Ren）和孙剑（Jiangxi Sun），他们发现使用残差块能够训练更深的神经网络。所以构建一个
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ResNet 网络就是通过将很多这样的残差块堆积在一起，形成一个很深神经网络，我们来看

看这个网络。 

 

这并不是一个残差网络，而是一个普通网络（Plain network），这个术语来自 ResNet 论

文。 

 

把它变成 ResNet 的方法是加上所有跳跃连接，正如前一张幻灯片中看到的，每两层增

加一个捷径，构成一个残差块。如图所示，5 个残差块连接在一起构成一个残差网络。 

 

如果我们使用标准优化算法训练一个普通网络，比如说梯度下降法，或者其它热门的优

化算法。如果没有残差，没有这些捷径或者跳跃连接，凭经验你会发现随着网络深度的加深，

训练错误会先减少，然后增多。而理论上，随着网络深度的加深，应该训练得越来越好才对。

也就是说，理论上网络深度越深越好。但实际上，如果没有残差网络，对于一个普通网络来

说，深度越深意味着用优化算法越难训练。实际上，随着网络深度的加深，训练错误会越来

越多。 
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但有了 ResNets 就不一样了，即使网络再深，训练的表现却不错，比如说训练误差减少，

就算是训练深达 100 层的网络也不例外。有人甚至在 1000 多层的神经网络中做过实验，尽

管目前我还没有看到太多实际应用。但是对𝑥的激活，或者这些中间的激活能够到达网络的

更深层。这种方式确实有助于解决梯度消失和梯度爆炸问题，让我们在训练更深网络的同时，

又能保证良好的性能。也许从另外一个角度来看，随着网络越来深，网络连接会变得臃肿，

但是 ResNet 确实在训练深度网络方面非常有效。 

现在大家对 ResNet 已经有了一个大致的了解，通过本周的编程练习，你可以尝试亲自

实现一下这些想法。至于为什么 ResNets 能有如此好的表现，接下来我会有更多更棒的内容

分享给大家，我们下个视频见。 
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2.4 残差网络为什么有用？（Why ResNets work?） 

为什么 ResNets 能有如此好的表现，我们来看个例子，它解释了其中的原因，至少可以

说明，如何构建更深层次的 ResNets 网络的同时还不降低它们在训练集上的效率。希望你已

经通过第三门课了解到，通常来讲，网络在训练集上表现好，才能在 Hold-Out 交叉验证集

或 dev 集和测试集上有好的表现，所以至少在训练集上训练好 ResNets 是第一步。 

先来看个例子，上节课我们了解到，一个网络深度越深，它在训练集上训练的效率就会

有所减弱，这也是有时候我们不希望加深网络的原因。而事实并非如此，至少在训练 ResNets

网络时，并非完全如此，举个例子。 

 

假设有一个大型神经网络，其输入为𝑋，输出激活值𝑎[𝑙]。假如你想增加这个神经网络的

深度，那么用 Big NN 表示，输出为𝑎[𝑙]。再给这个网络额外添加两层，依次添加两层，最后

输出为𝑎[𝑙+2]，可以把这两层看作一个 ResNets 块，即具有捷径连接的残差块。为了方便说

明，假设我们在整个网络中使用 ReLU 激活函数，所以激活值都大于等于 0，包括输入𝑋的非

零异常值。因为 ReLU 激活函数输出的数字要么是 0，要么是正数。 

 

我们看一下𝑎[𝑙+2]的值，也就是上节课讲过的表达式，即𝑎[𝑙+2] = 𝑔(𝑧[𝑙+2] + 𝑎[𝑙])，添加项

𝑎[𝑙]是刚添加的跳跃连接的输入。展开这个表达式𝑎[𝑙+2] = 𝑔(𝑊[𝑙+2]𝑎[𝑙+1] + 𝑏[𝑙+2] + 𝑎[𝑙])，其
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中𝑧[𝑙+2] = 𝑊[𝑙+2]𝑎[𝑙+1] + 𝑏[𝑙+2]。注意一点，如果使用 L2 正则化或权重衰减，它会压缩𝑊[𝑙+2]

的值。如果对𝑏应用权重衰减也可达到同样的效果，尽管实际应用中，你有时会对𝑏应用权重

衰减，有时不会。这里的𝑊是关键项，如果𝑊[𝑙+2] = 0，为方便起见，假设𝑏[𝑙+2] = 0，这几

项就没有了，因为它们（𝑊[𝑙+2]𝑎[𝑙+1] + 𝑏[𝑙+2]）的值为 0。最后𝑎[𝑙+2] =  𝑔(𝑎[𝑙]) = 𝑎[𝑙]，因为

我们假定使用 ReLU 激活函数，并且所有激活值都是非负的，𝑔(𝑎[𝑙])是应用于非负数的 ReLU

函数，所以𝑎[𝑙+2] = 𝑎[𝑙]。 

 

结果表明，残差块学习这个恒等式函数并不难，跳跃连接使我们很容易得出𝑎[𝑙+2] = 𝑎[𝑙]。

这意味着，即使给神经网络增加了这两层，它的效率也并不逊色于更简单的神经网络，因为

学习恒等函数对它来说很简单。尽管它多了两层，也只把𝑎[𝑙]的值赋值给𝑎[𝑙+2]。所以给大型

神经网络增加两层，不论是把残差块添加到神经网络的中间还是末端位置，都不会影响网络

的表现。 

 

当然，我们的目标不仅仅是保持网络的效率，还要提升它的效率。想象一下，如果这些

隐藏层单元学到一些有用信息，那么它可能比学习恒等函数表现得更好。而这些不含有残差

块或跳跃连接的深度普通网络情况就不一样了，当网络不断加深时，就算是选用学习恒等函

数的参数都很困难，所以很多层最后的表现不但没有更好，反而更糟。 

我认为残差网络起作用的主要原因就是这些残差块学习恒等函数非常容易，你能确定网

络性能不会受到影响，很多时候甚至可以提高效率，或者说至少不会降低网络的效率，因此

创建类似残差网络可以提升网络性能。 
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除此之外，关于残差网络，另一个值得探讨的细节是，假设𝑧[𝑙+2]与𝑎[𝑙]具有相同维度，

所以 ResNets 使用了许多 same 卷积，所以这个𝑎[𝑙]的维度等于这个输出层的维度。之所以能

实现跳跃连接是因为 same 卷积保留了维度，所以很容易得出这个捷径连接，并输出这两个

相同维度的向量。 

如果输入和输出有不同维度，比如输入的维度是 128，𝑎[𝑙+2]的维度是 256，再增加一个

矩阵，这里标记为𝑊𝑠，𝑊𝑠是一个 256×128 维度的矩阵，所以𝑊𝑠𝑎
[𝑙]的维度是 256，这个新增

项是 256 维度的向量。你不需要对𝑊𝑠做任何操作，它是网络通过学习得到的矩阵或参数，它

是一个固定矩阵，padding 值为 0，用 0 填充𝑎[𝑙]，其维度为 256，所以者几个表达式都可以。 

 

最后，我们来看看 ResNets 的图片识别。这些图片是我从何凯明等人论文中截取的，这

是一个普通网络，我们给它输入一张图片，它有多个卷积层，最后输出了一个 Softmax。 

 

如何把它转化为 ResNets 呢？只需要添加跳跃连接。这里我们只讨论几个细节，这个网

络有很多层 3×3 卷积，而且它们大多都是 same 卷积，这就是添加等维特征向量的原因。所
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以这些都是卷积层，而不是全连接层，因为它们是 same 卷积，维度得以保留，这也解释了

添加项𝑧[𝑙+2] + 𝑎[𝑙]（维度相同所以能够相加）。 

 

ResNets 类似于其它很多网络，也会有很多卷积层，其中偶尔会有池化层或类池化层的

层。不论这些层是什么类型，正如我们在上一张幻灯片看到的，你都需要调整矩阵𝑊𝑠的维度。

普通网络和 ResNets 网络常用的结构是：卷积层-卷积层-卷积层-池化层-卷积层-卷积层-卷积

层-池化层……依此重复。直到最后，有一个通过 softmax 进行预测的全连接层。 

以上就是 ResNets 的内容。使用 1×1 的过滤器，即 1×1 卷积，这个想法很有意思，为什

么呢？我们下节课再讲。 
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2.5 网络中的网络以及 1×1 卷积（Network in Network and 

1×1 convolutions） 

在架构内容设计方面，其中一个比较有帮助的想法是使用 1×1 卷积。也许你会好奇，

1×1 的卷积能做什么呢？不就是乘以数字么？听上去挺好笑的，结果并非如此，我们来具体

看看。 

过滤器为 1×1，这里是数字 2，输入一张 6×6×1 的图片，然后对它做卷积，起过滤器大

小为 1×1×1，结果相当于把这个图片乘以数字 2，所以前三个单元格分别是 2、4、6 等等。

用 1×1 的过滤器进行卷积，似乎用处不大，只是对输入矩阵乘以某个数字。但这仅仅是对于

6×6×1 的一个通道图片来说，1×1 卷积效果不佳。 

 

如果是一张 6×6×32 的图片，那么使用 1×1 过滤器进行卷积效果更好。具体来说，1×1 卷

积所实现的功能是遍历这 36 个单元格，计算左图中 32 个数字和过滤器中 32 个数字的元素

积之和，然后应用 ReLU 非线性函数。 

 

我们以其中一个单元为例，它是这个输入层上的某个切片，用这 36 个数字乘以这个输

入层上 1×1 切片，得到一个实数，像这样把它画在输出中。 

这个 1×1×32 过滤器中的 32 个数字可以这样理解，一个神经元的输入是 32 个数字（输

入图片中左下角位置 32 个通道中的数字），即相同高度和宽度上某一切片上的 32 个数字，



第四门课 卷积神经网络（Convolutional Neural Networks）-第二周 深度卷积网络：实例探究（Deep 

convolutional models: case studies） 

412 
 

这 32 个数字具有不同通道，乘以 32 个权重（将过滤器中的 32 个数理解为权重），然后应

用 ReLU 非线性函数，在这里输出相应的结果。 

 

一般来说，如果过滤器不止一个，而是多个，就好像有多个输入单元，其输入内容为一

个切片上所有数字，输出结果是 6×6 过滤器数量。 

 

所以 1×1 卷积可以从根本上理解为对这 32 个不同的位置都应用一个全连接层，全连接

层的作用是输入 32 个数字（过滤器数量标记为𝑛𝐶
[𝑙+1]，在这 36 个单元上重复此过程）,输出

结果是 6×6×#filters（过滤器数量），以便在输入层上实施一个非平凡（non-trivial）计算。 

 

这种方法通常称为 1×1 卷积，有时也被称为 Network in Network，在林敏、陈强和颜水

成的论文中有详细描述。虽然论文中关于架构的详细内容并没有得到广泛应用，但是 1×1 卷

积或 Network in Network 这种理念却很有影响力，很多神经网络架构都受到它的影响，包括

下节课要讲的 Inception 网络。 

举个 1×1 卷积的例子，相信对大家有所帮助，这是它的一个应用。 

假设这是一个 28×28×192 的输入层，你可以使用池化层压缩它的高度和宽度，这个过程

我们很清楚。但如果通道数量很大，该如何把它压缩为 28×28×32 维度的层呢？你可以用 32

个大小为 1×1 的过滤器，严格来讲每个过滤器大小都是 1×1×192 维，因为过滤器中通道数量

必须与输入层中通道的数量保持一致。但是你使用了 32 个过滤器，输出层为 28×28×32，这
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就是压缩通道数（𝑛𝑐）的方法，对于池化层我只是压缩了这些层的高度和宽度。 

 

在之后我们看到在某些网络中 1×1 卷积是如何压缩通道数量并减少计算的。当然如果

你想保持通道数 192 不变，这也是可行的，1×1 卷积只是添加了非线性函数，当然也可以让

网络学习更复杂的函数，比如，我们再添加一层，其输入为 28×28×192，输出为 28×28×192。 

 

1×1 卷积层就是这样实现了一些重要功能的（doing something pretty non-trivial），它给

神经网络添加了一个非线性函数，从而减少或保持输入层中的通道数量不变，当然如果你愿

意，也可以增加通道数量。后面你会发现这对构建 Inception 网络很有帮助，我们放在下节

课讲。 

这节课我们演示了如何根据自己的意愿通过 1×1 卷积的简单操作来压缩或保持输入层

中的通道数量，甚至是增加通道数量。下节课，我们再讲讲 1×1 卷积是如何帮助我们构建

Inception 网络的，下节课见。 
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2.6 谷歌 Inception 网络简介（Inception network motivation） 

构建卷积层时，你要决定过滤器的大小究竟是 1×1（原来是 1×3，猜测为口误），3×3 还

是 5×5，或者要不要添加池化层。而 Inception 网络的作用就是代替你来决定，虽然网络架

构因此变得更加复杂，但网络表现却非常好，我们来了解一下其中的原理。 

例如，这是你 28×28×192 维度的输入层，Inception 网络或 Inception 层的作用就是代替

人工来确定卷积层中的过滤器类型，或者确定是否需要创建卷积层或池化层，我们演示一下。 

 

如果使用 1×1 卷积，输出结果会是 28×28×#（某个值），假设输出为 28×28×64，并且这

里只有一个层。 

 

如果使用 3×3 的过滤器，那么输出是 28×28×128。然后我们把第二个值堆积到第一个值

上，为了匹配维度，我们应用 same 卷积，输出维度依然是 28×28，和输入维度相同，即高

度和宽度相同。 

 

或许你会说，我希望提升网络的表现，用 5×5 过滤器或许会更好，我们不妨试一下，输

出变成 28×28×32，我们再次使用 same 卷积，保持维度不变。 
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或许你不想要卷积层，那就用池化操作，得到一些不同的输出结果，我们把它也堆积起

来，这里的池化输出是 28×28×32。为了匹配所有维度，我们需要对最大池化使用 padding，

它是一种特殊的池化形式，因为如果输入的高度和宽度为 28×28，则输出的相应维度也是

28×28。然后再进行池化，padding 不变，步幅为 1。 

这个操作非常有意思，但我们要继续学习后面的内容，一会再实现这个池化过程。 

 

有了这样的 Inception 模块，你就可以输入某个量，因为它累加了所有数字，这里的最

终输出为 32+32+128+64=256。Inception 模块的输入为 28×28×192，输出为 28×28×256。这就

是 Inception 网络的核心内容，提出者包括 Christian Szegedy、刘伟、贾扬清、Pierre Sermanet、

Scott Reed、Dragomir Anguelov、Dumitru Erhan、Vincent Vanhoucke 和 Andrew Rabinovich。

基本思想是 Inception 网络不需要人为决定使用哪个过滤器或者是否需要池化，而是由网络

自行确定这些参数，你可以给网络添加这些参数的所有可能值，然后把这些输出连接起来，

让网络自己学习它需要什么样的参数，采用哪些过滤器组合。 

不难发现，我所描述的 Inception 层有一个问题，就是计算成本，下一张幻灯片，我们

就来计算这个 5×5 过滤器在该模块中的计算成本。 



第四门课 卷积神经网络（Convolutional Neural Networks）-第二周 深度卷积网络：实例探究（Deep 

convolutional models: case studies） 

416 
 

 

我们把重点集中在前一张幻灯片中的 5×5 的过滤器，这是一个 28×28×192 的输入块，执

行一个 5×5 卷积，它有 32 个过滤器，输出为 28×28×32。前一张幻灯片中，我用一个紫色的

细长块表示，这里我用一个看起来更普通的蓝色块表示。我们来计算这个 28×28×32 输出的

计算成本，它有 32 个过滤器，因为输出有 32 个通道，每个过滤器大小为 5×5×192，输出大

小为 28×28×32，所以你要计算 28×28×32 个数字。对于输出中的每个数字来说，你都需要执

行 5×5×192 次乘法运算，所以乘法运算的总次数为每个输出值所需要执行的乘法运算次数

（5×5×192）乘以输出值个数（28×28×32），把这些数相乘结果等于 1.2 亿（120422400）。

即使在现在，用计算机执行 1.2 亿次乘法运算，成本也是相当高的。下一张幻灯片会介绍 1×1

卷积的应用，也就是我们上节课所学的。为了降低计算成本，我们用计算成本除以因子 10，

结果它从 1.2 亿减小到原来的十分之一。请记住 120 这个数字，一会还要和下一页看到的数

字做对比。 

 

这里还有另外一种架构，其输入为 28×28×192，输出为 28×28×32。其结果是这样的，对

于输入层，使用 1×1 卷积把输入值从 192 个通道减少到 16 个通道。然后对这个较小层运行

5×5 卷积，得到最终输出。请注意，输入和输出的维度依然相同，输入是 28×28×192，输出

是 28×28×32，和上一页的相同。但我们要做的就是把左边这个大的输入层压缩成这个较小

的的中间层，它只有 16 个通道，而不是 192 个。 
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有时候这被称为瓶颈层，瓶颈通常是某个对象最小的部分，假如你有这样一个玻璃瓶，

这是瓶塞位置，瓶颈就是这个瓶子最小的部分。 

 

同理，瓶颈层也是网络中最小的部分，我们先缩小网络表示，然后再扩大它。 

接下来我们看看这个计算成本，应用 1×1 卷积，过滤器个数为 16，每个过滤器大小为

1×1×192，这两个维度相匹配（输入通道数与过滤器通道数），28×28×16 这个层的计算成本

是，输出 28×28×192 中每个元素都做 192 次乘法，用 1×1×192 来表示，相乘结果约等于 240

万。 

 

那第二个卷积层呢？240 万只是第一个卷积层的计算成本，第二个卷积层的计算成本又

是多少呢？这是它的输出，28×28×32，对每个输出值应用一个 5×5×16 维度的过滤器，计算

结果为 1000 万。 

所以所需要乘法运算的总次数是这两层的计算成本之和，也就是 1204 万，与上一张幻

灯片中的值做比较，计算成本从 1.2 亿下降到了原来的十分之一，即 1204 万。所需要的加
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法运算与乘法运算的次数近似相等，所以我只统计了乘法运算的次数。 

总结一下，如果你在构建神经网络层的时候，不想决定池化层是使用 1×1，3×3 还是 5×5

的过滤器，那么 Inception 模块就是最好的选择。我们可以应用各种类型的过滤器，只需要

把输出连接起来。之后我们讲到计算成本问题，我们学习了如何通过使用 1×1 卷积来构建瓶

颈层，从而大大降低计算成本。 

你可能会问，仅仅大幅缩小表示层规模会不会影响神经网络的性能？事实证明，只要合

理构建瓶颈层，你既可以显著缩小表示层规模，又不会降低网络性能，从而节省了计算。 

这就是 Inception 模块的主要思想，我们在这总结一下。下节课，我们将演示一个完整

的 Inception 网络。 
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2.7 Inception 网络（Inception network） 

在上节视频中，你已经见到了所有的 Inception 网络基础模块。在本视频中，我们将学

习如何将这些模块组合起来，构筑你自己的 Inception 网络。 

 

Inception 模块会将之前层的激活或者输出作为它的输入，作为前提，这是一个

28×28×192 的输入，和我们之前视频中的一样。我们详细分析过的例子是，先通过一个 1×1

的层，再通过一个 5×5 的层，1×1 的层可能有 16 个通道，而 5×5 的层输出为 28×28×32，共

32 个通道，这就是上个视频最后讲到的我们处理的例子。 

 

为了在这个 3×3 的卷积层中节省运算量，你也可以做相同的操作，这样的话 3×3 的层将

会输出 28×28×128。 

或许你还想将其直接通过一个 1×1 的卷积层，这时就不必在后面再跟一个 1×1 的层了，

这样的话过程就只有一步，假设这个层的输出是 28×28×64。 
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最后是池化层。 

 

这里我们要做些有趣的事情，为了能在最后将这些输出都连接起来，我们会使用 same

类型的 padding 来池化，使得输出的高和宽依然是 28×28，这样才能将它与其他输出连接起

来。但注意，如果你进行了最大池化，即便用了 same padding，3×3 的过滤器，stride 为 1，

其输出将会是 28×28×192，其通道数或者说深度与这里的输入（通道数）相同。所以看起来

它会有很多通道，我们实际要做的就是再加上一个 1×1 的卷积层，去进行我们在 1×1 卷积层

的视频里所介绍的操作，将通道的数量缩小，缩小到 28×28×32。也就是使用 32 个维度为

1×1×192 的过滤器，所以输出的维度其通道数缩小为 32。这样就避免了最后输出时，池化层

占据所有的通道。 
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最后，将这些方块全都连接起来。在这过程中，把得到的各个层的通道都加起来，最后

得到一个 28×28×256 的输出。通道连接实际就是之前视频中看到过的，把所有方块连接在一

起的操作。这就是一个 Inception 模块，而 Inception 网络所做的就是将这些模块都组合到一

起。 

 

这是一张取自 Szegety et al 的论文中关于 Inception 网络的图片，你会发现图中有许多

重复的模块，可能整张图看上去很复杂，但如果你只截取其中一个环节（编号 1），就会发

现这是在前一页 ppt 中所见的 Inception 模块。 

我们深入看看里边的一些细节，这是另一个 Inception 模块（编号 2），这也是一个

Inception 模块（编号 3）。这里有一些额外的最大池化层（编号 6）来修改高和宽的维度。

这是另外一个 Inception 模块（编号 4），这是另外一个最大池化层（编号 7），它改变了高

和宽。而这里又是另一个 Inception 模块（编号 5）。 

所以 Inception 网络只是很多这些你学过的模块在不同的位置重复组成的网络，所以如

果你理解了之前所学的 Inception 模块，你就也能理解 Inception 网络。 
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事实上，如果你读过论文的原文，你就会发现，这里其实还有一些分支，我现在把它们

加上去。所以这些分支有什么用呢？在网络的最后几层，通常称为全连接层，在它之后是一

个 softmax 层（编号 1）来做出预测，这些分支（编号 2）所做的就是通过隐藏层（编号 3）

来做出预测，所以这其实是一个 softmax 输出（编号 2），这（编号 1）也是。这是另一条

分支（编号 4），它也包含了一个隐藏层，通过一些全连接层，然后有一个 softmax 来预测，

输出结果的标签。 

你应该把它看做 Inception 网络的一个细节，它确保了即便是隐藏单元和中间层（编号

5）也参与了特征计算，它们也能预测图片的分类。它在 Inception 网络中，起到一种调整的

效果，并且能防止网络发生过拟合。 

还有这个特别的 Inception网络是由Google公司的作者所研发的，它被叫做GoogleLeNet，

这个名字是为了向 LeNet 网络致敬。在之前的视频中你应该了解了 LeNet 网络。我觉得这样

非常好，因为深度学习研究人员是如此重视协作，深度学习工作者对彼此的工作成果有一种

强烈的敬意。 

最后，有个有趣的事实，Inception 网络这个名字又是缘何而来呢？Inception 的论文特

地提到了这个模因（meme，网络用语即“梗”），就是“我们需要走的更深”（We need to go 

deeper），论文还引用了这个网址（http://knowyourmeme.com/memes/we-need-to-go-deeper），

连接到这幅图片上，如果你看过 Inception（盗梦空间）这个电影，你应该能看懂这个由来。

作者其实是通过它来表明了建立更深的神经网络的决心，他们正是这样构建了 Inception。

我想一般研究论文，通常不会引用网络流行模因（梗），但这里显然很合适。 

http://knowyourmeme.com/memes/we-need-to-go-deeper
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最后总结一下，如果你理解了 Inception 模块，你就能理解 Inception 网络，无非是很多

个 Inception 模块一环接一环，最后组成了网络。自从 Inception 模块诞生以来，经过研究者

们的不断发展，衍生了许多新的版本。所以在你们看一些比较新的 Inception 算法的论文时，

会发现人们使用这些新版本的算法效果也一样很好，比如 Inception V2、V3 以及 V4，还有

一个版本引入了跳跃连接的方法，有时也会有特别好的效果。但所有的这些变体都建立在同

一种基础的思想上，在之前的视频中你就已经学到过，就是把许多 Inception 模块通过某种

方式连接到一起。通过这个视频，我想你应该能去阅读和理解这些 Inception 的论文，甚至

是一些新版本的论文。 

直到现在，你已经了解了许多专用的神经网络结构。在下节视频中，我将会告诉你们如

何真正去使用这些算法来构建自己的计算机视觉系统，我们下节视频再见。 
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2.8 使 用 开 源 的 实 现 方 案 （ Using open-source 

implementations） 

你现在已经学过几个非常有效的神经网络和 ConvNet 架构，在接下来的几段视频中我

想与你分享几条如何使用它们的实用性建议，首先从使用开放源码的实现开始。 

事实证明很多神经网络复杂细致，因而难以复制，因为一些参数调整的细节问题，例如

学习率衰减等等，会影响性能。所以我发现有些时候，甚至在顶尖大学学习 AI 或者深度学

习的博士生也很难通过阅读别人的研究论文来复制他人的成果。幸运的是有很多深度学习的

研究者都习惯把自己的成果作为开发资源，放在像 GitHub 之类的网站上。当你自己编写代

码时，我鼓励你考虑一下将你的代码贡献给开源社区。如果你看到一篇研究论文想应用它的

成果，你应该考虑做一件事，我经常做的就是在网络上寻找一个开源的实现。因为你如果能

得到作者的实现，通常要比你从头开始实现要快得多，虽然从零开始实现肯定可以是一个很

好的锻炼。 

如果你已经熟悉如何使用 GitHub，这段视频对你来说可能没什么必要或者没那么重要。

但是如果你不习惯从 GitHub 下载开源代码，让我来演示一下。 

（整理者注：ResNets 实现的 GitHub 地址 https://github.com/KaimingHe/deep-residual-

networks） 

 

假设你对残差网络感兴趣，那就让我们搜索 GitHub 上的 ResNets，那么你可以在 GitHub

看到很多不同的 ResNet 的实现。我就打开这里的第一个网址，这是一个 ResNets 实现的

GitHub 资源库。在很多 GitHub 的网页上往下翻，你会看到一些描述，这个实现的文字说明。

这个 GitHub 资源库，实际上是由 ResNet 论文原作者上传的。这些代码，这里有麻省理工学

https://github.com/KaimingHe/deep-residual-networks
https://github.com/KaimingHe/deep-residual-networks
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院的许可，你可以点击查看此许可的含义，MIT 许可是比较开放的开源许可之一。我将下载

代码，点击这里的链接，它会给你一个 URL，通过这个你可以下载这个代码。 

 

我点击这里的按钮（Clone or download），将这个 URL 复制到我的剪切板里。 

 

（整理者注：NG 此处使用的是 linux 系统的 bash 命令行，对于 win10 系统，可以开启

linux 子系统功能，然后在 win10 应用商店下载 ubuntu 安装，运行 CMD，输入命令 bash 即

可进入 linux 的 bash 命令行） 

 

接着到这里，接下来你要做的就是输入 git clone，接着粘贴 URL，按下回车，几秒之内

就将这个资源库的副本下载到我的本地硬盘里。 

让我们进入目录，让我们看一下，比起 Windows，我更习惯用 Mac，不过没关系，让我

们试一下，让我们进入 prototxt，我认为这就是存放这些网络文件的地方。让我们看一下这

个文件。因为这个文件很长，包含了 ResNet 里 101 层的详细配置。我记得，从这个网页上

看到这个特殊实现使用了 Caffe 框架。但如果你想通过其它编程框架来实现这一代码，你也
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可以尝试寻找一下。 

 

 

 

 

 

 

如果你在开发一个计算机视觉应用，一个常见的工作流程是，先选择一个你喜欢的架构，
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或许是你在这门课中学习到的，或者是你从朋友那听说的，或者是从文献中看到的，接着寻

找一个开源实现，从 GitHub 下载下来，以此基础开始构建。这样做的优点在于，这些网络

通常都需要很长的时间来训练，而或许有人已经使用多个 GPU，通过庞大的数据集预先训练

了这些网络，这样一来你就可以使用这些网络进行迁移学习，我们将在下一节课讨论这些内

容。 

当然，如果你是一名计算机视觉研究员，从零来实现这些，那么你的工作流程将会不同，

如果你自己构建，那么希望你将工作成果贡献出来，放到开源社区。因为已经有如此多计算

机视觉研究者为了实现这些架构做了如此之多的工作，我发现从开源项目上开始是一个更好

的方法，它也确实是一个更快开展新项目的方法。 
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2.9 迁移学习（Transfer Learning） 

如果你要做一个计算机视觉的应用，相比于从头训练权重，或者说从随机初始化权重开

始，如果你下载别人已经训练好网络结构的权重，你通常能够进展的相当快，用这个作为预

训练，然后转换到你感兴趣的任务上。计算机视觉的研究社区非常喜欢把许多数据集上传到

网上，如果你听说过，比如 ImageNet，或者 MS COCO，或者 Pascal 类型的数据集，这些都

是不同数据集的名字，它们都是由大家上传到网络的，并且有大量的计算机视觉研究者已经

用这些数据集训练过他们的算法了。有时候这些训练过程需要花费好几周，并且需要很多的

GPU，其它人已经做过了，并且经历了非常痛苦的寻最优过程，这就意味着你可以下载花费

了别人好几周甚至几个月而做出来的开源的权重参数，把它当作一个很好的初始化用在你自

己的神经网络上。用迁移学习把公共的数据集的知识迁移到你自己的问题上，让我们看一下

怎么做。 

 

举个例子，假如说你要建立一个猫咪检测器，用来检测你自己的宠物猫。比如网络上的

Tigger，是一个常见的猫的名字，Misty 也是比较常见的猫名字。假如你的两只猫叫 Tigger 和

Misty，还有一种情况是，两者都不是。所以你现在有一个三分类问题，图片里是 Tigger 还

是 Misty，或者都不是，我们忽略两只猫同时出现在一张图片里的情况。现在你可能没有

Tigger 或者 Misty 的大量的图片，所以你的训练集会很小，你该怎么办呢？ 

 

我建议你从网上下载一些神经网络开源的实现，不仅把代码下载下来，也把权重下载下

来。有许多训练好的网络，你都可以下载。举个例子，ImageNet 数据集，它有 1000 个不同

的类别，因此这个网络会有一个 Softmax 单元，它可以输出 1000 个可能类别之一。 
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你可以去掉这个 Softmax 层，创建你自己的 Softmax 单元，用来输出 Tigger、Misty 和

neither 三个类别。就网络而言，我建议你把所有的层看作是冻结的，你冻结网络中所有层

的参数，你只需要训练和你的 Softmax 层有关的参数。这个 Softmax 层有三种可能的输出，

Tigger、Misty 或者都不是。 

通过使用其他人预训练的权重，你很可能得到很好的性能，即使只有一个小的数据集。

幸运的是，大多数深度学习框架都支持这种操作，事实上，取决于用的框架，它也许会有

trainableParameter=0 这样的参数，对于这些前面的层，你可能会设置这个参数。为了

不训练这些权重，有时也会有 freeze=1 这样的参数。不同的深度学习编程框架有不同的

方式，允许你指定是否训练特定层的权重。在这个例子中，你只需要训练 softmax 层的权重，

把前面这些层的权重都冻结。 

 

另一个技巧，也许对一些情况有用，由于前面的层都冻结了，相当于一个固定的函数，

不需要改变。因为你不需要改变它，也不训练它，取输入图像𝑋，然后把它映射到这层（softmax

的前一层）的激活函数。所以这个能加速训练的技巧就是，如果我们先计算这一层（紫色箭

头标记），计算特征或者激活值，然后把它们存到硬盘里。你所做的就是用这个固定的函数，

在这个神经网络的前半部分（softmax 层之前的所有层视为一个固定映射），取任意输入图

像𝑋，然后计算它的某个特征向量，这样你训练的就是一个很浅的 softmax 模型，用这个特

征向量来做预测。对你的计算有用的一步就是对你的训练集中所有样本的这一层的激活值进

行预计算，然后存储到硬盘里，然后在此之上训练 softmax 分类器。所以，存储到硬盘或者

说预计算方法的优点就是，你不需要每次遍历训练集再重新计算这个激活值了。 

 

因此如果你的任务只有一个很小的数据集，你可以这样做。要有一个更大的训练集怎么

办呢？根据经验，如果你有一个更大的标定的数据集，也许你有大量的 Tigger 和 Misty 的照

片，还有两者都不是的，这种情况，你应该冻结更少的层，比如只把这些层冻结，然后训练
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后面的层。如果你的输出层的类别不同，那么你需要构建自己的输出单元，Tigger、Misty 或

者两者都不是三个类别。有很多方式可以实现，你可以取后面几层的权重，用作初始化，然

后从这里开始梯度下降。 

 

或者你可以直接去掉这几层，换成你自己的隐藏单元和你自己的 softmax 输出层，这些

方法值得一试。但是有一个规律，如果你有越来越多的数据，你需要冻结的层数越少，你能

够训练的层数就越多。这个理念就是，如果你有一个更大的数据集，也许有足够多的数据，

那么不要单单训练一个 softmax 单元，而是考虑训练中等大小的网络，包含你最终要用的网

络的后面几层。 

 

最后，如果你有大量数据，你应该做的就是用开源的网络和它的权重，把这、所有的权

重当作初始化，然后训练整个网络。再次注意，如果这是一个 1000 节点的 softmax，而你只

有三个输出，你需要你自己的 softmax 输出层来输出你要的标签。 

如果你有越多的标定的数据，或者越多的 Tigger、Misty 或者两者都不是的图片，你可

以训练越多的层。极端情况下，你可以用下载的权重只作为初始化，用它们来代替随机初始

化，接着你可以用梯度下降训练，更新网络所有层的所有权重。 

这就是卷积网络训练中的迁移学习，事实上，网上的公开数据集非常庞大，并且你下载

的其他人已经训练好几周的权重，已经从数据中学习了很多了，你会发现，对于很多计算机

视觉的应用，如果你下载其他人的开源的权重，并用作你问题的初始化，你会做的更好。在

所有不同学科中，在所有深度学习不同的应用中，我认为计算机视觉是一个你经常用到迁移

学习的领域，除非你有非常非常大的数据集，你可以从头开始训练所有的东西。总之，迁移

学习是非常值得你考虑的，除非你有一个极其大的数据集和非常大的计算量预算来从头训练

你的网络。 
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2.10 数据增强（Data augmentation） 

大部分的计算机视觉任务使用很多的数据，所以数据增强是经常使用的一种技巧来提高

计算机视觉系统的表现。我认为计算机视觉是一个相当复杂的工作，你需要输入图像的像素

值，然后弄清楚图片中有什么，似乎你需要学习一个复杂方程来做这件事。在实践中，更多

的数据对大多数计算机视觉任务都有所帮助，不像其他领域，有时候得到充足的数据，但是

效果并不怎么样。但是，当下在计算机视觉方面，计算机视觉的主要问题是没有办法得到充

足的数据。对大多数机器学习应用，这不是问题，但是对计算机视觉，数据就远远不够。所

以这就意味着当你训练计算机视觉模型的时候，数据增强会有所帮助，这是可行的，无论你

是使用迁移学习，使用别人的预训练模型开始，或者从源代码开始训练模型。让我们来看一

下计算机视觉中常见的数据增强的方法。 

 

或许最简单的数据增强方法就是垂直镜像对称，假如，训练集中有这张图片，然后将其

翻转得到右边的图像。对大多数计算机视觉任务，左边的图片是猫，然后镜像对称仍然是猫，

如果镜像操作保留了图像中想识别的物体的前提下，这是个很实用的数据增强技巧。 

 

另一个经常使用的技巧是随机裁剪，给定一个数据集，然后开始随机裁剪，可能修剪这

个（编号 1），选择裁剪这个（编号 2），这个（编号 3），可以得到不同的图片放在数据集
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中，你的训练集中有不同的裁剪。随机裁剪并不是一个完美的数据增强的方法，如果你随机

裁剪的那一部分（红色方框标记部分，编号 4），这部分看起来不像猫。但在实践中，这个

方法还是很实用的，随机裁剪构成了很大一部分的真实图片。 

 

镜像对称和随机裁剪是经常被使用的。当然，理论上，你也可以使用旋转，剪切（shearing：

此处并非裁剪的含义，图像仅水平或垂直坐标发生变化）图像，可以对图像进行这样的扭曲

变形，引入很多形式的局部弯曲等等。当然使用这些方法并没有坏处，尽管在实践中，因为

太复杂了所以使用的很少。 

第二种经常使用的方法是彩色转换，有这样一张图片，然后给 R、G 和 B 三个通道上加

上不同的失真值。 

 

在这个例子中（编号 1），要给红色、蓝色通道加值，给绿色通道减值。红色和蓝色会

产生紫色，使整张图片看起来偏紫，这样训练集中就有失真的图片。为了演示效果，我对图

片的颜色进行改变比较夸张。在实践中，对 R、G 和 B 的变化是基于某些分布的，这样的改

变也可能很小。 

这么做的目的就是使用不同的 R、G 和 B 的值，使用这些值来改变颜色。在第二个例子
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中（编号 2），我们少用了一点红色，更多的绿色和蓝色色调，这就使得图片偏黄一点。 

在这（编号 3）使用了更多的蓝色，仅仅多了点红色。在实践中，R、G 和 B 的值是根

据某种概率分布来决定的。这么做的理由是，可能阳光会有一点偏黄，或者是灯光照明有一

点偏黄，这些可以轻易的改变图像的颜色，但是对猫的识别，或者是内容的识别，以及标签

𝑦，还是保持不变的。所以介绍这些，颜色失真或者是颜色变换方法，这样会使得你的学习

算法对照片的颜色更改更具鲁棒性。 

 

这是对更高级的学习者的一些注意提醒，你可以不理解我用红色标出来的内容。对 R、

G 和 B 有不同的采样方式，其中一种影响颜色失真的算法是 PCA，即主成分分析，我在机器

学习的 mooc 中讲过，在 Coursera ml-class.Org 机器学习这门课中。但具体颜色改变的细节

在 AlexNet 的论文中有时候被称作 PCA 颜色增强，PCA 颜色增强的大概含义是，比如说，如

果你的图片呈现紫色，即主要含有红色和蓝色，绿色很少，然后 PCA 颜色增强算法就会对红

色和蓝色增减很多，绿色变化相对少一点，所以使总体的颜色保持一致。如果这些你都不懂，

不需要担心，可以在网上搜索你想要了解的东西，如果你愿意的话可以阅读 AlexNet 论文中

的细节，你也能找到 PCA 颜色增强的开源实现方法，然后直接使用它。 

 

你可能有存储好的数据，你的训练数据存在硬盘上，然后使用符号，这个圆桶来表示你
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的硬盘。如果你有一个小的训练数据，你可以做任何事情，这些数据集就够了。 

 

但是你有特别大的训练数据，接下来这些就是人们经常使用的方法。你可能会使用 CPU

线程，然后它不停的从硬盘中读取数据，所以你有一个从硬盘过来的图片数据流。你可以用

CPU 线程来实现这些失真变形，可以是随机裁剪、颜色变化，或者是镜像。但是对每张图片

得到对应的某一种变形失真形式，看这张图片（编号 1），对其进行镜像变换，以及使用颜

色失真，这张图最后会颜色变化（编号 2），从而得到不同颜色的猫。 

 

与此同时，CPU 线程持续加载数据，然后实现任意失真变形，从而构成批数据或者最小

批数据，这些数据持续的传输给其他线程或者其他的进程，然后开始训练，可以在 CPU 或

者 GPU 上实现训一个大型网络的训练。 

 

常用的实现数据增强的方法是使用一个线程或者是多线程，这些可以用来加载数据，实

现变形失真，然后传给其他的线程或者其他进程，来训练这个（编号 2）和这个（编号 1），

可以并行实现。 

这就是数据增强，与训练深度神经网络的其他部分类似，在数据增强过程中也有一些超
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参数，比如说颜色变化了多少，以及随机裁剪的时候使用的参数。与计算机视觉其他部分类

似，一个好的开始可能是使用别人的开源实现，了解他们如何实现数据增强。当然如果你想

获得更多的不变特性，而其他人的开源实现并没有实现这个，你也可以去调整这些参数。因

此，我希望你们可以使用数据增强使你的计算机视觉应用效果更好。 
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2.11 计算机视觉现状（The state of computer vision） 

深度学习已经成功地应用于计算机视觉、自然语言处理、语音识别、在线广告、物流还

有其他许多问题。在计算机视觉的现状下，深度学习应用于计算机视觉应用有一些独特之处。

在这个视频中，我将和你们分享一些我对深度学习在计算机视觉方面应用的认识，希望能帮

助你们更好地理解计算机视觉作品（此处指计算机视觉或者数据竞赛中的模型）以及其中的

想法，以及如何自己构建这些计算机视觉系统。 

 

你可以认为大部分机器学习问题是介于少量数据和大量数据范围之间的。举个例子，我

认为今天我们有相当数量的语音识别数据，至少相对于这个问题的复杂性而言。虽然现在图

像识别或图像分类方面有相当大的数据集，因为图像识别是一个复杂的问题，通过分析像素

并识别出它是什么，感觉即使在线数据集非常大，如超过一百万张图片，我们仍然希望我们

能有更多的数据。还有一些问题，比如物体检测，我们拥有的数据更少。提醒一下，图像识

别其实是如何看图片的问题，并且告诉你这张图是不是猫，而对象检测则是看一幅图，你画

一个框，告诉你图片里的物体，比如汽车等等。因为获取边框的成本比标记对象的成本更高，

所以我们进行对象检测的数据往往比图像识别数据要少，对象检测是我们下周要讨论的内

容。 

 

所以，观察一下机器学习数据范围图谱，你会发现当你有很多数据时，人们倾向于使用

更简单的算法和更少的手工工程，因为我们不需要为这个问题精心设计特征。当你有大量的

数据时，只要有一个大型的神经网络，甚至一个更简单的架构，可以是一个神经网络，就可

以去学习它想学习的东西。 



第四门课 卷积神经网络（Convolutional Neural Networks）-第二周 深度卷积网络：实例探究（Deep 

convolutional models: case studies） 

437 
 

相反当你没有那么多的数据时，那时你会看到人们从事更多的是手工工程，低调点说就

是你有很多小技巧可用（整理者注：在机器学习或者深度学习中，一般更崇尚更少的人工处

理，而手工工程更多依赖人工处理，注意领会 Andrew NG 的意思）。但我认为当你没有太

多数据时，手工工程实际上是获得良好表现的最佳方式。 

 

所以当我看机器学习应用时，我们认为通常我们的学习算法有两种知识来源，一个来源

是被标记的数据，就像(𝑥，𝑦)应用在监督学习。第二个知识来源是手工工程，有很多方法去

建立一个手工工程系统，它可以是源于精心设计的特征，手工精心设计的网络体系结构或者

是系统的其他组件。所以当你没有太多标签数据时，你只需要更多地考虑手工工程。 

所以我认为计算机视觉是在试图学习一个非常复杂的功能，我们经常感觉我们没有足够

的数据，即使获得了更多数据，我们还是经常觉得还是没有足够的数据来满足需求。这就是

为什么计算机视觉，从过去甚至到现在都更多地依赖于手工工程。我认为这也是计算机视觉

领域发展相当复杂网络架构地原因，因为在缺乏更多数据的情况下，获得良好表现的方式还

是花更多时间进行架构设计，或者说在网络架构设计上浪费（贬义褒用，即需要花费更多时

间的意思）更多时间。 

 

如果你认为我是在贬低手工工程，那并不是我的意思，当你没有足够的数据时，手工工

程是一项非常困难，非常需要技巧的任务，它需要很好的洞察力，那些对手工工程有深刻见
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解的人将会得到更好的表现。当你没有足够的数据时，手工工程对一个项目来说贡献就很大。

当你有很多数据的时候我就不会花时间去做手工工程，我会花时间去建立学习系统。但我认

为从历史而言，计算机视觉领域还只是使用了非常小的数据集，因此从历史上来看计算机视

觉还是依赖于大量的手工工程。甚至在过去的几年里，计算机视觉任务的数据量急剧增加，

我认为这导致了手工工程量大幅减少，但是在计算机视觉上仍然有很多的网络架构使用手工

工程，这就是为什么你会在计算机视觉中看到非常复杂的超参数选择，比你在其他领域中要

复杂的多。实际上，因为你通常有比图像识别数据集更小的对象检测数据集，当我们谈论对

象检测时，其实这是下周的任务，你会看到算法变得更加复杂，而且有更多特殊的组件。 

幸运的是，当你有少量的数据时，有一件事对你很有帮助，那就是迁移学习。我想说的

是，在之前的幻灯片中，Tigger、Misty 或者二者都不是的检测问题中，我们有这么少的数据，

迁移学习会有很大帮助。这是另一套技术，当你有相对较少的数据时就可以用很多相似的数

据。 

如果你看一下计算机视觉方面的作品，看看那里的创意，你会发现人们真的是踌躇满志，

他们在基准测试中和竞赛中表现出色。对计算机视觉研究者来说，如果你在基准上做得很好

了，那就更容易发表论文了，所以有许多人致力于这些基准上，把它做得很好。积极的一面

是，它有助于整个社区找出最有效得算法。但是你在论文上也看到，人们所做的事情让你在

数据基准上表现出色，但你不会真正部署在一个实际得应用程序用在生产或一个系统上。 

（整理着注：Benchmark 基准测试，Benchmark 是一个评价方式，在整个计算机领域有

着长期的应用。维基百科上解释：“As computer architecture advanced, it became more difficult 

to compare the performance of various computer systems simply by looking at their 

specifications.Therefore, tests were developed that allowed comparison of different 

architectures.”Benchmark 在计算机领域应用最成功的就是性能测试，主要测试负载的执行时

间、传输速度、吞吐量、资源占用率等。） 

下面是一些有助于在基准测试中表现出色的小技巧，这些都是我自己从来没使用过的东

西，如果我把一个系统投入生产，那就是为客户服务。 
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其中一个是集成，这就意味着在你想好了你想要的神经网络之后，可以独立训练几个神

经网络，并平均它们的输出。比如说随机初始化三个、五个或者七个神经网络，然后训练所

有这些网络，然后平均它们的输出。另外对他们的输出�̂�进行平均计算是很重要的，不要平

均他们的权重，这是行不通的。看看你的 7 个神经网络，它们有 7 个不同的预测，然后平均

他们，这可能会让你在基准上提高 1%，2%或者更好。这会让你做得更好，也许有时会达到

1%或 2%，这真的能帮助你赢得比赛。但因为集成意味着要对每张图片进行测试，你可能需

要在从 3 到 15 个不同的网络中运行一个图像，这是很典型的，因为这 3 到 15 个网络可能

会让你的运行时间变慢，甚至更多时间，所以技巧之一的集成是人们在基准测试中表现出色

和赢得比赛的利器，但我认为这几乎不用于生产服务于客户的，我想除非你有一个巨大的计

算预算而且不介意在每个用户图像数据上花费大量的计算。 

你在论文中可以看到在测试时，对进准测试有帮助的另一个技巧就是 Multi-crop at test 

time，我的意思是你已经看到了如何进行数据增强，Multi-crop 是一种将数据增强应用到你

的测试图像中的一种形式。 
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举个例子，让我们看看猫的图片，然后把它复制四遍，包括它的两个镜像版本。有一种

叫作 10-crop 的技术（crop 理解为裁剪的意思），它基本上说，假设你取这个中心区域，裁

剪，然后通过你的分类器去运行它，然后取左上角区域，运行你的分类器，右上角用绿色表

示，左下方用黄色表示，右下方用橙色表示，通过你的分类器来运行它，然后对镜像图像做

同样的事情对吧？所以取中心的 crop，然后取四个角落的 crop。 

 

这是这里（编号 1）和这里（编号 3）就是中心 crop，这里（编号 2）和这里（编号 4）

就是四个角落的 crop。如果把这些加起来，就会有 10 种不同的图像的 crop，因此命名为 10-

crop。所以你要做的就是，通过你的分类器来运行这十张图片，然后对结果进行平均。如果

你有足够的计算预算，你可以这么做，也许他们需要 10 个 crops，你可以使用更多，这可能

会让你在生产系统中获得更好的性能。如果是生产的话，我的意思还是实际部署用户的系统。

但这是另一种技术，它在基准测试上的应用，要比实际生产系统中好得多。 

 

集成的一个大问题是你需要保持所有这些不同的神经网络，这就占用了更多的计算机内

存。对于 multi-crop，我想你只保留一个网络，所以它不会占用太多的内存，但它仍然会让

你的运行时间变慢。 

这些是你看到的小技巧，研究论文也可以参考这些，但我个人并不倾向于在构建生产系

统时使用这些方法，尽管它们在基准测试和竞赛上做得很好。 

由于计算机视觉问题建立在小数据集之上，其他人已经完成了大量的网络架构的手工工

程。一个神经网络在某个计算机视觉问题上很有效，但令人惊讶的是它通常也会解决其他计

算机视觉问题。 

所以，要想建立一个实用的系统，你最好先从其他人的神经网络架构入手。如果可能的

话，你可以使用开源的一些应用，因为开放的源码实现可能已经找到了所有繁琐的细节，比

如学习率衰减方式或者超参数。 

最后，其他人可能已经在几路 GPU 上花了几个星期的时间来训练一个模型，训练超过

一百万张图片，所以通过使用其他人的预先训练得模型，然后在数据集上进行微调，你可以
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在应用程序上运行得更快。当然如果你有电脑资源并且有意愿，我不会阻止你从头开始训练

你自己的网络。事实上，如果你想发明你自己的计算机视觉算法，这可能是你必须要做的。 

这就是本周的学习，我希望看到大量的计算机视觉架构能够帮助你理解什么是有效的。

在本周的编程练习中，你实际上会学习另一种编程框架，并使用它来实现 ResNets。所以我

希望你们喜欢这个编程练习，我期待下周还能见到你们。 

参考文献： 

• Kaiming He, Xiangyu Zhang, Shaoqing Ren, Jian Sun - Deep Residual Learning for Image 

Recognition (2015) 

• Francois Chollet's github repository: https://github.com/fchollet/deep-learning-

models/blob/master/resnet50.py 

  

https://arxiv.org/abs/1512.03385
https://arxiv.org/abs/1512.03385
https://github.com/fchollet/deep-learning-models/blob/master/resnet50.py
https://github.com/fchollet/deep-learning-models/blob/master/resnet50.py
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第三周 目标检测（Object detection） 

3.1 目标定位（Object localization） 

这一周我们学习的主要内容是对象检测，它是计算机视觉领域中一个新兴的应用方向，

相比前两年，它的性能越来越好。在构建对象检测之前，我们先了解一下对象定位，首先我

们看看它的定义。 

 

图片分类任务我们已经熟悉了，就是算法遍历图片，判断其中的对象是不是汽车，这就

是图片分类。这节课我们要学习构建神经网络的另一个问题，即定位分类问题。这意味着，

我们不仅要用算法判断图片中是不是一辆汽车，还要在图片中标记出它的位置，用边框或红

色方框把汽车圈起来，这就是定位分类问题。其中“定位”的意思是判断汽车在图片中的具体

位置。这周后面几天，我们再讲讲当图片中有多个对象时，应该如何检测它们，并确定出位

置。比如，你正在做一个自动驾驶程序，程序不但要检测其它车辆，还要检测其它对象，如

行人、摩托车等等，稍后我们再详细讲。 

本周我们要研究的分类定位问题，通常只有一个较大的对象位于图片中间位置，我们要

对它进行识别和定位。而在对象检测问题中，图片可以含有多个对象，甚至单张图片中会有

多个不同分类的对象。因此，图片分类的思路可以帮助学习分类定位，而对象定位的思路又

有助于学习对象检测，我们先从分类和定位开始讲起。 

图片分类问题你已经并不陌生了，例如，输入一张图片到多层卷积神经网络。这就是卷

积神经网络，它会输出一个特征向量，并反馈给 softmax 单元来预测图片类型。 
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如果你正在构建汽车自动驾驶系统，那么对象可能包括以下几类：行人、汽车、摩托车

和背景，这意味着图片中不含有前三种对象，也就是说图片中没有行人、汽车和摩托车，输

出结果会是背景对象，这四个分类就是 softmax 函数可能输出的结果。 

 

这就是标准的分类过程，如果你还想定位图片中汽车的位置，该怎么做呢？我们可以让

神经网络多输出几个单元，输出一个边界框。具体说就是让神经网络再多输出 4 个数字，标

记为𝑏𝑥,𝑏𝑦,𝑏ℎ和𝑏𝑤，这四个数字是被检测对象的边界框的参数化表示。 

我们先来约定本周课程将使用的符号表示，图片左上角的坐标为(0,0)，右下角标记为

(1,1)。要确定边界框的具体位置，需要指定红色方框的中心点，这个点表示为(𝑏𝑥,𝑏𝑦)，边界

框的高度为𝑏ℎ，宽度为𝑏𝑤。因此训练集不仅包含神经网络要预测的对象分类标签，还要包含

表示边界框的这四个数字，接着采用监督学习算法，输出一个分类标签，还有四个参数值，

从而给出检测对象的边框位置。此例中，𝑏𝑥的理想值是 0.5，因为它表示汽车位于图片水平

方向的中间位置；𝑏𝑦大约是 0.7，表示汽车位于距离图片底部
3

10
的位置；𝑏ℎ约为 0.3，因为红

色方框的高度是图片高度的 0.3 倍；𝑏𝑤约为 0.4，红色方框的宽度是图片宽度的 0.4 倍。 
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下面我再具体讲讲如何为监督学习任务定义目标标签 𝑦。 

 

请注意，这有四个分类，神经网络输出的是这四个数字和一个分类标签，或分类标签出

现的概率。目标标签𝑦的定义如下：𝑦 =  

[
 
 
 
 
 
 
 
𝑝𝑐
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
𝑐1
𝑐2
𝑐3 ]
 
 
 
 
 
 
 

 

它是一个向量，第一个组件𝑝𝑐表示是否含有对象，如果对象属于前三类（行人、汽车、

摩托车），则𝑝𝑐 = 1，如果是背景，则图片中没有要检测的对象，则𝑝𝑐 = 0。我们可以这样

理解𝑝𝑐，它表示被检测对象属于某一分类的概率，背景分类除外。 

如果检测到对象，就输出被检测对象的边界框参数𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤。最后，如果存在某

个对象，那么𝑝𝑐 = 1，同时输出𝑐1、𝑐2和𝑐3，表示该对象属于 1-3 类中的哪一类，是行人，汽

车还是摩托车。鉴于我们所要处理的问题，我们假设图片中只含有一个对象，所以针对这个
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分类定位问题，图片最多只会出现其中一个对象。 

 

我们再看几个样本，假如这是一张训练集图片，标记为𝑥，即上图的汽车图片。而在𝑦当

中，第一个元素𝑝𝑐 = 1，因为图中有一辆车，𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤会指明边界框的位置，所以标

签训练集需要标签的边界框。图片中是一辆车，所以结果属于分类 2，因为定位目标不是行

人或摩托车，而是汽车，所以𝑐1 = 0，𝑐2 = 1，𝑐3 = 0，𝑐1、𝑐2和𝑐3中最多只有一个等于 1。 

这是图片中只有一个检测对象的情况，如果图片中没有检测对象呢？如果训练样本是这

样一张图片呢？ 

 

这种情况下，𝑝𝑐 = 0，𝑦的其它参数将变得毫无意义，这里我全部写成问号，表示“毫无

意义”的参数，因为图片中不存在检测对象，所以不用考虑网络输出中边界框的大小，也不

用考虑图片中的对象是属于𝑐1、𝑐2和𝑐3中的哪一类。针对给定的被标记的训练样本，不论图

片中是否含有定位对象，构建输入图片𝑥和分类标签𝑦的具体过程都是如此。这些数据最终定

义了训练集。 
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最后，我们介绍一下神经网络的损失函数，其参数为类别𝑦和网络输出�̂�，如果采用平方

误差策略，则𝐿(�̂� , 𝑦) = (𝑦1̂ − 𝑦1)
2
+ (𝑦2̂ − 𝑦2)

2
+⋯(𝑦8̂ − 𝑦8)

2
，损失值等于每个元素相应

差值的平方和。 

 

如果图片中存在定位对象，那么𝑦1 = 1，所以𝑦1 = 𝑝𝑐，同样地，如果图片中存在定位对

象，𝑝𝑐 = 1，损失值就是不同元素的平方和。 

另一种情况是，𝑦1 = 0，也就是𝑝𝑐 = 0，损失值是(𝑦1̂ − 𝑦1)
2
，因为对于这种情况，我们

不用考虑其它元素，只需要关注神经网络输出𝑝𝑐的准确度。 

回顾一下，当𝑦1 = 1时，也就是这种情况（编号 1），平方误差策略可以减少这 8 个元

素预测值和实际输出结果之间差值的平方。如果𝑦1 = 0，𝑦 矩阵中的后 7 个元素都不用考虑

（编号 2），只需要考虑神经网络评估𝑦1（即𝑝𝑐）的准确度。 

为了让大家了解对象定位的细节，这里我用平方误差简化了描述过程。实际应用中，你

可以不对𝑐1、𝑐2、𝑐3和 softmax 激活函数应用对数损失函数，并输出其中一个元素值，通常

做法是对边界框坐标应用平方差或类似方法，对𝑝𝑐应用逻辑回归函数，甚至采用平方预测误

差也是可以的。 

以上就是利用神经网络解决对象分类和定位问题的详细过程，结果证明，利用神经网络

输出批量实数来识别图片中的对象是个非常有用的算法。下节课，我想和大家分享另一种思

路，就是把神经网络输出的实数集作为一个回归任务，这个思想也被应用于计算机视觉的其

它领域，也是非常有效的，所以下节课见。 
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3.2 特征点检测（Landmark detection） 

上节课，我们讲了如何利用神经网络进行对象定位，即通过输出四个参数值𝑏𝑥、𝑏𝑦、𝑏ℎ

和𝑏𝑤给出图片中对象的边界框。更概括地说，神经网络可以通过输出图片上特征点的(𝑥, 𝑦)

坐标来实现对目标特征的识别，我们看几个例子。 

 

假设你正在构建一个人脸识别应用，出于某种原因，你希望算法可以给出眼角的具体位

置。眼角坐标为(𝑥, 𝑦)，你可以让神经网络的最后一层多输出两个数字𝑙𝑥和𝑙𝑦，作为眼角的坐

标值。如果你想知道两只眼睛的四个眼角的具体位置，那么从左到右，依次用四个特征点来

表示这四个眼角。对神经网络稍做些修改，输出第一个特征点（𝑙1𝑥，𝑙1𝑦），第二个特征点

（𝑙2𝑥，𝑙2𝑦），依此类推，这四个脸部特征点的位置就可以通过神经网络输出了。 

 

（编者注：图中的模特是吴恩达老师的夫人 Carol Reiley） 
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也许除了这四个特征点，你还想得到更多的特征点输出值，这些（图中眼眶上的红色特

征点）都是眼睛的特征点，你还可以根据嘴部的关键点输出值来确定嘴的形状，从而判断人

物是在微笑还是皱眉，也可以提取鼻子周围的关键特征点。为了便于说明，你可以设定特征

点的个数，假设脸部有 64 个特征点，有些点甚至可以帮助你定义脸部轮廓或下颌轮廓。选

定特征点个数，并生成包含这些特征点的标签训练集，然后利用神经网络输出脸部关键特征

点的位置。 

具体做法是，准备一个卷积网络和一些特征集，将人脸图片输入卷积网络，输出 1 或 0，

1 表示有人脸，0 表示没有人脸，然后输出（𝑙1𝑥，𝑙1𝑦）……直到（𝑙64𝑥，𝑙64𝑦）。这里我用𝑙代

表一个特征，这里有129个输出单元，其中 1表示图片中有人脸，因为有64个特征，64×2=128，

所以最终输出 128+1=129 个单元，由此实现对图片的人脸检测和定位。这只是一个识别脸部

表情的基本构造模块，如果你玩过 Snapchat 或其它娱乐类应用，你应该对 AR（增强现实）

过滤器多少有些了解，Snapchat 过滤器实现了在脸上画皇冠和其他一些特殊效果。检测脸部

特征也是计算机图形效果的一个关键构造模块，比如实现脸部扭曲，头戴皇冠等等。当然为

了构建这样的网络，你需要准备一个标签训练集，也就是图片𝑥和标签𝑦的集合，这些点都是

人为辛苦标注的。 

 

最后一个例子，如果你对人体姿态检测感兴趣，你还可以定义一些关键特征点，如胸部

的中点，左肩，左肘，腰等等。然后通过神经网络标注人物姿态的关键特征点，再输出这些

标注过的特征点，就相当于输出了人物的姿态动作。当然，要实现这个功能，你需要设定这

些关键特征点，从胸部中心点(𝑙1𝑥，𝑙1𝑦)一直往下，直到(𝑙32𝑥，𝑙32𝑦)。 
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一旦了解如何用二维坐标系定义人物姿态，操作起来就相当简单了，批量添加输出单元，

用以输出要识别的各个特征点的(𝑥, 𝑦)坐标值。要明确一点，特征点 1 的特性在所有图片中

必须保持一致，就好比，特征点 1 始终是右眼的外眼角，特征点 2 是右眼的内眼角，特征点

3 是左眼内眼角，特征点 4 是左眼外眼角等等。所以标签在所有图片中必须保持一致，假如

你雇用他人或自己标记了一个足够大的数据集，那么神经网络便可以输出上述所有特征点，

你可以利用它们实现其他有趣的效果，比如判断人物的动作姿态，识别图片中的人物表情等

等。 

以上就是特征点检测的内容，下节课我们将利用这些构造模块来构建对象检测算法。 

  



第四门课 卷积神经网络（Convolutional Neural Networks）-第三周 目标检测（Object detection） 

450 
 

3.3 目标检测（Object detection） 

学过了对象定位和特征点检测，今天我们来构建一个对象检测算法。这节课，我们将学

习如何通过卷积网络进行对象检测，采用的是基于滑动窗口的目标检测算法。 

 

假如你想构建一个汽车检测算法，步骤是，首先创建一个标签训练集，也就是𝑥和𝑦表示

适当剪切的汽车图片样本，这张图片（编号 1）𝑥是一个正样本，因为它是一辆汽车图片，

这几张图片（编号 2、3）也有汽车，但这两张（编号 4、5）没有汽车。出于我们对这个训

练集的期望，你一开始可以使用适当剪切的图片，就是整张图片𝑥几乎都被汽车占据，你可

以照张照片，然后剪切，剪掉汽车以外的部分，使汽车居于中间位置，并基本占据整张图片。

有了这个标签训练集，你就可以开始训练卷积网络了，输入这些适当剪切过的图片（编号 6），

卷积网络输出𝑦，0 或 1 表示图片中有汽车或没有汽车。训练完这个卷积网络，就可以用它

来实现滑动窗口目标检测，具体步骤如下。 

 

假设这是一张测试图片，首先选定一个特定大小的窗口，比如图片下方这个窗口，将这
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个红色小方块输入卷积神经网络，卷积网络开始进行预测，即判断红色方框内有没有汽车。 

 

滑动窗口目标检测算法接下来会继续处理第二个图像，即红色方框稍向右滑动之后的区

域，并输入给卷积网络，因此输入给卷积网络的只有红色方框内的区域，再次运行卷积网络，

然后处理第三个图像，依次重复操作，直到这个窗口滑过图像的每一个角落。 

为了滑动得更快，我这里选用的步幅比较大，思路是以固定步幅移动窗口，遍历图像的

每个区域，把这些剪切后的小图像输入卷积网络，对每个位置按 0 或 1 进行分类，这就是所

谓的图像滑动窗口操作。 

 

重复上述操作，不过这次我们选择一个更大的窗口，截取更大的区域，并输入给卷积神

经网络处理，你可以根据卷积网络对输入大小调整这个区域，然后输入给卷积网络，输出 0

或 1。 

 

再以某个固定步幅滑动窗口，重复以上操作，遍历整个图像，输出结果。 
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然后第三次重复操作，这次选用更大的窗口。 

如果你这样做，不论汽车在图片的什么位置，总有一个窗口可以检测到它。 

 

比如，将这个窗口（编号 1）输入卷积网络，希望卷积网络对该输入区域的输出结果为

1，说明网络检测到图上有辆车。 

这种算法叫作滑动窗口目标检测，因为我们以某个步幅滑动这些方框窗口遍历整张图片，

对这些方形区域进行分类，判断里面有没有汽车。 

滑动窗口目标检测算法也有很明显的缺点，就是计算成本，因为你在图片中剪切出太多

小方块，卷积网络要一个个地处理。如果你选用的步幅很大，显然会减少输入卷积网络的窗

口个数，但是粗糙间隔尺寸可能会影响性能。反之，如果采用小粒度或小步幅，传递给卷积

网络的小窗口会特别多，这意味着超高的计算成本。 

所以在神经网络兴起之前，人们通常采用更简单的分类器进行对象检测，比如通过采用

手工处理工程特征的简单的线性分类器来执行对象检测。至于误差，因为每个分类器的计算

成本都很低，它只是一个线性函数，所以滑动窗口目标检测算法表现良好，是个不错的算法。

然而，卷积网络运行单个分类人物的成本却高得多，像这样滑动窗口太慢。除非采用超细粒

度或极小步幅，否则无法准确定位图片中的对象。 

不过，庆幸的是，计算成本问题已经有了很好的解决方案，大大提高了卷积层上应用滑

动窗口目标检测器的效率，关于它的具体实现，我们下节课再讲。 
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3.4 滑动窗口的卷积实现（Convolutional implementation of 

sliding windows） 

上节课，我们学习了如何通过卷积网络实现滑动窗口对象检测算法，但效率很低。这节

课我们讲讲如何在卷积层上应用这个算法。 

为了构建滑动窗口的卷积应用，首先要知道如何把神经网络的全连接层转化成卷积层。

我们先讲解这部分内容，下一张幻灯片，我们将按照这个思路来演示卷积的应用过程。 

 

假设对象检测算法输入一个 14×14×3 的图像，图像很小，不过演示起来方便。在这里过

滤器大小为 5×5，数量是 16，14×14×3 的图像在过滤器处理之后映射为 10×10×16。然后通过

参数为 2×2 的最大池化操作，图像减小到 5×5×16。然后添加一个连接 400 个单元的全连接

层，接着再添加一个全连接层，最后通过 softmax 单元输出𝑦。为了跟下图区分开，我先做

一点改动，用 4 个数字来表示𝑦，它们分别对应 softmax 单元所输出的 4 个分类出现的概率。

这 4 个分类可以是行人、汽车、摩托车和背景或其它对象。 

 

现在我要演示的就是如何把这些全连接层转化为卷积层，画一个这样的卷积网络，它的
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前几层和之前的一样，而对于下一层，也就是这个全连接层，我们可以用 5×5 的过滤器来实

现，数量是 400 个（编号 1 所示），输入图像大小为 5×5×16，用 5×5 的过滤器对它进行卷

积操作，过滤器实际上是 5×5×16，因为在卷积过程中，过滤器会遍历这 16 个通道，所以这

两处的通道数量必须保持一致，输出结果为 1×1。假设应用 400 个这样的 5×5×16 过滤器，

输出维度就是 1×1×400，我们不再把它看作一个含有 400 个节点的集合，而是一个 1×1×400

的输出层。从数学角度看，它和全连接层是一样的，因为这 400 个节点中每个节点都有一个

5×5×16 维度的过滤器，所以每个值都是上一层这些 5×5×16 激活值经过某个任意线性函数的

输出结果。 

我们再添加另外一个卷积层（编号 2 所示），这里用的是 1×1 卷积，假设有 400 个 1×1

的过滤器，在这 400 个过滤器的作用下，下一层的维度是 1×1×400，它其实就是上个网络中

的这一全连接层。最后经由 1×1 过滤器的处理，得到一个 softmax 激活值，通过卷积网络，

我们最终得到这个 1×1×4 的输出层，而不是这 4 个数字（编号 3 所示）。 

以上就是用卷积层代替全连接层的过程，结果这几个单元集变成了 1×1×400 和 1×1×4 的

维度。 

参考论文：Sermanet, Pierre, et al. "OverFeat: Integrated Recognition, Localization and 

Detection using Convolutional Networks." Eprint Arxiv (2013). 

掌握了卷积知识，我们再看看如何通过卷积实现滑动窗口对象检测算法。讲义中的内容

借鉴了屏幕下方这篇关于 OverFeat 的论文，它的作者包括 Pierre Sermanet，David Eigen，张

翔，Michael Mathieu，Rob Fergus，Yann LeCun。 

 

假设向滑动窗口卷积网络输入 14×14×3 的图片，为了简化演示和计算过程，这里我们依

然用14×14的小图片。和前面一样，神经网络最后的输出层，即 softmax单元的输出是1×1×4，

我画得比较简单，严格来说，14×14×3 应该是一个长方体，第二个 10×10×16 也是一个长方

体，但为了方便，我只画了正面。所以，对于 1×1×400 的这个输出层，我也只画了它 1×1 的

那一面，所以这里显示的都是平面图，而不是 3D 图像。 
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假设输入给卷积网络的图片大小是 14×14×3，测试集图片是 16×16×3，现在给这个输入

图片加上黄色条块，在最初的滑动窗口算法中，你会把这片蓝色区域输入卷积网络（红色笔

标记）生成 0 或 1 分类。接着滑动窗口，步幅为 2 个像素，向右滑动 2 个像素，将这个绿框

区域输入给卷积网络，运行整个卷积网络，得到另外一个标签 0 或 1。继续将这个橘色区域

输入给卷积网络，卷积后得到另一个标签，最后对右下方的紫色区域进行最后一次卷积操作。

我们在这个 16×16×3 的小图像上滑动窗口，卷积网络运行了 4 次，于是输出了了 4 个标签。 

 

结果发现，这 4 次卷积操作中很多计算都是重复的。所以执行滑动窗口的卷积时使得卷

积网络在这 4 次前向传播过程中共享很多计算，尤其是在这一步操作中（编号 1），卷积网

络运行同样的参数，使得相同的 5×5×16 过滤器进行卷积操作，得到 12×12×16 的输出层。然

后执行同样的最大池化（编号 2），输出结果 6×6×16。照旧应用 400 个 5×5 的过滤器（编号

3），得到一个 2×2×400 的输出层，现在输出层为 2×2×400，而不是 1×1×400。应用 1×1 过滤

器（编号 4）得到另一个 2×2×400 的输出层。再做一次全连接的操作（编号 5），最终得到

2×2×4 的输出层，而不是 1×1×4。最终，在输出层这 4 个子方块中，蓝色的是图像左上部分

14×14 的输出（红色箭头标识），右上角方块是图像右上部分（绿色箭头标识）的对应输出，

左下角方块是输入层左下角（橘色箭头标识），也就是这个 14×14 区域经过卷积网络处理后

的结果，同样，右下角这个方块是卷积网络处理输入层右下角 14×14 区域(紫色箭头标识)的

结果。 
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如果你想了解具体的计算步骤，以绿色方块为例，假设你剪切出这块区域（编号 1），

传递给卷积网络，第一层的激活值就是这块区域（编号 2），最大池化后的下一层的激活值

是这块区域（编号 3），这块区域对应着后面几层输出的右上角方块（编号 4，5，6）。 

所以该卷积操作的原理是我们不需要把输入图像分割成四个子集，分别执行前向传播，

而是把它们作为一张图片输入给卷积网络进行计算，其中的公共区域可以共享很多计算，就

像这里我们看到的这个 4 个 14×14 的方块一样。 

 

下面我们再看一个更大的图片样本，假如对一个 28×28×3 的图片应用滑动窗口操作，如

果以同样的方式运行前向传播，最后得到 8×8×4 的结果。跟上一个范例一样，以 14×14 区域

滑动窗口，首先在这个区域应用滑动窗口，其结果对应输出层的左上角部分。接着以大小为

2 的步幅不断地向右移动窗口，直到第 8 个单元格，得到输出层的第一行。然后向图片下方

移动，最终输出这个 8×8×4 的结果。因为最大池化参数为 2，相当于以大小为 2 的步幅在原

始图片上应用神经网络。 
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总结一下滑动窗口的实现过程，在图片上剪切出一块区域，假设它的大小是 14×14，把

它输入到卷积网络。继续输入下一块区域，大小同样是 14×14，重复操作，直到某个区域识

别到汽车。 

但是正如在前一页所看到的，我们不能依靠连续的卷积操作来识别图片中的汽车，比如，

我们可以对大小为 28×28 的整张图片进行卷积操作，一次得到所有预测值，如果足够幸运，

神经网络便可以识别出汽车的位置。 

 

以上就是在卷积层上应用滑动窗口算法的内容，它提高了整个算法的效率。不过这种算

法仍然存在一个缺点，就是边界框的位置可能不够准确。下节课，我们将学习如何解决这个

问题。 
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3.5 Bounding Box 预测（Bounding box predictions） 

在上一个视频中，你们学到了滑动窗口法的卷积实现，这个算法效率更高，但仍然存在

问题，不能输出最精准的边界框。在这个视频中，我们看看如何得到更精准的边界框。 

 

在滑动窗口法中，你取这些离散的位置集合，然后在它们上运行分类器，在这种情况下，

这些边界框没有一个能完美匹配汽车位置，也许这个框（编号 1）是最匹配的了。还有看起

来这个真实值，最完美的边界框甚至不是方形，稍微有点长方形（红色方框所示），长宽比

有点向水平方向延伸，有没有办法让这个算法输出更精准的边界框呢？ 

 

其中一个能得到更精准边界框的算法是 YOLO 算法，YOLO(You only look once)意思是你

只看一次，这是由 Joseph Redmon，Santosh Divvala，Ross Girshick 和 Ali Farhadi 提出的算



第四门课 卷积神经网络（Convolutional Neural Networks）-第三周 目标检测（Object detection） 

459 
 

法。 

是这么做的，比如你的输入图像是 100×100 的，然后在图像上放一个网格。为了介绍起

来简单一些，我用 3×3 网格，实际实现时会用更精细的网格，可能是 19×19。基本思路是使

用图像分类和定位算法，前几个视频介绍过的，然后将算法应用到 9 个格子上。（基本思路

是，采用图像分类和定位算法，本周第一个视频中介绍过的，逐一应用在图像的 9 个格子

中。）更具体一点，你需要这样定义训练标签，所以对于 9 个格子中的每一个指定一个标签

𝑦，𝑦是 8 维的，和你之前看到的一样，𝑦 =  

[
 
 
 
 
 
 
 
𝑝𝑐
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
𝑐1
𝑐2
𝑐3 ]
 
 
 
 
 
 
 

，𝑝𝑐等于 0 或 1 取决于这个绿色格子中是否

有图像。然后𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤作用就是，如果那个格子里有对象，那么就给出边界框坐标。

然后𝑐1、𝑐2和𝑐3就是你想要识别的三个类别，背景类别不算，所以你尝试在背景类别中识别

行人、汽车和摩托车，那么𝑐1、𝑐2和𝑐3可以是行人、汽车和摩托车类别。这张图里有 9 个格

子，所以对于每个格子都有这么一个向量。 

 

我们看看左上方格子，这里这个（编号 1），里面什么也没有，所以左上格子的标签向

量𝑦是

[
 
 
 
 
 
 
 
0
?
?
?
?
?
?
?]
 
 
 
 
 
 
 

。然后这个格子（编号 2）的输出标签𝑦也是一样，这个格子（编号 3），还有其他

什么也没有的格子都一样。 

现在这个格子呢？讲的更具体一点，这张图有两个对象，YOLO 算法做的就是，取两个
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对象的中点，然后将这个对象分配给包含对象中点的格子。所以左边的汽车就分配到这个格

子上（编号 4），然后这辆 Condor（车型：神鹰）中点在这里，分配给这个格子（编号 6）。

所以即使中心格子（编号 5）同时有两辆车的一部分，我们就假装中心格子没有任何我们感

兴趣的对象，所以对于中心格子，分类标签𝑦和这个向量类似，和这个没有对象的向量类似，

即𝑦 =  

[
 
 
 
 
 
 
 
0
?
?
?
?
?
?
?]
 
 
 
 
 
 
 

。而对于这个格子，这个用绿色框起来的格子（编号 4），目标标签就是这样的，

这里有一个对象，𝑝𝑐 = 1，然后你写出𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤来指定边界框位置，然后还有类别 1

是行人，那么𝑐1 = 0，类别 2 是汽车，所以𝑐2 = 1，类别 3 是摩托车，则数值𝑐3 = 0，即𝑦 =

[
 
 
 
 
 
 
 
1
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
0
1
0 ]
 
 
 
 
 
 
 

。右边这个格子（编号 6）也是类似的，因为这里确实有一个对象，它的向量应该是这

个样子的，𝑦 =

[
 
 
 
 
 
 
 
1
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
0
1
0 ]
 
 
 
 
 
 
 

作为目标向量对应右边的格子。 

所以对于这里 9 个格子中任何一个，你都会得到一个 8 维输出向量，因为这里是 3×3 的

网格，所以有 9 个格子，总的输出尺寸是 3×3×8，所以目标输出是 3×3×8。因为这里有 3×3

格子，然后对于每个格子，你都有一个 8 维向量𝑦，所以目标输出尺寸是 3×3×8。 

 

对于这个例子中，左上格子是 1×1×8，对应的是 9 个格子中左上格子的输出向量。所以

对于这 3×3 中每一个位置而言，对于这 9 个格子，每个都对应一个 8 维输出目标向量𝑦，其

中一些值可以是 dont care-s（即？），如果这里没有对象的话。所以总的目标输出，这个图
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片的输出标签尺寸就是 3×3×8。 

 

如果你现在要训练一个输入为 100×100×3 的神经网络，现在这是输入图像，然后你有一

个普通的卷积网络，卷积层，最大池化层等等，最后你会有这个，选择卷积层和最大池化层，

这样最后就映射到一个 3×3×8 输出尺寸。所以你要做的是，有一个输入𝑥，就是这样的输入

图像，然后你有这些 3×3×8 的目标标签𝑦。当你用反向传播训练神经网络时，将任意输入𝑥映

射到这类输出向量𝑦。 

 

所以这个算法的优点在于神经网络可以输出精确的边界框，所以测试的时候，你做的是

喂入输入图像𝑥，然后跑正向传播，直到你得到这个输出𝑦。然后对于这里 3×3 位置对应的 9

个输出，我们在输出中展示过的，你就可以读出 1 或 0（编号 1 位置），你就知道 9 个位置

之一有个对象。如果那里有个对象，那个对象是什么（编号 3 位置），还有格子中这个对象

的边界框是什么（编号 2 位置）。只要每个格子中对象数目没有超过 1 个，这个算法应该是

没问题的。一个格子中存在多个对象的问题，我们稍后再讨论。但实践中，我们这里用的是

比较小的 3×3 网格，实践中你可能会使用更精细的 19×19 网格，所以输出就是 19×19×8。这

样的网格精细得多，那么多个对象分配到同一个格子得概率就小得多。 

重申一下，把对象分配到一个格子的过程是，你观察对象的中点，然后将这个对象分配

到其中点所在的格子，所以即使对象可以横跨多个格子，也只会被分配到 9 个格子其中之

一，就是 3×3 网络的其中一个格子，或者 19×19 网络的其中一个格子。在 19×19 网格中，两

个对象的中点（图中蓝色点所示）处于同一个格子的概率就会更低。 
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所以要注意，首先这和图像分类和定位算法非常像，我们在本周第一节课讲过的，就是

它显式地输出边界框坐标，所以这能让神经网络输出边界框，可以具有任意宽高比，并且能

输出更精确的坐标，不会受到滑动窗口分类器的步长大小限制。其次，这是一个卷积实现，

你并没有在 3×3 网格上跑 9 次算法，或者，如果你用的是 19×19 的网格，19 平方是 361 次，

所以你不需要让同一个算法跑 361 次。相反，这是单次卷积实现，但你使用了一个卷积网

络，有很多共享计算步骤，在处理这 3×3 计算中很多计算步骤是共享的，或者你的 19×19 的

网格，所以这个算法效率很高。 

 

事实上 YOLO 算法有一个好处，也是它受欢迎的原因，因为这是一个卷积实现，实际上

它的运行速度非常快，可以达到实时识别。在结束之前我还想给你们分享一个小细节，如何

编码这些边界框𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤，我们在下一张幻灯片上讨论。 

这里有两辆车，我们有个 3×3 网格，我们以右边的车为例（编号 1），红色格子里有个

对象，所以目标标签𝑦就是，𝑝𝑐 = 1，然后𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤，然后𝑐1 = 0，𝑐2 = 1，𝑐3 = 0，
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即𝑦 =

[
 
 
 
 
 
 
 
1
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
0
1
0 ]
 
 
 
 
 
 
 

。你怎么指定这个边界框呢？ 

Specify the bounding boxes： 

 

在 YOLO 算法中，对于这个方框（编号 1 所示），我们约定左上这个点是(0,0)，然后右

下这个点是(1,1) ,要指定橙色中点的位置，𝑏𝑥大概是 0.4，因为它的位置大概是水平长度的

0.4，然后𝑏𝑦大概是 0.3，然后边界框的高度用格子总体宽度的比例表示，所以这个红框的宽

度可能是蓝线（编号 2 所示的蓝线）的 90%，所以𝑏ℎ是 0.9，它的高度也许是格子总体高度

的一半，这样的话𝑏𝑤就是 0.5。换句话说，𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤单位是相对于格子尺寸的比例，

所以𝑏𝑥和𝑏𝑦必须在 0 和 1 之间，因为从定义上看，橙色点位于对象分配到格子的范围内，如

果它不在 0 和 1 之间，如果它在方块外，那么这个对象就应该分配到另一个格子上。这个值

（𝑏ℎ和𝑏𝑤）可能会大于 1，特别是如果有一辆汽车的边界框是这样的（编号 3 所示），那么

边界框的宽度和高度有可能大于 1。 

指定边界框的方式有很多，但这种约定是比较合理的，如果你去读 YOLO 的研究论文，

YOLO 的研究工作有其他参数化的方式，可能效果会更好，我这里就只给出了一个合理的约

定，用起来应该没问题。不过还有其他更复杂的参数化方式，涉及到 sigmoid 函数，确保这

个值（𝑏𝑥和𝑏𝑦）介于 0 和 1 之间，然后使用指数参数化来确保这些（𝑏ℎ和𝑏𝑤）都是非负数，

因为 0.9 和 0.5，这个必须大于等于 0。还有其他更高级的参数化方式，可能效果要更好一

点，但我这里讲的办法应该是管用的。 
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这就是 YOLO 算法，你只看一次算法，在接下来的几个视频中，我会告诉你一些其他的

思路可以让这个算法做的更好。在此期间，如果你感兴趣，也可以看看 YOLO 的论文，在前

几张幻灯片底部引用的 YOLO 论文。 

Redmon, Joseph, et al. "You Only Look Once: Unified, Real-Time Object Detection." 

(2015):779-788. 

不过看这些论文之前，先给你们提个醒，YOLO 论文是相对难度较高的论文之一，我记

得我第一次读这篇论文的时候，我真的很难搞清楚到底是怎么实现的，我最后问了一些我认

识的研究员，看看他们能不能给我讲清楚，即使是他们，也很难理解这篇论文的一些细节。

所以如果你看论文的时候，发现看不懂，这是没问题的，我希望这种场合出现的概率要更低

才好，但实际上，即使是资深研究员也有读不懂研究论文的时候，必须去读源代码，或者联

系作者之类的才能弄清楚这些算法的细节。但你们不要被我吓到，你们可以自己看看这些论

文，如果你们感兴趣的话，但这篇论文相对较难。现在你们了解了 YOLO 算法的基础，我们

继续讨论别的让这个算法效果更好的研究。 
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3.6 交并比（Intersection over union） 

你如何判断对象检测算法运作良好呢？在本视频中，你将了解到并交比函数，可以用来

评价对象检测算法。在下一个视频中，我们用它来插入一个分量来进一步改善检测算法，我

们开始吧。 

 

在对象检测任务中，你希望能够同时定位对象，所以如果实际边界框是这样的，你的算

法给出这个紫色的边界框，那么这个结果是好还是坏？所以交并比（loU）函数做的是计算

两个边界框交集和并集之比。两个边界框的并集是这个区域，就是属于包含两个边界框区域

（绿色阴影表示区域），而交集就是这个比较小的区域（橙色阴影表示区域），那么交并比

就是交集的大小，这个橙色阴影面积，然后除以绿色阴影的并集面积。 

参考： 

交并比：IOU=(A∩B)/(A∪B) 

 

一般约定，在计算机检测任务中，如果𝑙𝑜𝑈 ≥ 0.5，就说检测正确，如果预测器和实际边

界框完美重叠，loU 就是 1，因为交集就等于并集。但一般来说只要𝑙𝑜𝑈 ≥ 0.5，那么结果是

可以接受的，看起来还可以。一般约定，0.5 是阈值，用来判断预测的边界框是否正确。一
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般是这么约定，但如果你希望更严格一点，你可以将 loU 定得更高，比如说大于 0.6 或者更

大的数字，但 loU 越高，边界框越精确。 

所以这是衡量定位精确度的一种方式，你只需要统计算法正确检测和定位对象的次数，

你就可以用这样的定义判断对象定位是否准确。再次，0.5 是人为约定，没有特别深的理论

依据，如果你想更严格一点，可以把阈值定为 0.6。有时我看到更严格的标准，比如 0.6 甚

至 0.7，但很少见到有人将阈值降到 0.5 以下。 

人们定义 loU 这个概念是为了评价你的对象定位算法是否精准，但更一般地说，loU 衡

量了两个边界框重叠地相对大小。如果你有两个边界框，你可以计算交集，计算并集，然后

求两个数值的比值，所以这也可以判断两个边界框是否相似，我们将在下一个视频中再次用

到这个函数，当我们讨论非最大值抑制时再次用到。 

 

好，这就是 loU，或者说交并比，不要和借据中提到的我欠你钱的这个概念所混淆，如

果你借钱给别人，他们会写给你一个借据，说：“我欠你这么多钱（I own you this much 

money）。”，这也叫做 loU。这是完全不同的概念，这两个概念重名。 

现在介绍了 loU 交并比的定义之后，在下一个视频中，我想讨论非最大值抑制，这个工

具可以让 YOLO 算法输出效果更好，我们下一个视频继续。 
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3.7 非极大值抑制（Non-max suppression） 

到目前为止你们学到的对象检测中的一个问题是，你的算法可能对同一个对象做出多次

检测，所以算法不是对某个对象检测出一次，而是检测出多次。非极大值抑制这个方法可以

确保你的算法对每个对象只检测一次，我们讲一个例子。 

 

假设你需要在这张图片里检测行人和汽车，你可能会在上面放个 19×19 网格，理论上这

辆车只有一个中点，所以它应该只被分配到一个格子里，左边的车子也只有一个中点，所以

理论上应该只有一个格子做出有车的预测。 

 

实践中当你运行对象分类和定位算法时，对于每个格子都运行一次，所以这个格子（编

号 1）可能会认为这辆车中点应该在格子内部，这几个格子（编号 2、3）也会这么认为。对

于左边的车子也一样，所以不仅仅是这个格子，如果这是你们以前见过的图像，不仅这个格
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（编号 4）子会认为它里面有车，也许这个格子（编号 5）和这个格子（编号 6）也会，也许

其他格子也会这么认为，觉得它们格子内有车。 

我们分步介绍一下非极大抑制是怎么起效的，因为你要在 361 个格子上都运行一次图

像检测和定位算法，那么可能很多格子都会举手说我的𝑝𝑐，我这个格子里有车的概率很高，

而不是 361 个格子中仅有两个格子会报告它们检测出一个对象。所以当你运行算法的时候，

最后可能会对同一个对象做出多次检测，所以非极大值抑制做的就是清理这些检测结果。这

样一辆车只检测一次，而不是每辆车都触发多次检测。 

 

所以具体上，这个算法做的是，首先看看每次报告每个检测结果相关的概率𝑝𝑐，在本周

的编程练习中有更多细节，实际上是𝑝𝑐乘以𝑐1、𝑐2或𝑐3。现在我们就说，这个𝑝𝑐检测概率，

首先看概率最大的那个，这个例子（右边车辆）中是 0.9，然后就说这是最可靠的检测，所

以我们就用高亮标记，就说我这里找到了一辆车。这么做之后，非极大值抑制就会逐一审视

剩下的矩形，所有和这个最大的边框有很高交并比，高度重叠的其他边界框，那么这些输出

就会被抑制。所以这两个矩形𝑝𝑐分别是 0.6 和 0.7，这两个矩形和淡蓝色矩形重叠程度很高，

所以会被抑制，变暗，表示它们被抑制了。 

 

接下来，逐一审视剩下的矩形，找出概率最高，𝑝𝑐最高的一个，在这种情况下是 0.8，

我们就认为这里检测出一辆车（左边车辆），然后非极大值抑制算法就会去掉其他 loU 值很

高的矩形。所以现在每个矩形都会被高亮显示或者变暗，如果你直接抛弃变暗的矩形，那就

剩下高亮显示的那些，这就是最后得到的两个预测结果。 

所以这就是非极大值抑制，非最大值意味着你只输出概率最大的分类结果，但抑制很接

近，但不是最大的其他预测结果，所以这方法叫做非极大值抑制。 
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我们来看看算法的细节，首先这个 19×19 网格上执行一下算法，你会得到 19×19×8 的输

出尺寸。不过对于这个例子来说，我们简化一下，就说你只做汽车检测，我们就去掉𝑐1、𝑐2

和𝑐3，然后假设这条线对于 19×19 的每一个输出，对于 361 个格子的每个输出，你会得到这

样的输出预测，就是格子中有对象的概率（𝑝𝑐），然后是边界框参数（𝑏𝑥、𝑏𝑦、𝑏ℎ和𝑏𝑤）。

如果你只检测一种对象，那么就没有𝑐1、𝑐2和𝑐3这些预测分量。多个对象处于同一个格子中

的情况，我会放到编程练习中，你们可以在本周末之前做做。 

 

现在要实现非极大值抑制，你可以做的第一件事是，去掉所有边界框，我们就将所有的

预测值，所有的边界框𝑝𝑐小于或等于某个阈值，比如𝑝𝑐 ≤ 0.6的边界框去掉。 

我们就这样说，除非算法认为这里存在对象的概率至少有 0.6，否则就抛弃，所以这就

抛弃了所有概率比较低的输出边界框。所以思路是对于这 361 个位置，你输出一个边界框，

还有那个最好边界框所对应的概率，所以我们只是抛弃所有低概率的边界框。 

 

接下来剩下的边界框，没有抛弃没有处理过的，你就一直选择概率𝑝𝑐最高的边界框，然

后把它输出成预测结果，这个过程就是上一张幻灯片，取一个边界框，让它高亮显示，这样

你就可以确定输出做出有一辆车的预测。 
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接下来去掉所有剩下的边界框，任何没有达到输出标准的边界框，之前没有抛弃的边界

框，把这些和输出边界框有高重叠面积和上一步输出边界框有很高交并比的边界框全部抛

弃。所以 while 循环的第二步是上一张幻灯片变暗的那些边界框，和高亮标记的边界重叠面

积很高的那些边界框抛弃掉。在还有剩下边界框的时候，一直这么做，把没处理的都处理完，

直到每个边界框都判断过了，它们有的作为输出结果，剩下的会被抛弃，它们和输出结果重

叠面积太高，和输出结果交并比太高，和你刚刚输出这里存在对象结果的重叠程度过高。 

在这张幻灯片中，我只介绍了算法检测单个对象的情况，如果你尝试同时检测三个对象，

比如说行人、汽车、摩托，那么输出向量就会有三个额外的分量。事实证明，正确的做法是

独立进行三次非极大值抑制，对每个输出类别都做一次，但这个细节就留给本周的编程练习

吧，其中你可以自己尝试实现，我们可以自己试试在多个对象类别检测时做非极大值抑制。 

这就是非极大值抑制，如果你能实现我们说过的对象检测算法，你其实可以得到相当不

错的结果。但结束我们对 YOLO 算法的介绍之前，最后我还有一个细节想给大家分享，可以

进一步改善算法效果，就是 anchor box 的思路，我们下一个视频再介绍。 
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3.8 Anchor Boxes 

到目前为止，对象检测中存在的一个问题是每个格子只能检测出一个对象，如果你想让

一个格子检测出多个对象，你可以这么做，就是使用 anchor box 这个概念，我们从一个例子

开始讲吧。 

 

假设你有这样一张图片，对于这个例子，我们继续使用 3×3 网格，注意行人的中点和汽

车的中点几乎在同一个地方，两者都落入到同一个格子中。所以对于那个格子，如果 𝑦 输

出这个向量𝑦 =  

[
 
 
 
 
 
 
 
𝑝𝑐
𝑏𝑥
𝑏𝑦
𝑏ℎ
𝑏𝑤
𝑐1
𝑐2
𝑐3 ]
 
 
 
 
 
 
 

，你可以检测这三个类别，行人、汽车和摩托车，它将无法输出检测结

果，所以我必须从两个检测结果中选一个。  

 

而 anchor box 的思路是，这样子，预先定义两个不同形状的 anchor box，或者 anchor 

box 形状，你要做的是把预测结果和这两个 anchor box 关联起来。一般来说，你可能会用更

多的 anchor box，可能要 5 个甚至更多，但对于这个视频，我们就用两个 anchor box，这样

介绍起来简单一些。 
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你要做的是定义类别标签，用的向量不再是上面这个： 

[𝑝𝑐 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 𝑐1 𝑐2 𝑐3]𝑇 

而是重复两次： 

𝑦 = [𝑝𝑐 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 𝑐1 𝑐2 𝑐3 𝑝𝑐 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 𝑐1 𝑐2 𝑐3]𝑇 

前面的𝑝𝑐, 𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ , 𝑏𝑤 , 𝑐1, 𝑐2, 𝑐3（绿色方框标记的参数）是和 anchor box 1 关联的 8 个

参数，后面的 8 个参数（橙色方框标记的元素）是和 anchor box 2 相关联。因为行人的形状

更类似于 anchor box 1 的形状，而不是 anchor box 2 的形状，所以你可以用这 8 个数值（前

8 个参数），这么编码𝑝𝑐 = 1，是的，代表有个行人，用𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ和𝑏𝑤来编码包住行人的边

界框，然后用𝑐1, 𝑐2, 𝑐3(𝑐1 = 1, 𝑐2 = 0, 𝑐3 = 0)来说明这个对象是个行人。 

然后是车子，因为车子的边界框比起 anchor box 1 更像 anchor box 2 的形状，你就可以

这么编码，这里第二个对象是汽车，然后有这样的边界框等等，这里所有参数都和检测汽车

相关(𝑝𝑐 = 1, 𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ , 𝑏𝑤 , 𝑐1 = 0, 𝑐2 = 1, 𝑐3 = 0)。 

 

总结一下，用 anchor box 之前，你做的是这个，对于训练集图像中的每个对象，都根据
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那个对象中点位置分配到对应的格子中，所以输出𝑦就是 3×3×8，因为是 3×3 网格，对于每

个网格位置，我们有输出向量，包含𝑝𝑐，然后边界框参数𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ和𝑏𝑤，然后𝑐1, 𝑐2, 𝑐3。 

现在用到 anchor box 这个概念，是这么做的。现在每个对象都和之前一样分配到同一

个格子中，分配到对象中点所在的格子中，以及分配到和对象形状交并比最高的 anchor box

中。所以这里有两个 anchor box，你就取这个对象，如果你的对象形状是这样的（编号 1，

红色框），你就看看这两个 anchor box，anchor box 1 形状是这样（编号 2，紫色框），anchor 

box 2 形状是这样（编号 3，紫色框），然后你观察哪一个 anchor box 和实际边界框（编号

1，红色框）的交并比更高，不管选的是哪一个，这个对象不只分配到一个格子，而是分配

到一对，即（grid cell，anchor box）对，这就是对象在目标标签中的编码方式。所以现在输

出 𝑦  就是 3×3×16，上一张幻灯片中你们看到 𝑦  现在是 16 维的，或者你也可以看成是

3×3×2×8，因为现在这里有 2 个 anchor box，而 𝑦 是 8 维的。𝑦 维度是 8，因为我们有 3 个

对象类别，如果你有更多对象，那么𝑦 的维度会更高。 

 

所以我们来看一个具体的例子，对于这个格子（编号 2），我们定义一下𝑦，： 

𝑦 = [𝑝𝑐 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 𝑐1 𝑐2 𝑐3 𝑝𝑐 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 𝑐1 𝑐2 𝑐3]𝑇。 

所以行人更类似于 anchor box 1 的形状，所以对于行人来说，我们将她分配到向量的上

半部分。是的，这里存在一个对象，即𝑝𝑐 = 1，有一个边界框包住行人，如果行人是类别 1，

那么 𝑐1 = 1, 𝑐2 = 0, 𝑐3 = 0（编号 1 所示的橙色参数）。车子的形状更像 anchor box 2，所以

这个向量剩下的部分是 𝑝𝑐 = 1，然后和车相关的边界框，然后𝑐1 = 0, 𝑐2 = 1, 𝑐3 = 0（编号 1

所示的绿色参数）。所以这就是对应中下格子的标签 𝑦，这个箭头指向的格子（编号 2 所
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示）。 

现在其中一个格子有车，没有行人，如果它里面只有一辆车，那么假设车子的边界框形

状是这样，更像 anchor box 2，如果这里只有一辆车，行人走开了，那么 anchor box 2 分量

还是一样的，要记住这是向量对应 anchor box 2 的分量和 anchor box 1 对应的向量分量，你

要填的就是，里面没有任何对象，所以 𝑝𝑐 = 0，然后剩下的就是 don’t care-s(即？)（编号 3

所示）。 

现在还有一些额外的细节，如果你有两个 anchor box，但在同一个格子中有三个对象，

这种情况算法处理不好，你希望这种情况不会发生，但如果真的发生了，这个算法并没有很

好的处理办法，对于这种情况，我们就引入一些打破僵局的默认手段。还有这种情况，两个

对象都分配到一个格子中，而且它们的 anchor box 形状也一样，这是算法处理不好的另一

种情况，你需要引入一些打破僵局的默认手段，专门处理这种情况，希望你的数据集里不会

出现这种情况，其实出现的情况不多，所以对性能的影响应该不会很大。 

这就是 anchor box 的概念，我们建立 anchor box 这个概念，是为了处理两个对象出现

在同一个格子的情况，实践中这种情况很少发生，特别是如果你用的是 19×19 网格而不是

3×3 的网格，两个对象中点处于 361 个格子中同一个格子的概率很低，确实会出现，但出现

频率不高。也许设立 anchor box 的好处在于 anchor box 能让你的学习算法能够更有征对性，

特别是如果你的数据集有一些很高很瘦的对象，比如说行人，还有像汽车这样很宽的对象，

这样你的算法就能更有针对性的处理，这样有一些输出单元可以针对检测很宽很胖的对象，

比如说车子，然后输出一些单元，可以针对检测很高很瘦的对象，比如说行人。 

最后，你应该怎么选择 anchor box 呢？人们一般手工指定 anchor box 形状，你可以选

择 5 到 10 个 anchor box 形状，覆盖到多种不同的形状，可以涵盖你想要检测的对象的各种

形状。还有一个更高级的版本，我就简单说一句，你们如果接触过一些机器学习，可能知道

后期 YOLO 论文中有更好的做法，就是所谓的 k-平均算法，可以将两类对象形状聚类，如果

我们用它来选择一组 anchor box，选择最具有代表性的一组 anchor box，可以代表你试图检

测的十几个对象类别，但这其实是自动选择 anchor box 的高级方法。如果你就人工选择一

些形状，合理的考虑到所有对象的形状，你预计会检测的很高很瘦或者很宽很胖的对象，这

应该也不难做。 

所以这就是 anchor box，在下一个视频中，我们把学到的所有东西一起融入到 YOLO 算

法中。  
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3.9 YOLO 算法（Putting it together: YOLO algorithm） 

你们已经学到对象检测算法的大部分组件了，在这个视频里，我们会把所有组件组装在

一起构成 YOLO 对象检测算法。 

 

我们先看看如何构造你的训练集，假设你要训练一个算法去检测三种对象，行人、汽车

和摩托车，你还需要显式指定完整的背景类别。这里有 3 个类别标签，如果你要用两个 anchor 

box，那么输出 𝑦 就是 3×3×2×8，其中 3×3 表示 3×3 个网格，2 是 anchor box 的数量，8 是

向量维度，8 实际上先是 5（𝑝𝑐, 𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ , 𝑏𝑤）再加上类别的数量（𝑐1, 𝑐2, 𝑐3）。你可以将它

看成是 3×3×2×8，或者 3×3×16。要构造训练集，你需要遍历 9 个格子，然后构成对应的目标

向量𝑦。 
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所以先看看第一个格子（编号 1），里面没什么有价值的东西，行人、车子和摩托车，

三个类别都没有出现在左上格子中，所以对应那个格子目标 𝑦就是这样的，𝑦 =

[0 ? ? ? ? ? ? ? 0 ? ? ? ? ? ? ?]𝑇，第一个 anchor box 的 𝑝𝑐 是 0，因为

没什么和第一个 anchor box 有关的，第二个 anchor box 的 𝑝𝑐 也是 0，剩下这些值是 don’t 

care-s。 

现在网格中大多数格子都是空的，但那里的格子（编号 2）会有这个目标向量𝑦，𝑦 =

[0 ? ? ? ? ? ? ? 1 𝑏𝑥 𝑏𝑦 𝑏ℎ 𝑏𝑤 0 1 0]𝑇，所以假设你的训练集中，对于

车子有这样一个边界框（编号 3），水平方向更长一点。所以如果这是你的 anchor box，这

是 anchor box 1（编号 4），这是 anchor box 2（编号 5），然后红框和 anchor box 2 的交并

比更高，那么车子就和向量的下半部分相关。要注意，这里和 anchor box 1 有关的 𝑝𝑐 是 0，

剩下这些分量都是 don’t care-s，然后你的第二个 𝑝𝑐 = 1，然后你要用这些（𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ , 𝑏𝑤）

来指定红边界框的位置，然后指定它的正确类别是 2(𝑐1 = 0, 𝑐2 = 1, 𝑐3 = 0)，对吧，这是一

辆汽车。 

 

所以你这样遍历 9 个格子，遍历 3×3 网格的所有位置，你会得到这样一个向量，得到一

个 16 维向量，所以最终输出尺寸就是 3×3×16。和之前一样，简单起见，我在这里用的是 3×3

网格，实践中用的可能是 19×19×16，或者需要用到更多的 anchor box，可能是 19×19×5×8，

即 19×19×40，用了 5 个 anchor box。这就是训练集，然后你训练一个卷积网络，输入是图

片，可能是 100×100×3，然后你的卷积网络最后输出尺寸是，在我们例子中是 3×3×16 或者

3×3×2×8。 

接下来我们看看你的算法是怎样做出预测的，输入图像，你的神经网络的输出尺寸是这

个 3××3×2×8，对于 9 个格子，每个都有对应的向量。对于左上的格子（编号 1），那里没有

任何对象，那么我们希望你的神经网络在那里（第一个𝑝𝑐）输出的是 0，这里（第二个𝑝𝑐）

是 0，然后我们输出一些值，你的神经网络不能输出问号，不能输出 don’t care-s，剩下的我

输入一些数字，但这些数字基本上会被忽略，因为神经网络告诉你，那里没有任何东西，所

以输出是不是对应一个类别的边界框无关紧要，所以基本上是一组数字，多多少少都是噪音

（输出 𝑦 如编号 3 所示）。 
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和这里的边界框不大一样，希望𝑦的值，那个左下格子（编号 2）的输出𝑦（编号 4 所

示），形式是，对于边界框 1 来说（𝑝𝑐）是 0，然后就是一组数字，就是噪音（anchor box 1

对应行人，此格子中无行人，𝑝𝑐 = 0, 𝑏𝑥 =? , 𝑏𝑦 =? , 𝑏ℎ =? , 𝑏𝑤 =? , 𝑐1 =? 𝑐2 =? , 𝑐3 =?）。希望

你的算法能输出一些数字，可以对车子指定一个相当准确的边界框（anchor box 2 对应汽车，

此格子中有车，𝑝𝑐 = 1, 𝑏𝑥 , 𝑏𝑦 , 𝑏ℎ , 𝑏𝑤 , 𝑐1 = 0, 𝑐2 = 1, 𝑐3 = 0），这就是神经网络做出预测的过

程。 

 

最后你要运行一下这个非极大值抑制，为了让内容更有趣一些，我们看看一张新的测试

图像，这就是运行非极大值抑制的过程。如果你使用两个 anchor box，那么对于 9 个格子中

任何一个都会有两个预测的边界框，其中一个的概率𝑝𝑐很低。但 9 个格子中，每个都有两个

预测的边界框，比如说我们得到的边界框是是这样的，注意有一些边界框可以超出所在格子

的高度和宽度（编号 1 所示）。接下来你抛弃概率很低的预测，去掉这些连神经网络都说，

这里很可能什么都没有，所以你需要抛弃这些（编号 2 所示）。 



第四门课 卷积神经网络（Convolutional Neural Networks）-第三周 目标检测（Object detection） 

478 
 

 

最后，如果你有三个对象检测类别，你希望检测行人，汽车和摩托车，那么你要做的是，

对于每个类别单独运行非极大值抑制，处理预测结果所属类别的边界框，用非极大值抑制来

处理行人类别，用非极大值抑制处理车子类别，然后对摩托车类别进行非极大值抑制，运行

三次来得到最终的预测结果。所以算法的输出最好能够检测出图像里所有的车子，还有所有

的行人（编号 3 所示）。 

这就是 YOLO 对象检测算法，这实际上是最有效的对象检测算法之一，包含了整个计算

机视觉对象检测领域文献中很多最精妙的思路。你可以在本周的编程作业中尝试现实这个算

法，所以我希望你喜欢本周的编程练习，这里还有一个可选的视频，你们可以看，也可以不

看，总之，我们下周见。 
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3.10 候选区域（选修）（Region proposals (Optional)） 

如果你们阅读一下对象检测的文献，可能会看到一组概念，所谓的候选区域，这在计算

机视觉领域是非常有影响力的概念。我把这个视频定为可选视频是因为我用到候选区域这一

系列算法的频率没有那么高，但当然了，这些工作是很有影响力的，你们在工作中也可能会

碰到，我们来看看。 

 

你们还记得滑动窗法吧，你使用训练过的分类器，在这些窗口中全部运行一遍，然后运

行一个检测器，看看里面是否有车辆，行人和摩托车。现在你也可以运行一下卷积算法，这

个算法的其中一个缺点是，它在显然没有任何对象的区域浪费时间，对吧。 

 

所以这里这个矩形区域（编号 1）基本是空的，显然没有什么需要分类的东西。也许算

法会在这个矩形上（编号 2）运行，而你知道上面没有什么有趣的东西。 

[Girshick R, Donahue J, Darrell T, et al. Rich feature hierarchies for accurate object 

detection and semantic segmentation[C]//Proceedings of the IEEE conference on computer 

vision and pattern recognition. 2014: 580-587.] 

所以 Ross Girshick，Jeff Donahue，Trevor Darrell，Jitendra Malik，在本幻灯片底部引用

到的论文中提出一种叫做 R-CNN 的算法，意思是带区域的卷积网络，或者说带区域的 CNN。

这个算法尝试选出一些区域，在这些区域上运行卷积网络分类器是有意义的，所以这里不再

针对每个滑动窗运行检测算法，而是只选择一些窗口，在少数窗口上运行卷积网络分类器。 
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选出候选区域的方法是运行图像分割算法，分割的结果是下边的图像，为了找出可能存

在对象的区域。比如说，分割算法在这里得到一个色块，所以你可能会选择这样的边界框（编

号 1），然后在这个色块上运行分类器，就像这个绿色的东西（编号 2），在这里找到一个

色块，接下来我们还会在那个矩形上（编号 2）运行一次分类器，看看有没有东西。在这种

情况下，如果在蓝色色块上（编号 3）运行分类器，希望你能检测出一个行人，如果你在青

色色块(编号 4)上运行算法，也许你可以发现一辆车，我也不确定。 

 

所以这个细节就是所谓的分割算法，你先找出可能 2000 多个色块，然后在这 2000 个色

块上放置边界框，然后在这 2000 个色块上运行分类器，这样需要处理的位置可能要少的多，

可以减少卷积网络分类器运行时间，比在图像所有位置运行一遍分类器要快。特别是这种情

况，现在不仅是在方形区域（编号 5）中运行卷积网络，我们还会在高高瘦瘦（编号 6）的

区域运行，尝试检测出行人，然后我们在很宽很胖的区域（编号 7）运行，尝试检测出车辆，

同时在各种尺度运行分类器。 

这就是 R-CNN 或者区域 CNN 的特色概念，现在看来 R-CNN 算法还是很慢的。所以有一

系列的研究工作去改进这个算法，所以基本的 R-CNN 算法是使用某种算法求出候选区域，

然后对每个候选区域运行一下分类器，每个区域会输出一个标签，有没有车子？有没有行人？

有没有摩托车？并输出一个边界框，这样你就能在确实存在对象的区域得到一个精确的边界

框。 

澄清一下，R-CNN 算法不会直接信任输入的边界框，它也会输出一个边界框𝑏𝑥，𝑏𝑦，𝑏ℎ

和𝑏𝑤，这样得到的边界框比较精确，比单纯使用图像分割算法给出的色块边界要好，所以它

可以得到相当精确的边界框。 

现在R-CNN算法的一个缺点是太慢了，所以这些年来有一些对R-CNN算法的改进工作，

Ross Girshik 提出了 Fast R-CNN 算法，它基本上是 R-CNN 算法，不过用卷积实现了滑动窗法。

最初的算法是逐一对区域分类的，所以 Fast R-CNN 用的是滑动窗法的一个卷积实现，这和
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你在本周第四个视频（3.4 卷积的滑动窗口实现）中看到的大致相似，这显著提升了 R-CNN

的速度。 

 

事实证明，Fast R-CNN 算法的其中一个问题是得到候选区域的聚类步骤仍然非常缓慢，

所以另一个研究组，任少卿（Shaoqing Ren）、何凯明（Kaiming He）、Ross Girshick 和孙剑

（Jiangxi Sun）提出了更快的 R-CNN 算法(Faster R-CNN)，使用的是卷积神经网络，而不是更

传统的分割算法来获得候选区域色块，结果比 Fast R-CNN 算法快得多。不过我认为大多数

Faster R-CNN 的算法实现还是比 YOLO 算法慢很多。 

候选区域的概念在计算机视觉领域的影响力相当大，所以我希望你们能了解一下这些算

法，因为你可以看到还有人在用这些概念。对我个人来说，这是我的个人看法而不是整个计

算机视觉研究界的看法，我觉得候选区域是一个有趣的想法，但这个方法需要两步，首先得

到候选区域，然后再分类，相比之下，能够一步做完，类似于 YOLO 或者你只看一次（You 

only look once）这个算法，在我看来，是长远而言更有希望的方向。但这是我的个人看法，

而不是整个计算机视觉研究界的看法，所以你们最好批判接受。但我想这个 R-CNN 概念，

你可能会想到，或者碰到其他人在用，所以这也是值得了解的，这样你可以更好地理解别人

的算法。 

现在我们就讲完这周对象检测的材料了，我希望你们喜欢本周的编程练习，我们下周见。 

 

参考文献： 

• Joseph Redmon, Santosh Divvala, Ross Girshick, Ali Farhadi - You Only Look Once: Unified, 

Real-Time Object Detection (2015) 

https://arxiv.org/abs/1506.02640
https://arxiv.org/abs/1506.02640
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• Joseph Redmon, Ali Farhadi - YOLO9000: Better, Faster, Stronger (2016) 

• Allan Zelener - YAD2K: Yet Another Darknet 2 Keras 

• The official YOLO website (https://pjreddie.com/darknet/yolo/) 

  

https://arxiv.org/abs/1612.08242
https://github.com/allanzelener/YAD2K
https://pjreddie.com/darknet/yolo/
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第四周  特殊应用：人脸识别和神经风格转换（ Special 

applications: Face recognition &Neural style transfer）  

4.1 什么是人脸识别？（What is face recognition?） 

欢迎来到第四周，即这门课卷积神经网络课程的最后一周。到目前为止，你学了很多卷

积神经网络的知识。我这周准备向你展示一些重要的卷积神经网络的特殊应用，我们将从人

脸识别开始，之后讲神经风格迁移，你将有机会在编程作业中实现这部分内容，创造自己的

艺术作品。 

让我们先从人脸识别开始，我这里有一个有意思的演示。我在领导百度 AI 团队的时候，

其中一个小组由林元庆带领的，做过一个人脸识别系统，这个系统非常棒，让我们来看一下。 

（以下内容为演示视频内容） 

 

视频开始： 

我想演示一个人脸识别系统，我现在在百度的中国总部，很多公司要求进入公司的时候

要刷工卡，但是在这里我们并不需要它，使用人脸识别，看看我能做什么。当我走近的时候，

它会识别我的脸，然后说欢迎我（Andrew NG），不需要工卡，我就能通过了。 

让我们看看另一种情况，在旁边的是林元庆，IDL（百度深度学习实验室）的主管，他领

导开发了这个人脸识别系统，我把我的工卡给他，上面有我的头像，他会试着用我的头像照

片，而不是真人来通过。 
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（林元庆语：我将尝试用 Andrew 的工卡骗过机器，看看发生什么，系统不会识别，系

统拒绝识别。现在我要用我自己的脸，（系统语音：“欢迎您”）（林元庆顺利通过）） 

类似于这样的人脸识别系统在中国发展很快，我希望这个技术也可以在其他的国家使用。 

#视频结束 

挺厉害的吧，你刚看到的这个视频展示了人脸识别和活体检测，后一项技术确认你是一

个活人。事实上，活体检测可以使用监督学习来实现，去预测是不是一个真人，这个方面我

就不多说了。我主要想讲的是，如何构造这个系统中的人脸识别这一部分。 

首先，让我们了解一下人脸识别的一些术语。 

在人脸识别的相关文献中，人们经常提到人脸验证（face verification）和人脸识别（face 

recognition）。 

 

这是人脸验证问题，如果你有一张输入图片，以及某人的 ID 或者是名字，这个系统要

做的是，验证输入图片是否是这个人。有时候也被称作 1 对 1 问题，只需要弄明白这个人是

否和他声称的身份相符。 

而人脸识别问题比人脸验证问题难很多（整理者注：1 对多问题（1:𝐾）），为什么呢？

假设你有一个验证系统，准确率是 99%，还可以。但是现在，假设在识别系统中，𝐾 = 100，

如果你把这个验证系统应用在 100 个人身上，人脸识别上，你犯错的机会就是 100 倍了。如

果每个人犯错的概率是 1%，如果你有一个上百人的数据库，如果你想得到一个可接受的识

别误差，你要构造一个验证系统，其准确率为 99.9%或者更高，然后才可以在 100 人的数据
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库上运行，而保证有很大几率不出错。事实上，如果我们有一个 100 人的数据库，正确率可

能需要远大于 99%，才能得到很好的效果。 

 

在之后的几个视频中，我们主要讲构造一个人脸验证，作为基本模块，如果准确率够高，

你就可以把它用在识别系统上。 

下一个视频中，我们将开始讨论如何构造人脸验证系统，人脸验证之所以难，原因之一

在于要解决“一次学”（one-shot learning problem）问题。让我们看下一个视频，什么是一次

学习问题。 
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4.2 One-Shot 学习（One-shot learning） 

人脸识别所面临的一个挑战就是你需要解决一次学习问题，这意味着在大多数人脸识别

应用中，你需要通过单单一张图片或者单单一个人脸样例就能去识别这个人。而历史上，当

深度学习只有一个训练样例时，它的表现并不好，让我们看一个直观的例子，并讨论如何去

解决这个问题。 

 

假设你的数据库里有 4 张你们公司的员工照片，实际上他们确实是我们 deeplearning.ai

的员工，分别是 Kian，Danielle，Younes 和 Tian。现在假设有个人（编号 1 所示）来到办公

室，并且她想通过带有人脸识别系统的栅门，现在系统需要做的就是，仅仅通过一张已有的

Danielle 照片，来识别前面这个人确实是她。相反，如果机器看到一个不在数据库里的人（编

号 2 所示），机器应该能分辨出她不是数据库中四个人之一。 

 

所以在一次学习问题中，只能通过一个样本进行学习，以能够认出同一个人。大多数人

脸识别系统都需要解决这个问题，因为在你的数据库中每个雇员或者组员可能都只有一张照

片。 
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有一种办法是，将人的照片放进卷积神经网络中，使用 softmax 单元来输出 4 种，或者

说 5 种标签，分别对应这 4 个人，或者 4 个都不是，所以 softmax 里我们会有 5 种输出。但

实际上这样效果并不好，因为如此小的训练集不足以去训练一个稳健的神经网络。 

 

而且，假如有新人加入你的团队，你现在将会有 5 个组员需要识别，所以输出就变成了

6 种，这时你要重新训练你的神经网络吗？这听起来实在不像一个好办法。 

 

所以要让人脸识别能够做到一次学习，为了能有更好的效果，你现在要做的应该是学习

Similarity 函数。详细地说，你想要神经网络学习这样一个用𝑑表示的函数，𝑑(𝑖𝑚𝑔1, 𝑖𝑚𝑔2) =

𝑑𝑒𝑔𝑟𝑒𝑒 𝑜𝑓 𝑑𝑖𝑓𝑓𝑒𝑟𝑒𝑛𝑐𝑒 𝑏𝑒𝑡𝑤𝑒𝑒𝑛 𝑖𝑚𝑎𝑔𝑒𝑠，它以两张图片作为输入，然后输出这两张图片的

差异值。如果你放进同一个人的两张照片，你希望它能输出一个很小的值，如果放进两个长

相差别很大的人的照片，它就输出一个很大的值。所以在识别过程中，如果这两张图片的差

异值小于某个阈值𝜏，它是一个超参数，那么这时就能预测这两张图片是同一个人，如果差

异值大于 τ，就能预测这是不同的两个人，这就是解决人脸验证问题的一个可行办法。 
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要将它应用于识别任务，你要做的是拿这张新图片（编号 6），然后用𝑑函数去比较这

两张图片（编号 1 和编号 6），这样可能会输出一个非常大的数字，在该例中，比如说这个

数字是 10。之后你再让它和数据库中第二张图（编号 2）片比较，因为这两张照片是同一个

人，所以我们希望会输出一个很小的数。然后你再用它与数据库中的其他图片（编号 3、4）

进行比较，通过这样的计算，最终你能够知道，这个人确实是 Danielle。 

对应的，如果某个人（编号 7）不在你的数据库中，你通过函数𝑑将他们的照片两两进

行比较，最后我们希望𝑑会对所有的比较都输出一个很大的值，这就证明这个人并不是数据

库中 4 个人的其中一个。 

要注意在这过程中你是如何解决一次学习问题的，只要你能学习这个函数𝑑，通过输入

一对图片，它将会告诉你这两张图片是否是同一个人。如果之后有新人加入了你的团队（编

号 5），你只需将他的照片加入你的数据库，系统依然能照常工作。 

现在你已经知道函数 d 是如何工作的，通过输入两张照片，它将让你能够解决一次学习

问题。那么，下节视频中，我们将会学习如何训练你的神经网络学会这个函数𝑑。 
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4.3 Siamese 网络（Siamese network） 

上个视频中你学到的函数𝑑的作用就是输入两张人脸，然后告诉你它们的相似度。实现

这个功能的一个方式就是用 Siamese 网络，我们看一下。 

 

你经常看到这样的卷积网络，输入图片𝑥(1)，然后通过一些列卷积，池化和全连接层，

最终得到这样的特征向量（编号 1）。有时这个会被送进 softmax 单元来做分类，但在这个

视频里我们不会这么做。我们关注的重点是这个向量（编号 1），加如它有 128 个数，它是

由网络深层的全连接层计算出来的，我要给这 128 个数命个名字，把它叫做𝑓(𝑥(1))。你可以

把𝑓(𝑥(1))看作是输入图像𝑥(1)的编码，取这个输入图像（编号 2），在这里是 Kian 的图片，

然后表示成 128 维的向量。 

 

建立一个人脸识别系统的方法就是，如果你要比较两个图片的话，例如这里的第一张（编

号 1）和第二张图片（编号 2），你要做的就是把第二张图片喂给有同样参数的同样的神经

网络，然后得到一个不同的 128 维的向量（编号 3），这个向量代表或者编码第二个图片，

我要把第二张图片的编码叫做𝑓(𝑥(2))。这里我用𝑥(1)和𝑥(2)仅仅代表两个输入图片，他们没

必要非是第一个和第二个训练样本，可以是任意两个图片。 
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最后如果你相信这些编码很好地代表了这两个图片，你要做的就是定义𝑑，将𝑥(1)和𝑥(2)

的距离定义为这两幅图片的编码之差的范数，𝑑(𝑥(1), 𝑥(2)) = ||𝑓(𝑥(1)) − 𝑓(𝑥(2))||2
2。 

对于两个不同的输入，运行相同的卷积神经网络，然后比较它们，这一般叫做 Siamese

网络架构。这里提到的很多观点，都来自于 Yaniv Taigman，Ming Yang，Marc’ Aurelio Ranzato，

Lior Wolf 的这篇论文，他们开发的系统叫做 DeepFace。 

 

怎么训练这个 Siamese 神经网络呢？不要忘了这两个网络有相同的参数，所以你实际要

做的就是训练一个网络，它计算得到的编码可以用于函数𝑑，它可以告诉你两张图片是否是

同一个人。更准确地说，神经网络的参数定义了一个编码函数𝑓(𝑥(𝑖))，如果给定输入图像𝑥(𝑖)，

这个网络会输出𝑥(𝑖)的 128 维的编码。你要做的就是学习参数，使得如果两个图片𝑥(𝑖)和𝑥(𝑗)

是同一个人，那么你得到的两个编码的距离就小。前面几个幻灯片我都用的是𝑥(1)和𝑥(2)，其

实训练集里任意一对𝑥(𝑖)和𝑥(𝑗)都可以。相反，如果𝑥(𝑖)和𝑥(𝑗)是不同的人，那么你会想让它们

之间的编码距离大一点。 

如果你改变这个网络所有层的参数，你会得到不同的编码结果，你要做的就是用反向传

播来改变这些所有的参数，以确保满足这些条件。 

你已经了解了 Siamese 网络架构，并且知道你想要网络输出什么，即什么是好的编码。

但是如何定义实际的目标函数，能够让你的神经网络学习并做到我们刚才讨论的内容呢？在

下一个视频里，我们会看到如何用三元组损失函数达到这个目的。 
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4.4 Triplet 损失（Triplet 损失） 

要想通过学习神经网络的参数来得到优质的人脸图片编码，方法之一就是定义三元组损

失函数然后应用梯度下降。 

 

我们看下这是什么意思，为了应用三元组损失函数，你需要比较成对的图像，比如这个

图片，为了学习网络的参数，你需要同时看几幅图片，比如这对图片（编号 1 和编号 2），

你想要它们的编码相似，因为这是同一个人。然而假如是这对图片（编号 3 和编号 4），你

会想要它们的编码差异大一些，因为这是不同的人。 

用三元组损失的术语来说，你要做的通常是看一个 Anchor 图片，你想让 Anchor 图片

和 Positive 图片（Positive 意味着是同一个人）的距离很接近。然而，当 Anchor 图片与 Negative

图片（Negative 意味着是非同一个人）对比时，你会想让他们的距离离得更远一点。 

 

这就是为什么叫做三元组损失，它代表你通常会同时看三张图片，你需要看 Anchor 图

片、Postive 图片，还有 Negative 图片，我要把 Anchor 图片、Positive 图片和 Negative 图片

简写成𝐴、𝑃、𝑁。 

把这些写成公式的话，你想要的是网络的参数或者编码能够满足以下特性，也就是说你

想要||𝑓(𝐴) − 𝑓(𝑃)||2，你希望这个数值很小，准确地说，你想让它小于等𝑓(𝐴)和𝑓(𝑁)之间的

距离，或者说是它们的范数的平方（即：||𝑓(𝐴) − 𝑓(𝑃)||2 ≤ ||𝑓(𝐴) − 𝑓(𝑁)||2）。（||𝑓(𝐴) −

𝑓(𝑃)||2）当然这就是𝑑(𝐴, 𝑃)，（||𝑓(𝐴) − 𝑓(𝑁)||2）这是𝑑(𝐴,𝑁)，你可以把𝑑看作是距离(distance)
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函数，这也是为什么我们把它命名为𝑑。 

 

现在如果我把方程右边项移到左边，最终就得到： 

||𝑓(𝐴) − 𝑓(𝑃)||2 ≤ ||𝑓(𝐴) − 𝑓(𝑁)||2 

现在我要对这个表达式做一些小的改变，有一种情况满足这个表达式，但是没有用处，

就是把所有的东西都学成 0，如果𝑓总是输出 0，即 0-0≤0，这就是 0 减去 0 还等于 0，如果

所有图像的𝑓都是一个零向量，那么总能满足这个方程。所以为了确保网络对于所有的编码

不会总是输出 0，也为了确保它不会把所有的编码都设成互相相等的。另一种方法能让网络

得到这种没用的输出，就是如果每个图片的编码和其他图片一样，这种情况，你还是得到 0-

0。 

 

为了阻止网络出现这种情况，我们需要修改这个目标，也就是，这个不能是刚好小于等

于 0，应该是比 0 还要小，所以这个应该小于一个−𝑎值（即||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) −

𝑓(𝑁)||2 ≤ −𝑎），这里的𝑎是另一个超参数，这个就可以阻止网络输出无用的结果。按照惯

例，我们习惯写+𝑎（即||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎 ≤ 0），而不是把−𝑎写在后

面，它也叫做间隔(margin)，这个术语你会很熟悉，如果你看过关于支持向量机 (SVM) 的文

献，没看过也不用担心。我们可以把上面这个方程（||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2）也

修改一下，加上这个间隔参数。 

举个例子，假如间隔设置成 0.2，如果在这个例子中，𝑑(𝐴, 𝑃) = 0.5，如果 Anchor 和 

Negative 图片的𝑑，即𝑑(𝐴,𝑁)只大一点，比如说 0.51，条件就不能满足。虽然 0.51 也是大于

0.5 的，但还是不够好，我们想要𝑑(𝐴, 𝑁)比𝑑(𝐴, 𝑃)大很多，你会想让这个值（𝑑(𝐴, 𝑁)）至少

是 0.7 或者更高，或者为了使这个间隔，或者间距至少达到 0.2，你可以把这项调大或者这
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个调小，这样这个间隔𝑎，超参数𝑎 至少是 0.2，在𝑑(𝐴, 𝑃)和𝑑(𝐴,𝑁)之间至少相差 0.2，这就

是间隔参数𝑎的作用。它拉大了 Anchor 和 Positive 图片对和 Anchor 与 Negative 图片对之

间的差距。取下面的这个方框圈起来的方程式，在下个幻灯片里，我们会更公式化表示，然

后定义三元组损失函数。 

 

三元组损失函数的定义基于三张图片，假如三张图片𝐴、𝑃、𝑁，即 anchor 样本、positive

样本和 negative 样本，其中 positive 图片和 anchor 图片是同一个人，但是 negative 图片和

anchor 不是同一个人。 

 

接下来我们定义损失函数，这个例子的损失函数，它的定义基于三元图片组，我先从前

一张幻灯片复制过来一些式子，就是||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎 ≤ 0。所以为了

定义这个损失函数，我们取这个和 0 的最大值： 

𝐿(𝐴, 𝑃,𝑁) = 𝑚𝑎𝑥(||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎, 0) 

这个𝑚𝑎𝑥函数的作用就是，只要这个||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎 ≤ 0，那么

损失函数就是 0。只要你能使画绿色下划线部分小于等于 0，只要你能达到这个目标，那么

这个例子的损失就是 0。 
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另一方面如果这个||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎 ≤ 0，然后你取它们的最大值，

最终你会得到绿色下划线部分（即||𝑓(𝐴) − 𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎）是最大值，这样

你会得到一个正的损失值。通过最小化这个损失函数达到的效果就是使这部分 ||𝑓(𝐴) −

𝑓(𝑃)||2 − ||𝑓(𝐴) − 𝑓(𝑁)||2 + 𝑎成为 0，或者小于等于 0。只要这个损失函数小于等于 0，网

络不会关心它负值有多大。 

 

这是一个三元组定义的损失，整个网络的代价函数应该是训练集中这些单个三元组损失

的总和。假如你有一个 10000 个图片的训练集，里面是 1000 个不同的人的照片，你要做的

就是取这 10000 个图片，然后生成这样的三元组，然后训练你的学习算法，对这种代价函数

用梯度下降，这个代价函数就是定义在你数据集里的这样的三元组图片上。 

注意，为了定义三元组的数据集你需要成对的𝐴和𝑃，即同一个人的成对的图片，为了

训练你的系统你确实需要一个数据集，里面有同一个人的多个照片。这是为什么在这个例子

中，我说假设你有 1000 个不同的人的 10000 张照片，也许是这 1000 个人平均每个人 10 张

照片，组成了你整个数据集。如果你只有每个人一张照片，那么根本没法训练这个系统。当

然，训练完这个系统之后，你可以应用到你的一次学习问题上，对于你的人脸识别系统，可

能你只有想要识别的某个人的一张照片。但对于训练集，你需要确保有同一个人的多个图片，

至少是你训练集里的一部分人，这样就有成对的 Anchor 和 Positive 图片了。 
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现在我们来看，你如何选择这些三元组来形成训练集。一个问题是如果你从训练集中，

随机地选择𝐴、𝑃和𝑁，遵守𝐴和𝑃是同一个人，而𝐴和𝑁是不同的人这一原则。有个问题就是，

如果随机的选择它们，那么这个约束条件（𝑑(𝐴, 𝑃) + 𝑎 ≤ 𝑑(𝐴, 𝑁)）很容易达到，因为随机

选择的图片，𝐴和𝑁比𝐴和𝑃差别很大的概率很大。我希望你还记得这个符号𝑑(𝐴, 𝑃)就是前几

个幻灯片里写的||𝑓(𝐴) − 𝑓(𝑃)||2，𝑑(𝐴, 𝑁)就是||𝑓(𝐴) − 𝑓(𝑁)||2，𝑑(𝐴, 𝑃) + 𝑎 ≤ 𝑑(𝐴, 𝑁)即

||𝑓(𝐴) − 𝑓(𝑃)||2 + 𝑎 ≤ ||𝑓(𝐴) − 𝑓(𝑁)||2。但是如果𝐴和𝑁是随机选择的不同的人，有很大的

可能性||𝑓(𝐴) − 𝑓(𝑁)||2会比左边这项||𝑓(𝐴) − 𝑓(𝑃)||2大，而且差距远大于𝑎，这样网络并不

能从中学到什么。 

 

所以为了构建一个数据集，你要做的就是尽可能选择难训练的三元组𝐴、𝑃和𝑁。具体而

言，你想要所有的三元组都满足这个条件（𝑑(𝐴, 𝑃) + 𝑎 ≤ 𝑑(𝐴, 𝑁)），难训练的三元组就是，

你的𝐴、𝑃和𝑁的选择使得𝑑(𝐴, 𝑃)很接近𝑑(𝐴, 𝑁)，即𝑑(𝐴, 𝑃) ≈ 𝑑(𝐴,𝑁)，这样 你的学习算法

会竭尽全力使右边这个式子变大（𝑑(𝐴,𝑁)），或者使左边这个式子（𝑑(𝐴, 𝑃)）变小，这样左

右两边至少有一个𝑎的间隔。并且选择这样的三元组还可以增加你的学习算法的计算效率，

如果随机的选择这些三元组，其中有太多会很简单，梯度算法不会有什么效果，因为网络总

是很轻松就能得到正确的结果，只有选择难的三元组梯度下降法才能发挥作用，使得这两边

离得尽可能远。 

如果你对此感兴趣的话，这篇论文中有更多细节，作者是 Florian Schroff, Dmitry 

Kalenichenko, James Philbin，他们建立了这个叫做 FaceNet 的系统，我视频里许多的观点都

是来自于他们的工作。 

• Florian Schroff, Dmitry Kalenichenko, James Philbin (2015). FaceNet: A Unified Embedding 

for Face Recognition and Clustering 

顺便说一下，这有一个有趣的事实，关于在深度学习领域，算法是如何命名的。如果你

https://arxiv.org/pdf/1503.03832.pdf
https://arxiv.org/pdf/1503.03832.pdf
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研究一个特定的领域，假如说“某某”领域，通常会将系统命名为“某某”网络或者深度“某某”，

我们一直讨论人脸识别，所以这篇论文叫做 FaceNet(人脸网络)，上个视频里你看到过

DeepFace(深度人脸)。“某某”网络或者深度“某某”，是深度学习领域流行的命名算法的方式，

你可以看一下这篇论文，如果你想要了解更多的关于通过选择最有用的三元组训练来加速算

法的细节，这是一个很棒的论文。 

总结一下，训练这个三元组损失你需要取你的训练集，然后把它做成很多三元组，这就

是一个三元组（编号 1），有一个 Anchor 图片和 Positive 图片，这两个（Anchor 和 Positive）

是同一个人，还有一张另一个人的 Negative 图片。这是另一组（编号 2），其中 Anchor 和

Positive 图片是同一个人，但是 Anchor 和 Negative 不是同一个人，等等。 

 

定义了这些包括𝐴、𝑃和𝑁图片的数据集之后，你还需要做的就是用梯度下降最小化我们

之前定义的代价函数𝐽，这样做的效果就是反向传播到网络中的所有参数来学习到一种编码，

使得如果两个图片是同一个人，那么它们的𝑑就会很小，如果两个图片不是同一个人，它们

的𝑑就会很大。 

这就是三元组损失，并且如何用它来训练网络输出一个好的编码用于人脸识别。现在的

人脸识别系统，尤其是大规模的商业人脸识别系统都是在很大的数据集上训练，超过百万图

片的数据集并不罕见，一些公司用千万级的图片，还有一些用上亿的图片来训练这些系统。

这些是很大的数据集，即使按照现在的标准，这些数据集并不容易获得。幸运的是，一些公

司已经训练了这些大型的网络并且上传了模型参数。所以相比于从头训练这些网络，在这一

领域，由于这些数据集太大，这一领域的一个实用操作就是下载别人的预训练模型，而不是

一切都要从头开始。但是即使你下载了别人的预训练模型，我认为了解怎么训练这些算法也

是有用的，以防针对一些应用你需要从头实现这些想法。 
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这就是三元组损失，下个视频中，我会给你展示 Siamese 网络的一些其他变体，以及如

何训练这些网络。 
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4.5 人 脸 验 证 与 二 分 类 （ Face verification and binary 

classification） 

Triplet loss 是一个学习人脸识别卷积网络参数的好方法，还有其他学习参数的方法，让

我们看看如何将人脸识别当成一个二分类问题。 

 

另一个训练神经网络的方法是选取一对神经网络，选取 Siamese 网络，使其同时计算这

些嵌入，比如说 128 维的嵌入（编号 1），或者更高维，然后将其输入到逻辑回归单元，然

后进行预测，如果是相同的人，那么输出是 1，若是不同的人，输出是 0。这就把人脸识别

问题转换为一个二分类问题，训练这种系统时可以替换 Triplet loss 的方法。 

最后的逻辑回归单元是怎么处理的？输出�̂�会变成，比如说 sigmoid 函数应用到某些特

征上，相比起直接放入这些编码（𝑓(𝑥(𝑖)), 𝑓(𝑥(𝑗))），你可以利用编码之间的不同。 

�̂� = 𝜎(∑𝑤𝑖|𝑓(𝑥
(𝑖))𝑘 − 𝑓(𝑥

(𝑗))𝑘| + 𝑏

128

𝑘=1

) 

我解释一下，符号𝑓(𝑥(𝑖))𝑘代表图片𝑥(𝑖)的编码，下标𝑘代表选择这个向量中的第𝑘个元素，

|𝑓(𝑥(𝑖))𝑘 − 𝑓(𝑥
(𝑗))𝑘|对这两个编码取元素差的绝对值。你可能想，把这 128个元素当作特征，

然后把他们放入逻辑回归中，最后的逻辑回归可以增加参数𝑤𝑖和𝑏，就像普通的逻辑回归一

样。你将在这 128 个单元上训练合适的权重，用来预测两张图片是否是一个人，这是一个很

合理的方法来学习预测 0 或者 1，即是否是同一个人。 

 

还有其他不同的形式来计算绿色标记的这部分公式（|𝑓(𝑥(𝑖))𝑘 − 𝑓(𝑥
(𝑗))𝑘|），比如说，
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公式可以是
(𝑓(𝑥(𝑖))𝑘−𝑓(𝑥

(𝑗))𝑘)
2

𝑓(𝑥(𝑖))𝑘+𝑓(𝑥
(𝑗))𝑘

，这个公式也被叫做𝜒2公式，是一个希腊字母𝜒，也被称为

𝜒平方相似度。 

• Yaniv Taigman, Ming Yang, Marc'Aurelio Ranzato, Lior Wolf (2014). DeepFace: Closing the 

gap to human-level performance in face verification 

这些公式及其变形在这篇 DeepFace 论文中有讨论，我之前也引用过。 

 

但是在这个学习公式中，输入是一对图片，这是你的训练输入𝑥（编号 1、2），输出𝑦

是 0 或者 1，取决于你的输入是相似图片还是非相似图片。与之前类似，你正在训练一个

Siamese 网络，意味着上面这个神经网络拥有的参数和下面神经网络的相同（编号 3 和 4 所

示的网络），两组参数是绑定的，这样的系统效果很好。 

之前提到一个计算技巧可以帮你显著提高部署效果，如果这是一张新图片（编号 1），

当员工走进门时，希望门可以自动为他们打开，这个（编号 2）是在数据库中的图片，不需

要每次都计算这些特征（编号 6），不需要每次都计算这个嵌入，你可以提前计算好，那么

当一个新员工走近时，你可以使用上方的卷积网络来计算这些编码（编号 5），然后使用它，

和预先计算好的编码进行比较，然后输出预测值�̂�。 

因为不需要存储原始图像，如果你有一个很大的员工数据库，你不需要为每个员工每次

都计算这些编码。这个预先计算的思想，可以节省大量的计算，这个预训练的工作可以用在

Siamese 网路结构中，将人脸识别当作一个二分类问题，也可以用在学习和使用 Triplet loss

函数上，我在之前的视频中描述过。 

总结一下，把人脸验证当作一个监督学习，创建一个只有成对图片的训练集，不是三个

一组，而是成对的图片，目标标签是 1 表示一对图片是一个人，目标标签是 0 表示图片中是

不同的人。利用不同的成对图片，使用反向传播算法去训练神经网络，训练 Siamese 神经网

络。 

https://research.fb.com/wp-content/uploads/2016/11/deepface-closing-the-gap-to-human-level-performance-in-face-verification.pdf
https://research.fb.com/wp-content/uploads/2016/11/deepface-closing-the-gap-to-human-level-performance-in-face-verification.pdf
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这个你看到的版本，处理人脸验证和人脸识别扩展为二分类问题，这样的效果也很好。

我希望你知道，在一次学习时，你需要什么来训练人脸验证，或者人脸识别系统。 
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4.6 什么是神经风格迁移？（What is neural style transfer?） 

最近，卷积神经网络最有趣的应用是神经风格迁移，在编程作业中，你将自己实现这部

分并创造出你的艺术作品。 

什么是神经风格迁移？让我们来看几个例子，比如这张照片，照片是在斯坦福大学拍摄

的，离我的办公室不远，你想利用右边照片的风格来重新创造原本的照片，右边的是梵高的

星空，神经风格迁移可以帮你生成下面这张照片。 

 

这仍是斯坦福大学的照片，但是用右边图像的风格画出来。 

为了描述如何实现神经网络迁移，我将使用𝐶来表示内容图像，𝑆表示风格图像，𝐺表示

生成的图像。 
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另一个例子，比如，这张图片，𝐶代表在旧金山的金门大桥，还有这张风格图片，是毕

加索的风格，然后把两张照片结合起来，得到𝐺这张毕加索风格的的金门大桥。 

这页中展示的例子，是由 Justin Johnson 制作，在下面几个视频中你将学到如何自己生

成这样的图片。 

为了实现神经风格迁移，你需要知道卷积网络提取的特征，在不同的神经网络，深层的、

浅层的。在深入了解如何实现神经风格迁移之前，我将在下一个视频中直观地介绍卷积神经

网络不同层之间的具体运算，让我们来看下一个视频。 
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4.7 深度卷积网络学习什么？（What are deep ConvNets 

learning?） 

深度卷积网络到底在学什么？在这个视频中我将展示一些可视化的例子，可以帮助你理

解卷积网络中深度较大的层真正在做什么，这样有助于理解如何实现神经风格迁移。 

 

来看一个例子，假如你训练了一个卷积神经网络，是一个 Alexnet，轻量级网络，你希

望将看到不同层之间隐藏单元的计算结果。 

 

你可以这样做，从第一层的隐藏单元开始，假设你遍历了训练集，然后找到那些使得单

元激活最大化的一些图片，或者是图片块。换句话说，将你的训练集经过神经网络，然后弄

明白哪一张图片最大限度地激活特定的单元。注意在第一层的隐藏单元，只能看到小部分卷

积神经，如果要画出来哪些激活了激活单元，只有一小块图片块是有意义的，因为这就是特

定单元所能看到的全部。你选择一个隐藏单元，发现有 9 个图片最大化了单元激活，你可能

找到这样的 9 个图片块（编号 1），似乎是图片浅层区域显示了隐藏单元所看到的，找到了

像这样的边缘或者线（编号 2），这就是那 9 个最大化地激活了隐藏单元激活项的图片块。 

 

然后你可以选一个另一个第一层的隐藏单元，重复刚才的步骤，这是另一个隐藏单元，

似乎第二个由这 9 个图片块（编号 1）组成。看来这个隐藏单元在输入区域，寻找这样的线

条（编号 2），我们也称之为接受域。 
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对其他隐藏单元也进行处理，会发现其他隐藏单元趋向于激活类似于这样的图片。这个

似乎对垂直明亮边缘左边有绿色的图片块（编号 1）感兴趣，这一个隐藏单元倾向于橘色，

这是一个有趣的图片块（编号 2），红色和绿色混合成褐色或者棕橙色，但是神经元仍可以

激活它。 

 

以此类推，这是 9 个不同的代表性神经元，每一个不同的图片块都最大化地激活了。你

可以这样理解，第一层的隐藏单元通常会找一些简单的特征，比如说边缘或者颜色阴影。 

我在这个视频中使用的所有例子来自于 Matthew Zener 和 Rob Fergus 的这篇论文，题目

是（Zeiler M D, Fergus R. Visualizing and Understanding Convolutional Networks[J]. 2013, 

8689:818-833.）《可视化理解卷积神经网络》，我会使用一种更简单的方法来可视化神经网

络隐藏单元的计算内容。如果你读过他们的论文，他们提出了一些更复杂的方式来可视化卷

积神经网络的计算。 

你已经在第一层的 9 个隐藏单元重复了这个过程好几遍，如果在深层的隐藏单元中进

行这样的计算呢？卷积神经网络的深层部分学到了什么？在深层部分，一个隐藏单元会看到

一张图片更大的部分，在极端的情况下，可以假设每一个像素都会影响到神经网络更深层的

输出，靠后的隐藏单元可以看到更大的图片块，我还会画出和这页中的大小相同的图片块。 

 

但如果我们重复这一过程，这（Layer 1 所示图片）是之前第一层得到的，这个（Layer 
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2 所示图片）是可视化的第 2 层中最大程度激活的 9 个隐藏单元。我想解释一下这个可视

化，这是（编号 2 所示）使一个隐藏单元最大激活的 9 个图片块，每一个组合，这是另一组

（编号 2），使得一个隐藏单元被激活的 9 个图片块，这个可视化展示了第二层的 9 个隐藏

单元，每一个又有 9 个图片块使得隐藏单元有较大的输出或是较大的激活。 

 

在更深的层上，你可以重复这个过程。 

 

在这页里很难看清楚，这些微小的浅层图片块，让我们放大一些，这是第一层，这是第

一个被高度激活的单元，你能在输入图片的区域看到，大概是这个角度的边缘（编号 1）放

大第二层的可视化图像。 

 

有意思了，第二层似乎检测到更复杂的形状和模式，比如说这个隐藏单元（编号 1），

它会找到有很多垂线的垂直图案，这个隐藏单元（编号 2）似乎在左侧有圆形图案时会被高

度激活，这个的特征（编号 3）是很细的垂线，以此类推，第二层检测的特征变得更加复杂。 
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看看第三层我们将其放大，放得更大一点，看得更清楚一点，这些东西激活了第三层。

再放大一点，这又很有趣了，这个隐藏单元（编号 1）似乎对图像左下角的圆形很敏感，所

以检测到很多车。这一个（编号 2）似乎开始检测到人类，这个（编号 3）似乎检测特定的

图案，蜂窝形状或者方形，类似这样规律的图案。有些很难看出来，需要手动弄明白检测到

什么，但是第三层明显，检测到更复杂的模式。 

 

下一层呢？这是第四层，检测到的模式和特征更加复杂，这个（编号 1）学习成了一个

狗的检测器，但是这些狗看起来都很类似，我并不知道这些狗的种类，但是你知道这些都是

狗，他们看起来也类似。第四层中的这个（编号 2）隐藏单元它检测什么？水吗？这个（编

号 3）似乎检测到鸟的脚等等。 
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第五层检测到更加复杂的事物，注意到这（编号 1）也有一个神经元，似乎是一个狗检

测器，但是可以检测到的狗似乎更加多样性。这个（编号 2）可以检测到键盘，或者是键盘

质地的物体，可能是有很多点的物体。我认为这个神经元（编号 3）可能检测到文本，但是

很难确定，这个（编号 4）检测到花。我们已经有了一些进展，从检测简单的事物，比如说，

第一层的边缘，第二层的质地，到深层的复杂物体。 

我希望这让你可以更直观地了解卷积神经网络的浅层和深层是如何计算的，接下来让我

们使用这些知识开始构造神经风格迁移算法。 
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4.8 代价函数（Cost function） 

要构建一个神经风格迁移系统，让我们为生成的图像定义一个代价函数，你接下看到的

是，通过最小化代价函数，你可以生成你想要的任何图像。 

 

记住我们的问题，给你一个内容图像𝐶，给定一个风格图片𝑆，而你的目标是生成一个新

图片𝐺。为了实现神经风格迁移，你要做的是定义一个关于𝐺的代价函数𝐽用来评判某个生成

图像的好坏，我们将使用梯度下降法去最小化𝐽(𝐺)，以便于生成这个图像。 

怎么判断生成图像的好坏呢？我们把这个代价函数定义为两个部分。 

𝐽content(𝐶, 𝐺) 

第一部分被称作内容代价，这是一个关于内容图片和生成图片的函数，它是用来度量生

成图片𝐺的内容与内容图片𝐶的内容有多相似。 

𝐽style(𝑆, 𝐺) 

然后我们会把结果加上一个风格代价函数，也就是关于𝑆和𝐺的函数，用来度量图片𝐺的

风格和图片𝑆的风格的相似度。 

𝐽(𝐺) = 𝑎𝐽content(𝐶, 𝐺) + 𝛽𝐽style(𝑆, 𝐺) 

最后我们用两个超参数𝑎和𝛽来来确定内容代价和风格代价，两者之间的权重用两个超

参数来确定。两个代价的权重似乎是多余的，我觉得一个超参数似乎就够了，但提出神经风

格迁移的原始作者使用了两个不同的超参数，我准备保持一致。 

关于神经风格迁移算法我将在接下来几段视频中展示的，是基于 Leon Gatys， Alexandra 

Ecker 和 Matthias Bethge 的这篇论文。Leon A. Gatys, Alexander S. Ecker, Matthias Bethge, (2015). 

A Neural Algorithm of Artistic Style (https://arxiv.org/abs/1508.06576) 

https://arxiv.org/abs/1508.06576
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这篇论文并不是很难读懂，如果你愿意，看完这些视频，我也非常推荐你去看看他们的

论文。 

算法的运行是这样的，对于代价函数𝐽(𝐺)，为了生成一个新图像，你接下来要做的是随

机初始化生成图像𝐺，它可能是 100×100×3，可能是 500×500×3，又或者是任何你想要的尺

寸。 

 

然后使用在之前的幻灯片上定义的代价函数𝐽(𝐺)，你现在可以做的是使用梯度下降的方

法将其最小化，更新𝐺:= 𝐺 −
𝜕

𝜕𝐺
𝐽(𝐺)。在这个步骤中，你实际上更新的是图像𝐺的像素值，

也就是 100×100×3，比如 RGB 通道的图片。 

 

这里有个例子，假设你从这张内容图片（编号 1）和风格（编号 2）图片开始，这是另

一张公开的毕加索画作，当你随机初始化𝐺，你随机初始化的生成图像就是这张随机选取像

素的白噪声图（编号 3）。接下来运行梯度下降算法，最小化代价函数𝐽(𝐺)，逐步处理像素，

这样慢慢得到一个生成图片（编号 4、5、6），越来越像用风格图片的风格画出来的内容图

片。 

在这段视频中你看到了神经风格迁移算法的概要，定义一个生成图片𝐺的代价函数，并

将其最小化。接下来我们需要了解怎么去定义内容代价函数和风格代价函数，让我们从下一

个视频开始学习这部分内容吧。 
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4.9 内容代价函数（Content cost function） 

 

风格迁移网络的代价函数有一个内容代价部分，还有一个风格代价部分。 

𝐽(𝐺) = 𝛼𝐽content(𝐶, 𝐺) + 𝛽𝐽style(𝑆, 𝐺) 

我们先定义内容代价部分，不要忘了这就是我们整个风格迁移网络的代价函数，我们看

看内容代价函数应该是什么。 

 

假如说，你用隐含层𝑙来计算内容代价，如果𝑙是个很小的数，比如用隐含层 1，这个代

价函数就会使你的生成图片像素上非常接近你的内容图片。然而如果你用很深的层，那么那

就会问，内容图片里是否有狗，然后它就会确保生成图片里有一个狗。所以在实际中，这个

层𝑙在网络中既不会选的太浅也不会选的太深。因为你要自己做这周结束的编程练习，我会

让你获得一些直觉，在编程练习中的具体例子里通常𝑙会选择在网络的中间层，既不太浅也

不很深，然后用一个预训练的卷积模型，可以是 VGG 网络或者其他的网络也可以。 

 

现在你需要衡量假如有一个内容图片和一个生成图片他们在内容上的相似度，我们令这

个𝑎[𝑙][𝐶]和𝑎[𝑙][𝐺]，代表这两个图片𝐶和𝐺的𝑙层的激活函数值。如果这两个激活值相似，那么

就意味着两个图片的内容相似。 

我们定义这个：𝐽content(𝐶, 𝐺) =
1

2
||𝑎[𝑙][𝐶] − 𝑎[𝑙][𝐺]||2，为两个激活值不同或者相似的程度，

我们取𝑙层的隐含单元的激活值，按元素相减，内容图片的激活值与生成图片相比较，然后
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取平方，也可以在前面加上归一化或者不加，比如
1

2
或者其他的，都影响不大,因为这都可以

由这个超参数 α 来调整（𝐽(𝐺) = 𝑎𝐽content(𝐶, 𝐺) + 𝛽𝐽style(𝑆, 𝐺)）。 

要清楚我这里用的符号都是展成向量形式的，这个就变成了这一项（𝑎[𝑙][𝐶]）减这一项

（𝑎[𝑙][𝐶]）的𝐿2范数的平方，在把他们展成向量后。这就是两个激活值间的差值平方和，这

就是两个图片之间𝑙层激活值差值的平方和。后面如果对𝐽(𝐺)做梯度下降来找𝐺的值时，整个

代价函数会激励这个算法来找到图像𝐺，使得隐含层的激活值和你内容图像的相似。 

这就是如何定义风格迁移网络的内容代价函数，接下来让我们学习风格代价函数。  
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4.10 风格代价函数（Style cost function） 

在上节视频中，我们学习了如何为神经风格迁移定义内容代价函数，这节课我们来了解

风格代价函数。那么图片的风格到底是什么意思呢？ 

 

这么说吧，比如你有这样一张图片，你可能已经对这个计算很熟悉了，它能算出这里是

否含有不同隐藏层。现在你选择了某一层𝑙（编号 1），比如这一层去为图片的风格定义一个

深度测量，现在我们要做的就是将图片的风格定义为𝑙层中各个通道之间激活项的相关系数。 

 

我来详细解释一下，现在你将𝑙层的激活项取出，这是个𝑛𝐻 × 𝑛𝑊 × 𝑛𝐶的激活项，它是一

个三维的数据块。现在问题来了，如何知道这些不同通道之间激活项的相关系数呢？ 

为了解释这些听起来很含糊不清的词语，现在注意这个激活块，我把它的不同通道渲染

成不同的颜色。在这个例子中，假如我们有 5 个通道为了方便讲解，我将它们染成了五种颜

色。一般情况下，我们在神经网络中会有许多通道，但这里只用 5 个通道，会更方便我们理

解。 

 

为了能捕捉图片的风格，你需要进行下面这些操作，首先，先看前两个通道，前两个通

道（编号 1、2）分别是图中的红色和黄色部分，那我们该如何计算这两个通道间激活项的相

关系数呢？ 
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举个例子，在视频的左下角在第一个通道中含有某个激活项，第二个通道也含有某个激

活项，于是它们组成了一对数字（编号 1 所示）。然后我们再看看这个激活项块中其他位置

的激活项，它们也分别组成了很多对数字（编号 2，3 所示），分别来自第一个通道，也就

是红色通道和第二个通道，也就是黄色通道。现在我们得到了很多个数字对，当我们取得这

两个𝑛𝐻 × 𝑛𝑊的通道中所有的数字对后，现在该如何计算它们的相关系数呢？它是如何决定

图片风格的呢？ 

 

我们来看一个例子，这是之前视频中的一个可视化例子，它来自一篇论文，作者是

Matthew Zeile 和 Rob Fergus 我之前有提到过。我们知道，这个红色的通道（编号 1）对应

的是这个神经元，它能找出图片中的特定位置是否含有这些垂直的纹理（编号 3），而第二

个通道也就是黄色的通道（编号 2），对应这个神经元（编号 4），它可以粗略地找出橙色

的区域。什么时候两个通道拥有高度相关性呢？如果它们有高度相关性，那么这幅图片中出

现垂直纹理的地方（编号 2），那么这块地方（编号 4）很大概率是橙色的。如果说它们是

不相关的，又是什么意思呢？显然，这意味着图片中有垂直纹理的地方很大概率不是橙色的。

而相关系数描述的就是当图片某处出现这种垂直纹理时，该处又同时是橙色的可能性。 

相关系数这个概念为你提供了一种去测量这些不同的特征的方法，比如这些垂直纹理，

这些橙色或是其他的特征去测量它们在图片中的各个位置同时出现或不同时出现的频率。 

如果我们在通道之间使用相关系数来描述通道的风格，你能做的就是测量你的生成图像

中第一个通道（编号 1）是否与第二个通道（编号 2）相关，通过测量，你能得知在生成的

图像中垂直纹理和橙色同时出现或者不同时出现的频率，这样你将能够测量生成的图像的风
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格与输入的风格图像的相似程度。 

 

现在我们来证实这种说法，对于这两个图像，也就是风格图像与生成图像，你需要计算

一个风格矩阵，说得更具体一点就是用𝑙层来测量风格。 

-  

我们设𝑎𝑖, 𝑗, 𝑘
[𝑙]

，设它为隐藏层𝑙中(𝑖, 𝑗, 𝑘)位置的激活项，𝑖，𝑗，𝑘分别代表该位置的高度、

宽度以及对应的通道数。现在你要做的就是去计算一个关于𝑙层和风格图像的矩阵，即𝐺[𝑙](𝑆)

（𝑙表示层数，𝑆表示风格图像），这（𝐺[𝑙](𝑆)）是一个𝑛𝑐 × 𝑛𝑐的矩阵，同样地，我们也对生

成的图像进行这个操作。 

但是现在我们先来定义风格图像，设这个关于𝑙层和风格图像的，𝐺是一个矩阵，这个矩

阵的高度和宽度都是𝑙层的通道数。在这个矩阵中𝑘和𝑘′元素被用来描述𝑘通道和𝑘′通道之间

的相关系数。具体地： 

𝐺
𝑘𝑘′
[𝑙](𝑆)

=∑∑𝑎𝑖, 𝑗, 𝑘
[𝑙](𝑆)

𝑎
𝑖, 𝑗, 𝑘′
[𝑙](𝑆)

𝑛𝑊
[𝑙]

𝑗=1

𝑛𝐻
[𝑙]

𝑖=1

 

用符号𝑖，𝑗表示下界，对𝑖，𝑗，𝑘位置的激活项𝑎𝑖, 𝑗, 𝑘
[𝑙]

，乘以同样位置的激活项，也就是

𝑖,𝑗,𝑘′位置的激活项，即𝑎
𝑖,𝑗,𝑘′
[𝑙]

，将它们两个相乘。然后𝑖和𝑗分别加到 l 层的高度和宽度，即𝑛𝐻
[𝑙]

和𝑛𝑊
[𝑙]
，将这些不同位置的激活项都加起来。(𝑖, 𝑗, 𝑘)和(𝑖, 𝑗, 𝑘′)中𝑥坐标和𝑦坐标分别对应高度

和宽度，将𝑘通道和𝑘′通道上这些位置的激活项都进行相乘。我一直以来用的这个公式，严

格来说，它是一种非标准的互相关函数，因为我们没有减去平均数，而是将它们直接相乘。 
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这就是输入的风格图像所构成的风格矩阵，然后，我们再对生成图像做同样的操作。 

𝐺
𝑘𝑘′
[𝑙](𝐺)

=∑∑𝑎𝑖, 𝑗, 𝑘
[𝑙](𝐺)

𝑎
𝑖, 𝑗, 𝑘′
[𝑙](𝐺)

𝑛𝑊
[𝑙]

𝑗=1

𝑛𝐻
[𝑙]

𝑖=1

 

𝑎𝑖, 𝑗, 𝑘
[𝑙](𝑆)

和𝑎𝑖,𝑗,𝑘
[𝑙](𝐺)

中的上标(𝑆)和(𝐺)分别表示在风格图像 S 中的激活项和在生成图像𝐺的激

活项。我们之所以用大写字母𝐺来代表这些风格矩阵，是因为在线性代数中这种矩阵有时也

叫 Gram 矩阵，但在这里我只把它们叫做风格矩阵。 

所以你要做的就是计算出这张图像的风格矩阵，以便能够测量出刚才所说的这些相关系

数。更正规地来表示，我们用𝑎𝑖,𝑗,𝑘
[𝑙]

来记录相应位置的激活项，也就是𝑙层中的𝑖, 𝑗, 𝑘位置，所

以𝑖代表高度，𝑗代表宽度，𝑘代表着𝑙中的不同通道。之前说过，我们有 5 个通道，所以𝑘就代

表这五个不同的通道。 

对于这个风格矩阵，你要做的就是计算这个矩阵也就是𝐺[𝑙]矩阵，它是个𝑛𝑐 × 𝑛𝑐的矩阵，

也就是一个方阵。记住，因为这里有𝑛𝑐个通道，所以矩阵的大小是𝑛𝑐 × 𝑛𝑐。以便计算每一对

激活项的相关系数，所以𝐺
kk′
[𝑙]

可以用来测量𝑘通道与𝑘′通道中的激活项之间的相关系数，𝑘和

𝑘′会在 1 到𝑛𝑐之间取值，𝑛𝑐就是𝑙层中通道的总数量。 

 

当在计算𝐺[𝑙]时，我写下的这个符号（下标𝑘𝑘’）只代表一种元素，所以我要在右下角标

明是𝑘𝑘′元素，和之前一样𝑖，𝑗从一开始往上加，对应(𝑖, 𝑗, 𝑘)位置的激活项与对应(𝑖, 𝑗, 𝑘′)位置

的激活项相乘。记住，这个𝑖和𝑗是激活块中对应位置的坐标，也就是该激活项所在的高和宽，

所以𝑖会从 1 加到𝑛𝐻
[𝑙]
，𝑗会从 1 加到𝑛𝑊

[𝑙]
，𝑘和𝑘′则表示对应的通道，所以𝑘和𝑘′值的范围是从

1 开始到这个神经网络中该层的通道数量𝑛𝐶
[𝑙]
。这个式子就是把图中各个高度和宽度的激活
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项都遍历一遍，并将𝑘和𝑘′通道中对应位置的激活项都进行相乘，这就是𝐺
𝑘𝑘′
[𝑙]

的定义。通过对

𝑘和𝑘′通道中所有的数值进行计算就得到了𝐺矩阵，也就是风格矩阵。 

𝐺
𝑘𝑘′
[𝑙]
=∑∑𝑎𝑖, 𝑗, 𝑘

[𝑙]
𝑎
𝑖, 𝑗, 𝑘′
[𝑙]

𝑛𝑊
[𝑙]

𝑗=1

𝑛𝐻
[𝑙]

𝑖=1

 

要注意，如果两个通道中的激活项数值都很大，那么𝐺
𝑘𝑘′
[𝑙]

也会变得很大，对应地，如果

他们不相关那么𝐺
𝑘𝑘′
[𝑙]

就会很小。严格来讲，我一直使用这个公式来表达直觉想法，但它其实

是一种非标准的互协方差，因为我们并没有减去均值而只是把这些元素直接相乘，这就是计

算图像风格的方法。 

𝐺
𝑘𝑘′
[𝑙](𝑆)

=∑∑𝑎𝑖, 𝑗, 𝑘
[𝑙](𝑆)

𝑎
𝑖, 𝑗, 𝑘′
[𝑙](𝑆)

𝑛𝑊
[𝑙]

𝑗=1

𝑛𝐻
[𝑙]

𝑖=1

 

你要同时对风格图像𝑆和生成图像𝐺都进行这个运算，为了区分它们，我们在它的右上

角加一个(𝑆)，表明它是风格图像𝑆，这些都是风格图像 S 中的激活项，之后你需要对生成图

像也做相同的运算。 

𝐺
𝑘𝑘′
[𝑙](𝐺)

=∑∑𝑎𝑖, 𝑗, 𝑘
[𝑙](𝐺)

𝑎
𝑖, 𝑗, 𝑘′
[𝑙](𝐺)

𝑛𝑊
[𝑙]

𝑗=1

𝑛𝐻
[𝑙]

𝑖=1

 

和之前一样，再把公式都写一遍，把这些都加起来，为了区分它是生成图像，在这里放

一个(𝐺)。 

现在，我们有 2 个矩阵，分别从风格图像𝑆和生成图像𝐺。 

再提醒一下，我们一直使用大写字母𝐺来表示矩阵，是因为在线性代数中，这种矩阵被

称为 Gram 矩阵，但在本视频中我把它叫做风格矩阵，我们取了 Gram 矩阵的首字母𝐺来表

示这些风格矩阵。（过程见下图） 
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最后，如果我们将𝑆和𝐺代入到风格代价函数中去计算，这将得到这两个矩阵之间的误

差，因为它们是矩阵，所以在这里加一个𝐹（Frobenius 范数，编号 1 所示），这实际上是计

算两个矩阵对应元素相减的平方的和，我们把这个式子展开，从𝑘和𝑘′开始作它们的差，把

对应的式子写下来，然后把得到的结果都加起来，作者在这里使用了一个归一化常数，也就

是
1

2𝑛𝐻
[𝑙]𝑙
𝑛𝑊
[𝑙]
𝑛𝐶
[𝑙]，再在外面加一个平方，但是一般情况下你不用写这么多，一般我们只要将它乘

以一个超参数𝛽就行。 

 

最后，这是对𝑙层定义的风格代价函数，和之前你见到的一样，这是两个矩阵间一个基

本的 Frobenius 范数，也就是𝑆图像和𝐺图像之间的范数再乘上一个归一化常数，不过这不是

很重要。实际上，如果你对各层都使用风格代价函数，会让结果变得更好。如果要对各层都

使用风格代价函数，你可以这么定义代价函数，把各个层的结果（各层的风格代价函数）都

加起来，这样就能定义它们全体了。我们还需要对每个层定义权重，也就是一些额外的超参
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数，我们用𝜆[𝑙]来表示，这样将使你能够在神经网络中使用不同的层，包括之前的一些可以

测量类似边缘这样的低级特征的层，以及之后的一些能测量高级特征的层，使得我们的神经

网络在计算风格时能够同时考虑到这些低级和高级特征的相关系数。这样，在基础的训练中

你在定义超参数时，可以尽可能的得到更合理的选择。 

为了把这些东西封装起来，你现在可以定义一个全体代价函数： 

𝐽(𝐺) = 𝑎𝐽content(𝐶,𝐺) + 𝛽𝐽𝑠𝑡𝑦𝑙𝑒(𝑆, 𝐺) 

之后用梯度下降法，或者更复杂的优化算法来找到一个合适的图像𝐺，并计算𝐽(𝐺)的最

小值，这样的话，你将能够得到非常好看的结果，你将能够得到非常漂亮的结果。 

这节神经风格迁移的内容就讲到这里，希望你能愉快地在本周的基础训练中进行实践。

在本周结束之前，还有最后一节内容想告诉你们，就是如何对 1D 和 3D 的数据进行卷积，

之前我们处理的都是 2D 图片，我们下节视频再见。 
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4.11 一维到三维推广（1D and 3D generalizations of models） 

你已经学习了许多关于卷积神经网络（ConvNets）的知识，从卷积神经网络框架，到如

何使用它进行图像识别、对象检测、人脸识别与神经网络转换。即使我们大部分讨论的图像

数据，某种意义上而言都是 2D 数据，考虑到图像如此普遍，许多你所掌握的思想不仅局限

于 2D 图像，甚至可以延伸至 1D，乃至 3D 数据。 

 

让我们回头看看在第一周课程中你所学习关于 2D 卷积，你可能会输入一个 14×14 的图

像，并使用一个 5×5 的过滤器进行卷积，接下来你看到了 14×14 图像是如何与 5×5 的过滤

器进行卷积的，通过这个操作你会得到 10×10 的输出。 

 

如果你使用了多通道，比如 14×14×3，那么相匹配的过滤器可能是 5×5×3，如果你使用

了多重过滤，比如 16，最终你得到的是 10×10×16。 

 

事实证明早期想法也同样可以用于 1 维数据，举个例子，左边是一个 EKG 信号，或者

说是心电图，当你在你的胸部放置一个电极，电极透过胸部测量心跳带来的微弱电流，正因

为心脏跳动，产生的微弱电波能被一组电极测量，这就是人心跳产生的 EKG，每一个峰值都

对应着一次心跳。 
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如果你想使用 EKG 信号，比如医学诊断，那么你将处理 1 维数据，因为 EKG 数据是由

时间序列对应的每个瞬间的电压组成，这次不是一个 14×14 的尺寸输入，你可能只有一个

14 尺寸输入，在这种情况下你可能需要使用一个 1 维过滤进行卷积，你只需要一个 1×5 的

过滤器，而不是一个 5×5 的。 

 

二维数据的卷积是将同一个 5×5 特征检测器应用于图像中不同的位置（编号 1 所示），

你最后会得到 10×10 的输出结果。1 维过滤器可以取代你的 5 维过滤器（编号 2 所示），可

在不同的位置中应用类似的方法（编号 3，4，5 所示）。 

 

当你对这个 1 维信号使用卷积，你将发现一个 14 维的数据与 5 维数据进行卷积，并产

生一个 10 维输出。 

 

再一次如果你使用多通道，在这种场景下可能会获得一个 14×1 的通道。如果你使用一
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个 EKG，就是 5×1 的，如果你有 16 个过滤器，可能你最后会获得一个 10×16 的数据，这可

能会是你卷积网络中的某一层。 

 

对于卷积网络的下一层，如果输入一个 10×16 数据，你也可以使用一个 5 维过滤器进行

卷积，这需要 16 个通道进行匹配，如果你有 32 个过滤器，另一层的输出结果就是 6×32，

如果你使用了 32 个过滤器的话。 

 

对于 2D 数据而言，当你处理 10×10×16 的数据时也是类似的，你可以使用 5×5×16 进行

卷积，其中两个通道数 16 要相匹配，你将得到一个 6×6 的输出，如果你用的是 32 过滤器，

输出结果就是 6×6×32，这也是 32 的来源。 

所有这些方法也可以应用于 1 维数据，你可以在不同的位置使用相同的特征检测器，比

如说，为了区分 EKG 信号中的心跳的差异，你可以在不同的时间轴位置使用同样的特征来

检测心跳。 

所以卷积网络同样可以被用于 1D 数据，对于许多 1 维数据应用，你实际上会使用递归

神经网络进行处理，这个网络你会在下一个课程中学到，但是有些人依旧愿意尝试使用卷积

网络解决这些问题。 

下一门课将讨论序列模型，包括递归神经网络、LCM 与其他类似模型。我们将探讨使用

1D 卷积网络的优缺点，对比于其它专门为序列数据而精心设计的模型。 

这也是 2D 向 1D 的进化，对于 3D 数据来说如何呢？什么是 3D 数据？与 1D 数列或数

字矩阵不同，你现在有了一个 3D 块，一个 3D 输入数据。以你做 CT 扫描为例，这是一种使

用 X 光照射，然后输出身体的 3D 模型，CT 扫描实现的是它可以获取你身体不同片段（图片
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信息）。 

 

当你进行 CT 扫描时，与我现在做的事情一样，你可以看到人体躯干的不同切片（整理

者注：图中所示为人体躯干中不同层的切片，附 CT 扫描示意图，图片源于互联网），本质

上这个数据是 3 维的。 

 

一种对这份数据的理解方式是，假设你的数据现在具备一定长度、宽度与高度，其中每

一个切片都与躯干的切片对应。 

如果你想要在 3D 扫描或 CT 扫描中应用卷积网络进行特征识别，你也可以从第一张幻

灯片（Convolutions in 2D and 1D）里得到想法，并将其应用到 3D 卷积中。为了简单起见，

如果你有一个 3D 对象，比如说是 14×14×14，这也是输入 CT 扫描的宽度与深度（后两个 14）。

再次提醒，正如图像不是必须以矩形呈现，3D 对象也不是一定是一个完美立方体，所以长

和宽可以不一样，同样 CT 扫描结果的长宽高也可以是不一致的。为了简化讨论，我仅使用

14×14×14 为例。 
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如果你现在使用 5×5×5 过滤器进行卷积，你的过滤器现在也是 3D 的，这将会给你一个

10×10×10 的结果输出，技术上来说你也可以再×1（编号 1 所示），如果这有一个 1 的通道。

这仅仅是一个 3D 模块，但是你的数据可以有不同数目的通道，那种情况下也是乘 1（编号

2 所示），因为通道的数目必须与过滤器匹配。如果你使用 16 过滤器处理 5×5×5×1，接下来

的输出将是 10×10×10×16，这将成为你 3D 数据卷积网络上的一层。 

 

如果下一层卷积使用 5×5×5×16 维度的过滤器再次卷积，通道数目也与往常一样匹配，

如果你有 32 个过滤器，操作也与之前相同，最终你得到一个 6×6×6×32 的输出。 

某种程度上 3D 数据也可以使用 3D 卷积网络学习，这些过滤器实现的功能正是通过你

的 3D 数据进行特征检测。CT 医疗扫描是 3D 数据的一个实例，另一个数据处理的例子是你

可以将电影中随时间变化的不同视频切片看作是 3D 数据，你可以将这个技术用于检测动作

及人物行为。 

总而言之这就是 1D、2D 及 3D 数据处理，图像数据无处不在，以至于大多数卷积网络

都是基于图像上的 2D 数据，但我希望其他模型同样会对你有帮助。 

这是本周最后一次视频，也是最后一次关于卷积神经网络的课程，你已经学习了许多关

于卷积网络的知识，我希望你能够在未来工作中发现许多思想对你有所裨益，祝贺你完成了

这些视频学习，我希望你能喜欢这周的课后练习，接下来关于顺序模型的课程我们不见不散。 
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第五门课 序列模型(Sequence Models) 

第一周 循环序列模型（Recurrent Neural Networks） 

1.1 为什么选择序列模型？（Why Sequence Models?） 

在本课程中你将学会序列模型，它是深度学习中最令人激动的内容之一。循环神经网络

（RNN）之类的模型在语音识别、自然语言处理和其他领域中引起变革。在本节课中，你将

学会如何自行创建这些模型。我们先看一些例子，这些例子都有效使用了序列模型。 

 

在进行语音识别时，给定了一个输入音频片段 𝑥，并要求输出对应的文字记录 𝑦。这个

例子里输入和输出数据都是序列模型，因为 𝑥是一个按时播放的音频片段，输出 𝑦是一系列

单词。所以之后将要学到的一些序列模型，如循环神经网络等等在语音识别方面是非常有用

的。 

音乐生成问题是使用序列数据的另一个例子，在这个例子中，只有输出数据 𝑦是序列，

而输入数据可以是空集，也可以是个单一的整数，这个数可能指代你想要生成的音乐风格，

也可能是你想要生成的那首曲子的头几个音符。输入的 𝑥可以是空的，或者就是个数字，然

后输出序列𝑦。 

在处理情感分类时，输入数据𝑥是序列，你会得到类似这样的输入：“There is nothing to 

like in this movie.”，你认为这句评论对应几星？ 
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系列模型在 DNA 序列分析中也十分有用，你的 DNA 可以用 A、C、G、T 四个字母来表

示。所以给定一段 DNA 序列，你能够标记出哪部分是匹配某种蛋白质的吗？ 

在机器翻译过程中，你会得到这样的输入句：“Voulez-vou chante avecmoi?”（法语：要

和我一起唱么？），然后要求你输出另一种语言的翻译结果。 

在进行视频行为识别时，你可能会得到一系列视频帧，然后要求你识别其中的行为。 

在进行命名实体识别时，可能会给定一个句子要你识别出句中的人名。 

所以这些问题都可以被称作使用标签数据 (𝑥, 𝑦)作为训练集的监督学习。但从这一系列

例子中你可以看出序列问题有很多不同类型。有些问题里，输入数据 𝑥和输出数据𝑦都是序

列，但就算在那种情况下，𝑥和𝑦有时也会不一样长。或者像上图编号 1 所示和上图编号 2 的

𝑥和𝑦有相同的数据长度。在另一些问题里，只有 𝑥或者只有𝑦是序列。 

所以在本节我们学到适用于不同情况的序列模型，下节中我们会定义一些定义序列问题

要用到的符号。 
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1.2 数学符号（Notation） 

本节先从定义符号开始一步步构建序列模型。 

比如说你想要建立一个序列模型，它的输入语句是这样的：“Harry Potter and Herminoe 

Granger invented a new spell.”，(这些人名都是出自于 J.K.Rowling 笔下的系列小说 Harry 

Potter)。假如你想要建立一个能够自动识别句中人名位置的序列模型，那么这就是一个命名

实体识别问题，这常用于搜索引擎，比如说索引过去 24 小时内所有新闻报道提及的人名，

用这种方式就能够恰当地进行索引。命名实体识别系统可以用来查找不同类型的文本中的人

名、公司名、时间、地点、国家名和货币名等等。 

 

现在给定这样的输入数据𝑥，假如你想要一个序列模型输出𝑦，使得输入的每个单词都对

应一个输出值，同时这个𝑦能够表明输入的单词是否是人名的一部分。技术上来说这也许不

是最好的输出形式，还有更加复杂的输出形式，它不仅能够表明输入词是否是人名的一部分，

它还能够告诉你这个人名在这个句子里从哪里开始到哪里结束。比如 Harry Potter（上图编

号 1 所示）、Hermione Granger（上图标号 2 所示）。 

更简单的那种输出形式: 

这个输入数据是 9 个单词组成的序列，所以最终我们会有 9 个特征集和来表示这 9 个

单词，并按序列中的位置进行索引，𝑥<1>、𝑥<2>、𝑥<3>等等一直到𝑥<9>来索引不同的位置，

我将用𝑥<𝑡>来索引这个序列的中间位置。𝑡意味着它们是时序序列，但不论是否是时序序列，

我们都将用𝑡来索引序列中的位置。 

输出数据也是一样，我们还是用𝑦<1>、𝑦<2>、𝑦<3>等等一直到𝑦<9>来表示输出数据。

同时我们用𝑇𝑥来表示输入序列的长度，这个例子中输入是 9 个单词，所以𝑇𝑥 = 9。我们用𝑇𝑦

来表示输出序列的长度。在这个例子里𝑇𝑥 = 𝑇𝑦，上个视频里你知道𝑇𝑥和𝑇𝑦可以有不同的值。 
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你应该记得我们之前用的符号，我们用𝑥(𝑖)来表示第𝑖个训练样本，所以为了指代第𝑡个

元素，或者说是训练样本𝑖的序列中第𝑡个元素用𝑥(𝑖)<𝑡>这个符号来表示。如果𝑇𝑥是序列长度，

那么你的训练集里不同的训练样本就会有不同的长度，所以𝑇𝑥
(𝑖)
就代表第𝑖个训练样本的输入

序列长度。同样𝑦(𝑖)<𝑡>代表第𝑖个训练样本中第𝑡个元素，𝑇𝑦
(𝑖)
就是第𝑖个训练样本的输出序列

的长度。 

所以在这个例子中，𝑇𝑥
(𝑖)
= 9，但如果另一个样本是由 15 个单词组成的句子，那么对于

这个训练样本，𝑇𝑥
(𝑖)
= 15。 

既然我们这个例子是 NLP，也就是自然语言处理，这是我们初次涉足自然语言处理，一

件我们需要事先决定的事是怎样表示一个序列里单独的单词，你会怎样表示像 Harry 这样的

单词，𝑥<1>实际应该是什么？ 

接下来我们讨论一下怎样表示一个句子里单个的词。想要表示一个句子里的单词，第一

件事是做一张词表，有时也称为词典，意思是列一列你的表示方法中用到的单词。这个词表

（下图所示）中的第一个词是 a，也就是说词典中的第一个单词是 a，第二个单词是 Aaron，

然后更下面一些是单词 and，再后面你会找到 Harry，然后找到 Potter，这样一直到最后，

词典里最后一个单词可能是 Zulu。 

 

因此 a 是第一个单词，Aaron 是第二个单词，在这个词典里，and 出现在 367 这个位置

上，Harry 是在 4075 这个位置，Potter 在 6830，词典里的最后一个单词 Zulu 可能是第 10,000

个单词。所以在这个例子中我用了 10,000 个单词大小的词典，这对现代自然语言处理应用

来说太小了。对于商业应用来说，或者对于一般规模的商业应用来说 30,000 到 50,000 词大

小的词典比较常见，但是 100,000 词的也不是没有，而且有些大型互联网公司会用百万词，

甚至更大的词典。许多商业应用用的词典可能是 30,000 词，也可能是 50,000 词。不过我将

用 10,000 词大小的词典做说明，因为这是一个很好用的整数。 

如果你选定了 10,000 词的词典，构建这个词典的一个方法是遍历你的训练集，并且找
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到前 10,000 个常用词，你也可以去浏览一些网络词典，它能告诉你英语里最常用的 10,000

个单词，接下来你可以用 one-hot 表示法来表示词典里的每个单词。 

 

举个例子，在这里𝑥<1>表示 Harry 这个单词，它就是一个第 4075 行是 1，其余值都是 0

的向量（上图编号 1 所示），因为那是 Harry 在这个词典里的位置。 

同样𝑥<2>是个第 6830 行是 1，其余位置都是 0 的向量（上图编号 2 所示）。 

and 在词典里排第 367，所以𝑥<3>就是第 367 行是 1，其余值都是 0 的向量（上图编号

3 所示）。如果你的词典大小是 10,000 的话，那么这里的每个向量都是 10,000 维的。 

因为 a 是字典第一个单词，𝑥<7>对应 a，那么这个向量的第一个位置为 1，其余位置都

是 0 的向量（上图编号 4 所示）。 

所以这种表示方法中，𝑥<𝑡>指代句子里的任意词，它就是个 one-hot 向量，因为它只有

一个值是 1，其余值都是 0，所以你会有 9 个 one-hot 向量来表示这个句中的 9 个单词，目

的是用这样的表示方式表示𝑋，用序列模型在𝑋和目标输出𝑌之间学习建立一个映射。我会把

它当作监督学习的问题，我确信会给定带有(𝑥, 𝑦)标签的数据。 

那么还剩下最后一件事，我们将在之后的视频讨论，如果你遇到了一个不在你词表中的

单词，答案就是创建一个新的标记，也就是一个叫做 Unknow Word 的伪单词，用<UNK>作

为标记，来表示不在词表中的单词，我们之后会讨论更多有关这个的内容。 

总结一下本节课的内容，我们描述了一套符号用来表述你的训练集里的序列数据𝑥和𝑦，

在下节课我们开始讲述循环神经网络中如何构建𝑋到𝑌的映射。  
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1.3 循环神经网络模型（Recurrent Neural Network Model） 

上节视频中，你了解了我们用来定义序列学习问题的符号。现在我们讨论一下怎样才能

建立一个模型，建立一个神经网络来学习𝑋到𝑌的映射。 

可以尝试的方法之一是使用标准神经网络，在我们之前的例子中，我们有 9 个输入单

词。想象一下，把这 9 个输入单词，可能是 9 个 one-hot 向量，然后将它们输入到一个标准

神经网络中，经过一些隐藏层，最终会输出 9 个值为 0 或 1 的项，它表明每个输入单词是否

是人名的一部分。 

 

但结果表明这个方法并不好，主要有两个问题： 

一、是输入和输出数据在不同例子中可以有不同的长度，不是所有的例子都有着同样输

入长度𝑇𝑥或是同样输出长度的𝑇𝑦。即使每个句子都有最大长度，也许你能够填充（pad）或

零填充（zero pad）使每个输入语句都达到最大长度，但仍然看起来不是一个好的表达方式。 

二、一个像这样单纯的神经网络结构，它并不共享从文本的不同位置上学到的特征。具

体来说，如果神经网络已经学习到了在位置 1 出现的 Harry 可能是人名的一部分，那么如果

Harry 出现在其他位置，比如𝑥<𝑡>时，它也能够自动识别其为人名的一部分的话，这就很棒

了。这可能类似于你在卷积神经网络中看到的，你希望将部分图片里学到的内容快速推广到

图片的其他部分，而我们希望对序列数据也有相似的效果。和你在卷积网络中学到的类似，

用一个更好的表达方式也能够让你减少模型中参数的数量。 

之前我们提到过这些（上图编号 1 所示的𝑥<1>……𝑥<𝑡>……𝑥<𝑇𝑥>）都是 10,000 维的 one-

hot 向量，因此这会是十分庞大的输入层。如果总的输入大小是最大单词数乘以 10,000，那

么第一层的权重矩阵就会有着巨量的参数。但循环神经网络就没有上述的两个问题。 

那么什么是循环神经网络呢？我们先建立一个（下图编号 1 所示）。如果你以从左到右
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的顺序读这个句子，第一个单词就是，假如说是𝑥<1>，我们要做的就是将第一个词输入一个

神经网络层，我打算这样画，第一个神经网络的隐藏层，我们可以让神经网络尝试预测输出，

判断这是否是人名的一部分。循环神经网络做的是，当它读到句中的第二个单词时，假设是

𝑥<2>，它不是仅用𝑥<2>就预测出�̂�
<2>

，他也会输入一些来自时间步 1 的信息。具体而言，

时间步 1 的激活值就会传递到时间步 2。然后，在下一个时间步，循环神经网络输入了单词

𝑥<3>，然后它尝试预测输出了预测结果�̂�
<3>

，等等，一直到最后一个时间步，输入了𝑥<𝑇𝑥>，

然后输出了�̂�
<𝑇𝑦>

。至少在这个例子中𝑇𝑥 = 𝑇𝑦，同时如果𝑇𝑥和𝑇𝑦不相同，这个结构会需要作

出一些改变。所以在每一个时间步中，循环神经网络传递一个激活值到下一个时间步中用于

计算。 

 

要开始整个流程，在零时刻需要构造一个激活值𝑎<0>，这通常是零向量。有些研究人员

会随机用其他方法初始化𝑎<0>，不过使用零向量作为零时刻的伪激活值是最常见的选择，因

此我们把它输入神经网络。 

在一些研究论文中或是一些书中你会看到这类神经网络，用这样的图形来表示（上图编

号 2 所示），在每一个时间步中，你输入𝑥<𝑡>然后输出𝑦<𝑡>。然后为了表示循环连接有时人

们会像这样画个圈，表示输回网络层，有时他们会画一个黑色方块，来表示在这个黑色方块

处会延迟一个时间步。我个人认为这些循环图很难理解，所以在本次课程中，我画图更倾向

于使用左边这种分布画法（上图编号 1 所示）。不过如果你在教材中或是研究论文中看到了

右边这种图表的画法（上图编号 2 所示），它可以在心中将这图展开成左图那样。 

循环神经网络是从左向右扫描数据，同时每个时间步的参数也是共享的，所以下页幻灯

片中我们会详细讲述它的一套参数，我们用𝑊ax来表示管理着从𝑥<1>到隐藏层的连接的一系
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列参数，每个时间步使用的都是相同的参数𝑊ax。而激活值也就是水平联系是由参数𝑊𝑎𝑎决

定的，同时每一个时间步都使用相同的参数𝑊𝑎𝑎，同样的输出结果由𝑊ya决定。下图详细讲述

这些参数是如何起作用。 

 

在这个循环神经网络中，它的意思是在预测�̂�
<3>

时，不仅要使用𝑥<3>的信息，还要使用

来自𝑥<1>和𝑥<2>的信息，因为来自𝑥<1>的信息可以通过这样的路径（上图编号 1 所示的路

径）来帮助预测�̂�
<3>

。这个循环神经网络的一个缺点就是它只使用了这个序列中之前的信息

来做出预测，尤其当预测�̂�
<3>

时，它没有用到𝑥<4>，𝑥<5>，𝑥<6>等等的信息。所以这就有一

个问题，因为如果给定了这个句子，“Teddy Roosevelt was a great President.”，为了判断 Teddy

是否是人名的一部分，仅仅知道句中前两个词是完全不够的，还需要知道句中后部分的信息，

这也是十分有用的，因为句子也可能是这样的，“Teddy bears are on sale!”。因此如果只给定

前三个单词，是不可能确切地知道 Teddy 是否是人名的一部分，第一个例子是人名，第二个

例子就不是，所以你不可能只看前三个单词就能分辨出其中的区别。 

所以这样特定的神经网络结构的一个限制是它在某一时刻的预测仅使用了从序列之前

的输入信息并没有使用序列中后部分的信息，我们会在之后的双向循环神经网络（BRNN）

的视频中处理这个问题。但对于现在，这个更简单的单向神经网络结构就够我们来解释关键

概念了，之后只要在此基础上作出修改就能同时使用序列中前面和后面的信息来预测�̂�
<3>

，

不过我们会在之后的视频讲述这些内容，接下来我们具体地写出这个神经网络计算了些什

么。 
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这里是一张清理后的神经网络示意图，和我之前提及的一样，一般开始先输入𝑎<0>，它

是一个零向量。接着就是前向传播过程，先计算激活值𝑎<1>，然后再计算𝑦<1>。 

𝑎<1> = 𝑔1(𝑊𝑎𝑎𝑎
<0> +𝑊𝑎𝑥𝑥

<1> + 𝑏𝑎) 

�̂�
<1>

= 𝑔2(𝑊𝑦𝑎𝑎
<1> + 𝑏𝑦) 

我将用这样的符号约定来表示这些矩阵下标，举个例子𝑊ax，第二个下标意味着𝑊ax要乘

以某个𝑥类型的量，然后第一个下标𝑎表示它是用来计算某个𝑎类型的变量。同样的，可以看

出这里的𝑊ya乘上了某个𝑎类型的量，用来计算出某个�̂�类型的量。 

循环神经网络用的激活函数经常是 tanh，不过有时候也会用 ReLU，但是 tanh 是更通常

的选择，我们有其他方法来避免梯度消失问题，我们将在之后进行讲述。选用哪个激活函数

是取决于你的输出𝑦，如果它是一个二分问题，那么我猜你会用 sigmoid 函数作为激活函数，

如果是𝑘类别分类问题的话，那么可以选用 softmax 作为激活函数。不过这里激活函数的类

型取决于你有什么样类型的输出𝑦，对于命名实体识别来说𝑦只可能是 0 或者 1，那我猜这里

第二个激活函数𝑔可以是 sigmoid 激活函数。 

更一般的情况下，在𝑡时刻， 

𝑎<𝑡> = 𝑔1(𝑊𝑎𝑎𝑎
<𝑡−1> +𝑊𝑎𝑥𝑥

<𝑡> + 𝑏𝑎) 

�̂�
<𝑡>

= 𝑔2(𝑊𝑦𝑎𝑎
<𝑡> + 𝑏𝑦) 

所以这些等式定义了神经网络的前向传播，你可以从零向量𝑎<0>开始，然后用𝑎<0>和

𝑥<1>来计算出𝑎<1>和�̂�
<1>

，然后用𝑥<2>和𝑎<1>一起算出𝑎<2>和�̂�
<2>

等等，像图中这样，从

左到右完成前向传播。 
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现在为了帮我们建立更复杂的神经网络，我实际要将这个符号简化一下，我在下一张幻

灯片里复制了这两个等式（上图编号 1 所示的两个等式）。 

 

接下来为了简化这些符号，我要将这部分（𝑊aa𝑎
<𝑡−1> +𝑊ax𝑥

<𝑡>）（上图编号 1 所示）

以更简单的形式写出来，我把它写做𝑎<𝑡> = 𝑔(𝑊𝑎[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑎)（上图编号 2 所示），

那么左右两边划线部分应该是等价的。所以我们定义𝑊𝑎的方式是将矩阵𝑊𝑎𝑎和矩阵𝑊𝑎𝑥水平

并列放置，[𝑊𝑎𝑎 ⋮ 𝑊𝑎𝑥] = 𝑊𝑎（上图编号 3 所示）。举个例子，如果𝑎是 100 维的，然后延续

之前的例子，𝑥是 10,000 维的，那么𝑊𝑎𝑎就是个（100，100）维的矩阵，𝑊𝑎𝑥就是个

（100，10,000）维的矩阵，因此如果将这两个矩阵堆起来，𝑊𝑎就会是个（100，10,100）

维的矩阵。 

用这个符号（[𝑎<𝑡−1>, 𝑥<𝑡>]）的意思是将这两个向量堆在一起，我会用这个符号表示，

即[𝑎
<𝑡−1>

𝑥<𝑡>
]（上图编号 4 所示），最终这就是个 10,100 维的向量。你可以自己检查一下，用

这个矩阵乘以这个向量，刚好能够得到原来的量，因为此时，矩阵[𝑊𝑎𝑎 ⋮ 𝑊𝑎𝑥]乘以[𝑎
<𝑡−1>

𝑥<𝑡>
]，

刚好等于𝑊𝑎𝑎𝑎
<𝑡−1> +𝑊𝑎𝑥𝑥

<𝑡>，刚好等于之前的这个结论（上图编号 5 所示）。这种记法

的好处是我们可以不使用两个参数矩阵𝑊𝑎𝑎和𝑊𝑎𝑥，而是将其压缩成一个参数矩阵𝑊𝑎，所以

当我们建立更复杂模型时这就能够简化我们要用到的符号。 

同样对于这个例子（�̂�
<𝑡>

= 𝑔(𝑊𝑦𝑎𝑎
<𝑡> + 𝑏𝑦)），我会用更简单的方式重写，�̂�

<𝑡>
=

𝑔(𝑊𝑦𝑎
<𝑡> + 𝑏𝑦)（上图编号 6 所示）。现在𝑊𝑦和𝑏𝑦符号仅有一个下标，它表示在计算时会输

出什么类型的量，所以𝑊𝑦就表明它是计算y类型的量的权重矩阵，而上面的𝑊𝑎和𝑏𝑎则表示这

些参数是用来计算𝑎类型或者说是激活值的。 
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RNN 前向传播示意图： 

 

你现在知道了基本的循环神经网络，下节课我们会一起来讨论反向传播，以及你如何能

够用 RNN 进行学习。 
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1.4 通过时间的反向传播（Backpropagation through time） 

之前我们已经学过了循环神经网络的基础结构，在本节视频中我们将来了解反向传播是

怎样在循环神经网络中运行的。和之前一样，当你在编程框架中实现循环神经网络时，编程

框架通常会自动处理反向传播。但我认为，在循环神经网络中，对反向传播的运行有一个粗

略的认识还是非常有用的，让我们来一探究竟。 

 

在之前你已经见过对于前向传播（上图蓝色箭头所指方向）怎样在神经网络中从左到右

地计算这些激活项，直到输出所有地预测结果。而对于反向传播，我想你已经猜到了，反向

传播地计算方向（上图红色箭头所指方向）与前向传播基本上是相反的。 

 

我们来分析一下前向传播的计算，现在你有一个输入序列，𝑥<1>，𝑥<2>，𝑥<3>一直到

𝑥<𝑇𝑥>，然后用𝑥<1>还有𝑎<0>计算出时间步 1 的激活项，再用𝑥<2>和𝑎<1>计算出𝑎<2>，然后

计算𝑎<3>等等，一直到𝑎<𝑇𝑥>。 
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为了真正计算出𝑎<1>，你还需要一些参数，𝑊𝑎和𝑏𝑎，用它们来计算出𝑎<1>。这些参数

在之后的每一个时间步都会被用到，于是继续用这些参数计算𝑎<2>，𝑎<3>等等，所有的这些

激活项都要取决于参数𝑊𝑎和𝑏𝑎。有了𝑎<1>，神经网络就可以计算第一个预测值�̂�
<1>

，接着

到下一个时间步，继续计算出�̂�
<2>

，�̂�
<3>

，等等，一直到�̂�
<𝑇𝑦>

。为了计算出�̂�，需要参数𝑊𝑦

和𝑏𝑦，它们将被用于所有这些节点。 

 

然后为了计算反向传播，你还需要一个损失函数。我们先定义一个元素损失函数（上图

编号 1 所示） 

𝐿<𝑡>(�̂�
<𝑡>

, 𝑦<𝑡>) = −𝑦<𝑡>log �̂�
<𝑡>

− (1 − �̂�
<𝑡>
)𝑙𝑜𝑔(1 − �̂�

<𝑡>
) 

它对应的是序列中一个具体的词，如果它是某个人的名字，那么𝑦<𝑡>的值就是 1，然后

神经网络将输出这个词是名字的概率值，比如 0.1。我将它定义为标准逻辑回归损失函数，

也叫交叉熵损失函数（Cross Entropy Loss），它和之前我们在二分类问题中看到的公式很像。

所以这是关于单个位置上或者说某个时间步𝑡上某个单词的预测值的损失函数。 

现在我们来定义整个序列的损失函数，将𝐿定义为（上图编号 2 所示） 

𝐿(�̂� , 𝑦) =  ∑𝐿<𝑡>(�̂�
<𝑡>

, 𝑦<𝑡>)

𝑇𝑥

𝑡=1

 

在这个计算图中，通过�̂�
<1>

可以计算对应的损失函数，于是计算出第一个时间步的损失

函数（上图编号 3 所示），然后计算出第二个时间步的损失函数，然后是第三个时间步，一

直到最后一个时间步，最后为了计算出总体损失函数，我们要把它们都加起来，通过下面的

等式（上图编号 2 所示的等式）计算出最后的𝐿（上图编号 4 所示），也就是把每个单独时
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间步的损失函数都加起来。 

这就是完整的计算图，在之前的例子中，你已经见过反向传播，所以你应该能够想得到

反向传播算法需要在相反的方向上进行计算和传递信息，最终你做的就是把前向传播的箭头

都反过来，在这之后你就可以计算出所有合适的量，然后你就可以通过导数相关的参数，用

梯度下降法来更新参数。 

在这个反向传播的过程中，最重要的信息传递或者说最重要的递归运算就是这个从右到

左的运算，这也就是为什么这个算法有一个很别致的名字，叫做“通过（穿越）时间反向传

播（backpropagation through time）”。取这个名字的原因是对于前向传播，你需要从左到右

进行计算，在这个过程中，时刻𝑡不断增加。而对于反向传播，你需要从右到左进行计算，

就像时间倒流。“通过时间反向传播”，就像穿越时光，这种说法听起来就像是你需要一台时

光机来实现这个算法一样。 

RNN 反向传播示意图： 

 

希望你大致了解了前向和反向传播是如何在 RNN 中工作的，到目前为止，你只见到了

RNN 中一个主要的例子，其中输入序列的长度和输出序列的长度是一样的。在下节课将展示

更多的 RNN 架构，这将让你能够处理一些更广泛的应用。 
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1.5 不同类型的循环神经网络（Different types of RNNs） 

现在你已经了解了一种 RNN 结构，它的输入量𝑇𝑥等于输出数量𝑇𝑦。事实上，对于其他

一些应用，𝑇𝑥和𝑇𝑦并不一定相等。在这个视频里，你会看到更多的 RNN 的结构。 

 

你应该还记得这周第一个视频中的那个幻灯片，那里有很多例子输入𝑥和输出𝑦，有各种

类型，并不是所有的情况都满足𝑇𝑥 = 𝑇𝑦。 

比如音乐生成这个例子，𝑇𝑥可以是长度为 1 甚至为空集。再比如电影情感分类，输出𝑦

可以是 1 到 5 的整数，而输入是一个序列。在命名实体识别中，这个例子中输入长度和输出

长度是一样的。 

还有一些情况，输入长度和输出长度不同，他们都是序列但长度不同，比如机器翻译，

一个法语句子和一个英语句子不同数量的单词却能表达同一个意思。 

所以我们应该修改基本的 RNN 结构来处理这些问题，这个视频的内容参考了 Andrej 

Karpathy 的博客，一篇叫做《循环神经网络的非理性效果》（“The Unreasonable Effectiveness 

of Recurrent Neural Networks”）的文章，我们看一些例子。 

你已经见过𝑇𝑥 = 𝑇𝑦的例子了（下图编号 1 所示），也就是我们输入序列𝑥<1>，𝑥<2>，

一直到𝑥<𝑇𝑥>，我们的循环神经网络这样工作，输入𝑥<1>来计算�̂�
<1>

，�̂�
<2>

等等一直到�̂�
<𝑇𝑦>

。

在原先的图里，我会画一串圆圈表示神经元，大部分时候为了让符号更加简单，此处就以简

单的小圈表示。这个就叫做“多对多”（many-to-many）的结构，因为输入序列有很多的输入，

而输出序列也有很多输出。 
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现在我们看另外一个例子，假如说，你想处理情感分类问题（下图编号 2 所示），这里

𝑥可能是一段文本，比如一个电影的评论，“These is nothing to like in this movie.”（“这部电影

没什么还看的。”），所以𝑥就是一个序列，而𝑦可能是从 1 到 5 的一个数字，或者是 0 或 1，

这代表正面评价和负面评价，而数字 1 到 5 代表电影是 1 星，2 星，3 星，4 星还是 5 星。

所以在这个例子中，我们可以简化神经网络的结构，输入𝑥<1>，𝑥<2>，一次输入一个单词，

如果输入文本是“These is nothing to like in this movie”，那么单词的对应如下图编号 2 所示。

我们不再在每个时间上都有输出了，而是让这个 RNN 网络读入整个句子，然后在最后一个

时间上得到输出，这样输入的就是整个句子，所以这个神经网络叫做“多对一”（many-to-one）

结构，因为它有很多输入，很多的单词，然后输出一个数字。 

 

为了完整性，还要补充一个“一对一”（one-to-one）的结构（上图编号 3 所示），这个

可能没有那么重要，这就是一个小型的标准的神经网络，输入𝑥然后得到输出𝑦，我们这个系

列课程的前两个课程已经讨论过这种类型的神经网络了。 

 



第五门课 序列模型(Sequence Models)-第一周 循环序列模型（Recurrent Neural Networks） 

541 
 

除了“多对一”的结构，也可以有“一对多”（one-to-many）的结构。对于一个“一对多”神

经网络结构的例子就是音乐生成（上图编号 1 所示），事实上，你会在这个课后编程练习中

去实现这样的模型，你的目标是使用一个神经网络输出一些音符。对应于一段音乐，输入𝑥

可以是一个整数，表示你想要的音乐类型或者是你想要的音乐的第一个音符，并且如果你什

么都不想输入，𝑥可以是空的输入，可设为 0 向量。 

这样这个神经网络的结构，首先是你的输入𝑥，然后得到 RNN 的输出，第一个值，然后

就没有输入了，再得到第二个输出，接着输出第三个值等等，一直到合成这个音乐作品的最

后一个音符，这里也可以写上输入𝑎<0>（上图编号 3 所示）。有一个后面才会讲到的技术细

节，当你生成序列时通常会把第一个合成的输出也喂给下一层（上图编号 4 所示），所以实

际的网络结构最终就像这个样子。 

我们已经讨论了“多对多”、“多对一”、“一对一”和“一对多”的结构，对于“多对多”的结构

还有一个有趣的例子值得详细说一下，就是输入和输出长度不同的情况。你刚才看过的多对

多的例子，它的输入长度和输出长度是完全一样的。而对于像机器翻译这样的应用，输入句

子的单词的数量，比如说一个法语的句子，和输出句子的单词数量，比如翻译成英语，这两

个句子的长度可能不同，所以还需要一个新的网络结构，一个不同的神经网络（上图编号 2

所示）。首先读入这个句子，读入这个输入，比如你要将法语翻译成英语，读完之后，这个

网络就会输出翻译结果。有了这种结构𝑇𝑥和𝑇𝑦就可以是不同的长度了。同样，你也可以画上

这个𝑎<0>。这个网络的结构有两个不同的部分，这（上图编号 5 所示）是一个编码器，获取

输入，比如法语句子，这（上图编号 6 所示）是解码器，它会读取整个句子，然后输出翻译

成其他语言的结果。 
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这就是一个“多对多”结构的例子，到这周结束的时候，你就能对这些各种各样结构的基

本构件有一个很好的理解。严格来说，还有一种结构，我们会在第四周涉及到，就是“注意

力”（attention based）结构，但是根据我们现在画的这些图不好理解这个模型。 

总结一下这些各种各样的 RNN 结构，这（上图编号 1 所示）是“一对一”的结构，当去

掉𝑎<0>时它就是一种标准类型的神经网络。还有一种“一对多”的结构（上图编号 2 所示），

比如音乐生成或者序列生成。还有“多对一”，这（上图编号 3 所示）是情感分类的例子，首

先读取输入，一个电影评论的文本，然后判断他们是否喜欢电影还是不喜欢。还有“多对多”

的结构（上图编号 4 所示），命名实体识别就是“多对多”的例子，其中𝑇𝑥 = 𝑇𝑦。最后还有一

种“多对多”结构的其他版本（上图编号 5 所示），对于像机器翻译这样的应用，𝑇𝑥和𝑇𝑦就可

以不同了。 

现在，你已经了解了大部分基本的模块，这些就是差不多所有的神经网络了，除了序列

生成，有些细节的问题我们会在下节课讲解。 

我希望你从本视频中了解到用这些 RNN 的基本模块，把它们组合在一起就可以构建各

种各样的模型。但是正如我前面提到的，序列生成还有一些不一样的地方，在这周的练习里，

你也会实现它，你需要构建一个语言模型，结果好的话会得到一些有趣的序列或者有意思的

文本。下节课深入探讨序列生成。 
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1.6 语言模型和序列生成（Language model and sequence 

generation） 

在自然语言处理中，构建语言模型是最基础的也是最重要的工作之一，并且能用 RNN

很好地实现。在本视频中，你将学习用 RNN 构建一个语言模型，在本周结束的时候，还会

有一个很有趣的编程练习，你能在练习中构建一个语言模型，并用它来生成莎士比亚文风的

文本或其他类型文本。 

 

所以什么是语言模型呢？比如你在做一个语音识别系统，你听到一个句子，“the apple 

and pear（pair） salad was delicious.”，所以我究竟说了什么？我说的是 “the apple and pair 

salad”，还是“the apple and pear salad”？（pear 和 pair 是近音词）。你可能觉得我说的应该

更像第二种，事实上，这就是一个好的语音识别系统要帮助输出的东西，即使这两句话听起

来是如此相似。而让语音识别系统去选择第二个句子的方法就是使用一个语言模型，他能计

算出这两句话各自的可能性。 

举个例子，一个语音识别模型可能算出第一句话的概率是: 

𝑃(The apple and pair salad) = 3.2 × 10−13， 

而第二句话的概率是𝑃(The apple and pear salad) = 5.7 × 10−10， 

比较这两个概率值，显然我说的话更像是第二种，因为第二句话的概率比第一句高出

1000 倍以上，这就是为什么语音识别系统能够在这两句话中作出选择。 

所以语言模型所做的就是，它会告诉你某个特定的句子它出现的概率是多少，根据我所

说的这个概率，假设你随机拿起一张报纸，打开任意邮件，或者任意网页或者听某人说下一

句话，并且这个人是你的朋友，这个你即将从世界上的某个地方得到的句子会是某个特定句

子的概率是多少，例如“the apple and pear salad”。它是两种系统的基本组成部分，一个刚才
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所说的语音识别系统，还有机器翻译系统，它要能正确输出最接近的句子。而语言模型做的

最基本工作就是输入一个句子，准确地说是一个文本序列，𝑦<1>，𝑦<2>一直到𝑦<𝑇𝑦>。对于

语言模型来说，用𝑦来表示这些序列比用𝑥来表示要更好，然后语言模型会估计某个句子序列

中各个单词出现的可能性。 

那么如何建立一个语言模型呢？为了使用 RNN 建立出这样的模型，你首先需要一个训

练集，包含一个很大的英文文本语料库（corpus）或者其它的语言，你想用于构建模型的语

言的语料库。语料库是自然语言处理的一个专有名词，意思就是很长的或者说数量众多的英

文句子组成的文本。 

 

假如说，你在训练集中得到这么一句话，“Cats average 15 hours of sleep a day.”(猫一天

睡 15 小时)，你要做的第一件事就是将这个句子标记化，意思就是像之前视频中一样，建立

一个字典，然后将每个单词都转换成对应的 one-hot 向量，也就是字典中的索引。可能还有

一件事就是你要定义句子的结尾，一般的做法就是增加一个额外的标记，叫做 EOS（上图编

号 1 所示），它表示句子的结尾，这样能够帮助你搞清楚一个句子什么时候结束，我们之后

会详细讨论这个。EOS 标记可以被附加到训练集中每一个句子的结尾，如果你想要你的模型

能够准确识别句子结尾的话。在本周的练习中我们不需要使用这个 EOS 标记，不过在某些

应用中你可能会用到它，不过稍后就能见到它的用处。于是在本例中我们，如果你加了 EOS

标记，这句话就会有 9 个输入，有𝑦<1>，𝑦<2>一直到𝑦<9>。在标记化的过程中，你可以自

行决定要不要把标点符号看成标记，在本例中，我们忽略了标点符号，所以我们只把 day 看

成标志，不包括后面的句号，如果你想把句号或者其他符号也当作标志，那么你可以将句号

也加入你的字典中。 

现在还有一个问题如果你的训练集中有一些词并不在你的字典里，比如说你的字典有

10,000 个词，10,000 个最常用的英语单词。现在这个句，“The Egyptian Mau is a bread of cat.”
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其中有一个词 Mau，它可能并不是预先的那 10,000 个最常用的单词，在这种情况下，你可

以把 Mau 替换成一个叫做 UNK 的代表未知词的标志，我们只针对 UNK 建立概率模型，而

不是针对这个具体的词 Mau。 

完成标识化的过程后，这意味着输入的句子都映射到了各个标志上，或者说字典中的各

个词上。下一步我们要构建一个 RNN 来构建这些序列的概率模型。在下一张幻灯片中会看

到的一件事就是最后你会将𝑥<𝑡>设为𝑦<𝑡−1>。 

 

现在我们来建立 RNN 模型，我们继续使用“Cats average 15 hours of sleep a day.”这个句

子来作为我们的运行样例，我将会画出一个 RNN 结构。在第 0 个时间步，你要计算激活项

𝑎<1>，它是以𝑥<1>作为输入的函数，而𝑥<1>会被设为全为 0 的集合，也就是 0 向量。在之

前的𝑎<0>按照惯例也设为 0 向量，于是𝑎<1>要做的就是它会通过 softmax 进行一些预测来

计算出第一个词可能会是什么，其结果就是�̂�
<1>

（上图编号 1 所示），这一步其实就是通过

一个 softmax 层来预测字典中的任意单词会是第一个词的概率，比如说第一个词是𝑎的概率

有多少，第一个词是 Aaron 的概率有多少，第一个词是 cats 的概率又有多少，就这样一直

到 Zulu 是第一个词的概率是多少，还有第一个词是 UNK（未知词）的概率有多少，还有第

一个词是句子结尾标志的概率有多少，表示不必阅读。所以�̂�
<1>

的输出是 softmax 的计算结

果，它只是预测第一个词的概率，而不去管结果是什么。在我们的例子中，最终会得到单词

Cats。所以 softmax 层输出 10,000 种结果，因为你的字典中有 10,000 个词，或者会有 10,002

个结果，因为你可能加上了未知词，还有句子结尾这两个额外的标志。 
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然后 RNN 进入下个时间步，在下一时间步中，仍然使用激活项𝑎<1>，在这步要做的是

计算出第二个词会是什么。现在我们依然传给它正确的第一个词，我们会告诉它第一个词就

是 Cats，也就是�̂�
<1>

，告诉它第一个词就是 Cats，这就是为什么𝑦<1> = 𝑥<2>（上图编号 2

所示）。然后在第二个时间步中，输出结果同样经过 softmax 层进行预测，RNN 的职责就是

预测这些词的概率（上图编号 3 所示），而不会去管结果是什么，可能是 b 或者 arron，可

能是 Cats 或者 Zulu 或者 UNK（未知词）或者 EOS 或者其他词，它只会考虑之前得到的词。

所以在这种情况下，我猜正确答案会是 average，因为句子确实就是 Cats average 开头的。 

然后再进行 RNN 的下个时间步，现在要计算𝑎<3>。为了预测第三个词，也就是 15，我

们现在给它之前两个词，告诉它 Cats average 是句子的前两个词，所以这是下一个输入，

𝑥<3> = 𝑦<2>，输入 average 以后，现在要计算出序列中下一个词是什么，或者说计算出字

典中每一个词的概率（上图编号 4 所示），通过之前得到的 Cats 和 average，在这种情况下，

正确结果会是 15，以此类推。 

一直到最后，没猜错的话，你会停在第 9 个时间步，然后把𝑥<9>也就是𝑦<8>传给它（上

图编号 5 所示），也就是单词 day，这里是𝑎<9>，它会输出𝑦<9>，最后的得到结果会是 EOS

标志，在这一步中，通过前面这些得到的单词，不管它们是什么，我们希望能预测出 EOS 句

子结尾标志的概率会很高（上图编号 6 所示）。 

所以 RNN 中的每一步都会考虑前面得到的单词，比如给它前 3 个单词（上图编号 7 所

示），让它给出下个词的分布，这就是 RNN 如何学习从左往右地每次预测一个词。 

接下来为了训练这个网络，我们要定义代价函数。于是，在某个时间步𝑡，如果真正的

词是𝑦<𝑡>，而神经网络的 softmax 层预测结果值是𝑦<𝑡>，那么这（上图编号 8 所示）就是

softmax 损失函数，𝐿 (�̂�
<𝑡>

, 𝑦<𝑡> >) = −∑ 𝑦𝑖
<𝑡>log �̂�

𝑖

<𝑡>
𝑖 。而总体损失函数（上图编号 9 所

示）𝐿 = ∑ 𝐿<𝑡> (�̂�
<𝑡>

, 𝑦<𝑡>)𝑡 ，也就是把所有单个预测的损失函数都相加起来。 

 

如果你用很大的训练集来训练这个 RNN，你就可以通过开头一系列单词像是 Cars 

average 15 或者 Cars average 15 hours of 来预测之后单词的概率。现在有一个新句子，它是

𝑦<1>，𝑦<2>，𝑦<3>，为了简单起见，它只包含 3 个词（如上图所示），现在要计算出整个
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句子中各个单词的概率，方法就是第一个 softmax 层会告诉你𝑦<1>的概率（上图编号 1 所

示），这也是第一个输出，然后第二个 softmax 层会告诉你在考虑𝑦<1>的情况下𝑦<2>的概率

（上图编号 2 所示），然后第三个 softmax 层告诉你在考虑𝑦<1>和𝑦<2>的情况下𝑦<3>的概

率（上图编号 3 所示），把这三个概率相乘，最后得到这个含 3 个词的整个句子的概率。 

这就是用 RNN 训练一个语言模型的基础结构，可能我说的这些东西听起来有些抽象，

不过别担心，你可以在编程练习中亲自实现这些东西。下一节课用语言模型做的一件最有趣

的事就是从模型中进行采样。 
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1.7 对新序列采样（Sampling novel sequences） 

在你训练一个序列模型之后，要想了解到这个模型学到了什么，一种非正式的方法就是

进行一次新序列采样，来看看到底应该怎么做。 

记住一个序列模型模拟了任意特定单词序列的概率，我们要做的就是对这些概率分布进

行采样来生成一个新的单词序列。下图编号 1 所示的网络已经被上方所展示的结构训练训

练过了，而为了进行采样（下图编号 2 所示的网络），你要做一些截然不同的事情。 

 

第一步要做的就是对你想要模型生成的第一个词进行采样，于是你输入𝑥<1> = 0，

𝑎<0> = 0，现在你的第一个时间步得到的是所有可能的输出是经过 softmax 层后得到的概率，

然后根据这个 softmax 的分布进行随机采样。Softmax 分布给你的信息就是第一个词 a 的概

率是多少，第一个词是 aaron 的概率是多少，第一个词是 zulu 的概率是多少，还有第一个词

是 UNK（未知标识）的概率是多少，这个标识可能代表句子的结尾，然后对这个向量使用例

如 numpy 命令，np.random.choice（上图编号 3 所示），来根据向量中这些概率的分布

进行采样，这样就能对第一个词进行采样了。 

然后继续下一个时间步，记住第二个时间步需要�̂�
<1>

作为输入，而现在要做的是把刚刚

采样得到的�̂�
<1>

放到𝑎<2>（上图编号 4 所示），作为下一个时间步的输入，所以不管你在第

一个时间步得到的是什么词，都要把它传递到下一个位置作为输入，然后 softmax 层就会预

测�̂�
<2>

是什么。举个例子，假如说对第一个词进行抽样后，得到的是 The，The 作为第一个
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词的情况很常见，然后把 The 当成𝑥<2>，现在𝑥<2>就是�̂�
<1>

，现在你要计算出在第一词是

The 的情况下，第二个词应该是什么（上图编号 5 所示），然后得到的结果就是�̂�
<2>

，然后

再次用这个采样函数来对�̂�
<2>

进行采样。 

然后再到下一个时间步，无论你得到什么样的用 one-hot 码表示的选择结果，都把它传

递到下一个时间步，然后对第三个词进行采样。不管得到什么都把它传递下去，一直这样直

到最后一个时间步。 

那么你要怎样知道一个句子结束了呢？方法之一就是，如果代表句子结尾的标识在你的

字典中，你可以一直进行采样直到得到 EOS 标识（上图编号 6 所示），这代表着已经抵达结

尾，可以停止采样了。另一种情况是，如果你的字典中没有这个词，你可以决定从 20 个或

100 个或其他个单词进行采样，然后一直将采样进行下去直到达到所设定的时间步。不过这

种过程有时候会产生一些未知标识（上图编号 7 所示），如果你要确保你的算法不会输出这

种标识，你能做的一件事就是拒绝采样过程中产生任何未知的标识，一旦出现就继续在剩下

的词中进行重采样，直到得到一个不是未知标识的词。如果你不介意有未知标识产生的话，

你也可以完全不管它们。 

这就是你如何从你的 RNN 语言模型中生成一个随机选择的句子。直到现在我们所建立

的是基于词汇的 RNN 模型，意思就是字典中的词都是英语单词（下图编号 1 所示）。 

 

根据你实际的应用，你还可以构建一个基于字符的 RNN 结构，在这种情况下，你的字

典仅包含从 a 到 z 的字母，可能还会有空格符，如果你需要的话，还可以有数字 0 到 9，如
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果你想区分字母大小写，你可以再加上大写的字母，你还可以实际地看一看训练集中可能会

出现的字符，然后用这些字符组成你的字典（上图编号 2 所示）。 

如果你建立一个基于字符的语言模型，比起基于词汇的语言模型，你的序列�̂�
<1>

，�̂�
<2>

，

�̂�
<3>

在你的训练数据中将会是单独的字符，而不是单独的词汇。所以对于前面的例子来说，

那个句子（上图编号 3 所示），“Cats average 15 hours of sleep a day.”，在该例中 C 就是�̂�
<1>

，

a 就是�̂�
<2>

，t 就是�̂�
<3>

，空格符就是�̂�
<4>

等等。 

使用基于字符的语言模型有有点也有缺点，优点就是你不必担心会出现未知的标识，例

如基于字符的语言模型会将 Mau 这样的序列也视为可能性非零的序列。而对于基于词汇的

语言模型，如果 Mau 不在字典中，你只能把它当作未知标识 UNK。不过基于字符的语言模

型一个主要缺点就是你最后会得到太多太长的序列，大多数英语句子只有 10 到 20 个的单

词，但却可能包含很多很多字符。所以基于字符的语言模型在捕捉句子中的依赖关系也就是

句子较前部分如何影响较后部分不如基于词汇的语言模型那样可以捕捉长范围的关系，并且

基于字符的语言模型训练起来计算成本比较高昂。所以我见到的自然语言处理的趋势就是，

绝大多数都是使用基于词汇的语言模型，但随着计算机性能越来越高，会有更多的应用。在

一些特殊情况下，会开始使用基于字符的模型。但是这确实需要更昂贵的计算力来训练，所

以现在并没有得到广泛地使用，除了一些比较专门需要处理大量未知的文本或者未知词汇的

应用，还有一些要面对很多专有词汇的应用。 

在现有的方法下，现在你可以构建一个 RNN 结构，看一看英文文本的语料库，然后建

立一个基于词汇的或者基于字符的语言模型，然后从训练的语言模型中进行采样。 
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这里有一些样本，它们是从一个语言模型中采样得到的，准确来说是基于字符的语言模

型，你可以在编程练习中自己实现这样的模型。如果模型是用新闻文章训练的，它就会生成

左边这样的文本，这有点像一篇不太合乎语法的新闻文本，不过听起来，这句“Concussion 

epidemic”，to be examined，确实有点像新闻报道。用莎士比亚的文章训练后生成了右边这

篇东西，听起来很像是莎士比亚写的东西： 

“The mortal moon hath her eclipse in love. 

And subject of this thou art another this fold. 

When besser be my love to me see sabl's. 

For whose are ruse of mine eyes heaves.” 

这些就是基础的 RNN 结构和如何去建立一个语言模型并使用它，对于训练出的语言模

型进行采样。在之后的视频中，我想探讨在训练 RNN 时一些更加深入的挑战以及如何适应

这些挑战，特别是梯度消失问题来建立更加强大的 RNN 模型。下节课，我们将谈到梯度消

失并且会开始谈到 GRU，也就是门控循环单元和 LSTM 长期记忆网络模型。 
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1.8 循环神经网络的梯度消失（Vanishing gradients with RNNs） 

你已经了解了 RNN 时如何工作的了，并且知道如何应用到具体问题上，比如命名实体

识别，比如语言模型，你也看到了怎么把反向传播用于 RNN。其实，基本的 RNN 算法还有

一个很大的问题，就是梯度消失的问题。这节课我们会讨论，在下几节课我们会讨论一些方

法用来解决这个问题。 

 

你已经知道了 RNN 的样子，现在我们举个语言模型的例子，假如看到这个句子（上图

编号 1 所示），“The cat, which already ate ……, was full.”，前后应该保持一致，因为 cat 是单

数，所以应该用 was。“The cats, which ate ……, were full.”（上图编号 2 所示），cats 是复数，

所以用 were。这个例子中的句子有长期的依赖，最前面的单词对句子后面的单词有影响。

但是我们目前见到的基本的 RNN 模型（上图编号 3 所示的网络模型），不擅长捕获这种长

期依赖效应，解释一下为什么。 

你应该还记得之前讨论的训练很深的网络，我们讨论了梯度消失的问题。比如说一个很

深很深的网络（上图编号 4 所示），100 层，甚至更深，对这个网络从左到右做前向传播然

后再反向传播。我们知道如果这是个很深的神经网络，从输出�̂�得到的梯度很难传播回去，

很难影响靠前层的权重，很难影响前面层（编号 5 所示的层）的计算。 

对于有同样问题的 RNN，首先从左到右前向传播，然后反向传播。但是反向传播会很困

难，因为同样的梯度消失的问题，后面层的输出误差（上图编号 6 所示）很难影响前面层
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（上图编号 7 所示的层）的计算。这就意味着，实际上很难让一个神经网络能够意识到它要

记住看到的是单数名词还是复数名词，然后在序列后面生成依赖单复数形式的 was 或者

were。而且在英语里面，这中间的内容（上图编号 8 所示）可以任意长，对吧？所以你需要

长时间记住单词是单数还是复数，这样后面的句子才能用到这些信息。也正是这个原因，所

以基本的 RNN 模型会有很多局部影响，意味着这个输出�̂�
<3>

（上图编号 9 所示）主要受�̂�
<3>

附近的值（上图编号 10 所示）的影响，上图编号 11 所示的一个数值主要与附近的输入（上

图编号 12 所示）有关，上图编号 6 所示的输出，基本上很难受到序列靠前的输入（上图编

号 10 所示）的影响，这是因为不管输出是什么，不管是对的，还是错的，这个区域都很难

反向传播到序列的前面部分，也因此网络很难调整序列前面的计算。这是基本的 RNN 算法

的一个缺点，我们会在下几节视频里处理这个问题。如果不管的话，RNN 会不擅长处理长期

依赖的问题。 

 

尽管我们一直在讨论梯度消失问题，但是，你应该记得我们在讲很深的神经网络时，我

们也提到了梯度爆炸，我们在反向传播的时候，随着层数的增多，梯度不仅可能指数型的下

降，也可能指数型的上升。事实上梯度消失在训练 RNN 时是首要的问题，尽管梯度爆炸也

是会出现，但是梯度爆炸很明显，因为指数级大的梯度会让你的参数变得极其大，以至于你

的网络参数崩溃。所以梯度爆炸很容易发现，因为参数会大到崩溃，你会看到很多 NaN，或

者不是数字的情况，这意味着你的网络计算出现了数值溢出。如果你发现了梯度爆炸的问题，

一个解决方法就是用梯度修剪。梯度修剪的意思就是观察你的梯度向量，如果它大于某个阈

值，缩放梯度向量，保证它不会太大，这就是通过一些最大值来修剪的方法。所以如果你遇

到了梯度爆炸，如果导数值很大，或者出现了 NaN，就用梯度修剪，这是相对比较鲁棒的，

这是梯度爆炸的解决方法。然而梯度消失更难解决，这也是我们下几节视频的主题。 

总结一下，在前面的课程，我们了解了训练很深的神经网络时，随着层数的增加，导数

有可能指数型的下降或者指数型的增加，我们可能会遇到梯度消失或者梯度爆炸的问题。加

入一个 RNN 处理 1,000 个时间序列的数据集或者 10,000 个时间序列的数据集，这就是一个

1,000 层或者 10,000 层的神经网络，这样的网络就会遇到上述类型的问题。梯度爆炸基本上

用梯度修剪就可以应对，但梯度消失比较棘手。我们下节会介绍 GRU，门控循环单元网络，

这个网络可以有效地解决梯度消失的问题，并且能够使你的神经网络捕获更长的长期依赖。  
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1.9 GRU 单元（Gated Recurrent Unit（GRU）） 

你已经了解了基础的 RNN 模型的运行机制，在本节视频中你将会学习门控循环单元，

它改变了 RNN 的隐藏层，使其可以更好地捕捉深层连接，并改善了梯度消失问题，让我们

看一看。 

 

你已经见过了这个公式，𝑎<𝑡> = 𝑔(𝑊𝑎[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑎)，在 RNN 的时间𝑡处，计算激

活值。我把这个画个图，把 RNN 的单元画个图，画一个方框，输入𝑎<𝑡−1>（上图编号 1 所

示），即上一个时间步的激活值，再输入𝑥<𝑡>（上图编号 2 所示），再把这两个并起来，然

后乘上权重项，在这个线性计算之后（上图编号 3 所示），如果𝑔是一个 tanh 激活函数，再

经过 tanh 计算之后，它会计算出激活值𝑎<𝑡>。然后激活值𝑎<𝑡>将会传 softmax 单元（上图

编号 4 所示），或者其他用于产生输出𝑦<𝑡>的东西。就这张图而言，这就是 RNN 隐藏层的

单元的可视化呈现。我向展示这张图，因为我们将使用相似的图来讲解门控循环单元。
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许多 GRU 的想法都来分别自于 Yu Young Chang, Kagawa，Gaza Hera, Chang Hung Chu 和 

Jose Banjo 的两篇论文。我再引用上个视频中你已经见过的这个句子，“The cat, which already 

ate……, was full.”，你需要记得猫是单数的，为了确保你已经理解了为什么这里是 was 而不

是 were，“The cat was full.”或者是“The cats were full”。当我们从左到右读这个句子，GRU 单

元将会有个新的变量称为𝑐，代表细胞（cell），即记忆细胞（下图编号 1 所示）。记忆细胞

的作用是提供了记忆的能力，比如说一只猫是单数还是复数，所以当它看到之后的句子的时

候，它仍能够判断句子的主语是单数还是复数。于是在时间𝑡处，有记忆细胞𝑐<𝑡>，然后我

们看的是，GRU 实际上输出了激活值𝑎<𝑡>，𝑐<𝑡> = 𝑎<𝑡>（下图编号 2 所示）。于是我们想

要使用不同的符号𝑐和𝑎来表示记忆细胞的值和输出的激活值，即使它们是一样的。我现在使

用这个标记是因为当我们等会说到 LSTMs的时候，这两个会是不同的值，但是现在对于GRU，

𝑐<𝑡>的值等于𝑎<𝑡>的激活值。 

所以这些等式表示了 GRU 单元的计算，在每个时间步，我们将用一个候选值重写记忆

细胞，即�̃�<𝑡>的值，所以它就是个候选值，替代了𝑐<𝑡>的值。然后我们用 tanh 激活函数来

计算，�̃�<𝑡> = 𝑡𝑎𝑛ℎ(𝑊𝑐[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑐)，所以�̃�<𝑡>的值就是个替代值，代替表示𝑐<𝑡>的值

（下图编号 3 所示）。 

 

重点来了，在 GRU 中真正重要的思想是我们有一个门，我先把这个门叫做𝛤𝑢（上图编

号 4 所示），这是个下标为𝑢的大写希腊字母𝛤，𝑢代表更新门，这是一个 0 到 1 之间的值。

为了让你直观思考 GRU 的工作机制，先思考𝛤𝑢，这个一直在 0 到 1 之间的门值，实际上这

个值是把这个式子带入 sigmoid 函数得到的，𝛤𝑢 = 𝜎(𝑊𝑢[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)。我们还记得

sigmoid 函数是上图编号 5 所示这样的，它的输出值总是在 0 到 1 之间，对于大多数可能的

输入，sigmoid 函数的输出总是非常接近 0 或者非常接近 1。在这样的直觉下，可以想到𝛤𝑢
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在大多数的情况下非常接近 0 或 1。然后这个字母 u 表示“update”，我选了字母𝛤是因为它

看起来像门。还有希腊字母 G，G 是门的首字母，所以 G 表示门。 

然后GRU的关键部分就是上图编号 3所示的等式，我们刚才写出来的用�̃�更新𝑐的等式。

然后门决定是否要真的更新它。于是我们这么看待它，记忆细胞𝑐<𝑡>将被设定为 0 或者 1，

这取决于你考虑的单词在句子中是单数还是复数，因为这里是单数情况，所以我们先假定它

被设为了 1，或者如果是复数的情况我们就把它设为 0。然后 GRU 单元将会一直记住𝑐<𝑡>的

值，直到上图编号 7 所示的位置，𝑐<𝑡>的值还是 1，这就告诉它，噢，这是单数，所以我们

用 was。于是门𝛤𝑢的作用就是决定什么时候你会更新这个值，特别是当你看到词组 the cat，

即句子的主语猫，这就是一个好时机去更新这个值。然后当你使用完它的时候，“The cat, 

which already ate……, was full.”，然后你就知道，我不需要记住它了，我可以忘记它了。 

 

所以我们接下来要给 GRU 用的式子就是𝑐<𝑡> = 𝛤𝑢 ∗ �̃�
<𝑡> + (1 − 𝛤𝑢) ∗ 𝑐

<𝑡−1>（上图编号

1 所示）。你应该注意到了，如果这个更新值𝛤𝑢 = 1，也就是说把这个新值，即𝑐<𝑡>设为候

选值（𝛤𝑢 = 1时简化上式，𝑐<𝑡> = �̃�<𝑡>）。将门值设为 1（上图编号 2 所示），然后往前再

更新这个值。对于所有在这中间的值，你应该把门的值设为 0，即𝛤𝑢 = 0，意思就是说不更

新它，就用旧的值。因为如果𝛤𝑢 = 0，则𝑐<𝑡> = 𝑐<𝑡−1>，𝑐<𝑡>等于旧的值。甚至你从左到右

扫描这个句子，当门值为 0 的时候（上图编号 3 所示，中间𝛤𝑢 = 0一直为 0，表示一直不更

新），就是说不更新它的时候，不要更新它，就用旧的值，也不要忘记这个值是什么，这样

即使你一直处理句子到上图编号 4 所示，𝑐<𝑡>应该会一直等𝑐<𝑡−1>，于是它仍然记得猫是单

数的。 

让我再画个图来（下图所示）解释一下 GRU 单元，顺便说一下，当你在看网络上的博
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客或者教科书或者教程之类的，这些图对于解释 GRU 和我们稍后会讲的 LSTM 是相当流行

的，我个人感觉式子在图片中比较容易理解，那么即使看不懂图片也没关系，我就画画，万

一能帮得上忙就最好了。 

GRU 单元输入𝑐<𝑡−1>（下图编号 1 所示），对于上一个时间步，先假设它正好等于𝑎<𝑡−1>，

所以把这个作为输入。然后𝑥<𝑡>也作为输入（下图编号 2 所示），然后把这两个用合适权重

结合在一起，再用𝑡𝑎𝑛ℎ计算，算出�̃�<𝑡>，�̃�<𝑡> = 𝑡𝑎𝑛ℎ(𝑊𝑐[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑐)，即𝑐<𝑡>的替代

值。 

再用一个不同的参数集，通过 sigmoid激活函数算出𝛤𝑢，𝛤𝑢 = 𝜎(𝑊𝑢[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)，

即更新门。最后所有的值通过另一个运算符结合，我并不会写出公式，但是我用紫色阴影标

注的这个方框（下图编号 5 所示，其所代表的运算过程即下图编号 13 所示的等式），代表

了这个式子。所以这就是紫色运算符所表示的是，它输入一个门值（下图编号 6 所示），新

的候选值（下图编号 7 所示），这再有一个门值（下图编号 8 所示）和𝑐<𝑡>的旧值（下图编

号 9 所示），所以它把这个（下图编号 1 所示）、这个（下图编号 3 所示）和这个（下图编

号 4 所示）作为输入一起产生记忆细胞的新值𝑐<𝑡>，所以𝑐<𝑡>等于𝑎<𝑡>。如果你想，你也可

以也把这个带入 softmax 或者其他预测𝑦<𝑡>的东西。 

 

这就是 GRU 单元或者说是一个简化过的 GRU 单元，它的优点就是通过门决定，当你从

左（上图编号 10 所示）到右扫描一个句子的时候，这个时机是要更新某个记忆细胞，还是

不更新，不更新（上图编号 11 所示，中间𝛤𝑢 = 0一直为 0，表示一直不更新）直到你到你真

的需要使用记忆细胞的时候（上图编号 12 所示），这可能在句子之前就决定了。因为 sigmoid

的值，现在因为门很容易取到 0 值，只要这个值是一个很大的负数，再由于数值上的四舍五
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入，上面这些门大体上就是 0，或者说非常非常非常接近 0。所以在这样的情况下，这个更

新式子（上图编号 13 所示的等式）就会变成𝑐<𝑡> = 𝑐<𝑡−1>，这非常有利于维持细胞的值。

因为𝛤𝑢很接近 0，可能是 0.000001 或者更小，这就不会有梯度消失的问题了。因为𝛤𝑢很接近

0，这就是说𝑐<𝑡>几乎就等于𝑐<𝑡−1>，而且𝑐<𝑡>的值也很好地被维持了，即使经过很多很多的

时间步（上图编号 14 所示）。这就是缓解梯度消失问题的关键，因此允许神经网络运行在

非常庞大的依赖词上，比如说 cat 和 was 单词即使被中间的很多单词分割开。 

 

现在我想说下一些实现的细节，在这个我写下的式子中𝑐<𝑡>可以是一个向量（上图编号

1 所示），如果你有 100 维的隐藏的激活值，那么𝑐<𝑡>也是 100 维的，�̃�<𝑡>也是相同的维度

（�̃�<𝑡> = 𝑡𝑎𝑛ℎ(𝑊𝑐[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑐)），𝛤𝑢也是相同的维度（𝛤𝑢 = 𝜎(𝑊𝑢[𝑐

<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)），

还有画在框中的其他值。这样的话“*”实际上就是元素对应的乘积（𝑐<𝑡> = 𝛤𝑢 ∗ �̃�
<𝑡> + (1 −

𝛤𝑢) ∗ 𝑐
<𝑡−1>），所以这里的𝛤𝑢：（𝛤𝑢 = 𝜎(𝑊𝑢[𝑐

<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)），即如果门是一个 100 维

的向量，𝛤𝑢也就 100 维的向量，里面的值几乎都是 0 或者 1，就是说这 100 维的记忆细胞

𝑐<𝑡>（𝑐<𝑡> = 𝑎<𝑡>上图编号 1 所示）就是你要更新的比特。 

当然在实际应用中𝛤𝑢不会真的等于 0 或者 1，有时候它是 0 到 1 的一个中间值（上图编

号 5 所示），但是这对于直观思考是很方便的，就把它当成确切的 0，完全确切的 0 或者就

是确切的 1。元素对应的乘积做的就是告诉 GRU 单元哪个记忆细胞的向量维度在每个时间

步要做更新，所以你可以选择保存一些比特不变，而去更新其他的比特。比如说你可能需要

一个比特来记忆猫是单数还是复数，其他比特来理解你正在谈论食物，因为你在谈论吃饭或

者食物，然后你稍后可能就会谈论“The cat was full.”，你可以每个时间点只改变一些比特。 

你现在已经理解 GRU 最重要的思想了，幻灯片中展示的实际上只是简化过的 GRU 单元，
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现在来描述一下完整的 GRU 单元。 

对于完整的 GRU 单元我要做的一个改变就是在我们计算的第一个式子中给记忆细胞的

新候选值加上一个新的项，我要添加一个门𝛤𝑟（下图编号 1 所示），你可以认为𝑟代表相关

性（relevance）。这个𝛤𝑟门告诉你计算出的下一个𝑐<𝑡>的候选值�̃�<𝑡>跟𝑐<𝑡−1>有多大的相关

性。计算这个门𝛤𝑟需要参数，正如你看到的这个，一个新的参数矩阵𝑊𝑟，𝛤𝑟 =

𝜎(𝑊𝑟[𝑐
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑟)。 

 

正如你所见，有很多方法可以来设计这些类型的神经网络，然后我们为什么有𝛤𝑟？为什

么不用上一张幻灯片里的简单的版本？这是因为多年来研究者们试验过很多很多不同可能

的方法来设计这些单元，去尝试让神经网络有更深层的连接，去尝试产生更大范围的影响，

还有解决梯度消失的问题，GRU 就是其中一个研究者们最常使用的版本，也被发现在很多不

同的问题上也是非常健壮和实用的。你可以尝试发明新版本的单元，只要你愿意。但是 GRU

是一个标准版本，也就是最常使用的。你可以想象到研究者们也尝试了很多其他版本，类似

这样的但不完全是，比如我这里写的这个。然后另一个常用的版本被称为 LSTM，表示长短

时记忆网络，这个我们会在下节视频中讲到，但是 GRU 和 LSTM 是在神经网络结构中最常

用的两个具体实例。 

还有在符号上的一点，我尝试去定义固定的符号让这些概念容易理解，如果你看学术文

章的话，你有的时候会看到有些人使用另一种符号�̃�，𝑢，𝑟和ℎ表示这些量。但我试着在 GRU

和 LSTM 之间用一种更固定的符号，比如使用更固定的符号𝛤来表示门，所以希望这能让这

些概念更好理解。 

所以这就是 GRU，即门控循环单元，这是 RNN 的其中之一。这个结构可以更好捕捉非

常长范围的依赖，让 RNN 更加有效。然后我简单提一下其他常用的神经网络，比较经典的

是这个叫做 LSTM，即长短时记忆网络，我们在下节视频中讲解。 
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（Chung J, Gulcehre C, Cho K H, et al. Empirical Evaluation of Gated Recurrent Neural 

Networks on Sequence Modeling[J]. Eprint Arxiv, 2014. 

Cho K, Merrienboer B V, Bahdanau D, et al. On the Properties of Neural Machine Translation: 

Encoder-Decoder Approaches[J]. Computer Science, 2014.） 
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1.10 长短期记忆（LSTM（long short term memory）unit） 

在上一个视频中你已经学了 GRU（门控循环单元）。它能够让你可以在序列中学习非常

深的连接。其他类型的单元也可以让你做到这个，比如 LSTM 即长短时记忆网络，甚至比 GRU

更加有效，让我们看看。 

 

这里是上个视频中的式子，对于 GRU 我们有𝑎<𝑡> = 𝑐<𝑡>。 

还有两个门: 

更新门𝛤𝑢（the update gate） 

相关门𝛤𝑟（the relevance gate） 

�̃�<𝑡>，这是代替记忆细胞的候选值，然后我们使用更新门𝛤𝑢来决定是否要用�̃�<𝑡>  更新

𝑐<𝑡>。 

LSTM 是一个比 GRU 更加强大和通用的版本，这多亏了 Sepp Hochreiter 和 Jurgen 

Schmidhuber，感谢那篇开创性的论文，它在序列模型上有着巨大影响。我感觉这篇论文是

挺难读懂的，虽然我认为这篇论文在深度学习社群有着重大的影响，它深入讨论了梯度消失

的理论，我感觉大部分的人学到 LSTM 的细节是在其他的地方，而不是这篇论文。 
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这就是 LSTM 主要的式子（上图编号 2 所示），我们继续回到记忆细胞 c 上面来，使用

�̃�<𝑡> = 𝑡𝑎𝑛ℎ(𝑊𝑐[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑐来更新它的候选值�̃�<𝑡>（上图编号 3 所示）。注意了，在

LSTM 中我们不再有𝑎<𝑡> = 𝑐<𝑡>的情况，这是现在我们用的是类似于左边这个式子（上图编

号 4 所示），但是有一些改变，现在我们专门使用𝑎<𝑡>或者𝑎<𝑡−1>，而不是用𝑐<𝑡−1>，我们

也不用𝛤𝑟，即相关门。虽然你可以使用 LSTM 的变体，然后把这些东西（左边所示的 GRU 公

式）都放回来，但是在更加典型的 LSTM 里面，我们先不那样做。 

我们像以前那样有一个更新门𝛤𝑢和表示更新的参数𝑊𝑢，𝛤𝑢 = 𝜎(𝑊𝑢[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)

（上图编号 5 所示）。一个 LSTM 的新特性是不只有一个更新门控制，这里的这两项（上图

编号 6，7 所示），我们将用不同的项来代替它们，要用别的项来取代𝛤𝑢和1 − 𝛤𝑢，这里（上

图编号 6 所示）我们用𝛤𝑢。 

然后这里（上图编号 7 所示）用遗忘门（the forget gate），我们叫它𝛤𝑓，所以这个𝛤𝑓 =

𝜎(𝑊𝑓[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑓)（上图编号 8 所示）； 

然后我们有一个新的输出门，𝛤𝑜 = 𝜎(𝑊𝑜[𝑎
<𝑡−1>, 𝑥<𝑡>]+> 𝑏𝑜)（上图编号 9 所示）； 

于是记忆细胞的更新值𝑐<𝑡> = 𝛤𝑢 ∗ �̃�
<𝑡> + 𝛤𝑓 ∗ 𝑐

<𝑡−1>（上图编号 10 所示）； 

所以这给了记忆细胞选择权去维持旧的值𝑐<𝑡−1>或者就加上新的值�̃�<𝑡>，所以这里用了

单独的更新门𝛤𝑢和遗忘门𝛤𝑓， 

然后这个表示更新门（𝛤𝑢 = 𝜎(𝑊𝑢[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑢)上图编号 5 所示）； 

遗忘门（𝛤𝑓 = 𝜎(𝑊𝑓[𝑎
<𝑡−1>, 𝑥<𝑡>] + 𝑏𝑓)上图编号 8 所示）和输出门（上图编号 9 所示）。 

最后𝑎<𝑡> = 𝑐<𝑡>的式子会变成𝑎<𝑡> = 𝛤𝑜 ∗ 𝑐
<𝑡>。这就是 LSTM 主要的式子了，然后这里

（上图编号 11 所示）有三个门而不是两个，这有点复杂，它把门放到了和之前有点不同的
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地方。 

 

再提一下，这些式子就是控制 LSTM 行为的主要的式子了（上图编号 1 所示）。像之前

一样用图片稍微解释一下，先让我把图画在这里（上图编号 2 所示）。如果图片过于复杂，

别担心，我个人感觉式子比图片好理解，但是我画图只是因为它比较直观。这个右上角的图

的灵感来自于 Chris Ola 的一篇博客，标题是《理解 LSTM 网络》（Understanding LSTM Network），

这里的这张图跟他博客上的图是很相似的，但关键的不同可能是这里的这张图用了𝑎<𝑡−1>和

𝑥<𝑡>来计算所有门值（上图编号 3，4 所示），在这张图里是用𝑎<𝑡−1>， 𝑥<𝑡>一起来计算遗

忘门𝛤𝑓的值，还有更新门𝛤𝑢以及输出门𝛤𝑜（上图编号 4 所示）。然后它们也经过 tanh 函数来

计算�̃�<𝑡>（上图编号 5 所示），这些值被用复杂的方式组合在一起，比如说元素对应的乘积

或者其他的方式来从之前的𝑐<𝑡−1>（上图编号 6 所示）中获得𝑐<𝑡>（上图编号 7 所示）。 

这里其中一个元素很有意思，如你在这一堆图（上图编号 8 所示的一系列图片）中看到

的，这是其中一个，再把他们连起来，就是把它们按时间次序连起来，这里（上图编号 9 所

示）输入𝑥<1>，然后𝑥<2>，𝑥<3>，然后你可以把这些单元依次连起来，这里输出了上一个时

间的𝑎，𝑎会作为下一个时间步的输入，𝑐同理。在下面这一块，我把图简化了一下（相对上

图编号 2 所示的图有所简化）。然后这有个有意思的事情，你会注意到上面这里有条线（上

图编号 10 所示的线），这条线显示了只要你正确地设置了遗忘门和更新门，LSTM 是相当容

易把𝑐<0>的值（上图编号 11 所示）一直往下传递到右边，比如𝑐<3> = 𝑐<0>（上图编号 12 所

示）。这就是为什么 LSTM 和 GRU 非常擅长于长时间记忆某个值，对于存在记忆细胞中的某

个值，即使经过很长很长的时间步。 

这就是 LSTM，你可能会想到这里和一般使用的版本会有些不同，最常用的版本可能是
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门值不仅取决于𝑎<𝑡−1>和𝑥<𝑡>，有时候也可以偷窥一下𝑐<𝑡−1>的值（上图编号 13 所示），

这叫做“窥视孔连接”（peephole connection）。虽然不是个好听的名字，但是你想，“偷窥孔

连接”其实意思就是门值不仅取决于𝑎<𝑡−1>和𝑥<𝑡>，也取决于上一个记忆细胞的值（𝑐<𝑡−1>），

然后“偷窥孔连接”就可以结合这三个门（𝛤𝑢、𝛤𝑓、𝛤𝑜）来计算了。 

如你所见 LSTM 主要的区别在于一个技术上的细节，比如这（上图编号 13 所示）有一

个 100 维的向量，你有一个 100 维的隐藏的记忆细胞单元，然后比如第 50 个𝑐<𝑡−1>的元素

只会影响第 50 个元素对应的那个门，所以关系是一对一的，于是并不是任意这 100 维的

𝑐<𝑡−1>可以影响所有的门元素。相反的，第一个𝑐<𝑡−1>的元素只能影响门的第一个元素，第

二个元素影响对应的第二个元素，如此类推。但如果你读过论文，见人讨论“偷窥孔连接”，

那就是在说𝑐<𝑡−1>也能影响门值。 

LSTM 前向传播图： 

 

 

LSTM 反向传播计算： 

门求偏导： 

*tanh( )* *(1 )t t t

o next next o od da c          

2 2* (1 tanh( ) )* * * *(1 tanh( ) ) t t t t

next i o next t nextdc dc c i da c c             

2* (1 tanh( ) )* * * *(1 )t t t t t t

u next o next next u ud dc c c c da                  
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2* (1 tanh( ) )* * * *(1 )t t t t

f next prev o next prev next f fd dc c c c da              

参数求偏导 ： 

*  

T

prevt

f f

t

a
dW d

x

   
   

 
 

*

T

prevt

u u

t

a
dW d

x

   
   

 
   

*

T

prevt

c

t

a
dW dc

x

   
  

 
  

*  

T

prevt

o o

t

a
dW d

x

   
   

 
 

为了计算𝑑𝑏𝑓 , 𝑑𝑏𝑢, 𝑑𝑏𝑐 , 𝑑𝑏𝑜 需要各自对𝑑𝛤𝑓
⟨𝑡⟩
, 𝑑𝛤𝑢

⟨𝑡⟩
, 𝑑 �̃�⟨𝑡⟩ , 𝑑𝛤𝑜

⟨𝑡⟩
 求和。 

最后，计算隐藏状态、记忆状态和输入的偏导数： 

* * * *  T t T t T t T t

prev f f u u c o oda W d W d W dc W d               

2*(1 tanh(  ) )* *t t t

prev next f o next f nextdc dc c da           

* * * *t T t T t T T t

f f u u c t o odx W d W d W dc W d               

这就是 LSTM，我们什么时候应该用 GRU？什么时候用 LSTM？这里没有统一的准则。

而且即使我先讲解了 GRU，在深度学习的历史上，LSTM 也是更早出现的，而 GRU 是最近才

发明出来的，它可能源于 Pavia 在更加复杂的 LSTM 模型中做出的简化。研究者们在很多不

同问题上尝试了这两种模型，看看在不同的问题不同的算法中哪个模型更好，所以这不是个

学术和高深的算法，我才想要把这两个模型展示给你。 

GRU 的优点是这是个更加简单的模型，所以更容易创建一个更大的网络，而且它只有两

个门，在计算性上也运行得更快，然后它可以扩大模型的规模。 

但是 LSTM 更加强大和灵活，因为它有三个门而不是两个。如果你想选一个使用，我认

为 LSTM 在历史进程上是个更优先的选择，所以如果你必须选一个，我感觉今天大部分的人

还是会把 LSTM 作为默认的选择来尝试。虽然我认为最近几年 GRU 获得了很多支持，而且

我感觉越来越多的团队也正在使用 GRU，因为它更加简单，而且还效果还不错，它更容易适

应规模更加大的问题。 

所以这就是 LSTM，无论是 GRU 还是 LSTM，你都可以用它们来构建捕获更加深层连接
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的神经网络。 

（Hochreiter S, Schmidhuber J. Long Short-Term Memory[J]. Neural Computation, 1997, 

9(8):1735-1780.） 
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1.11 双向循环神经网络（Bidirectional RNN） 

现在，你已经了解了大部分 RNN 模型的关键的构件，还有两个方法可以让你构建更好

的模型，其中之一就是双向 RNN 模型，这个模型可以让你在序列的某点处不仅可以获取之

前的信息，还可以获取未来的信息，我们会在这个视频里讲解。第二个就是深层的 RNN，我

们会在下个视频里见到，现在先从双向 RNN 开始吧。 

 

为了了解双向 RNN 的动机，我们先看一下之前在命名实体识别中已经见过多次的神经

网络。这个网络有一个问题，在判断第三个词 Teddy（上图编号 1 所示）是不是人名的一部

分时，光看句子前面部分是不够的，为了判断�̂�
<3>

（上图编号 2 所示）是 0 还是 1，除了前

3 个单词，你还需要更多的信息，因为根据前 3 个单词无法判断他们说的是 Teddy 熊，还是

前美国总统 Teddy Roosevelt，所以这是一个非双向的或者说只有前向的 RNN。我刚才所说

的总是成立的，不管这些单元（上图编号 3 所示）是标准的 RNN 块，还是 GRU 单元或者是

LSTM 单元，只要这些构件都是只有前向的。 

那么一个双向的 RNN 是如何解决这个问题的？下面解释双向 RNN 的工作原理。为了简

单，我们用四个输入或者说一个只有 4 个单词的句子，这样输入只有 4 个，𝑥<1>到𝑥<4>。

从这里开始的这个网络会有一个前向的循环单元叫做�⃗⃗� 
<1>

，�⃗⃗� 
<2>

，�⃗⃗� 
<3>

还有�⃗⃗� 
<4>

，我在这

上面加个向右的箭头来表示前向的循环单元，并且他们这样连接（下图编号 1 所示）。这四

个循环单元都有一个当前输入𝑥输入进去，得到预测的�̂�
<1>

，�̂�
<2>

，�̂�
<3>

和�̂�
<4>

。 

到目前为止，我还没做什么，仅仅是把前面幻灯片里的 RNN 画在了这里，只是在这些

地方画上了箭头。我之所以在这些地方画上了箭头是因为我们想要增加一个反向循环层，这
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里有个�⃗⃗⃖�
<1>

，左箭头代表反向连接，�⃗⃗⃖�
<2>

反向连接，�⃗⃗⃖�
<3>

反向连接，�⃗⃗⃖�
<4>

反向连接，所以这

里的左箭头代表反向连接。 

 

同样，我们把网络这样向上连接，这个𝑎反向连接就依次反向向前连接（上图编号 2 所

示）。这样，这个网络就构成了一个无环图。给定一个输入序列𝑥<1>到𝑥<4>，这个序列首先

计算前向的�⃗⃗� 
<1>

，然后计算前向的�⃗⃗� 
<2>

，接着�⃗⃗� 
<3>

，�⃗⃗� 
<4>

。而反向序列从计算�⃗⃗⃖�
<4>

开始，

反向进行，计算反向的�⃗⃗⃖�
<3>

。你计算的是网络激活值，这不是反向而是前向的传播，而图中

这个前向传播一部分计算是从左到右，一部分计算是从右到左。计算完了反向的�⃗⃗⃖�
<3>

，可以

用这些激活值计算反向的�⃗⃗⃖�
<2>

，然后是反向的�⃗⃗⃖�
<1>

，把所有这些激活值都计算完了就可以计

算预测结果了。 

 

举个例子，为了预测结果，你的网络会有如�̂�
<𝑡>

，�̂�
<𝑡>

= 𝑔(𝑊𝑔[�⃗⃗� 
<𝑡>

, �⃗⃗⃖�
<𝑡>
] + 𝑏𝑦)（上

图编号 1 所示）。比如你要观察时间 3 这里的预测结果，信息从𝑥<1>过来，流经这里，前向

的�⃗⃗� 
<1>

到前向的�⃗⃗� 
<2>

，这些函数里都有表达，到前向的�⃗⃗� 
<3>

再到�̂�
<3>

（上图编号 2 所示的
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路径），所以从𝑥<1>，𝑥<2>，𝑥<3>来的信息都会考虑在内，而从𝑥<4>来的信息会流过反向的

�⃗⃗⃖�
<4>

，到反向的�⃗⃗⃖�
<3>

再到�̂�
<3>

（上图编号 3 所示的路径）。这样使得时间 3 的预测结果不

仅输入了过去的信息，还有现在的信息，这一步涉及了前向和反向的传播信息以及未来的信

息。给定一个句子"He said Teddy Roosevelt..."来预测 Teddy 是不是人名的一部分，你需要同

时考虑过去和未来的信息。 

这就是双向循环神经网络，并且这些基本单元不仅仅是标准 RNN 单元，也可以是 GRU

单元或者 LSTM 单元。事实上，很多的 NLP 问题，对于大量有自然语言处理问题的文本，有

LSTM 单元的双向 RNN 模型是用的最多的。所以如果有 NLP 问题，并且文本句子都是完整

的，首先需要标定这些句子，一个有 LSTM 单元的双向 RNN 模型，有前向和反向过程是一

个不错的首选。 

以上就是双向 RNN 的内容，这个改进的方法不仅能用于基本的 RNN 结构，也能用于

GRU 和 LSTM。通过这些改变，你就可以用一个用 RNN 或 GRU 或 LSTM 构建的模型，并且

能够预测任意位置，即使在句子的中间，因为模型能够考虑整个句子的信息。这个双向 RNN

网络模型的缺点就是你需要完整的数据的序列，你才能预测任意位置。比如说你要构建一个

语音识别系统，那么双向 RNN 模型需要你考虑整个语音表达，但是如果直接用这个去实现

的话，你需要等待这个人说完，然后获取整个语音表达才能处理这段语音，并进一步做语音

识别。对于实际的语音识别的应用通常会有更加复杂的模块，而不是仅仅用我们见过的标准

的双向 RNN 模型。但是对于很多自然语言处理的应用，如果你总是可以获取整个句子，这

个标准的双向 RNN 算法实际上很高效。 

这就是双向 RNN，下一个视频，也是这周的最后一个，我们会讨论如何用这些概念，标

准的 RNN，LSTM 单元，GRU 单元，还有双向的版本，构建更深的网络。 
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1.12 深层循环神经网络（Deep RNNs） 

目前你学到的不同 RNN 的版本，每一个都可以独当一面。但是要学习非常复杂的函数，

通常我们会把 RNN 的多个层堆叠在一起构建更深的模型。这节视频里我们会学到如何构建

这些更深的 RNN。 

一个标准的神经网络，首先是输入𝑥，然后堆叠上隐含层，所以这里应该有激活值，比

如说第一层是𝑎[1]，接着堆叠上下一层，激活值𝑎[2]，可以再加一层𝑎[3]，然后得到预测值�̂�。

深层的 RNN 网络跟这个有点像，用手画的这个网络（下图编号 1 所示），然后把它按时间

展开就是了，我们看看。 

 

这是我们一直见到的标准的 RNN（上图编号 3 所示方框内的 RNN），只是我把这里的

符号稍微改了一下，不再用原来的𝑎<0>表示 0 时刻的激活值了，而是用𝑎[1]<0>来表示第一层

（上图编号 4 所示），所以我们现在用𝑎[𝑙]<𝑡>来表示第 l 层的激活值，这个<t>表示第𝑡个时

间点，这样就可以表示。第一层第一个时间点的激活值𝑎[1]<1>，这（𝑎[1]<2>）就是第一层第

二个时间点的激活值，𝑎[1]<3>和𝑎[1]<4>。然后我们把这些（上图编号 4 方框内所示的部分）

堆叠在上面，这就是一个有三个隐层的新的网络。 

我们看个具体的例子，看看这个值（𝑎[2]<3>，上图编号 5 所示）是怎么算的。激活值

𝑎[2]<3>有两个输入，一个是从下面过来的输入（上图编号 6 所示），还有一个是从左边过来

的输入（上图编号 7 所示），𝑎[2]<3> = 𝑔(𝑊𝑎
[2][𝑎[2]<2>, 𝑎[1]<3>] + 𝑏𝑎

[2])，这就是这个激活值

的计算方法。参数𝑊𝑎
[2]和𝑏𝑎

[2]在这一层的计算里都一样，相对应地第一层也有自己的参数𝑊𝑎
[1]

和𝑏𝑎
[1]。 
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对于像左边这样标准的神经网络，你可能见过很深的网络，甚至于 100 层深，而对于

RNN 来说，有三层就已经不少了。由于时间的维度，RNN 网络会变得相当大，即使只有很

少的几层，很少会看到这种网络堆叠到 100 层。但有一种会容易见到，就是在每一个上面堆

叠循环层，把这里的输出去掉（上图编号 1 所示），然后换成一些深的层，这些层并不水平

连接，只是一个深层的网络，然后用来预测𝑦<1>。同样这里（上图编号 2 所示）也加上一个

深层网络，然后预测𝑦<2>。这种类型的网络结构用的会稍微多一点，这种结构有三个循环单

元，在时间上连接，接着一个网络在后面接一个网络，当然𝑦<3>和𝑦<4>也一样，这是一个深

层网络，但没有水平方向上的连接，所以这种类型的结构我们会见得多一点。通常这些单元

（上图编号 3 所示）没必要非是标准的 RNN，最简单的 RNN 模型，也可以是 GRU 单元或者

LSTM 单元，并且，你也可以构建深层的双向 RNN 网络。由于深层的 RNN 训练需要很多计

算资源，需要很长的时间，尽管看起来没有多少循环层，这个也就是在时间上连接了三个深

层的循环层，你看不到多少深层的循环层，不像卷积神经网络一样有大量的隐含层。 

这就是深层 RNN 的内容，从基本的 RNN 网络，基本的循环单元到 GRU，LSTM，再到双

向 RNN，还有深层版的模型。这节课后，你已经可以构建很不错的学习序列的模型了。 
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第二周 自然语言处理与词嵌入（Natural Language Processing 

and Word Embeddings） 

2.1 词汇表征（Word Representation） 

上周我们学习了 RNN、GRU 单元和 LSTM 单元。本周你会看到我们如何把这些知识用到

NLP 上，用于自然语言处理，深度学习已经给这一领域带来了革命性的变革。其中一个很关

键的概念就是词嵌入（word embeddings），这是语言表示的一种方式，可以让算法自动的

理解一些类似的词，比如男人对女人，比如国王对王后，还有其他很多的例子。通过词嵌入

的概念你就可以构建 NLP 应用了，即使你的模型标记的训练集相对较小。这周的最后我们

会消除词嵌入的偏差，就是去除不想要的特性，或者学习算法有时会学到的其他类型的偏差。 

 

现在我们先开始讨论词汇表示，目前为止我们一直都是用词汇表来表示词，上周提到的

词汇表，可能是 10000 个单词，我们一直用 one-hot 向量来表示词。比如如果 man（上图编

号 1 所示）在词典里是第 5391 个，那么就可以表示成一个向量，只在第 5391 处为 1（上图

编号 2 所示），我们用𝑂5391代表这个量，这里的𝑂代表 one-hot。接下来，如果 woman 是编

号 9853（上图编号 3 所示），那么就可以用𝑂9853来表示，这个向量只在 9853 处为 1（上图

编号 4 所示），其他为 0，其他的词 king、queen、apple、orange 都可以这样表示出来这种

表示方法的一大缺点就是它把每个词孤立起来，这样使得算法对相关词的泛化能力不强。 

举个例子，假如你已经学习到了一个语言模型，当你看到“I want a glass of orange ___”，
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那么下一个词会是什么？很可能是 juice。即使你的学习算法已经学到了“I want a glass of 

orange juice”这样一个很可能的句子，但如果看到“I want a glass of apple ___”，因为算法不

知道 apple 和 orange 的关系很接近，就像 man 和 woman，king 和 queen 一样。所以算法很

难从已经知道的 orange juice 是一个常见的东西，而明白 apple juice 也是很常见的东西或者

说常见的句子。这是因为任何两个 one-hot 向量的内积都是 0，如果你取两个向量，比如 king

和 queen，然后计算它们的内积，结果就是 0。如果用 apple 和 orange 来计算它们的内积，

结果也是 0。很难区分它们之间的差别，因为这些向量内积都是一样的，所以无法知道 apple

和 orange 要比 king 和 orange，或者 queen 和 orange 相似地多。 

换一种表示方式会更好，如果我们不用 one-hot 表示，而是用特征化的表示来表示每个

词，man，woman，king，queen，apple，orange 或者词典里的任何一个单词，我们学习这

些词的特征或者数值。 

 

举个例子，对于这些词，比如我们想知道这些词与 Gender（性别）的关系。假定男性

的性别为-1，女性的性别为+1，那么 man 的性别值可能就是-1，而 woman 就是-1。最终根

据经验 king 就是-0.95，queen 是+0.97，apple 和 orange 没有性别可言。 

另一个特征可以是这些词有多 Royal（高贵），所以这些词，man，woman 和高贵没太

关系，所以它们的特征值接近 0。而 king 和 queen 很高贵，apple 和 orange 跟高贵也没太大

关系。 

那么 Age（年龄）呢？man 和 woman 一般没有年龄的意思，也许 man 和 woman 隐含

着成年人的意思，但也可能是介于 young 和 old 之间，所以它们（man 和 woman）的值也

接近 0。而通常 king 和 queen 都是成年人，apple 和 orange 跟年龄更没什么关系了。 
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还有一个特征，这个词是否是 Food（食物），man 不是食物，woman 不是食物，king

和 queen 也不是，但 apple 和 orange 是食物。 

当然还可以有很多的其他特征，从 Size（尺寸大小），Cost（花费多少），这个东西是

不是 alive（活的），是不是一个 Action（动作），或者是不是 Noun（名词）或者是不是 Verb

（动词），还是其他的等等。 

所以你可以想很多的特征，为了说明，我们假设有 300 个不同的特征，这样的话你就有

了这一列数字（上图编号 1 所示），这里我只写了 4 个，实际上是 300 个数字，这样就组成

了一个 300 维的向量来表示 man 这个词。接下来，我想用𝑒5391这个符号来表示，就像这样

（上图编号 2 所示）。同样这个 300 维的向量，我用𝑒9853代表这个 300 维的向量用来表示

woman 这个词（上图编号 3 所示），这些其他的例子也一样。现在，如果用这种表示方法

来表示 apple 和 orange 这些词，那么 apple 和 orange 的这种表示肯定会非常相似，可能有

些特征不太一样，因为 orange 的颜色口味，apple 的颜色口味，或者其他的一些特征会不太

一样，但总的来说 apple 和 orange 的大部分特征实际上都一样，或者说都有相似的值。这

样对于已经知道 orange juice 的算法很大几率上也会明白 apple juice 这个东西，这样对于不

同的单词算法会泛化的更好。 

后面的几个视频，我们会找到一个学习词嵌入的方式，这里只是希望你能理解这种高维

特征的表示能够比 one-hot 更好的表示不同的单词。而我们最终学习的特征不会像这里一样

这么好理解，没有像第一个特征是性别，第二个特征是高贵，第三个特征是年龄等等这些，

新的特征表示的东西肯定会更难搞清楚。尽管如此，接下来要学的特征表示方法却能使算法

高效地发现 apple 和 orange 会比 king 和 orange，queen 和 orange 更加相似。 
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如果我们能够学习到一个 300 维的特征向量，或者说 300 维的词嵌入，通常我们可以做

一件事，把这 300 维的数据嵌入到一个二维空间里，这样就可以可视化了。常用的可视化算

法是 t-SNE 算法，来自于 Laurens van der Maaten 和 Geoff Hinton 的论文。如果观察这种词

嵌入的表示方法，你会发现 man 和 woman 这些词聚集在一块（上图编号 1 所示），king 和

queen 聚集在一块（上图编号 2 所示），这些都是人，也都聚集在一起（上图编号 3 所示）。

动物都聚集在一起（上图编号 4 所示），水果也都聚集在一起（上图编号 5 所示），像 1、

2、3、4 这些数字也聚集在一起（上图编号 6 所示）。如果把这些生物看成一个整体，他们

也聚集在一起（上图编号 7 所示）。 

在网上你可能会看到像这样的图用来可视化，300 维或者更高维度的嵌入。希望你能有

个整体的概念，这种词嵌入算法对于相近的概念，学到的特征也比较类似，在对这些概念可

视化的时候，这些概念就比较相似，最终把它们映射为相似的特征向量。这种表示方式用的

是在 300 维空间里的特征表示，这叫做嵌入（embeddings）。之所以叫嵌入的原因是，你可

以想象一个 300 维的空间，我画不出来 300 维的空间，这里用个 3 维的代替（上图编号 8 所

示）。现在取每一个单词比如 orange，它对应一个 3 维的特征向量，所以这个词就被嵌在这

个 300 维空间里的一个点上了（上图编号 9 所示），apple 这个词就被嵌在这个 300 维空间

的另一个点上了（上图编号 10 所示）。为了可视化，t-SNE 算法把这个空间映射到低维空

间，你可以画出一个 2 维图像然后观察，这就是这个术语嵌入的来源。 

词嵌入已经是 NLP 领域最重要的概念之一了，在自然语言处理领域。本节视频中你已

经知道为什么要学习或者使用词嵌入了，下节视频我们会深入讲解如何用这些算法构建 NLP

算法。 
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2.2 使用词嵌入（Using Word Embeddings） 

上一个视频中，你已经了解不同单词的特征化表示了。这节你会看到我们如何把这种表

示方法应用到 NLP 应用中。 

我们从一个例子开始，我们继续用命名实体识别的例子，如果你要找出人名，假如有一

个句子：“Sally Johnson is an orange farmer.”（Sally Johnson 是一个种橙子的农民），你会发

现 Sally Johnson 就是一个人名，所以这里的输出为 1。之所以能确定 Sally Johnson 是一个人

名而不是一个公司名，是因为你知道种橙子的农民一定是一个人，前面我们已经讨论过用

one-hot 来表示这些单词，𝑥<1> ，𝑥<2>等等。 

 

但是如果你用特征化表示方法，嵌入的向量，也就是我们在上个视频中讨论的。那么用

词嵌入作为输入训练好的模型，如果你看到一个新的输入：“Robert Lin is an apple farmer.”

（Robert Lin 是一个种苹果的农民），因为知道 orange 和 apple 很相近，那么你的算法很容

易就知道 Robert Lin 也是一个人，也是一个人的名字。一个有意思的情况是，要是测试集里

这句话不是“Robert Lin is an apple farmer.”，而是不太常见的词怎么办？要是你看到：“Robert 

Lin is a durian cultivator.”（Robert Lin 是一个榴莲培育家）怎么办？榴莲（durian）是一种比

较稀罕的水果，这种水果在新加坡和其他一些国家流行。如果对于一个命名实体识别任务，

你只有一个很小的标记的训练集，你的训练集里甚至可能没有 durian（榴莲）或者 cultivator

（培育家）这两个词。但是如果你有一个已经学好的词嵌入，它会告诉你 durian（榴莲）是

水果，就像 orange（橙子）一样，并且 cultivator（培育家），做培育工作的人其实跟 farmer

（农民）差不多，那么你就有可能从你的训练集里的“an orange farmer”（种橙子的农民）归
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纳出“a durian cultivator”（榴莲培育家）也是一个人。 

词嵌入能够达到这种效果，其中一个原因就是学习词嵌入的算法会考察非常大的文本集，

也许是从网上找到的，这样你可以考察很大的数据集可以是 1 亿个单词，甚至达到 100 亿也

都是合理的，大量的无标签的文本的训练集。通过考察大量的无标签文本，很多都是可以免

费下载的，你可以发现 orange（橙子）和 durian（榴莲）相近，farmer（农民）和 cultivator

（培育家）相近。因此学习这种嵌入表达，把它们都聚集在一块，通过读取大量的互联网文

本发现了 orange（橙子）和 durian（榴莲）都是水果。接下来你可以把这个词嵌入应用到你

的命名实体识别任务当中，尽管你只有一个很小的训练集，也许训练集里有100,000个单词，

甚至更小，这就使得你可以使用迁移学习，把你从互联网上免费获得的大量的无标签文本中

学习到的知识，能够分辨 orange（橙子）、apple（苹果）和 durian（榴莲）都是水果的知

识，然后把这些知识迁移到一个任务中，比如你只有少量标记的训练数据集的命名实体识别

任务中。当然了，这里为了简化我只画了单向的 RNN，事实上如果你想用在命名实体识别任

务上，你应该用一个双向的 RNN，而不是这样一个简单的。 

 

总结一下，这是如何用词嵌入做迁移学习的步骤。 

第一步，先从大量的文本集中学习词嵌入。一个非常大的文本集，或者可以下载网上预

训练好的词嵌入模型，网上你可以找到不少，词嵌入模型并且都有许可。 

第二步，你可以用这些词嵌入模型把它迁移到你的新的只有少量标注训练集的任务中，

比如说用这个 300 维的词嵌入来表示你的单词。这样做的一个好处就是你可以用更低维度

的特征向量代替原来的 10000 维的 one-hot 向量，现在你可以用一个 300 维更加紧凑的向

量。尽管 one-hot 向量很快计算，而学到的用于词嵌入的 300 维的向量会更加紧凑。 

第三步，当你在你新的任务上训练模型时，在你的命名实体识别任务上，只有少量的标

记数据集上，你可以自己选择要不要继续微调，用新的数据调整词嵌入。实际中，只有这个
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第二步中有很大的数据集你才会这样做，如果你标记的数据集不是很大，通常我不会在微调

词嵌入上费力气。 

当你的任务的训练集相对较小时，词嵌入的作用最明显，所以它广泛用于 NLP 领域。我

只提到一些，不要太担心这些术语（下问列举的一些 NLP 任务），它已经用在命名实体识

别，用在文本摘要，用在文本解析、指代消解，这些都是非常标准的 NLP 任务。 

词嵌入在语言模型、机器翻译领域用的少一些，尤其是你做语言模型或者机器翻译任务

时，这些任务你有大量的数据。在其他的迁移学习情形中也一样，如果你从某一任务 A 迁移

到某个任务 B，只有 A 中有大量数据，而 B 中数据少时，迁移的过程才有用。所以对于很多

NLP 任务这些都是对的，而对于一些语言模型和机器翻译则不然。 

 

最后，词嵌入和人脸编码之间有奇妙的关系，你已经在前面的课程学到了关于人脸编码

的知识了，如果你上了卷积神经网络的课程的话。你应该还记得对于人脸识别，我们训练了

一个 Siamese 网络结构，这个网络会学习不同人脸的一个 128 维表示，然后通过比较编码结

果来判断两个图片是否是同一个人脸，这个词嵌入的意思和这个差不多。在人脸识别领域大

家喜欢用编码这个词来指代这些向量𝑓(𝑥(𝑖))，𝑓(𝑥(𝑗))（上图编号 1 所示），人脸识别领域和

这里的词嵌入有一个不同就是，在人脸识别中我们训练一个网络，任给一个人脸照片，甚至

是没有见过的照片，神经网络都会计算出相应的一个编码结果。上完后面几节课，你会更明

白，我们学习词嵌入则是有一个固定的词汇表，比如 10000 个单词，我们学习向量𝑒1到𝑒10000，

学习一个固定的编码，每一个词汇表的单词的固定嵌入，这就是人脸识别与我们接下来几节

视频要讨论的算法之间的一个不同之处。这里的术语编码（encoding）和嵌入（embedding）

可以互换，所以刚才讲的差别不是因为术语不一样，这个差别就是，人脸识别中的算法未来
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可能涉及到海量的人脸照片，而自然语言处理有一个固定的词汇表，而像一些没有出现过的

单词我们就记为未知单词。 

这节视频里，你看到如何用词嵌入来实现这种类型的迁移学习，并且通过替换原来的

one-hot 表示，而是用之前的嵌入的向量，你的算法会泛化的更好，你也可以从较少的标记

数据中进行学习。接下来我会给你展示一些词嵌入的特性，这之后再讨论学习这些词嵌入的

算法。下个视频我们会看到词嵌入在做类比推理中发挥的作用。 
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2.3 词嵌入的特性（Properties of Word Embeddings） 

到现在，你应该明白了词嵌入是如何帮助你构建自然语言处理应用的。词嵌入还有一个

迷人的特性就是它还能帮助实现类比推理，尽管类比推理可能不是自然语言处理应用中最重

要的，不过它能帮助人们理解词嵌入做了什么，以及词嵌入能够做什么，让我们来一探究竟。 

这是一系列你希望词嵌入可以捕捉的单词的特征表示，假如我提出一个问题，man 如果

对应 woman，那么 king 应该对应什么？你们应该都能猜到 king 应该对应 queen。能否有一

种算法来自动推导出这种关系，下面就是实现的方法。 

 

我们用一个四维向量来表示 man，我们用𝑒5391来表示，不过在这节视频中我们先把它

（上图编号 1 所示）称为𝑒man，而旁边这个（上图编号 2 所示）表示 woman 的嵌入向量，

称它为𝑒woman，对 king 和 queen 也是用一样的表示方法。在该例中，假设你用的是四维的

嵌入向量，而不是比较典型的 50 到 1000 维的向量。这些向量有一个有趣的特性，就是假如

你有向量𝑒man和𝑒woman，将它们进行减法运算，即 

𝑒man − 𝑒woman = [

−1
0.01
0.03
0.09

] − [

1
0.02
0.02
0.01

] = [

−2
−0.01
0.01
0.08

] ≈ [

−2
0
0
0

]   

类似的，假如你用𝑒king减去𝑒queen，最后也会得到一样的结果，即 

𝑒king − 𝑒queen = [

−0.95
0.93
0.70
0.02

] − [

0.97
0.95
0.69
0.01

] = [

−1.92
−0.02
0.01
0.01

] ≈ [

−2
0
0
0

]   

这个结果表示，man 和 woman 主要的差异是 gender（性别）上的差异，而 king 和 queen

之间的主要差异，根据向量的表示，也是 gender（性别）上的差异，这就是为什么𝑒man −
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𝑒woman和𝑒king − 𝑒queen结果是相同的。所以得出这种类比推理的结论的方法就是，当算法被

问及 man 对 woman 相当于 king 对什么时，算法所做的就是计算𝑒man − 𝑒woman，然后找出

一个向量也就是找出一个词，使得𝑒man − 𝑒woman≈ 𝑒king − 𝑒?，也就是说，当这个新词是 queen

时，式子的左边会近似地等于右边。这种思想首先是被 Tomas Mikolov 和 Wen-tau Yih 还有

Geoffrey Zweig 提出的，这是词嵌入领域影响力最为惊人和显著的成果之一，这种思想帮助

了研究者们对词嵌入领域建立了更深刻的理解。 

（ Mikolov T, Yih W T, Zweig G. Linguistic regularities in continuous space word 

representations[J]. In HLT-NAACL, 2013.） 

 

让我们来正式地探讨一下应该如何把这种思想写成算法。在图中，词嵌入向量在一个可

能有 300 维的空间里，于是单词 man 代表的就是空间中的一个点，另一个单词 woman 代表

空间另一个点，单词 king 也代表一个点，还有单词 queen 也在另一点上（上图编号 1 方框

内所示的点）。事实上，我们在上个幻灯片所展示的就是向量 man 和 woman 的差值非常接

近于向量 king 和 queen 之间的差值，我所画的这个箭头（上图编号 2 所示）代表的就是向

量在 gender（性别）这一维的差，不过不要忘了这些点是在 300 维的空间里。为了得出这样

的类比推理，计算当 man 对于 woman，那么 king 对于什么，你能做的就是找到单词 w 来

使得，𝑒man − 𝑒woman ≈ 𝑒king − 𝑒𝑤这个等式成立，你需要的就是找到单词 w 来最大化𝑒𝑤与

𝑒king − 𝑒man + 𝑒woman的相似度，即 

𝐹𝑖𝑛𝑑 𝑤𝑜𝑟𝑑 𝑤: 𝑎𝑟𝑔𝑚𝑎𝑥 𝑆𝑖𝑚(𝑒𝑤 , 𝑒king − 𝑒man + 𝑒woman) 

所以我做的就是我把这个𝑒𝑤全部放到等式的一边，于是等式的另一边就会是𝑒king −
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𝑒man + 𝑒woman。我们有一些用于测算𝑒𝑤和𝑒king − 𝑒man + 𝑒woman之间的相似度的函数，然后

通过方程找到一个使得相似度最大的单词，如果结果理想的话会得到单词 queen。值得注意

的是这种方法真的有效，如果你学习一些词嵌入，通过算法来找到使得相似度最大化的单词

w，你确实可以得到完全正确的答案。不过这取决于过程中的细节，如果你查看一些研究论

文就不难发现，通过这种方法来做类比推理准确率大概只有 30%~75%，只要算法猜中了单

词，就把该次计算视为正确，从而计算出准确率，在该例子中，算法选出了单词 queen。 

 

在继续下一步之前，我想再说明一下左边的这幅图（上图编号 1 所示），在之前我们谈

到过用 t-SNE 算法来将单词可视化。t-SNE 算法所做的就是把这些 300 维的数据用一种非线

性的方式映射到 2 维平面上，可以得知 t-SNE 中这种映射很复杂而且很非线性。在进行 t-SNE

映射之后，你不能总是期望使等式成立的关系，会像左边那样成一个平行四边形，尽管在这

个例子最初的 300 维的空间内你可以依赖这种平行四边形的关系来找到使等式成立的一对

类比，通过 t-SNE 算法映射出的图像可能是正确的。但在大多数情况下，由于 t-SNE 的非线

性映射，你就没法再指望这种平行四边形了，很多这种平行四边形的类比关系在 t-SNE 映射

中都会失去原貌。 

现在，再继续之前，我想再快速地列举一个最常用的相似度函数，这个最常用的相似度

函数叫做余弦相似度。这是我们上个幻灯片所得到的等式（下图编号 1 所示），在余弦相似

度中，假如在向量𝑢和𝑣之间定义相似度:sim(𝑢, 𝑣) =
𝑢𝑇𝑣

||𝑢||
2
||𝑣||

2

 

现在我们先不看分母，分子其实就是𝑢和𝑣的内积。如果 u 和 v 非常相似，那么它们的

内积将会很大，把整个式子叫做余弦相似度，其实就是因为该式是𝑢和𝑣的夹角的余弦值，所

以这个角（下图编号 2 所示）就是 Φ 角，这个公式实际就是计算两向量夹角 Φ 角的余弦。

你应该还记得在微积分中，Φ 角的余弦图像是这样的（下图编号 3 所示），所以夹角为 0 度

时，余弦相似度就是 1，当夹角是 90 度角时余弦相似度就是 0，当它们是 180 度时，图像完
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全跑到了相反的方向，这时相似度等于-1，这就是为什么余弦相似度对于这种类比工作能起

到非常好的效果。 距离用平方距离或者欧氏距离来表示:||𝑢 − 𝑣||
2
  

 

参考资料：余弦相似度 为了测量两个词的相似程度，我们需要一种方法来测量两个词的两

个嵌入向量之间的相似程度。给定两个向量 𝑢和 𝑣，余弦相似度定义如下：  

2 2

.
( , ) ( )

|| || || ||

u v
CosineSimilarity u v cos

u v
    

其中 𝑢. 𝑣 是两个向量的点积（或内积），||𝑢||2是向量𝑢的范数（或长度），并且 𝜃 是

向量𝑢和𝑣之间的角度。这种相似性取决于角度在向量𝑢和𝑣之间。如果向量𝑢和𝑣非常相似，

它们的余弦相似性将接近 1; 如果它们不相似，则余弦相似性将取较小的值。 

 

图 1：两个向量之间角度的余弦是衡量它们有多相似的指标，角度越小，两个向量越相似。 

从学术上来说，比起测量相似度，这个函数更容易测量的是相异度，所以我们需要对其

取负，这个函数才能正常工作，不过我还是觉得余弦相似度用得更多一点，这两者的主要区

别是它们对𝑢和𝑣之间的距离标准化的方式不同。 
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词嵌入的一个显著成果就是，可学习的类比关系的一般性。举个例子，它能学会 man 对

于 woman 相当于 boy 对于 girl，因为 man 和 woman 之间和 king 和 queen 之间，还有 boy

和 girl 之间的向量差在 gender（性别）这一维都是一样的。它还能学习 Canada（加拿大）

的首都是 Ottawa（渥太华），而渥太华对于加拿大相当于 Nairobi（内罗毕）对于 Kenya（肯

尼亚），这些都是国家中首都城市名字。它还能学习 big 对于 bigger 相当于 tall 对于 taller，

还能学习 Yen（円）对于 Janpan（日本），円是日本的货币单位，相当于 Ruble（卢比）对

于 Russia（俄罗斯）。这些东西都能够学习，只要你在大型的文本语料库上实现一个词嵌入

学习算法，只要从足够大的语料库中进行学习，它就能自主地发现这些模式。 

在本节视频中，你见到了词嵌入是如何被用于类比推理的，可能你不会自己动手构建一

个类比推理系统作为一项应用，不过希望在这些可学习的类特征的表示方式能够给你一些直

观的感受。你还看知道了余弦相似度可以作为一种衡量两个词嵌入向量间相似度的办法，我

们谈了许多有关这些嵌入的特性，以及如何使用它们。下节视频中，我们来讨论如何真正的

学习这些词嵌入。 
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2.4 嵌入矩阵（Embedding Matrix） 

接下来我们要将学习词嵌入这一问题具体化，当你应用算法来学习词嵌入时，实际上是

学习一个嵌入矩阵，我们来看一下这是什么意思。 

和之前一样，假设我们的词汇表含有 10,000 个单词，词汇表里有 a，aaron，orange，

zulu，可能还有一个未知词标记<UNK>。我们要做的就是学习一个嵌入矩阵𝐸，它将是一个

300×10,000 的矩阵，如果你的词汇表里有 10,000 个，或者加上未知词就是 10,001 维。这个

矩阵的各列代表的是词汇表中 10,000 个不同的单词所代表的不同向量。假设 orange 的单词

编号是 6257（下图编号 1 所示），代表词汇表中第 6257 个单词，我们用符号𝑂6527 来表示

这个 one-hot 向量，这个向量除了第 6527 个位置上是 1（下图编号 2 所示），其余各处都为

0，显然它是一个 10,000 维的列向量，它只在一个位置上有 1，它不像图上画的那么短，它

的高度应该和左边的嵌入矩阵的宽度相等。 

 

假设这个嵌入矩阵叫做矩阵𝐸，注意如果用𝐸去乘以右边的 one-hot 向量（上图编号 3 所

示），也就是𝑂6527，那么就会得到一个 300 维的向量，𝐸是 300×10,000 的，𝑂6527是 10,000×1

的，所以它们的积是 300×1 的，即 300 维的向量。要计算这个向量的第一个元素，你需要做

的是把𝐸的第一行（上图编号 4 所示）和𝑂6527的整列相乘，不过𝑂6527的所有元素都是 0，只

有 6257 位置上是 1，最后你得到的这个向量的第一个元素（上图编号 5 所示）就是 orange

这一列下的数字（上图编号 6 所示）。然后我们要计算这个向量的第二个元素，就是把𝐸的

第二行（上图编号 7 所示）和这个𝑂6527相乘，和之前一样，然后得到第二个元素（上图编

号 8 所示），以此类推，直到你得到这个向量剩下的所有元素（上图编号 9 所示）。 

这就是为什么把矩阵𝐸和这个one-hot向量相乘，最后得到的其实就是这个300维的列，
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就是单词 orange 下的这一列，它等于𝑒6257，这个符号是我们用来表示这个 300×1 的嵌入向

量的符号，它表示的单词是 orange。 

 

更广泛来说，假如说有某个单词 w，那么𝑒𝑤就代表单词 w 的嵌入向量。同样，𝐸𝑂𝑗，𝑂𝑗

就是只有第𝑗个位置是 1 的 one-hot 向量，得到的结果就是𝑒𝑗，它表示的是字典中单词 j 的嵌

入向量。 

在这一小节中，要记住的一件事就是我们的目标是学习一个嵌入矩阵𝐸。在下节视频中

你将会随机地初始化矩阵𝐸，然后使用梯度下降法来学习这个 300×10,000 的矩阵中的各个参

数，𝐸乘以这个 one-hot 向量（上图编号 1 所示）会得到嵌入向量。再多说一点，当我们写

这个等式（上图编号 2 所示）的时候，写出这些符号是很方便的，代表用矩阵𝐸乘以 one-hot

向量𝑂𝑗。但当你动手实现时，用大量的矩阵和向量相乘来计算它，效率是很低下的，因为 one-

hot 向量是一个维度非常高的向量，并且几乎所有元素都是 0，所以矩阵向量相乘效率太低，

因为我们要乘以一大堆的 0。所以在实践中你会使用一个专门的函数来单独查找矩阵𝐸的某

列，而不是用通常的矩阵乘法来做，但是在画示意图时（上图所示，即矩阵𝐸乘以 one-hot 向

量示意图），这样写比较方便。但是例如在 Keras 中就有一个嵌入层，然后我们用这个嵌入

层更有效地从嵌入矩阵中提取出你需要的列，而不是对矩阵进行很慢很复杂的乘法运算。 

在本视频中你见到了在学习嵌入向量的过程中用来描述这些算法的符号以及关键术语，

矩阵𝐸它包含了词汇表中所有单词的嵌入向量。在下节视频中，我们将讨论学习矩阵𝐸的具

体算法。 



第五门课 序列模型(Sequence Models)-第二周 自然语言处理与词嵌入（Natural Language Processing and 

Word Embeddings） 

587 
 

2.5 学习词嵌入（Learning Word Embeddings） 

在本节视频中，你将要学习一些具体的算法来学习词嵌入。在深度学习应用于学习词嵌

入的历史上，人们一开始使用的算法比较复杂，但随着时间推移，研究者们不断发现他们能

用更加简单的算法来达到一样好的效果，特别是在数据集很大的情况下。但有一件事情就是，

现在很多最流行的算法都十分简单，如果我一开始就介绍这些简单的算法，你可能会觉得这

有点神奇，这么简单的算法究竟是怎么起作用的？稍微复杂一些的算法开始，因为我觉得这

样更容易对算法的运作方式有一个更直观的了解，之后我们会对这些算法进行简化，使你能

够明白即使一些简单的算法也能得到非常好的结果，我们开始吧。 

假如你在构建一个语言模型，并且用神经网络来实现这个模型。于是在训练过程中，你

可能想要你的神经网络能够做到比如输入：“I want a glass of orange ___.”，然后预测这句话

的下一个词。在每个单词下面，我都写上了这些单词对应词汇表中的索引。实践证明，建立

一个语言模型是学习词嵌入的好方法，我提出的这些想法是源于 Yoshua Bengio，Rejean 

Ducharme，Pascal Vincent，Rejean Ducharme，Pascal Vincent 还有 Christian Jauvin。 

 

下面我将介绍如何建立神经网络来预测序列中的下一个单词，让我为这些词列一个表格，

“I want a glass of orange”，我们从第一个词 I 开始，建立一个 one-hot 向量表示这个单词 I。

这是一个 one-hot 向量（上图编号 1 所示），在第 4343 个位置是 1，它是一个 10,000 维的

向量。然后要做的就是生成一个参数矩阵𝐸，然后用𝐸乘以𝑂4343，得到嵌入向量𝑒4343，这一

步意味着𝑒4343是由矩阵𝐸乘以 one-hot 向量得到的（上图编号 2 所示）。然后我们对其他的

词也做相同的操作，单词 want 在第 9665 个，我们将𝐸与这个 one-hot 向量（𝑂9665）相乘得
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到嵌入向量𝑒9665。对其他单词也是一样，a 是字典中的第一个词，因为 a 是第一个字母，由

𝑂1得到𝑒1。同样地，其他单词也这样操作。 

于是现在你有许多 300 维的嵌入向量。我们能做的就是把它们全部放进神经网络中（上

图编号 3 所示），经过神经网络以后再通过 softmax 层（上图编号 4 所示），这个 softmax

也有自己的参数，然后这个 softmax 分类器会在 10,000 个可能的输出中预测结尾这个单词。

假如说在训练集中有 juice 这个词，训练过程中 softmax 的目标就是预测出单词 juice，就是

结尾的这个单词。这个隐藏层（上图编号 3 所示）有自己的参数，我这里用𝑊[1]和𝑏[1]来表

示，这个 softmax 层（上图编号 4 所示）也有自己的参数𝑊[2]和𝑏[2]。如果它们用的是 300

维大小的嵌入向量，而这里有 6 个词，所以用 6×300，所以这个输入会是一个 1800 维的向

量，这是通过将这 6 个嵌入向量堆在一起得到的。 

 

实际上更常见的是有一个固定的历史窗口，举个例子，你总是想预测给定四个单词（上

图编号 1 所示）后的下一个单词，注意这里的 4 是算法的超参数。这就是如何适应很长或者

很短的句子，方法就是总是只看前 4 个单词，所以说我只用这 4 个单词（上图编号 2 所示）

而不去看这几个词（上图编号 3 所示）。如果你一直使用一个 4 个词的历史窗口，这就意味

着你的神经网络会输入一个 1200 维的特征变量到这个层中（上图编号 4 所示），然后再通

过 softmax 来预测输出，选择有很多种，用一个固定的历史窗口就意味着你可以处理任意长

度的句子，因为输入的维度总是固定的。所以这个模型的参数就是矩阵𝐸，对所有的单词用

的都是同一个矩阵𝐸，而不是对应不同的位置上的不同单词用不同的矩阵。然后这些权重（上

图编号 5 所示）也都是算法的参数，你可以用反向传播来进行梯度下降来最大化训练集似

然，通过序列中给定的 4 个单词去重复地预测出语料库中下一个单词什么。 
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事实上通过这个算法能很好地学习词嵌入，原因是，如果你还记得我们的 orange jucie，

apple juice 的例子，在这个算法的激励下，apple 和 orange 会学到很相似的嵌入，这样做能

够让算法更好地拟合训练集，因为它有时看到的是 orange juice，有时看到的是 apple juice。

如果你只用一个 300 维的特征向量来表示所有这些词，算法会发现要想最好地拟合训练集，

就要使 apple（苹果）、orange（橘子）、grape（葡萄）和 pear（梨）等等，还有像 durian

（榴莲）这种很稀有的水果都拥有相似的特征向量。 

这就是早期最成功的学习词嵌入，学习这个矩阵𝐸的算法之一。现在我们先概括一下这

个算法，看看我们该怎样来推导出更加简单的算法。现在我想用一个更复杂的句子作为例子

来解释这些算法，假设在你的训练集中有这样一个更长的句子：“I want a glass of orange juice 

to go along with my cereal.”。我们在上个幻灯片看到的是算法预测出了某个单词 juice，我们

把它叫做目标词（下图编号 1 所示），它是通过一些上下文，在本例中也就是这前 4 个词

（下图编号 2 所示）推导出来的。如果你的目标是学习一个嵌入向量，研究人员已经尝试过

很多不同类型的上下文。如果你要建立一个语言模型，那么一般选取目标词之前的几个词作

为上下文。但如果你的目标不是学习语言模型本身的话，那么你可以选择其他的上下文。 

 

比如说，你可以提出这样一个学习问题，它的上下文是左边和右边的四个词，你可以把

目标词左右各 4 个词作为上下文（上图编号 3 所示）。这就意味着我们提出了一个这样的问

题，算法获得左边 4 个词，也就是 a glass of orange，还有右边四个词 to go along with，然后

要求预测出中间这个词（上图编号 4 所示）。提出这样一个问题，这个问题需要将左边的还

有右边这 4 个词的嵌入向量提供给神经网络，就像我们之前做的那样来预测中间的单词是

什么，来预测中间的目标词，这也可以用来学习词嵌入。 

或者你想用一个更简单的上下文，也许只提供目标词的前一个词，比如只给出 orange
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这个词来预测 orange 后面是什么（上图编号 5 所示），这将会是不同的学习问题。只给出

一个词 orange 来预测下一个词是什么（上图编号 6 所示），你可以构建一个神经网络，只

把目标词的前一个词或者说前一个词的嵌入向量输入神经网络来预测该词的下一个词。 

还有一个效果非常好的做法就是上下文是附近一个单词，它可能会告诉你单词 glass（上

图编号 7 所示）是一个邻近的单词。或者说我看见了单词 glass，然后附近有一个词和 glass

位置相近，那么这个词会是什么（上图编号 8 所示）？这就是用附近的一个单词作为上下

文。我们将在下节视频中把它公式化，这用的是一种 Skip-Gram 模型的思想。这是一个简单

算法的例子，因为上下文相当的简单，比起之前 4 个词，现在只有 1 个，但是这种算法依然

能工作得很好。 

研究者发现，如果你真想建立一个语言模型，用目标词的前几个单词作为上下文是常见

做法（上图编号 9 所示）。但如果你的目标是学习词嵌入，那么你就可以用这些其他类型的

上下文（上图编号 10 所示），它们也能得到很好的词嵌入。我会在下节视频详细介绍这些，

我们会谈到 Word2Vec 模型。 

总结一下，在本节视频中你学习了语言模型问题，模型提出了一个机器学习问题，即输

入一些上下文，例如目标词的前 4 个词然后预测出目标词，学习了提出这些问题是怎样帮助

学习词嵌入的。在下节视频，你将看到如何用更简单的上下文和更简单的算法来建立从上下

文到目标词的映射，这将让你能够更好地学习词嵌入，一起进入下节视频学习 Word2Vec 模

型。 

  



第五门课 序列模型(Sequence Models)-第二周 自然语言处理与词嵌入（Natural Language Processing and 

Word Embeddings） 

591 
 

2.6 Word2Vec 

在上个视频中你已经见到了如何学习一个神经语言模型来得到更好的词嵌入，在本视频

中你会见到 Word2Vec 算法，这是一种简单而且计算时更加高效的方式来学习这种类型的

嵌入，让我们来看看。 

 

本视频中的大多数的想法来源于 Tomas Mikolov，Kai Chen，Greg Corrado 和 Jeff Dean。 

（Mikolov T, Chen K, Corrado G, et al. Efficient Estimation of Word Representations in 

Vector Space[J]. Computer Science, 2013.） 

假设在训练集中给定了一个这样的句子：“I want a glass of orange juice to go along with 

my cereal.”，在 Skip-Gram 模型中，我们要做的是抽取上下文和目标词配对，来构造一个监

督学习问题。上下文不一定总是目标单词之前离得最近的四个单词，或最近的𝑛个单词。我

们要的做的是随机选一个词作为上下文词，比如选 orange 这个词，然后我们要做的是随机

在一定词距内选另一个词，比如在上下文词前后 5 个词内或者前后 10 个词内，我们就在这

个范围内选择目标词。可能你正好选到了 juice 作为目标词，正好是下一个词（表示 orange

的下一个词），也有可能你选到了前面第二个词，所以另一种配对目标词可以是 glass，还可

能正好选到了单词 my 作为目标词。 

于是我们将构造一个监督学习问题，它给定上下文词，要求你预测在这个词正负 10 个

词距或者正负 5 个词距内随机选择的某个目标词。显然，这不是个非常简单的学习问题，因

为在单词 orange 的正负 10 个词距之间，可能会有很多不同的单词。但是构造这个监督学习

问题的目标并不是想要解决这个监督学习问题本身，而是想要使用这个学习问题来学到一个

好的词嵌入模型。 

接下来说说模型的细节，我们继续假设使用一个 10,000 词的词汇表，有时训练使用的
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词汇表会超过一百万词。但我们要解决的基本的监督学习问题是学习一种映射关系，从上下

文 c，比如单词 orange，到某个目标词，记为 t，可能是单词 juice 或者单词 glass 或者单词

my。延续上一张幻灯片的例子，在我们的词汇表中，orange 是第 6257 个单词，juice 是 10,000

个单词中的第 4834 个，这就是你想要的映射到输出𝑦的输入𝑥。 

 

为了表示输入，比如单词 orange，你可以先从 one-hot 向量开始，我们将其写作𝑂𝑐，这

就是上下文词的 one-hot 向量（上图编号 1 所示）。然后和你在上节视频中看到的类似，你

可以拿嵌入矩阵𝐸乘以向量𝑂𝑐，然后得到了输入的上下文词的嵌入向量，于是这里𝑒𝑐 = 𝐸𝑂𝑐。

在这个神经网络中（上图编号 2 所示），我们将把向量𝑒𝑐喂入一个 softmax 单元。我通常把

softmax 单元画成神经网络中的一个节点（上图编号 3 所示），这不是字母 O，而是 softmax

单元，softmax 单元要做的就是输出�̂�。然后我们再写出模型的细节，这是 softmax 模型（上

图编号 4 所示），预测不同目标词的概率： 

𝑆𝑜𝑓𝑡𝑚𝑎𝑥: 𝑝(𝑡|𝑐) =
𝑒𝜃𝑡

𝑇𝑒𝑐

∑ 𝑒𝜃𝑗
𝑇𝑒𝑐10,000

𝑗=1

 

这里𝜃𝑡是一个与输出𝑡有关的参数，即某个词𝑡和标签相符的概率是多少。我省略了

softmax 中的偏差项，想要加上的话也可以加上。 

最终 softmax 的损失函数就会像之前一样，我们用𝑦表示目标词，我们这里用的𝑦和�̂�都

是用 one-hot 表示的，于是损失函数就会是： 

𝐿(�̂� , 𝑦) = − ∑ 𝑦𝑖log �̂�𝑖

10,000

𝑖=1

 

这是常用的 softmax 损失函数，𝑦 就是只有一个 1 其他都是 0 的 one-hot 向量，如果目
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标词是 juice，那么第 4834 个元素就是 1，其余是 0（上图编号 5 所示）。类似的�̂�是一个从

softmax 单元输出的 10,000 维的向量，这个向量是所有可能目标词的概率。 

总结一下，这大体上就是一个可以找到词嵌入的简化模型和神经网络（上图编号 2 所

示），其实就是个 softmax 单元。矩阵𝐸将会有很多参数，所以矩阵𝐸有对应所有嵌入向量𝑒𝑐

的参数（上图编号 6 所示），softmax 单元也有𝜃𝑡的参数（上图编号 3 所示）。如果优化这

个关于所有这些参数的损失函数，你就会得到一个较好的嵌入向量集，这个就叫做 Skip-Gram

模型。它把一个像 orange 这样的词作为输入，并预测这个输入词，从左数或从右数的某个

词，预测上下文词的前面一些或者后面一些是什么词。 

实际上使用这个算法会遇到一些问题，首要的问题就是计算速度。尤其是在 softmax 模

型中，每次你想要计算这个概率，你需要对你词汇表中的所有 10,000 个词做求和计算，可

能 10,000 个词的情况还不算太差。如果你用了一个大小为 100,000 或 1,000,000 的词汇表，

那么这个分母的求和操作是相当慢的，实际上 10,000 已经是相当慢的了，所以扩大词汇表

就更加困难了。 

 

这里有一些解决方案，如分级（hierarchical）的 softmax 分类器和负采样（Negative 

Sampling）。 

在文献中你会看到的方法是使用一个分级（hierarchical）的 softmax 分类器，意思就是

说不是一下子就确定到底是属于 10,000 类中的哪一类。想象如果你有一个分类器（上图编

号 1 所示），它告诉你目标词是在词汇表的前 5000 个中还是在词汇表的后 5000 个词中，假

如这个二分类器告诉你这个词在前 5000 个词中（上图编号 2 所示），然后第二个分类器会

告诉你这个词在词汇表的前 2500 个词中，或者在词汇表的第二组 2500 个词中，诸如此类，
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直到最终你找到一个词准确所在的分类器（上图编号 3 所示），那么就是这棵树的一个叶子

节点。像这样有一个树形的分类器，意味着树上内部的每一个节点都可以是一个二分类器，

比如逻辑回归分类器，所以你不需要再为单次分类，对词汇表中所有的 10,000 个词求和了。

实际上用这样的分类树，计算成本与词汇表大小的对数成正比（上图编号 4 所示），而不是

词汇表大小的线性函数，这个就叫做分级 softmax 分类器。 

 

我要提一下，在实践中分级 softmax 分类器不会使用一棵完美平衡的分类树或者说一棵

左边和右边分支的词数相同的对称树（上图编号 1 所示的分类树）。实际上，分级的 softmax

分类器会被构造成常用词在顶部，然而不常用的词像 durian 会在树的更深处（上图编号 2 所

示的分类树），因为你想更常见的词会更频繁，所以你可能只需要少量检索就可以获得常用

单词像 the 和 of。然而你更少见到的词比如 durian 就更合适在树的较深处，因为你一般不

需要到那样的深处，所以有不同的经验法则可以帮助构造分类树形成分级 softmax 分类器。

所以这是你能在文献中见到的一个加速 softmax 分类的方法，但是我不会再花太多时间在这

上面了，你可以从我在第一张幻灯片中提到的 Tomas Mikolov 等人的论文中参阅更多的细节，

所以我不会再花更多时间讲这个了。因为在下个视频中，我们会讲到另一个方法叫做负采样，

我感觉这个会更简单一点，对于加速 softmax 和解决需要在分母中对整个词汇表求和的问题

也很有作用，下个视频中你会看到更多的细节。 

 

但是在进入下个视频前，我想要你理解一个东西，那就是怎么对上下文 c 进行采样，一

旦你对上下文 c 进行采样，那么目标词 t 就会在上下文 c 的正负 10 个词距内进行采样。但

是你要如何选择上下文 c？一种选择是你可以就对语料库均匀且随机地采样，如果你那么做，
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你会发现有一些词，像 the、of、a、and、to 诸如此类是出现得相当频繁的，于是你那么做

的话，你会发现你的上下文到目标词的映射会相当频繁地得到这些种类的词，但是其他词，

像 orange、apple 或 durian 就不会那么频繁地出现了。你可能不会想要你的训练集都是这些

出现得很频繁的词，因为这会导致你花大部分的力气来更新这些频繁出现的单词的𝑒𝑐（上图

编号 1 所示），但你想要的是花时间来更新像 durian 这些更少出现的词的嵌入，即𝑒durian。

实际上词𝑝(𝑐)的分布并不是单纯的在训练集语料库上均匀且随机的采样得到的，而是采用了

不同的分级来平衡更常见的词和不那么常见的词。 

这就是 Word2Vec 的 Skip-Gram 模型，如果你读过我之前提到的论文原文，你会发现那

篇论文实际上有两个不同版本的 Word2Vec 模型，Skip-Gram 只是其中的一个，另一个叫做

CBOW，即连续词袋模型（Continuous Bag-Of-Words Model），它获得中间词两边的的上下

文，然后用周围的词去预测中间的词，这个模型也很有效，也有一些优点和缺点。 

（下图左边为CBOW，右边为Skip-Gram） 

  

  CBOW对小型数据库比较合适，而Skip-Gram在大型语料中表现更好。 

总结下：CBOW 是从原始语句推测目标字词；而 Skip-Gram 正好相反，是从目标字词推

测出原始语句。而刚才讲的 Skip-Gram 模型，关键问题在于 softmax 这个步骤的计算成本非

常昂贵，因为它需要在分母里对词汇表中所有词求和。通常情况下，Skip-Gram 模型用到更

多点。在下个视频中，我会展示给你一个算法，它修改了训练目标使其可以运行得更有效，

因此它可以让你应用在一个更大的训练集上面，也可以学到更好的词嵌入。 
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2.7 负采样（Negative Sampling） 

在上个视频中，你见到了 Skip-Gram 模型如何帮助你构造一个监督学习任务，把上下文

映射到了目标词上，它如何让你学到一个实用的词嵌入。但是它的缺点就在于 softmax 计算

起来很慢。在本视频中，你会看到一个改善过的学习问题叫做负采样，它能做到与你刚才看

到的 Skip-Gram 模型相似的事情，但是用了一个更加有效的学习算法，让我们来看看这是怎

么做到的。 

在本视频中大多数的想法源于 Tomas Mikolov，Ilya Sutskever，Kai Chen，Greg Corrado 

和 Jeff Dean。 

（Mikolov T, Sutskever I, Chen K, et al. Distributed Representations of Words and Phrases 

and their Compositionality[J]. 2013, 26:3111-3119.） 

我们在这个算法中要做的是构造一个新的监督学习问题，那么问题就是给定一对单词，

比如 orange 和 juice，我们要去预测这是否是一对上下文词-目标词（context-target）。 

在这个例子中 orange 和 juice 就是个正样本，那么 orange 和 king 就是个负样本，我们

把它标为 0。我们要做的就是采样得到一个上下文词和一个目标词，在这个例子中就是

orange 和 juice，我们用 1 作为标记，我把中间这列（下图编号 1 所示）叫做词（word）。

这样生成一个正样本，正样本跟上个视频中生成的方式一模一样，先抽取一个上下文词，在

一定词距内比如说正负 10 个词距内选一个目标词，这就是生成这个表的第一行，即 orange– 

juice -1 的过程。然后为了生成一个负样本，你将用相同的上下文词，再在字典中随机选一

个词，在这里我随机选了单词 king，标记为 0。然后我们再拿 orange，再随机从词汇表中选

一个词，因为我们设想，如果随机选一个词，它很可能跟 orange 没关联，于是 orange–book–

0。我们再选点别的，orange 可能正好选到 the，然后是 0。还是 orange，再可能正好选到 of

这个词，再把这个标记为 0，注意 of 被标记为 0，即使 of 的确出现在 orange 词的前面。 
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总结一下，生成这些数据的方式是我们选择一个上下文词（上图编号 2 所示），再选一

个目标词（上图编号 3 所示），这（上图编号 4 所示）就是表的第一行，它给了一个正样本，

上下文，目标词，并给定标签为 1。然后我们要做的是给定几次，比如𝐾次（上图编号 5 所

示），我们将用相同的上下文词，再从字典中选取随机的词，king、book、the、of 等，从词

典中任意选取的词，并标记 0，这些就会成为负样本（上图编号 6 所示）。出现以下情况也

没关系，就是如果我们从字典中随机选到的词，正好出现在了词距内，比如说在上下文词

orange 正负 10 个词之内。 

接下来我们将构造一个监督学习问题，其中学习算法输入𝑥，输入这对词（上图编号 7

所示），要去预测目标的标签（上图编号 8 所示），即预测输出𝑦。因此问题就是给定一对

词，像 orange 和 juice，你觉得它们会一起出现么？你觉得这两个词是通过对靠近的两个词

采样获得的吗？或者你觉得我是分别在文本和字典中随机选取得到的？这个算法就是要分

辨这两种不同的采样方式，这就是如何生成训练集的方法。 

那么如何选取𝐾？Mikolov 等人推荐小数据集的话，𝐾从 5 到 20 比较好。如果你的数据

集很大，𝐾就选的小一点。对于更大的数据集𝐾就等于 2 到 5，数据集越小𝐾就越大。那么在

这个例子中，我们就用𝐾 = 4。 
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下面我们讲讲学习从𝑥映射到𝑦的监督学习模型，这（上图编号 1 所示:𝑆𝑜𝑓𝑡𝑚𝑎𝑥: 𝑝(𝑡|𝑐) =

𝑒𝜃𝑡
𝑇𝑒𝑐

∑ 𝑒
𝜃𝑗
𝑇𝑒𝑐10,000

𝑗=1

）的 softmax 模型。这是我们从上张幻灯片中得到的训练集，这个（上图编号 2 所

示）将是新的输入𝑥，这个（上图编号 3 所示）将是你要预测的值𝑦。为了定义模型，我们将

使用记号𝑐表示上下文词，记号𝑡表示可能的目标词，我再用𝑦表示 0 和 1，表示是否是一对

上下文-目标词。我们要做的就是定义一个逻辑回归模型，给定输入的𝑐，𝑡对的条件下，𝑦 =

1的概率，即： 

𝑃(𝑦 = 1|𝑐, 𝑡) = 𝜎(𝜃𝑡
𝑇𝑒𝑐) 

这个模型基于逻辑回归模型，但不同的是我们将一个 sigmoid 函数作用于𝜃𝑡
𝑇𝑒𝑐，参数和

之前一样，你对每一个可能的目标词有一个参数向量𝜃𝑡和另一个参数向量𝑒𝑐，即每一个可能

上下文词的的嵌入向量，我们将用这个公式估计𝑦 = 1的概率。如果你有𝐾个样本，你可以把

这个看作
1

𝐾
的正负样本比例，即每一个正样本你都有𝐾个对应的负样本来训练一个类似逻辑

回归的模型。 

我们把这个画成一个神经网络，如果输入词是 orange，即词 6257，你要做的就是输入

one-hot 向量，再传递给𝐸，通过两者相乘获得嵌入向量𝑒6257，你就得到了 10,000 个可能的

逻辑回归分类问题，其中一个（上图编号 4 所示）将会是用来判断目标词是否是 juice 的分

类器，还有其他的词，比如说可能下面的某个分类器（上图编号 5 所示）是用来预测 king 是

否是目标词，诸如此类，预测词汇表中这些可能的单词。把这些看作 10,000 个二分类逻辑

回归分类器，但并不是每次迭代都训练全部 10,000 个，我们只训练其中的 5 个，我们要训
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练对应真正目标词那一个分类器，再训练 4 个随机选取的负样本，这就是𝐾 = 4的情况。所

以不使用一个巨大的 10,000 维度的 softmax，因为计算成本很高，而是把它转变为 10,000 个

二分类问题，每个都很容易计算，每次迭代我们要做的只是训练它们其中的 5 个，一般而言

就是𝐾 + 1个，其中𝐾个负样本和 1 个正样本。这也是为什么这个算法计算成本更低，因为

只需更新𝐾 + 1个逻辑单元，𝐾 + 1个二分类问题，相对而言每次迭代的成本比更新 10,000 维

的 softmax 分类器成本低。 

你也会在本周的编程练习中用到这个算法，这个技巧就叫负采样。因为你做的是，你有

一个正样本词 orange 和 juice，然后你会特意生成一系列负样本，这些（上图编号 6 所示）

是负样本，所以叫负采样，即用这 4 个负样本训练，4 个额外的二分类器，在每次迭代中你

选择 4 个不同的随机的负样本词去训练你的算法。 

 

这个算法有一个重要的细节就是如何选取负样本，即在选取了上下文词 orange 之后，

你如何对这些词进行采样生成负样本？一个办法是对中间的这些词进行采样，即候选的目标

词，你可以根据其在语料中的经验频率进行采样，就是通过词出现的频率对其进行采样。但

问题是这会导致你在 like、the、of、and 诸如此类的词上有很高的频率。另一个极端就是用

1 除以词汇表总词数，即
1

|𝑣|
，均匀且随机地抽取负样本，这对于英文单词的分布是非常没有

代表性的。所以论文的作者 Mikolov 等人根据经验，他们发现这个经验值的效果最好，它位

于这两个极端的采样方法之间，既不用经验频率，也就是实际观察到的英文文本的分布，也

不用均匀分布，他们采用以下方式： 

𝑃(𝑤𝑖) =
𝑓(𝑤𝑖)

3
4

∑ 𝑓(𝑤𝑗)
3
410,000

𝑗=1
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进行采样，所以如果𝑓(𝑤𝑖)是观测到的在语料库中的某个英文词的词频，通过
3

4
次方的计

算，使其处于完全独立的分布和训练集的观测分布两个极端之间。我并不确定这是否有理论

证明，但是很多研究者现在使用这个方法，似乎也效果不错。 

总结一下，你已经知道了在 softmax 分类器中如何学到词向量，但是计算成本很高。在

这个视频中，你见到了如何通过将其转化为一系列二分类问题使你可以非常有效的学习词向

量。如果你使用这个算法，你将可以学到相当好的词向量。当然和深度学习的其他领域一样，

有很多开源的实现，当然也有预训练过的词向量，就是其他人训练过的然后授权许可发布在

网上的，所以如果你想要在 NLP 问题上取得进展，去下载其他人的词向量是很好的方法，在

此基础上改进。 

Skip-Gram 模型就介绍到这里，在下个视频中，我会跟你分享另一个版本的词嵌入学习

算法 GloVe，而且这可能比你之前看到的都要简单。 
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2.8 GloVe 词向量（GloVe Word Vectors） 

你已经了解了几个计算词嵌入的算法，另一个在 NLP 社区有着一定势头的算法是 GloVe

算法，这个算法并不如 Word2Vec 或是 Skip-Gram 模型用的多，但是也有人热衷于它，我认

为可能是因为它简便吧，我们来看看这个算法。 

 

Glove 算法是由 Jeffrey Pennington，Richard Socher 和 Chris Manning 发明的。 

(Pennington J, Socher R, Manning C. Glove: Global Vectors for Word Representation[C]// 

Conference on Empirical Methods in Natural Language Processing. 2014:1532-1543.) 

GloVe 代表用词表示的全局变量（global vectors for word representation）。在此之前，

我们曾通过挑选语料库中位置相近的两个词，列举出词对，即上下文和目标词，GloVe 算法

做的就是使其关系开始明确化。假定𝑋𝑖𝑗是单词𝑖在单词𝑗上下文中出现的次数，那么这里𝑖和𝑗

就和𝑡和𝑐的功能一样，所以你可以认为𝑋𝑖𝑗等同于𝑋𝑡𝑐。你也可以遍历你的训练集，然后数出

单词𝑖在不同单词𝑗上下文中出现的个数，单词𝑡在不同单词𝑐的上下文中共出现多少次。根据

上下文和目标词的定义，你大概会得出𝑋𝑖𝑗等于𝑋𝑗𝑖这个结论。事实上，如果你将上下文和目

标词的范围定义为出现于左右各 10 词以内的话，那么就会有一种对称关系。如果你对上下

文的选择是，上下文总是目标词前一个单词的话，那么𝑋𝑖𝑗和𝑋𝑗𝑖就不会像这样对称了。不过

对于 GloVe 算法，我们可以定义上下文和目标词为任意两个位置相近的单词，假设是左右各

10 词的距离，那么𝑋𝑖𝑗就是一个能够获取单词𝑖和单词𝑗出现位置相近时或是彼此接近的频率

的计数器。 

GloVe 模型做的就是进行优化，我们将他们之间的差距进行最小化处理： 
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minimize ∑ ∑ 𝑓(𝑋𝑖𝑗)(𝜃𝑖
𝑇𝑒𝑗 + 𝑏𝑖 + 𝑏𝑗

′ − 𝑙𝑜𝑔𝑋𝑖𝑗)
2

10,000

𝑗=1

10,000

𝑖=1

 

其中𝜃𝑖
𝑇𝑒𝑗，想一下𝑖和𝑗与𝑡和𝑐的功能一样，因此这就和你之前看的有些类似了，即𝜃𝑡

𝑇𝑒𝑐。

同时对于这个（𝜃𝑡
𝑇𝑒𝑐，下图编号 1 所示）来说，你想要知道的是告诉你这两个单词之间有多

少联系，𝑡和𝑐之间有多紧密，𝑖和𝑗之间联系程度如何，换句话说就是他们同时出现的频率是

多少，这是由这个𝑋𝑖𝑗影响的。然后，我们要做的是解决参数𝜃和𝑒的问题，然后准备用梯度

下降来最小化上面的公式，你只想要学习一些向量，这样他们的输出能够对这两个单词同时

出现的频率进行良好的预测。 

 

现在一些附加的细节是如果𝑋𝑖𝑗是等于 0 的话，那么𝑙𝑜𝑔0就是未定义的，是负无穷大的，

所以我们想要对𝑋𝑖𝑗为 0 时进行求和，因此要做的就是添加一个额外的加权项𝑓(𝑋𝑖𝑗)（上图编

号 2 所示）。如果𝑋𝑖𝑗等于 0 的话，同时我们会用一个约定，即0𝑙𝑜𝑔0 = 0，这个的意思是如

果𝑋𝑖𝑗 = 0，先不要进行求和，所以这个𝑙𝑜𝑔0项就是不相关项。上面的求和公式表明，这个和

仅是一个上下文和目标词关系里连续出现至少一次的词对的和。𝑓(𝑋𝑖𝑗)的另一个作用是，有

些词在英语里出现十分频繁，比如说 this，is，of，a 等等，有些情况，这叫做停止词，但是

在频繁词和不常用词之间也会有一个连续统（continuum）。不过也有一些不常用的词，比

如 durion，你还是想将其考虑在内，但又不像那些常用词这样频繁。因此，这个加权因子

𝑓(𝑋𝑖𝑗)就可以是一个函数，即使是像 durion 这样不常用的词，它也能给予大量有意义的运

算，同时也能够给像 this，is，of，a 这样在英语里出现更频繁的词更大但不至于过分的权重。

因此有一些对加权函数𝑓的选择有着启发性的原则，就是既不给这些词（this，is，of，a）过

分的权重，也不给这些不常用词（durion）太小的权值。如果你想要知道 f 是怎么能够启发
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性地完成这个功能的话，你可以看一下我之前的幻灯片里引用的 GloVe 算法论文。 

最后，一件有关这个算法有趣的事是𝜃和𝑒现在是完全对称的，所以那里的𝜃𝑖和𝑒𝑗就是对

称的。如果你只看数学式的话，他们（𝜃𝑖和𝑒𝑗）的功能其实很相近，你可以将它们颠倒或者

将它们进行排序，实际上他们都输出了最佳结果。因此一种训练算法的方法是一致地初始化

𝜃和𝑒，然后使用梯度下降来最小化输出，当每个词都处理完之后取平均值，所以，给定一个

词𝑤，你就会有𝑒𝑤
(𝑓𝑖𝑛𝑎𝑙)

=
𝑒𝑤+𝜃𝑤

2
。因为𝜃和𝑒在这个特定的公式里是对称的，而不像之前视频

里我们了解的模型，𝜃和𝑒功能不一样，因此也不能像那样取平均。 

这就是 GloVe 算法的内容，我认为这个算法的一个疑惑之处是如果你看着这个等式，它

实在是太简单了，对吧？仅仅是最小化，像这样的一个二次代价函数（上图编号 3 所示）是

怎么能够让你学习有意义的词嵌入的呢？但是结果证明它确实有效，发明者们发明这个算法

的过程是他们以历史上更为复杂的算法，像是 newer language 模型，以及之后的 Word2Vec、

Skip-Gram 模型等等为基础，同时希望能够简化所有之前的算法才发明的。 

在我们总结词嵌入学习算法之前，有一件更优先的事，我们会简单讨论一下。就是说，

我们以这个特制的表格作为例子来开始学习词向量，我们说，第一行的嵌入向量是来表示

Gender 的，第二行是来表示 Royal 的，然后是是 Age，在之后是 Food 等等。但是当你在使

用我们了解过的算法的一种来学习一个词嵌入时，例如我们之前的幻灯片里提到的 GloVe 算

法，会发生一件事就是你不能保证嵌入向量的独立组成部分是能够理解的，为什么呢？ 

 

假设说有个空间，里面的第一个轴（上图编号 1 所示）是 Gender，第二个轴（上图编

号 2 所示）是 Royal，你能够保证的是第一个嵌入向量对应的轴（上图编号 3 所示）是和这

个轴（上面提到的第一和第二基轴，编号 1，2 所示）有联系的，它的意思可能是 Gender、



第五门课 序列模型(Sequence Models)-第二周 自然语言处理与词嵌入（Natural Language Processing and 

Word Embeddings） 

604 
 

Royal、Age 和 Food。具体而言，这个学习算法会选择这个（上图编号 3 所示）作为第一维

的轴，所以给定一些上下文词，第一维可能是这个轴（上图编号 3 所示），第二维也许是这

个（上图编号 4 所示），或者它可能不是正交的，它也可能是第二个非正交轴（上图编号 5

所示），它可以是你学习到的词嵌入中的第二部分。当我们看到这个（上图编号 6 所示）的

时候，如果有某个可逆矩阵𝐴，那么这项（上图编号 6所示）就可以简单地替换成(𝐴𝜃𝑖)
𝑇(𝐴−𝑇𝑒𝑗)，

因为我们将其展开： 

(𝐴𝜃𝑖)
𝑇(𝐴−𝑇𝑒𝑗) = 𝜃𝑖

𝑇𝐴𝑇𝐴−𝑇𝑒𝑗 = 𝜃𝑖
𝑇𝑒𝑗 

不必担心，如果你没有学过线性代数的话会，和这个算法一样有一个简单证明过程。你

不能保证这些用来表示特征的轴能够等同于人类可能简单理解的轴，具体而言，第一个特征

可能是个 Gender、Roya、Age、Food Cost 和 Size 的组合，它也许是名词或是一个行为动词

和其他所有特征的组合，所以很难看出独立组成部分，即这个嵌入矩阵的单行部分，然后解

释出它的意思。尽管有这种类型的线性变换，这个平行四边形映射也说明了我们解决了这个

问题，当你在类比其他问题时，这个方法也是行得通的。因此尽管存在特征量潜在的任意线

性变换，你最终还是能学习出解决类似问题的平行四边形映射。 

这就是词嵌入学习的内容，你现在已经了解了一些学习词嵌入的算法了，你可以在本周

的编程练习里更多地运用它们。下节课讲解怎样使用这些算法来解决情感分类问题。 
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2.9 情感分类（Sentiment Classification） 

情感分类任务就是看一段文本，然后分辨这个人是否喜欢他们在讨论的这个东西，这是

NLP 中最重要的模块之一，经常用在许多应用中。情感分类一个最大的挑战就是可能标记的

训练集没有那么多，但是有了词嵌入，即使只有中等大小的标记的训练集，你也能构建一个

不错的情感分类器，让我们看看是怎么做到的。 

 

这是一个情感分类问题的一个例子（上图所示），输入𝑥是一段文本，而输出𝑦是你要预

测的相应情感。比如说是一个餐馆评价的星级， 

比如有人说，"The dessert is excellent."（甜点很棒），并给出了四星的评价； 

"Service was quite slow"（服务太慢），两星评价； 

"Good for a quick meal but nothing special"（适合吃快餐但没什么亮点），三星评价； 

还有比较刁钻的评论，"Completely lacking in good taste, good service and good ambiance."

（完全没有好的味道，好的服务，好的氛围），给出一星评价。 

如果你能训练一个从𝑥到𝑦的映射，基于这样的标记的数据集，那么你就可以用来搜集大

家对你运营的餐馆的评价。一些人可能会把你的餐馆信息放到一些社交媒体上，Twitter、

Facebook、Instagram 或者其他的社交媒体，如果你有一个情感分类器，那么它就可以看一

段文本然后分析出这个人对你的餐馆的评论的情感是正面的还是负面的，这样你就可以一直

记录是否存在一些什么问题，或者你的餐馆是在蒸蒸日上还是每况愈下。 

情感分类一个最大的挑战就是可能标记的训练集没有那么多。对于情感分类任务来说，

训练集大小从 10,000 到 100,000 个单词都很常见，甚至有时会小于 10,000 个单词，采用了
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词嵌入能够带来更好的效果，尤其是只有很小的训练集时。 

 

接下来你可以这样做，这节我们会讲几个不同的算法。这是一个简单的情感分类的模型，

假设有一个句子"dessert is excellent"，然后在词典里找这些词，我们通常用 10,000 个词的词

汇表。我们要构建一个分类器能够把它映射成输出四个星，给定这四个词（"dessert is 

excellent"），我们取这些词，找到相应的 one-hot 向量，所以这里（上图编号 1 所示）就是

𝑜8928，乘以嵌入矩阵𝐸，𝐸可以从一个很大的文本集里学习到，比如它可以从一亿个词或者

一百亿个词里学习嵌入，然后用来提取单词 the 的嵌入向量𝑒8928，对 dessert、is、excellent

做同样的步骤。 

如果在很大的训练集上训练𝐸，比如一百亿的单词，这样你就会获得很多知识，甚至从

有些不常用的词中获取，然后应用到你的问题上，即使你的标记数据集里没有这些词。我们

可以这样构建一个分类器，取这些向量（上图编号 2 所示），比如是 300 维度的向量。然后

把它们求和或者求平均，这里我画一个大点的平均值计算单元（上图编号 3 所示），你也可

以用求和或者平均。这个单元（上图编号 3 所示）会得到一个 300 维的特征向量，把这个特

征向量送进 softmax 分类器，然后输出�̂�。这个 softmax 能够输出 5 个可能结果的概率值，

从一星到五星，这个就是 5 个可能输出的 softmax 结果用来预测𝑦的值。 

这里用的平均值运算单元，这个算法适用于任何长短的评论，因为即使你的评论是 100

个词长，你也可以对这一百个词的特征向量求和或者平均它们，然后得到一个表示一个 300

维的特征向量表示，然后把它送进你的 softmax 分类器，所以这个平均值运算效果不错。它

实际上会把所有单词的意思给平均起来，或者把你的例子中所有单词的意思加起来就可以用

了。 

这个算法有一个问题就是没考虑词序，尤其是这样一个负面的评价，"Completely lacking 
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in good taste, good service, and good ambiance."，但是 good 这个词出现了很多次，有 3 个

good，如果你用的算法跟这个一样，忽略词序，仅仅把所有单词的词嵌入加起来或者平均下

来，你最后的特征向量会有很多 good 的表示，你的分类器很可能认为这是一个好的评论，

尽管事实上这是一个差评，只有一星的评价。 

 

我们有一个更加复杂的模型，不用简单的把所有的词嵌入都加起来，我们用一个 RNN

来做情感分类。我们这样做，首先取这条评论，"Completely lacking in good taste, good service, 

and good ambiance."，找出每一个 one-hot 向量，这里我跳过去每一个 one-hot 向量的表示。

用每一个 one-hot 向量乘以词嵌入矩阵𝐸，得到词嵌入表达𝑒，然后把它们送进 RNN 里。RNN

的工作就是在最后一步（上图编号 1 所示）计算一个特征表示，用来预测�̂�，这是一个多对

一的网络结构的例子，我们之前已经见过了。有了这样的算法，考虑词的顺序效果就更好了，

它就能意识到"things are lacking in good taste"，这是个负面的评价，“not good”也是一个负

面的评价。而不像原来的算法一样，只是把所有的加在一起得到一个大的向量，根本意识不

到“not good”和 “good”不是一个意思，"lacking in good taste"也是如此，等等。 

如果你训练一个这样的算法，最后会得到一个很合适的情感分类的算法。由于你的词嵌

入是在一个更大的数据集里训练的，这样效果会更好，更好的泛化一些没有见过的新的单词。

比如其他人可能会说，"Completely absent of good taste, good service, and good ambiance."，

即使 absent 这个词不在标记的训练集里，如果是在一亿或者一百亿单词集里训练词嵌入，

它仍然可以正确判断，并且泛化的很好，甚至这些词是在训练集中用于训练词嵌入的，但是

可以不在专门用来做情感分类问题的标记的训练集中。 

以上就是情感分类的问题，我希望你能大体了解。一旦你学习到或者从网上下载词嵌入，

你就可以很快构建一个很有效的 NLP 系统。 
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2.10 词嵌入除偏（Debiasing Word Embeddings） 

现在机器学习和人工智能算法正渐渐地被信任用以辅助或是制定极其重要的决策，因此

我们想尽可能地确保它们不受非预期形式偏见影响，比如说性别歧视、种族歧视等等。本节

视频中我会向你展示词嵌入中一些有关减少或是消除这些形式的偏见的办法。 

 

本节视频中当我使用术语 bias 时，我不是指 bias 本身这个词，或是偏见这种感觉，而

是指性别、种族、性取向方面的偏见，那是不同的偏见，同时这也通常用于机器学习的学术

讨论中。不过我们讨论的大部分内容是词嵌入是怎样学习类比像 Man：Woman，就像 King：

Queen，不过如果你这样问，如果 Man 对应 Computer Programmer，那么 Woman 会对应什

么呢？所以这篇论文（上图编号 1 所示:Bolukbasi T, Chang K W, Zou J, et al. Man is to Computer 

Programmer as Woman is to Homemaker? Debiasing Word Embeddings[J]. 2016.）的作者 Tolga 

Bolukbasi、Kai-Wei Chang、James Zou、Venkatesh Saligrama 和 Adam Kalai 发现了一个十分

可怕的结果，就是说一个已经完成学习的词嵌入可能会输出 Man：Computer Programmer，

同时输出 Woman：Homemaker，那个结果看起来是错的，并且它执行了一个十分不良的性

别歧视。如果算法输出的是Man：Computer Programmer，同时Woman：Computer Programmer

这样子会更合理。同时他们也发现如果 Father：Doctor，那么 Mother 应该对应什么呢？一

个十分不幸的结果是，有些完成学习的词嵌入会输出 Mother：Nurse。 

因此根据训练模型所使用的文本，词嵌入能够反映出性别、种族、年龄、性取向等其他

方面的偏见，一件我尤其热衷的事是，这些偏见都和社会经济状态相关，我认为每个人不论

你出身富裕还是贫穷，亦或是二者之间，我认为每个人都应当拥有好的机会，同时因为机器

学习算法正用来制定十分重要的决策，它也影响着世间万物，从大学录取到人们找工作的途

径，到贷款申请，不论你的的贷款申请是否会被批准，再到刑事司法系统，甚至是判决标准，
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学习算法都在作出非常重要的决策，所以我认为我们尽量修改学习算法来尽可能减少或是理

想化消除这些非预期类型的偏见是十分重要的。 

至于词嵌入，它们能够轻易学会用来训练模型的文本中的偏见内容，所以算法获取到的

偏见内容就可以反映出人们写作中的偏见。在漫长的世纪里，我认为人类已经在减少这些类

型的偏见上取得了进展，幸运的是对于人工智能来说，实际上我认为有更好的办法来实现更

快地减少 AI 领域中相比与人类社会中的偏见。虽然我认为我们仍未实现人工智能，仍然有

许多研究许多难题需要完成来减少学习算法中这些类型的偏见。 

 

本节视频里我想要做的是与你们分享一个例子，它是一篇论文的一套办法，就是下面引

用的这篇由 Bolukbasi 和其他人共同撰写的论文，它是研究减少词嵌入中偏见问题的。就是

这些，假设说我们已经完成一个词嵌入的学习，那么 babysitter 就是在这里，doctor 在这里，

grandmother 在这里，grandfather 在这里，也许 girl 嵌入在这里，boy 嵌入在这里，也许 she

嵌在这里，he 在这里（上图编号 1 所示的区域内），所以首先我们要做的事就是辨别出我

们想要减少或想要消除的特定偏见的趋势。 

为了便于说明，我会集中讨论性别歧视，不过这些想法对于所有我在上个幻灯片里提及

的其他类型的偏见都是通用的。这个例子中，你会怎样辨别出与这个偏见相似的趋势呢？主

要有以下三个步骤： 

一、对于性别歧视这种情况来说，我们能做的是𝑒he − 𝑒she，因为它们的性别不同，然后

将𝑒male − 𝑒female，然后将这些值取平均（上图编号 2 所示），将这些差简单地求平均。这个

趋势（上图编号 3 所示）看起来就是性别趋势或说是偏见趋势，然后这个趋势（上图编号 4

所示）与我们想要尝试处理的特定偏见并不相关，因此这就是个无偏见趋势。在这种情况下，
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偏见趋势可以将它看做 1D 子空间，所以这个无偏见趋势就会是 299D 的子空间。我已经略

微简化了，原文章中的描述这个偏见趋势可以比 1 维更高，同时相比于取平均值，如同我在

这里描述的这样，实际上它会用一个更加复杂的算法叫做 SVU，也就是奇异值分解，如果你

对主成分分析（Principle Component Analysis）很熟悉的话，奇异值分解这个算法的一些方

法和主成分分析 (PCA)其实很类似。 

 

二、中和步骤，所以对于那些定义不确切的词可以将其处理一下，避免偏见。有些词本

质上就和性别有关，像 grandmother、grandfather、girl、boy、she、he，他们的定义中本就

含有性别的内容，不过也有一些词像 doctor 和 babysitter 我们想使之在性别方面是中立的。

同时在更通常的情况下，你可能会希望像 doctor 或 babysitter 这些词成为种族中立的，或是

性取向中立的等等，不过这里我们仍然只用性别来举例说明。对于那些定义不明确的词，它

的基本意思是不像 grandmother 和 grandfather 这种定义里有着十分合理的性别含义的，因

为从定义上来说 grandmothers 是女性，grandfather 是男性。所以对于像 doctor 和 babysitter

这种单词我们就可以将它们在这个轴（上图编号 1 所示）上进行处理，来减少或是消除他们

的性别歧视趋势的成分，也就是说减少他们在这个水平方向上的距离（上图编号 2 方框内所

示的投影），所以这就是第二个中和步。 
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三、均衡步，意思是说你可能会有这样的词对，grandmother 和 grandfather，或者是 girl

和 boy，对于这些词嵌入，你只希望性别是其区别。那为什么要那样呢？在这个例子中，

babysitter和grandmother之间的距离或者说是相似度实际上是小于babysitter和grandfather

之间的（上图编号 1 所示），因此这可能会加重不良状态，或者可能是非预期的偏见，也就

是说 grandmothers 相比于 grandfathers 最终更有可能输出 babysitting。所以在最后的均衡

步中，我们想要确保的是像 grandmother 和 grandfather 这样的词都能够有一致的相似度，

或者说是相等的距离，和 babysitter 或是 doctor 这样性别中立的词一样。这其中会有一些线

性代数的步骤，但它主要做的就是将 grandmother 和 grandfather 移至与中间轴线等距的一

对点上（上图编号 2 所示），现在性别歧视的影响也就是这两个词与 babysitter 的距离就完

全相同了（上图编号 3 所示）。所以总体来说，会有许多对像 grandmother-grandfather，boy-

girl，sorority-fraternity，girlhood-boyhood，sister-brother，niece-nephew，daughter-son 这

样的词对，你可能想要通过均衡步来解决他们。 

最后一个细节是你怎样才能够决定哪个词是中立的呢？对于这个例子来说 doctor 看起

来像是一个应该对其中立的单词来使之性别不确定或是种族不确定。相反地，grandmother

和 grandfather 就不应是性别不确定的词。也会有一些像是 beard 词，一个统计学上的事实

是男性相比于比女性更有可能拥有胡子，因此也许 beard 应该比 female 更靠近 male 一些。 

因此论文作者做的就是训练一个分类器来尝试解决哪些词是有明确定义的，哪些词是性

别确定的，哪些词不是。结果表明英语里大部分词在性别方面上是没有明确定义的，意思就

是说性别并是其定义的一部分，只有一小部分词像是 grandmother-grandfather，girl-boy，

sorority-fraternity 等等，不是性别中立的。因此一个线性分类器能够告诉你哪些词能够通过
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中和步来预测这个偏见趋势，或将其与这个本质是 299D 的子空间进行处理。 

最后，你需要平衡的词对的数实际上是很小的，至少对于性别歧视这个例子来说，用手

都能够数出来你需要平衡的大部分词对。完整的算法会比我在这里展示的更复杂一些，你可

以去看一下这篇论文了解详细内容，你也可以通过编程作业来练习一下这些想法。 

参考资料：针对性别特定词汇的均衡算法 

如何对两个单词除偏，比如："actress“（“女演员”）和“actor”（“演员”）。 均衡算法适

用于您可能希望仅通过性别属性不同的单词对。 举一个具体的例子，假设"actress“（“女演

员”）比“actor”（“演员”）更接近“保姆”。 通过将中和应用于"babysit"（“保姆”），我们可以

减少与保姆相关的性别刻板印象。 但是这仍然不能保证"actress“（“女演员”）和“actor”（“演

员”）与"babysit"（“保姆”）等距。 均衡算法可以解决这个问题。 

均衡背后的关键思想是确保一对特定的单词与 49 维𝑔⊥距离相等 。均衡步骤还可以确

保两个均衡步骤现在与𝑒𝑟𝑒𝑐𝑒𝑝𝑡𝑖𝑜𝑛𝑖𝑠𝑡
𝑑𝑒𝑏𝑖𝑎𝑠𝑒𝑑   距离相同，或者用其他方法进行均衡。下图演示了均衡

算法的工作原理：  

 

公式的推导有点复杂(参考论文：Bolukbasi T, Chang K W, Zou J, et al. Man is to Computer 

Programmer as Woman is to Homemaker? Debiasing Word Embeddings[J]. 2016.)  

主要步骤如下:  
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总结一下，减少或者是消除学习算法中的偏见问题是个十分重要的问题，因为这些算法

会用来辅助制定越来越多的社会中的重要决策，在本节视频中分享了一套如何尝试处理偏见

问题的办法，不过这仍是一个许多学者正在进行主要研究的领域。 

 

 

参考文献： 

 The debiasing algorithm is from Bolukbasi et al., 2016, Man is to Computer 

Programmer as Woman is to Homemaker? Debiasing Word Embeddings 

 The GloVe word embeddings were due to Jeffrey Pennington, Richard Socher, and 

Christopher D. Manning. (https://nlp.stanford.edu/projects/glove/) 

 

  

https://papers.nips.cc/paper/6228-man-is-to-computer-programmer-as-woman-is-to-homemaker-debiasing-word-embeddings.pdf
https://papers.nips.cc/paper/6228-man-is-to-computer-programmer-as-woman-is-to-homemaker-debiasing-word-embeddings.pdf
https://nlp.stanford.edu/projects/glove/
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第三周 序列模型和注意力机制（Sequence models & Attention 

mechanism） 

3.1 序列结构的各种序列（Various sequence to sequence 

architectures） 

在这一周，你将会学习 seq2seq（sequence to sequence）模型，从机器翻译到语音识别，

它们都能起到很大的作用，从最基本的模型开始。之后你还会学习集束搜索（Beam search）

和注意力模型（Attention Model），一直到最后的音频模型，比如语音。 

现在就开始吧，比如你想通过输入一个法语句子，比如这句 “Jane visite I'Afrique en 

septembre.”，将它翻译成一个英语句子，“Jane is visiting Africa in September.”。和之前一样，

我们用𝑥<1> 一直到𝑥<5>来表示输入的句子的单词，然后我们用𝑦<1>到𝑦<6>来表示输出的句

子的单词，那么，如何训练出一个新的网络来输入序列𝑥和输出序列𝑦呢？ 

 

这里有一些方法，这些方法主要都来自于两篇论文，作者是 Sutskever，Oriol Vinyals 和 

Quoc Le，另一篇的作者是 Kyunghyun Cho，Bart van Merrienboer，Caglar Gulcehre，Dzmitry 

Bahdanau，Fethi Bougares，Holger Schwen 和 Yoshua Bengio。 
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首先，我们先建立一个网络，这个网络叫做编码网络（encoder network）（上图编号 1

所示），它是一个 RNN 的结构， RNN 的单元可以是 GRU 也可以是 LSTM。每次只向该网络

中输入一个法语单词，将输入序列接收完毕后，这个 RNN 网络会输出一个向量来代表这个

输入序列。之后你可以建立一个解码网络，我把它画出来（上图编号 2 所示），它以编码网

络的输出作为输入，编码网络是左边的黑色部分（上图编号 1 所示），之后它可以被训练为

每次输出一个翻译后的单词，一直到它输出序列的结尾或者句子结尾标记，这个解码网络的

工作就结束了。和往常一样我们把每次生成的标记都传递到下一个单元中来进行预测，就像

之前用语言模型合成文本时一样。 

深度学习在近期最卓越的成果之一就是这个模型确实有效，在给出足够的法语和英语文

本的情况下，如果你训练这个模型，通过输入一个法语句子来输出对应的英语翻译，这个模

型将会非常有效。这个模型简单地用一个编码网络来对输入的法语句子进行编码，然后用一

个解码网络来生成对应的英语翻译。 

 

还有一个与此类似的结构被用来做图像描述，给出一张图片，比如这张猫的图片（上图

编号 1 所示），它能自动地输出该图片的描述，一只猫坐在椅子上，那么你如何训练出这样

的网络？通过输入图像来输出描述，像这个句子一样。 

方法如下，在之前的卷积网络课程中，你已经知道了如何将图片输入到卷积神经网络中，

比如一个预训练的 AlexNet 结构（上图编号 2 方框所示），然后让其学习图片的编码，或者

学习图片的一系列特征。现在幻灯片所展示的就是 AlexNet 结构，我们去掉最后的 softmax

单元（上图编号 3 所示），这个预训练的 AlexNet 结构会给你一个 4096 维的特征向量，向

量表示的就是这只猫的图片，所以这个预训练网络可以是图像的编码网络。现在你得到了一
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个 4096 维的向量来表示这张图片，接着你可以把这个向量输入到 RNN 中（上图编号 4 方框

所示），RNN 要做的就是生成图像的描述，每次生成一个单词，这和我们在之前将法语译为

英语的机器翻译中看到的结构很像，现在你输入一个描述输入的特征向量，然后让网络生成

一个输出序列，或者说一个一个地输出单词序列。 

事实证明在图像描述领域，这种方法相当有效，特别是当你想生成的描述不是特别长时。

据我所知，这种模型首先是由 Junhua Mao，Wei Xu，Yi Yang，Jiang Wang，Zhiheng Huang 和

Alan Yuille 提出的，尽管有几个团队都几乎在同一时间构造出了非常相似的模型，因为还有

另外两个团队也在同一时间得出了相似的结论。我觉得有可能 Mao 的团队和 Oriol Vinyals，

Alexander Toshev，Samy Bengio 和 Dumitru Erhan，还有 Andrej Karpathy 和 Fei-Fei Li 是同一

个团队。 

现在你知道了基本的 seq2seq 模型是怎样运作的，以及 image to sequence 模型或者说

图像描述模型是怎样运作的。不过这两个模型运作方式有一些不同，主要体现在如何用语言

模型合成新的文本，并生成对应序列的方面。一个主要的区别就是你大概不会想得到一个随

机选取的翻译，你想要的是最准确的翻译，或者说你可能不想要一个随机选取的描述，你想

要的是最好的最贴切的描述，我们将在下节视频中介绍如何生成这些序列。 
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3.2 选择最可能的句子（Picking the most likely sentence） 

在 seq2seq 机器翻译模型和我们在第一周课程所用的语言模型之间有很多相似的地方，

但是它们之间也有许多重要的区别，让我们来一探究竟。 

你可以把机器翻译想成是建立一个条件语言模型，在语言模型中上方是一个我们在第一

周所建立的模型，这个模型可以让你能够估计句子的可能性，这就是语言模型所做的事情。

你也可以将它用于生成一个新的句子，如果你在图上的该处（下图编号 1 所示），有𝑥<1>和

𝑥<2>，那么在该例中𝑥<2> = 𝑦<1>，但是𝑥<1>、𝑥<2>等在这里并不重要。为了让图片看起来

更简洁，我把它们先抹去，可以理解为𝑥<1>是一个全为 0 的向量，然后𝑥<2>、𝑥<3>等都等

于之前所生成的输出，这就是所说的语言模型。 

 

而机器翻译模型是下面这样的，我这里用两种不同的颜色来表示，即绿色和紫色，用绿

色（上图编号 2 所示）表示 encoder 网络，用紫色（上图编号 3 所示）表示 decoder 网络。

你会发现 decoder 网络看起来和刚才所画的语言模型几乎一模一样，机器翻译模型其实和语

言模型非常相似，不同在于语言模型总是以零向量（上图编号 4 所示）开始，而 encoder 网

络会计算出一系列向量（上图编号 2 所示）来表示输入的句子。有了这个输入句子，decoder

网络就可以以这个句子开始，而不是以零向量开始，所以我把它叫做条件语言模型

（conditional language model）。相比语言模型，输出任意句子的概率，翻译模型会输出句

子的英文翻译（上图编号 5 所示），这取决于输入的法语句子（上图编号 6 所示）。换句话

说，你将估计一个英文翻译的概率，比如估计这句英语翻译的概率，"Jane is visiting Africa in 

September."，这句翻译是取决于法语句子，"Jane visite I'Afrique en septembre."，这就是英
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语句子相对于输入的法语句子的可能性，所以它是一个条件语言模型。 

 

现在，假如你想真正地通过模型将法语翻译成英文，通过输入的法语句子模型将会告诉

你各种英文翻译所对应的可能性。𝑥在这里是法语句子"Jane visite l'Afrique en septembre."，

而它将告诉你不同的英语翻译所对应的概率。显然你不想让它随机地进行输出，如果你从这

个分布中进行取样得到𝑃(𝑦|𝑥)，可能取样一次就能得到很好的翻译，"Jane is visiting Africa in 

September."。但是你可能也会得到一个截然不同的翻译，"Jane is going to be visiting Africa in 

September."，这句话听起来有些笨拙，但它不是一个糟糕的翻译，只是不是最好的而已。有

时你也会偶然地得到这样的翻译，"In September, Jane will visit Africa."，或者有时候你还会

得到一个很糟糕的翻译，"Her African friend welcomed Jane in September."。所以当你使用这

个模型来进行机器翻译时，你并不是从得到的分布中进行随机取样，而是你要找到一个英语

句子𝑦（上图编号 1 所示），使得条件概率最大化。所以在开发机器翻译系统时，你需要做

的一件事就是想出一个算法，用来找出合适的𝑦值，使得该项最大化，而解决这种问题最通

用的算法就是束搜索(Beam Search)，你将会在下节课见到它。 

不过在了解束搜索之前，你可能会问一个问题，为什么不用贪心搜索(Greedy Search)呢？

贪心搜索是一种来自计算机科学的算法，生成第一个词的分布以后，它将会根据你的条件语

言模型挑选出最有可能的第一个词进入你的机器翻译模型中，在挑选出第一个词之后它将会

继续挑选出最有可能的第二个词，然后继续挑选第三个最有可能的词，这种算法就叫做贪心

搜索，但是你真正需要的是一次性挑选出整个单词序列，从𝑦<1>、𝑦<2>到𝑦<𝑇𝑦>来使得整体

的概率最大化。所以这种贪心算法先挑出最好的第一个词，在这之后再挑最好的第二词，然

后再挑第三个，这种方法其实并不管用，为了证明这个观点，我们来考虑下面两种翻译。 



第五门课 序列模型(Sequence Models)-第三周 序列模型和注意力机制（Sequence models & Attention 

mechanism） 

619 
 

 

第一串（上图编号 1 所示）翻译明显比第二个（上图编号 2 所示）好，所以我们希望机

器翻译模型会说第一个句子的𝑃(𝑦|𝑥)比第二个句子要高，第一个句子对于法语原文来说更好

更简洁，虽然第二个也不错，但是有些啰嗦，里面有很多不重要的词。但如果贪心算法挑选

出了"Jane is"作为前两个词，因为在英语中 going 更加常见，于是对于法语句子来说"Jane is 

going"相比"Jane is visiting"会有更高的概率作为法语的翻译，所以很有可能如果你仅仅根据

前两个词来估计第三个词的可能性，得到的就是 going，最终你会得到一个欠佳的句子，在

𝑃(𝑦|𝑥)模型中这不是一个最好的选择。 

我知道这种说法可能比较粗略，但是它确实是一种广泛的现象，当你想得到单词序列

𝑦<1>、𝑦<2>一直到最后一个词总体的概率时，一次仅仅挑选一个词并不是最佳的选择。当

然，在英语中各种词汇的组合数量还有很多很多，如果你的字典中有 10,000 个单词，并且

你的翻译可能有 10 个词那么长，那么可能的组合就有 10,000 的 10 次方这么多，这仅仅是

10 个单词的句子，从这样大一个字典中来挑选单词，所以可能的句子数量非常巨大，不可

能去计算每一种组合的可能性。所以这时最常用的办法就是用一个近似的搜索算法，这个近

似的搜索算法做的就是它会尽力地，尽管不一定总会成功，但它将挑选出句子𝑦使得条件概

率最大化，尽管它不能保证找到的𝑦值一定可以使概率最大化，但这已经足够了。 

最后总结一下，在本视频中，你看到了机器翻译是如何用来解决条件语言模型问题的，

这个模型和之前的语言模型一个主要的区别就是，相比之前的模型随机地生成句子，在该模

型中你要找到最有可能的英语句子，最可能的英语翻译，但是可能的句子组合数量过于巨大，

无法一一列举，所以我们需要一种合适的搜索算法，让我们在下节课中学习集束搜索。  
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3.3 集束搜索（Beam Search） 

这节视频中你会学到集束搜索（beam search）算法，上节视频中我们讲了对于机器翻译

来说，给定输入，比如法语句子，你不会想要输出一个随机的英语翻译结果，你想要一个最

好的，最可能的英语翻译结果。对于语音识别也一样，给定一个输入的语音片段，你不会想

要一个随机的文本翻译结果，你想要最好的，最接近原意的翻译结果，集束搜索就是解决这

个最常用的算法。这节视频里，你会明白怎么把集束搜索算法应用到你自己的工作中，就用

我们的法语句子的例子来试一下集束搜索吧。 

“Jane visite l'Afrique en Septembre.”（法语句子），我们希望翻译成英语，"Jane is visiting 

Africa in September".（英语句子），集束搜索算法首先做的就是挑选要输出的英语翻译中的

第一个单词。这里我列出了 10,000 个词的词汇表（下图编号 1 所示），为了简化问题，我

们忽略大小写，所有的单词都以小写列出来。在集束搜索的第一步中我用这个网络部分，绿

色是编码部分（下图编号 2 所示），紫色是解码部分（下图编号 3 所示），来评估第一个单

词的概率值，给定输入序列𝑥，即法语作为输入，第一个输出𝑦的概率值是多少。 

 

贪婪算法只会挑出最可能的那一个单词，然后继续。而集束搜索则会考虑多个选择，集

束搜索算法会有一个参数 B，叫做集束宽（beam width）。在这个例子中我把这个集束宽设

成 3，这样就意味着集束搜索不会只考虑一个可能结果，而是一次会考虑 3 个，比如对第一

个单词有不同选择的可能性，最后找到 in、jane、september，是英语输出的第一个单词的

最可能的三个选项，然后集束搜索算法会把结果存到计算机内存里以便后面尝试用这三个

词。如果集束宽设的不一样，如果集束宽这个参数是 10 的话，那么我们跟踪的不仅仅 3 个，

而是 10 个第一个单词的最可能的选择。所以要明白，为了执行集束搜索的第一步，你需要

输入法语句子到编码网络，然后会解码这个网络，这个 softmax 层（上图编号 3 所示）会输
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出 10,000 个概率值，得到这 10,000 个输出的概率值，取前三个存起来。 

让我们看看集束搜索算法的第二步，已经选出了 in、jane、september 作为第一个单词

三个最可能的选择，集束算法接下来会针对每个第一个单词考虑第二个单词是什么，单词 in

后面的第二个单词可能是 a 或者是 aaron，我就是从词汇表里把这些词列了出来，或者是列

表里某个位置，september，可能是列表里的 visit，一直到字母 z，最后一个单词是 zulu（下

图编号 1 所示）。 

 

为了评估第二个词的概率值，我们用这个神经网络的部分，绿色是编码部分（上图编号

2 所示），而对于解码部分，当决定单词 in 后面是什么，别忘了解码器的第一个输出𝑦<1>，

我把𝑦<1>设为单词 in（上图编号 3 所示），然后把它喂回来，这里就是单词 in（上图编号 4

所示），因为它的目的是努力找出第一个单词是 in 的情况下，第二个单词是什么。这个输

出就是𝑦<2>（上图编号 5 所示），有了这个连接（上图编号 6 所示），就是这里的第一个单

词 in（上图编号 4 所示）作为输入，这样这个网络就可以用来评估第二个单词的概率了，在

给定法语句子和翻译结果的第一个单词 in 的情况下。 

注意，在第二步里我们更关心的是要找到最可能的第一个和第二个单词对，所以不仅仅

是第二个单词有最大的概率，而是第一个、第二个单词对有最大的概率（上图编号 7 所示）。

按照条件概率的准则，这个可以表示成第一个单词的概率（上图编号 8 所示）乘以第二个单

词的概率（上图编号 9 所示），这个可以从这个网络部分里得到（上图编号 10 所示），对

于已经选择的 in、jane、september 这三个单词，你可以先保存这个概率值（上图编号 8 所

示），然后再乘以第二个概率值（上图编号 9 所示）就得到了第一个和第二个单词对的概率

（上图编号 7 所示）。 
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现在你已经知道在第一个单词是 in 的情况下如何评估第二个单词的概率，现在第一个

单词是 jane，道理一样，句子可能是"jane a"、"jane aaron"，等等到"jane is"、"jane visits"等

等（上图编号 1 所示）。你会用这个新的网络部分（上图编号 2 所示），我在这里画一条线，

代表从𝑦<1>，即 jane，𝑦<1>连接 jane（上图编号 3 所示），那么这个网络部分就可以告诉

你给定输入𝑥和第一个词是 jane 下，第二个单词的概率了（上图编号 4 所示），和上面一样，

你可以乘以𝑃(𝑦<1>|𝑥)得到𝑃(𝑦<1>, 𝑦<2>|𝑥)。 

 

针对第二个单词所有 10,000 个不同的选择，最后对于单词 september 也一样，从单词

a 到单词 zulu，用这个网络部分，我把它画在这里。来看看如果第一个单词是 september，

第二个单词最可能是什么。所以对于集束搜索的第二步，由于我们一直用的集束宽为 3，并

且词汇表里有 10,000 个单词，那么最终我们会有 3 乘以 10,000 也就是 30,000 个可能的结

果，因为这里（上图编号 1 所示）是 10,000，这里（上图编号 2 所示）是 10,000，这里（上
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图编号 3 所示）是 10,000，就是集束宽乘以词汇表大小，你要做的就是评估这 30,000 个选

择。按照第一个词和第二个词的概率，然后选出前三个，这样又减少了这 30,000 个可能性，

又变成了 3 个，减少到集束宽的大小。假如这 30,000 个选择里最可能的是“in September”（上

图编号 4 所示）和“jane is”（上图编号 5 所示），以及“jane visits”（上图编号 6 所示），画

的有点乱，但这就是这 30,000 个选择里最可能的三个结果，集束搜索算法会保存这些结果，

然后用于下一次集束搜索。 

注意一件事情，如果集束搜索找到了第一个和第二个单词对最可能的三个选择是“in 

September”或者“jane is”或者“jane visits”，这就意味着我们去掉了 september 作为英语翻译

结果的第一个单词的选择，所以我们的第一个单词现在减少到了两个可能结果，但是我们的

集束宽是 3，所以还是有𝑦<1>，𝑦<2>对的三个选择。 

在我们进入集束搜索的第三步之前，我还想提醒一下因为我们的集束宽等于 3，每一步

我们都复制 3 个，同样的这种网络来评估部分句子和最后的结果，由于集束宽等于 3，我们

有三个网络副本（上图编号 7 所示），每个网络的第一个单词不同，而这三个网络可以高效

地评估第二个单词所有的 30,000 个选择。所以不需要初始化 30,000 个网络副本，只需要使

用 3 个网络的副本就可以快速的评估 softmax 的输出，即𝑦<2>的 10,000 个结果。 

 

让我们快速解释一下集束搜索的下一步，前面说过前两个单词最可能的选择是“in 

September”和“jane is”以及“jane visits”，对于每一对单词我们应该保存起来，给定输入𝑥，即

法语句子作为𝑥的情况下，𝑦<1>和𝑦<2>的概率值和前面一样，现在我们考虑第三个单词是什

么，可以是“in September a”，可以是“in September aaron”，一直到“in September zulu”。为

了评估第三个单词可能的选择，我们用这个网络部分，第一单词是 in（上图编号 1 所示），
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第二个单词是 september（上图编号 2 所示），所以这个网络部分可以用来评估第三个单词

的概率，在给定输入的法语句子𝑥和给定的英语输出的前两个单词“in September”情况下（上

图编号 3 所示）。对于第二个片段来说也一样，就像这样一样（上图编号 4 所示），对于

“jane visits”也一样，然后集束搜索还是会挑选出针对前三个词的三个最可能的选择，可能是

“in september jane”（上图编号 5 所示），“Jane is visiting”也很有可能（上图编号 6 所示），

也很可能是“Jane visits Africa”（上图编号 7 所示）。 

然后继续，接着进行集束搜索的第四步，再加一个单词继续，最终这个过程的输出一次

增加一个单词，集束搜索最终会找到“Jane visits africa in september”这个句子，终止在句尾

符号（上图编号 8 所示），用这种符号的系统非常常见，它们会发现这是最有可能输出的一

个英语句子。在本周的练习中，你会看到更多的执行细节，同时，你会运用到这个集束算法，

在集束宽为 3 时，集束搜索一次只考虑 3 个可能结果。注意如果集束宽等于 1，只考虑 1 种

可能结果，这实际上就变成了贪婪搜索算法，上个视频里我们已经讨论过了。但是如果同时

考虑多个，可能的结果比如 3 个，10 个或者其他的个数，集束搜索通常会找到比贪婪搜索

更好的输出结果。 

你已经了解集束搜索是如何工作的了，事实上还有一些额外的提示和技巧的改进能够使

集束算法更高效，我们在下个视频中一探究竟。 
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3.4 改进集束搜索（Refinements to Beam Search） 

上个视频中, 你已经学到了基本的束搜索算法(the basic beam search algorithm)，这个视

频里,我们会学到一些技巧, 能够使算法运行的更好。长度归一化（Length normalization）就

是对束搜索算法稍作调整的一种方式，帮助你得到更好的结果，下面介绍一下它。 

 

前面讲到束搜索就是最大化这个概率，这个乘积就是𝑃(𝑦<1>…𝑦<𝑇𝑦|𝑋)，可以表示

成:𝑃(𝑦<1>|𝑋) 𝑃(𝑦<2>|𝑋, 𝑦<1>) 𝑃(𝑦<3>|𝑋, 𝑦<1>, 𝑦<2>)…𝑃(𝑦<𝑇𝑦>|𝑋, 𝑦<1>, 𝑦<2>…𝑦<𝑇𝑦−1>) 

这些符号看起来可能比实际上吓人，但这就是我们之前见到的乘积概率（the product 

probabilities）。如果计算这些，其实这些概率值都是小于 1 的，通常远小于 1。很多小于 1

的数乘起来，会得到很小很小的数字，会造成数值下溢（numerical underflow）。数值下溢

就是数值太小了，导致电脑的浮点表示不能精确地储存，因此在实践中,我们不会最大化这

个乘积，而是取𝑙𝑜𝑔值。如果在这加上一个𝑙𝑜𝑔，最大化这个𝑙𝑜𝑔求和的概率值，在选择最可

能的句子𝑦时，你会得到同样的结果。所以通过取𝑙𝑜𝑔，我们会得到一个数值上更稳定的算法，

不容易出现四舍五入的误差，数值的舍入误差（rounding errors）或者说数值下溢（numerical 

underflow）。因为𝑙𝑜𝑔函数它是严格单调递增的函数，最大化𝑃(𝑦)，因为对数函数，这就是

𝑙𝑜𝑔函数，是严格单调递增的函数，所以最大化𝑙𝑜𝑔𝑃(𝑦|𝑥)和最大化𝑃(𝑦|𝑥)结果一样。如果一

个𝑦值能够使前者最大，就肯定能使后者也取最大。所以实际工作中，我们总是记录概率的

对数和（the sum of logs of the probabilities），而不是概率的乘积（the production of 

probabilities）。 

对于目标函数（this objective function），还可以做一些改变，可以使得机器翻译表现的
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更好。如果参照原来的目标函数（this original objective），如果有一个很长的句子，那么这

个句子的概率会很低，因为乘了很多项小于 1 的数字来估计句子的概率。所以如果乘起来很

多小于 1 的数字，那么就会得到一个更小的概率值，所以这个目标函数有一个缺点，它可能

不自然地倾向于简短的翻译结果，它更偏向短的输出，因为短句子的概率是由更少数量的小

于 1 的数字乘积得到的，所以这个乘积不会那么小。顺便说一下，这里也有同样的问题，概

率的𝑙𝑜𝑔值通常小于等于 1，实际上在𝑙𝑜𝑔的这个范围内，所以加起来的项越多，得到的结果

越负，所以对这个算法另一个改变也可以使它表现的更好，也就是我们不再最大化这个目标

函数了，我们可以把它归一化，通过除以翻译结果的单词数量（normalize this by the number 

of words in your translation）。这样就是取每个单词的概率对数值的平均了，这样很明显地

减少了对输出长的结果的惩罚（this significantly reduces the penalty for outputting longer 

translations.）。 

在实践中，有个探索性的方法，相比于直接除𝑇𝑦，也就是输出句子的单词总数，我们有

时会用一个更柔和的方法（a softer approach），在𝑇𝑦上加上指数𝑎，𝑎可以等于 0.7。如果𝑎

等于 1，就相当于完全用长度来归一化，如果𝑎等于 0，𝑇𝑦的 0 次幂就是 1，就相当于完全没

有归一化，这就是在完全归一化和没有归一化之间。𝑎就是算法另一个超参数（hyper 

parameter），需要调整大小来得到最好的结果。不得不承认，这样用𝑎实际上是试探性的，

它并没有理论验证。但是大家都发现效果很好，大家都发现实践中效果不错，所以很多人都

会这么做。你可以尝试不同的𝑎值，看看哪一个能够得到最好的结果。 

总结一下如何运行束搜索算法。当你运行束搜索时，你会看到很多长度等于 1 的句子，

很多长度等于 2 的句子，很多长度等于 3 的句子，等等。可能运行束搜索 30 步，考虑输出

的句子可能达到，比如长度 30。因为束宽为 3，你会记录所有这些可能的句子长度，长度为

1、2、3、4 等等一直到 30 的三个最可能的选择。然后针对这些所有的可能的输出句子，用

这个式子（上图编号 1 所示）给它们打分，取概率最大的几个句子，然后对这些束搜索得到

的句子，计算这个目标函数。最后从经过评估的这些句子中，挑选出在归一化的𝑙𝑜𝑔 概率目

标函数上得分最高的一个（you pick the one that achieves the highest value on this normalized 

log probability objective.），有时这个也叫作归一化的对数似然目标函数（a normalized log 

likelihood objective）。这就是最终输出的翻译结果，这就是如何实现束搜索。这周的练习中

你会自己实现这个算法。 
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最后还有一些实现的细节，如何选择束宽 B。B 越大，你考虑的选择越多，你找到的句

子可能越好，但是 B 越大，你的算法的计算代价越大，因为你要把很多的可能选择保存起

来。最后我们总结一下关于如何选择束宽 B 的一些想法。接下来是针对或大或小的 B 各自

的优缺点。如果束宽很大，你会考虑很多的可能，你会得到一个更好的结果，因为你要考虑

很多的选择，但是算法会运行的慢一些，内存占用也会增大，计算起来会慢一点。而如果你

用小的束宽，结果会没那么好，因为你在算法运行中，保存的选择更少，但是你的算法运行

的更快，内存占用也小。在前面视频里，我们例子中用了束宽为 3，所以会保存 3 个可能选

择，在实践中这个值有点偏小。在产品中，经常可以看到把束宽设到 10，我认为束宽为 100

对于产品系统来说有点大了，这也取决于不同应用。但是对科研而言，人们想压榨出全部性

能，这样有个最好的结果用来发论文，也经常看到大家用束宽为 1000 或者 3000，这也是取

决于特定的应用和特定的领域。在你实现你的应用时，尝试不同的束宽的值，当 B 很大的时

候，性能提高会越来越少。对于很多应用来说，从束宽 1，也就是贪心算法，到束宽为 3、

到 10，你会看到一个很大的改善。但是当束宽从 1000 增加到 3000 时，效果就没那么明显

了。对于之前上过计算机科学课程的同学来说，如果你熟悉计算机科学里的搜索算法

（computer science search algorithms） , 比如广度优先搜索（BFS, Breadth First Search 

algorithms），或者深度优先搜索（DFS, Depth First Search），你可以这样想束搜索，不像其

他你在计算机科学算法课程中学到的算法一样。如果你没听说过这些算法也不要紧，但是如

果你听说过广度优先搜索和深度优先搜索，不同于这些算法，这些都是精确的搜索算法

（exact search algorithms），束搜索运行的更快，但是不能保证一定能找到 argmax 的准确

的最大值。如果你没听说过广度优先搜索和深度优先搜索，也不用担心，这些对于我们的目

标也不重要，如果你听说过，这就是束搜索和其他算法的关系。 
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好，这就是束搜索。这个算法广泛应用在多产品系统或者许多商业系统上，在深度学习

系列课程中的第三门课中，我们讨论了很多关于误差分析（error analysis）的问题。事实上

在束搜索上做误差分析是我发现的最有用的工具之一。有时你想知道是否应该增大束宽，我

的束宽是否足够好，你可以计算一些简单的东西来指导你需要做什么，来改进你的搜索算法。

我们在下个视频里进一步讨论。 
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3.5 集束搜索的误差分析（Error analysis in beam search） 

在这五门课中的第三门课里，你了解了误差分析是如何能够帮助你集中时间做你的项目

中最有用的工作，束搜索算法是一种近似搜索算法（an approximate search algorithm），也

被称作启发式搜索算法（a heuristic search algorithm），它不总是输出可能性最大的句子，

它仅记录着 B 为前 3 或者 10 或是 100 种可能。那么如果束搜索算法出现错误会怎样呢? 

本节视频中，你将会学习到误差分析和束搜索算法是如何相互起作用的，以及你怎样才

能发现是束搜索算法出现了问题，需要花时间解决，还是你的 RNN 模型出了问题，要花时

间解决。我们先来看看如何对束搜索算法进行误差分析。 

 

我们来用这个例子说明： “Jane visite l'Afrique en septembre”。假如说，在你的机器翻

译的 dev 集中，也就是开发集（development set），人工是这样翻译的: Jane visits Africa in 

September,我会将这个标记为𝑦∗。这是一个十分不错的人工翻译结果，不过假如说，当你在

已经完成学习的 RNN 模型，也就是已完成学习的翻译模型中运行束搜索算法时，它输出了

这个翻译结果：Jane visited Africa last September，我们将它标记为�̂�。这是一个十分糟糕的

翻译，它实际上改变了句子的原意，因此这不是个好翻译。 

你的模型有两个主要部分，一个是神经网络模型，或说是序列到序列模型（sequence to 

sequence model），我们将这个称作是 RNN 模型，它实际上是个编码器和解码器（ an encoder 

and a decoder）。另一部分是束搜索算法，以某个集束宽度 B 运行。如果你能够找出造成这

个错误，这个不太好的翻译的原因，是两个部分中的哪一个，不是很好吗? RNN (循环神经网

络)是更可能是出错的原因呢，还是束搜索算法更可能是出错的原因呢？你在第三门课中了



第五门课 序列模型(Sequence Models)-第三周 序列模型和注意力机制（Sequence models & Attention 

mechanism） 

630 
 

解到了大家很容易想到去收集更多的训练数据，这总归没什么坏处。所以同样的，大家也会

觉得不行就增大束宽，也是不会错的，或者说是很大可能是没有危害的。但是就像单纯获取

更多训练数据，可能并不能得到预期的表现结果。相同的，单纯增大束宽也可能得不到你想

要的结果，不过你怎样才能知道是不是值得花时间去改进搜索算法呢? 下面我们来分解这个

问题弄清楚什么情况下该用什么解决办法。 

RNN (循环神经网络)实际上是个编码器和解码器（the encoder and the decoder），它会

计算𝑃(𝑦|𝑥)。所以举个例子，对于这个句子：Jane visits Africa in September，你将 Jane visits 

Africa 填入这里（上图编号 1 所示），同样，我现在忽略了字母的大小写，后面也是一样，

然后这个就会计算。𝑃(𝑦|𝑥)结果表明，你此时能做的最有效的事就是用这个模型来计算

𝑃(𝑦∗|𝑥)，同时也用你的 RNN 模型来计算𝑃(�̂� |𝑥)，然后比较一下这两个值哪个更大。有可能

是左边大于右边，也有可能是𝑃(𝑦∗)小于𝑃(�̂�)，其实应该是小于或等于，对吧。取决于实际

是哪种情况，你就能够更清楚地将这个特定的错误归咎于 RNN 或是束搜索算法，或说是哪

个负有更大的责任。我们来探究一下其中的逻辑。 

 

这是之前幻灯片里的两个句子。记住，我们是要计算𝑃(𝑦∗|𝑥)和𝑃(�̂� |𝑥)，然后比较这两

个哪个更大，所以就会有两种情况。 

第一种情况，RNN 模型的输出结果𝑃(𝑦∗|𝑥) 大于𝑃(�̂� |𝑥)，这意味着什么呢? 束搜索算法

选择了�̂� ，对吧? 你得到�̂�的方式是，你用一个 RNN 模型来计算𝑃(𝑦|𝑥)，然后束搜索算法做

的就是尝试寻找使𝑃(𝑦|𝑥)最大的𝑦，不过在这种情况下，相比于�̂�，𝑦∗的值更𝑃(𝑦|𝑥)大，因此

你能够得出束搜索算法实际上不能够给你一个能使𝑃(𝑦|𝑥)最大化的𝑦值，因为束搜索算法的

任务就是寻找一个𝑦的值来使这项更大，但是它却选择了�̂�，而𝑦∗实际上能得到更大的值。因
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此这种情况下你能够得出是束搜索算法出错了。那另一种情况是怎样的呢? 

第二种情况是𝑃(𝑦∗|𝑥)小于或等于𝑃(�̂� |𝑥)对吧？这两者之中总有一个是真的。情况 1 或

是情况 2 总有一个为真。情况 2 你能够总结出什么呢? 在我们的例子中，𝑦∗ 是比 �̂�更好的

翻译结果，不过根据 RNN 模型的结果，𝑃(𝑦∗) 是小于𝑃(�̂�)的，也就是说，相比于�̂�，𝑦∗成为

输出的可能更小。因此在这种情况下，看来是 RNN 模型出了问题。同时可能值得在 RNN 模

型上花更多时间。这里我少讲了一些有关长度归一化（length normalizations）的细节。这里

我略过了有关长度归一化的细节，如果你用了某种长度归一化，那么你要做的就不是比较这

两种可能性大小，而是比较长度归一化后的最优化目标函数值。不过现在先忽略这种复杂的

情况。第二种情况表明虽然𝑦∗是一个更好的翻译结果，RNN 模型却赋予它更低的可能性，是

RNN 模型出现了问题。 

 

所以误差分析过程看起来就像下面这样。你先遍历开发集，然后在其中找出算法产生的

错误，这个例子中，假如说𝑃(𝑦∗|𝑥)的值为 2 x 10-10，而𝑃(�̂� |𝑥)的值为 1 x10-10，根据上页

幻灯片中的逻辑关系，这种情况下我们得知束搜索算法实际上选择了比𝑦∗可能性更低的�̂�，

因此我会说束搜索算法出错了。我将它缩写为 B。接着你继续遍历第二个错误，再来看这些

可能性。也许对于第二个例子来说，你认为是 RNN 模型出现了问题，我会用缩写 R 来代表

RNN。再接着你遍历了更多的例子，有时是束搜索算法出现了问题，有时是模型出现了问题，

等等。通过这个过程，你就能够执行误差分析，得出束搜索算法和 RNN 模型出错的比例是

多少。有了这样的误差分析过程，你就可以对开发集中每一个错误例子，即算法输出了比人

工翻译更差的结果的情况，尝试确定这些错误，是搜索算法出了问题，还是生成目标函数(束

搜索算法使之最大化)的 RNN 模型出了问题。并且通过这个过程，你能够发现这两个部分中
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哪个是产生更多错误的原因，并且只有当你发现是束搜索算法造成了大部分错误时，才值得

花费努力增大集束宽度。相反地，如果你发现是 RNN 模型出了更多错，那么你可以进行更

深层次的分析，来决定是需要增加正则化还是获取更多的训练数据，抑或是尝试一个不同的

网络结构，或是其他方案。你在第三门课中，了解到各种技巧都能够应用在这里。 

这就是束搜索算法中的误差分析，我认为这个特定的误差分析过程是十分有用的，它可

以用于分析近似最佳算法(如束搜索算法)，这些算法被用来优化学习算法(例如序列到序列模

型/RNN)输出的目标函数。也就是我们这些课中一直讨论的。学会了这个方法，我希望你能

够在你的应用里更有效地运用好这些类型的模型。 
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3.6 Bleu 得分（选修）（Bleu Score (optional)） 

机器翻译（machine translation）的一大难题是一个法语句子可以有多种英文翻译而且

都同样好，所以当有多个同样好的答案时，怎样评估一个机器翻译系统呢？不像图像识别

（image recognition），只有一个正确答案，就只要测量准确性就可以了。如果有多个不错

的答案，要怎样衡量准确性呢? 常见的解决办法是，通过一个叫做 BLEU 得分（the BLEU score）

的东西来解决。所以，在这个选修视频中，我想与你分享，我想让你了解 BLEU 得分是怎样

工作的。 

假如给你一个法语句子：Le chat est sur le tapis，然后给你一个这个句子的人工翻译作

参考：The cat is on the mat。不过有多种相当不错的翻译。所以一个不同的人，也许会将其

翻译为：There is a cat on the mat，同时，实际上这两个都是很好的，都准确地翻译了这个

法语句子。BLEU 得分做的就是，给定一个机器生成的翻译，它能够自动地计算一个分数来

衡量机器翻译的好坏。直觉告诉我们，只要这个机器生成的翻译与任何一个人工翻译的结果

足够接近，那么它就会得到一个高的 BLEU 分数。顺便提一下 BLEU 代表 bilingual evaluation 

understudy (双语评估替补)。在戏剧界，侯补演员(understudy)学习资深的演员的角色，这样

在必要的时候，他们就能够接替这些资深演员。而 BLEU 的初衷是相对于请评估员（ask human 

evaluators），人工评估机器翻译系统（the machine translation system），BLEU 得分就相当

于一个侯补者，它可以代替人类来评估机器翻译的每一个输出结果。BLEU 得分是由 Kishore 

Papineni, Salim Roukos，Todd Ward 和 Wei-Jing Zhu 发表的这篇论文十分有影响力并且实际

上也是一篇很好读的文章。所以如果有时间的话，我推荐你读一下。BLEU 得分背后的理念

是观察机器生成的翻译，然后看生成的词是否出现在少一个人工翻译参考之中。因此这些人

工翻译的参考会包含在开发集或是测试集中。 
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（参考论文：Papineni, Kishore & Roukos, Salim & Ward, Todd & Zhu, Wei-jing. (2002). BLEU: 

a Method for Automatic Evaluation of Machine Translation. 10.3115/1073083.1073135.） 

现在，我们来看一个极端的例子。我们假设机器翻译系统缩写为 MT。机器翻译 (MT)的

输出是：the the the the the the the。这显然是一个十分糟糕的翻译。衡量机器翻译输出质量

的方法之一是观察输出结果的每一个词看其是否出现在参考中，这被称做是机器翻译的精确

度（a precision of the machine translation output）。这个情况下，机器翻译输出了七个单词

并且这七个词中的每一个都出现在了参考 1 或是参考 2。单词 the 在两个参考中都出现了，

所以看上去每个词都是很合理的。因此这个输出的精确度就是 7/7，看起来是一个极好的精

确度。这就是为什么把出现在参考中的词在 MT 输出的所有词中所占的比例作为精确度评估

标准并不是很有用的原因。因为它似乎意味着，例子中 MT 输出的翻译有很高的精确度，因

此取而代之的是我们要用的这个改良后的精确度评估方法，我们把每一个单词的记分上限定

为它在参考句子中出现的最多次数。在参考 1 中，单词 the 出现了两次，在参考 2 中，单词

the 只出现了一次。而 2 比 1 大，所以我们会说，单词 the 的得分上限为 2。有了这个改良

后的精确度，我们就说，这个输出句子的得分为 2/7，因为在 7 个词中，我们最多只能给它

2 分。所以这里分母就是 7 个词中单词 the 总共出现的次数，而分子就是单词 the 出现的计

数。我们在达到上限时截断计数，这就是改良后的精确度评估（the modified precision 

measure）。 
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到目前为止，我们都只是关注单独的单词，在 BLEU 得分中，你不想仅仅考虑单个的单

词，你也许也想考虑成对的单词，我们定义一下二元词组（bigrams）的 BLEU 得分。bigram

的意思就是相邻的两个单词。现在我们来看看怎样用二元词组来定义 BLEU 得分，并且这仅

仅只是最终的 BLEU 得分的一部分。我们会考虑一元词组（unigrams）也就是单个单词以及

二元词组（bigrams），即成对的词，同时也许会有更长的单词序列，比如说三元词组（trigrams）。

意思是三个挨在一起的词。我们继续刚才的例子，还是前面出现过的参考 1 和 2，不过现在

我们假定机器翻译输出了稍微好一点的翻译:The cat the cat on the mat，仍然不是一个好的

翻译，不过也许比上一个好一些。这里，可能的二元词组有 the cat ，忽略大小写，接着是

cat the， 这是另一个二元词组，然后又是 the cat。不过我已经有了，所以我们跳过它，然

后下一个是 cat on，然后是 on the，再然后是 the mat。所以这些就是机器翻译中的二元词

组。好，我们来数一数每个二元词组出现了多少次。the cat 出现了两次 ，cat the 出现了一

次，剩下的都只出现了一次。最后 ，我们来定义一下截取计数（the clipped count）。也就

是 Count_clip。为了定义它，我们以这列的值为基础，但是给算法设置得分上限，上限值为

二元词组出现在参考 1 或 2 中的最大次数。the cat 在两个参考中最多出现一次，所以我将

截取它的计数为 1。cat the 它并没有出现在参考 1 和参考 2 中，所以我将它截取为 0。cat 

on ，好，它出现了一次，我们就记 1 分。on the 出现一次就记 1 分，the mat 出现了一次，

所以这些就是截取完的计数（the clipped counts）。我们把所有的这些计数都截取了一遍，

实际上就是将它们降低使之不大于二元词组出现在参考中的次数。最后，修改后的二元词组

的精确度就是 count_clip 之和。因此那就是 4 除以二元词组的总个数，也就是 6。因此是 4/6

也就是 2/3 为二元词组改良后的精确度。 
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现在我们将它公式化。基于我们在一元词组中学到的内容，我们将改良后的一元词组精

确度定义为𝑃1，𝑃代表的是精确度。这里的下标 1 的意思是一元词组。不过它定义为一元词

组之和，也就是对机器翻译结果中所有单词求和，MT 输出就是�̂�，Countclip(unigram)。除

以机器翻译输出中的一元词组出现次数之和。因此这个就是最终结果应该是两页幻灯片前得

到的 2/7。这里的 1 指代的是一元词组，意思是我们在考虑单独的词，你也可以定义𝑃𝑛为𝑛

元词组精确度，用 n-gram 替代掉一元词组。所以这就是机器翻译输出中的𝑛元词组的

countclip 之和除以𝑛元词组的出现次数之和。因此这些精确度或说是这些改良后的精确度得

分评估的是一元词组或是二元词组。就是我们前页幻灯片中做的，或者是三元词组，也就是

由三个词组成的，甚至是𝑛取更大数值的𝑛元词组。这个方法都能够让你衡量机器翻译输出

中与参考相似重复的程度。另外，你能够确信如果机器翻译输出与参考 1 或是参考 2 完全一

致的话，那么所有的这些𝑃1、𝑃2等等的值，都会等于 1.0。为了得到改良后的 1.0 的精确度，

只要你的输出与参考之一完全相同就能满足，不过有时即使输出结果并不完全与参考相同，

这也是有可能实现的。你可以将它们以另一种方式组合，但愿仍能得到不错的翻译结果。 
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最后，我们将这些组合一下来构成最终的 BLEU 得分。𝑃𝑛就是𝑛元词组这一项的 BLEU 得

分，也是计算出的𝑛元词组改良后的精确度，按照惯例，为了用一个值来表示你需要计算𝑃1，

𝑃2， 𝑃3，𝑃4。然后将它们用这个公式组合在一起，就是取平均值。按照惯例 BLEU 得分被定

义为，𝑒𝑥𝑝(
1

4
∑ 𝑃𝑛
4
𝑛=1 )，对这个线性运算进行乘方运算，乘方是严格单调递增的运算，我们实

际上会用额外的一个叫做 BP 的惩罚因子（the BP penalty）来调整这项。BP 的意思是“简短

惩罚”（ brevity penalty）。这些细节也许并不是十分重要，但是你可以大致了解一下。 事

实表明，如果你输出了一个非常短的翻译，那么它会更容易得到一个高精确度。因为输出的

大部分词可能都出现在参考之中，不过我们并不想要特别短的翻译结果。因此简短惩罚(BP)

就是一个调整因子，它能够惩罚输出了太短翻译结果的翻译系统。BP 的公式如上图所示。

如果你的机器翻译系统实际上输出了比人工翻译结果更长的翻译，那么它就等于 1，其他情

况下就是像这样的公式，惩罚所有更短的翻译，细节部分你能够在这篇论文中找到。 

再说一句，在之前的视频中，你了解了拥有单一实数评估指标（a single real number 

evaluation metric）的重要性，因为它能够让你尝试两种想法，然后看一下哪个得分更高，尽

量选择得分更高的那个，BLEU 得分对于机器翻译来说，具有革命性的原因是因为它有一个

相当不错的虽然不是完美的但是非常好的单一实数评估指标，因此它加快了整个机器翻译领

域的进程，我希望这节视频能够让你了解 BLEU 得分是如何操作的。实践中，很少人会从零

实现一个 BLEU 得分（implement a BLEU score from scratch），有很多开源的实现结果，你可

以下载下来然后直接用来评估你的系统。不过今天，BLEU 得分被用来评估许多生成文本的

系统（systems that generate text），比如说机器翻译系统（machine translation systems），

也有我之前简单提到的图像描述系统（image captioning systems）。也就是说你会用神经网

络来生成图像描述，然后使用 BLEU 得分来看一下，结果在多大程度上与参考描述或是多个

人工完成的参考描述内容相符。BLEU 得分是一个有用的单一实数评估指标，用于评估生成

文本的算法，判断输出的结果是否与人工写出的参考文本的含义相似。不过它并没有用于语

音识别（speech recognition）。因为在语音识别当中，通常只有一个答案，你可以用其他的

评估方法，来看一下你的语音识别结果，是否十分相近或是字字正确（pretty much, exactly 

word for word correct）。不过在图像描述应用中，对于同一图片的不同描述，可能是同样好

的。或者对于机器翻译来说，有多个一样好的翻译结果，BLEU 得分就给了你一个能够自动

评估的方法，帮助加快算法开发进程。说了这么多，希望你明白了 BLEU 得分是怎么运行的。 
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3.7 注意力模型直观理解（Attention Model Intuition） 

在本周大部分时间中，你都在使用这个编码解码的构架（a Encoder-Decoder architecture）

来完成机器翻译。当你使用 RNN 读一个句子，于是另一个会输出一个句子。我们要对其做

一些改变，称为注意力模型（the Attention Model），并且这会使它工作得更好。注意力模

型或者说注意力这种思想（The attention algorithm, the attention idea）已经是深度学习中最

重要的思想之一，我们看看它是怎么运作的。 

 

像这样给定一个很长的法语句子，在你的神经网络中，这个绿色的编码器要做的就是读

整个句子，然后记忆整个句子，再在感知机中传递（to read in the whole sentence and then 

memorize the whole sentences and store it in the activations conveyed her）。而对于这个紫色

的神经网络，即解码网络（the decoder network）将生成英文翻译，Jane 去年九月去了非洲，

非常享受非洲文化，遇到了很多奇妙的人，她回来就嚷嚷道，她经历了一个多棒的旅行，并

邀请我也一起去。人工翻译并不会通过读整个法语句子，再记忆里面的东西，然后从零开始，

机械式地翻译成一个英语句子。而人工翻译，首先会做的可能是先翻译出句子的部分，再看

下一部分，并翻译这一部分。看一部分，翻译一部分，一直这样下去。你会通过句子，一点

一点地翻译，因为记忆整个的像这样的的句子是非常困难的。你在下面这个编码解码结构中，

会看到它对于短句子效果非常好，于是它会有一个相对高的 Bleu 分（Bleu score），但是对

于长句子而言，比如说大于 30 或者 40 词的句子，它的表现就会变差。Bleu 评分看起来就

会像是这样，随着单词数量变化，短的句子会难以翻译，因为很难得到所有词。对于长的句

子，效果也不好，因为在神经网络中，记忆非常长句子是非常困难的。在这个和下个视频中，
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你会见识到注意力模型，它翻译得很像人类，一次翻译句子的一部分。而且有了注意力模型，

机器翻译系统的表现会像这个一样，因为翻译只会翻译句子的一部分，你不会看到这个有一

个巨大的下倾（huge dip），这个下倾实际上衡量了神经网络记忆一个长句子的能力，这是

我们不希望神经网络去做的事情。在这个视频中，我想要给你们注意力机制运行的一些直观

的东西。然后在下个视频中，完善细节。 

 

注意力模型源于 Dimitri, Bahdanau, Camcrun Cho, Yoshe Bengio。（Bahdanau D, Cho K, 

Bengio Y. Neural Machine Translation by Jointly Learning to Align and Translate[J]. 

Computer Science, 2014.）虽然这个模型源于机器翻译，但它也推广到了其他应用领域。

我认为在深度学习领域，这个是个非常有影响力的，非常具有开创性的论文。 

让我们用一个短句举例说明一下，即使这些思想可能是应用于更长的句子。但是用短句

来举例说明，讲解这些思想会更简单。我们有一个很平常的句子：(法语)Jane visite l'Afrique 

en Septembre。假定我们使用 RNN，在这个情况中，我们将使用一个双向的 RNN（a 

bidirectional RNN），为了计算每个输入单词的的特征集（set of features），你必须要理解输

出�̂�
<1>

到�̂�
<3>

一直到�̂�
<5>

的双向 RNN。但是我们并不是只翻译一个单词，让我们先去掉上

面的𝑌，就用双向的 RNN。我们要对单词做的就是，对于句子里的每五个单词，计算一个句

子中单词的特征集，也有可能是周围的词，让我们试试，生成英文翻译。我们将使用另一个

RNN 生成英文翻译，这是我平时用的 RNN 记号。我不用𝐴来表示感知机（the activation），

这是为了避免和这里的感知机（the activations）混淆。我会用另一个不同的记号，我会用𝑆

来表示 RNN 的隐藏状态（the hidden state in this RNN），不用𝐴<1>，而是用𝑆<1>。我们希
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望在这个模型里第一个生成的单词将会是 Jane，为了生成 Jane visits Africa in September。于

是等式就是，当你尝试生成第一个词，即输出，那么我们应该看输入的法语句子的哪个部分？

似乎你应该先看第一个单词，或者它附近的词。但是你别看太远了，比如说看到句尾去了。

所以注意力模型就会计算注意力权重（a set of attention weights），我们将用𝑎<1,1>来表示

当你生成第一个词时你应该放多少注意力在这个第一块信息处。然后我们算第二个，这个叫

注意力权重，𝑎<1,2>它告诉我们当你尝试去计算第一个词 Jane 时，我们应该花多少注意力在

输入的第二个词上面。同理这里是𝑎<1,3>，接下去也同理。这些将会告诉我们，我们应该花

多少注意力在记号为𝐶的内容上。这就是 RNN 的一个单元，如何尝试生成第一个词的，这是

RNN 的其中一步，我们将会在下个视频中讲解细节。对于 RNN 的第二步，我们将有一个新

的隐藏状态𝑆<2>，我们也会用一个新的注意力权值集(a new set of the attention weights),我

们将用𝑎<2,1>来告诉我们什么时候生成第二个词, 那么 visits 就会是第二个标签了(the 

ground trip label)。我们应该花多少注意力在输入的第一个法语词上。然后同理𝑎<2,2>，接下

去也同理，我们应该花多少注意力在 visite 词上，我们应该花多少注意在词 l'Afique 上面。

当然我们第一个生成的词 Jane 也会输入到这里，于是我们就有了需要花注意力的上下文。

第二步，这也是个输入，然后会一起生成第二个词，这会让我们来到第三步𝑆<3>，这是输入，

我们再有上下文 C，它取决于在不同的时间集（time sets）,上面的𝑎<3>。这个告诉了我们我

们要花注意力在不同的法语的输入词上面。 然后同理。有些事情我还没说清楚，但是在下

个视频中，我会讲解一些细节，比如如何准确定义上下文，还有第三个词的上下文，是否真

的需要去注意句子中的周围的词。这里要用到的公式以及如何计算这些注意力权重（these 

attention weights），将会在下个视频中讲解到。在下个视频中你会看到𝑎<3,𝑡>，即当你尝试

去生成第三个词，应该是 l'Afique，就得到了右边这个输出，这个 RNN 步骤应该要花注意力

在𝑡时的法语词上，这取决于在𝑡时的双向 RNN 的激活值。那么它应该是取决于第四个激活

值，它会取决于上一步的状态，它会取决于𝑆<2>。然后这些一起影响你应该花多少注意在输

入的法语句子的某个词上面。我们会在下个视频中讲解这些细节。但是直观来想就是 RNN

向前进一次生成一个词，在每一步直到最终生成可能是<EOS>。这些是注意力权重，即𝑎<𝑡,𝑡>

告诉你，当你尝试生成第𝑡个英文词，它应该花多少注意力在第𝑡个法语词上面。当生成一个

特定的英文词时，这允许它在每个时间步去看周围词距内的法语词要花多少注意力。 

我希望这个视频传递了关于注意力模型的一些直观的东西。我们现在可能对算法的运行

有了大概的感觉，让我们进入到下个视频中，看看具体的细节。 

注意力模型参考： 
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3.8 注意力模型（Attention Model） 

在上个视频中你已经见到了,注意力模型如何让一个神经网络只注意到一部分的输入句

子。当它在生成句子的时候，更像人类翻译。让我们把这些想法转化成确切的式子，来实现

注意力模型。 

 

跟上个视频一样，我们先假定有一个输入句子，并使用双向的 RNN，或者双向的 GRU

或者双向的 LSTM，去计算每个词的特征。实际上 GRU 和 LSTM 经常应用于这个，可能 LSTM

更经常一点。对于前向传播（the forward occurrence），你有第一个时间步的前向传播的激

活值（a forward occurrence first time step），第一个时间步后向传播的激活值，后向的激活

值，以此类推。他们一共向前了五个时间步，也向后了五个时间步，技术上我们把这里设置

为 0。我们也可以后向传播 6 次，设一个都是 0 的因子，实际上就是个都是 0 的因子。为了

简化每个时间步的记号，即使你在双向 RNN 已经计算了前向的特征值和后向的特征值，我

就用𝑎<𝑡>来一起表示这些联系。所以𝑎<𝑡>就是时间步𝑡上的特征向量。但是为了保持记号的

一致性，我们用第二个，也就是𝑡′，实际上我将用𝑡′来索引法语句子里面的词。接下来我们只

进行前向计算，就是说这是个单向的 RNN，用状态𝑆表示生成翻译。所以第一个时间步，它

应该生成𝑦<1>，当你输入上下文𝐶的时候就会这样，如果你想用时间来索引它，你可以写𝐶<1>，

但有时候我就写个𝐶，就是没有上标的𝐶，这个会取决于注意力参数，即𝑎<1,1>，𝑎<1,2>以此

类推，告诉我们应该花多少注意力。同样的，这个𝑎参数告诉我们上下文有多少取决于我们

得到的特征，或者我们从不同时间步中得到的激活值。所以我们定义上下文的方式实际上来
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源于被注意力权重加权的不同时间步中的特征值。于是更公式化的注意力权重将会满足非负

的条件，所以这就是个 0 或正数，它们加起来等于 1。我们等会会见到我们如何确保这个成

立，我们将会有上下文，或者说在𝑡 = 1时的上下文，我会经常省略上标，这就会变成对𝑡′的

求和。这个权重的所有的𝑡′值，加上这些激活值。所以这里的这项（上图编号 1 所示）就是

注意力权重，这里的这项（上图编号 2）来自于这里（上图编号 3），于是𝑎<𝑡,𝑡′>就是𝑦<𝑡>应

该在𝑡′时花在𝑎上注意力的数量。换句话来说，当你在𝑡处生成输出词，你应该花多少注意力

在第𝑡′个输入词上面，这是生成输出的其中一步。然后下一个时间步，你会生成第二个输出。

于是相似的，你现在有了一个新的注意力权重集，再找到一个新的方式将它们相加，这就产

生了一个新的上下文，这个也是输入，且允许你生成第二个词。只有现在才用这种方式相加，

它会变成第二个时间步的上下文。即对𝑡′的𝑎<2,𝑡′>进行求和，于是使用这些上下文向量，𝐶<1>

写到这里，𝐶<2>也同理。这里的神经网络看起来很像相当标准的 RNN 序列，这里有着上下

文向量作为输出，我们可以一次一个词地生成翻译，我们也定义了如何通过这些注意力权重

和输入句子的特征值来计算上下文向量。剩下唯一要做的事情就是定义如何计算这些注意力

权重。让我们下张幻灯片看看。 

 

回忆一下𝑎<𝑡,𝑡′>，是你应该花费在𝑎<𝑡′>上的注意力的数量，当你尝试去生成第𝑡个输出

的翻译词，让我们先把式子写下来，再讨论它是怎么来的。这个式子你可以用来计算𝑎<𝑡,𝑡′>，

在此之前我们要先计算𝑒<𝑡,𝑡′>，关键要用 softmax，来确保这些权重加起来等于 1。如果你对

𝑡′求和，比如每一个固定的𝑡值，这些加起来等于 1。如果你对𝑡′求和，然后优先使用 softmax，

确保这些值加起来等于 1。 

现在我们如何计算这些𝑒项，一种我们可以用的方式是用下面这样的小的神经网络，于
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是𝑠<𝑡−1>就是神经网络在上个时间步的状态，于是这里我们有一个神经网络，如果你想要生

成𝑦<𝑡>，那么𝑠<𝑡−1>就是上一时间步的隐藏状态，即𝑠<𝑡>。这是给小神经网络的其中一个输

入，也就是在神经网络中的一个隐藏层，因为你需要经常计算它们，然后𝑎<𝑡′>，即上个时间

步的的特征是另一个输入。直观来想就是，如果你想要决定要花多少注意力在𝑡′的激活值上。

于是，似乎它会很大程度上取决于你上一个时间步的的隐藏状态的激活值。你还没有当前状

态的激活值，因为上下文会输入到这里，所以你还没计算出来，但是看看你生成上一个翻译

的 RNN 的隐藏状态，然后对于每一个位置，每一个词都看向他们的特征值，这看起来很自

然，即𝑎<𝑡,𝑡′>和𝑒<𝑡,𝑡′>应该取决于这两个量。但是我们不知道具体函数是什么，所以我们可

以做的事情就是训练一个很小的神经网络，去学习这个函数到底是什么。相信反向传播算法，

相信梯度下降算法学到一个正确的函数。这表示，如果你应用这整个的模型，然后用梯度下

降来训练它，这是可行的。这个小型的神经网络做了一件相当棒的事情，告诉你𝑦<𝑡>应该花

多少注意力在𝑎<𝑡>上面，然后这个式子确保注意力权重加起来等于 1，于是当你持续地一次

生成一个词，这个神经网络实际上会花注意力在右边的这个输入句子上，它会完全自动的通

过梯度下降来学习。 

这个算法的一个缺点就是它要花费三次方的时间，就是说这个算法的复杂是𝑂(𝑛3)的，

如果你有𝑇𝑥个输入单词和𝑇𝑦个输出单词，于是注意力参数的总数就会是𝑇𝑥 × 𝑇𝑦，所以这个算

法有着三次方的消耗。但是在机器翻译的应用上，输入和输出的句子一般不会太长，可能三

次方的消耗是可以接受，但也有很多研究工作，尝试去减少这样的消耗。那么讲解注意想法

在机器翻译中的应用，就到此为止了。虽然没有讲到太多的细节，但这个想法也被应用到了

其他的很多问题中去了，比如图片加标题（image captioning），图片加标题就是看一张图，

写下这张图的标题。底下的这篇论文来源于 Kevin Chu，Jimmy Barr, Ryan Kiros, Kelvin Shaw, 

Aaron Korver, Russell Zarkutnov, Virta Zemo, 和 Andrew Benjo。他们也显示了你可以有一个

很相似的结构看图片，然后，当你在写图片标题的时候，一次只花注意力在一部分的图片上

面。如果你感兴趣，那么我鼓励你，也去看看这篇论文，做一些编程练习。 
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因为机器翻译是一个非常复杂的问题，在之前的练习中，你应用了注意力，在日期标准

化的问题（the date normalization problem）上面，问题输入了像这样的一个日期，这个日期

实际上是阿波罗登月的日期，把它标准化成标准的形式，或者这样的日期。用一个序列的神

经网络，即序列模型去标准化到这样的形式，这个日期实际上是威廉·莎士比亚的生日。一般

认为是这个日期正如你之前练习中见到的，你可以训练一个神经网络，输入任何形式的日期，

生成标准化的日期形式。其他可以做的有意思的事情是看看可视化的注意力权重（the 

visualizations of the attention weights）。这个一个机器翻译的例子，这里被画上了不同的颜

色，不同注意力权重的大小，我不想在这上面花太多时间，但是你可以发现，对应的输入输

出词，你会发现注意力权重，会变高，因此这显示了当它生成特定的输出词时通常会花注意

力在输入的正确的词上面，包括学习花注意在哪。 在注意力模型中，使用反向传播时， 什

么时候学习完成。 

这就是注意力模型，在深度学习中真的是个非常强大的想法。在本周的编程练习中，我

希望你可以享受自己应用它的过程。 
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3.9 语音识别（Speech recognition） 

现今，最令人振奋的发展之一，就是 seq2seq 模型（sequence-to-sequence models）在

语音识别方面准确性有了很大的提升。这门课程已经接近尾声，现在我想通过剩下几节视频，

来告诉你们，seq2seq 模型是如何应用于音频数据的（audio data），比如语音（the speech）。 

 

什么是语音视频问题呢？现在你有一个音频片段𝑥（an audio clip,x），你的任务是自动

地生成文本𝑦。现在有一个音频片段，画出来是这样，该图的横轴是时间。一个麦克风的作

用是测量出微小的气压变化，现在你之所以能听到我的声音，是因为你的耳朵能够探测到这

些微小的气压变化，它可能是由你的扬声器或者耳机产生的，也就是像图上这样的音频片段，

气压随着时间而变化。假如这个我说的音频片段的内容是："the quick brown fox"(敏捷的棕

色狐狸)，这时我们希望一个语音识别算法（a speech recognition algorithm），通过输入这段

音频，然后输出音频的文本内容。考虑到人的耳朵并不会处理声音的原始波形，而是通过一

种特殊的物理结构来测量这些，不同频率和强度的声波。音频数据的常见预处理步骤，就是

运行这个原始的音频片段，然后生成一个声谱图（a spectrogram），就像这样。同样地，横

轴是时间，纵轴是声音的频率（frequencies），而图中不同的颜色，显示了声波能量的大小

（the amount of energy），也就是在不同的时间和频率上这些声音有多大。通过这样的声谱

图，或者你可能还听过人们谈到过伪空白输出（the false blank outputs），也经常应用于预

处理步骤，也就是在音频被输入到学习算法之前，而人耳所做的计算和这个预处理过程非常

相似。语音识别方面，最令人振奋的趋势之一就是曾经有一段时间，语音识别系统是用音位

（phonemes）来构建的，也就是人工设计的基本单元（hand-engineered basic units of cells），

如果用音位来表示"the quick brown fox"，我这里稍微简化一些，"the"含有"th"和"e"的音，



第五门课 序列模型(Sequence Models)-第三周 序列模型和注意力机制（Sequence models & Attention 

mechanism） 

647 
 

而"quick"有"k" "w" "i" "k"的音，语音学家过去把这些音作为声音的基本单元写下来，把这些

语音分解成这些基本的声音单元，而"brown"不是一个很正式的音位，因为它的音写起来比

较复杂，不过语音学家（linguists）们认为用这些基本的音位单元（basic units of sound called 

phonemes）来表示音频（audio），是做语音识别最好的办法。不过在 end-to-end 模型中，

我们发现这种音位表示法（phonemes representations）已经不再必要了，而是可以构建一个

系统，通过向系统中输入音频片段（audio clip），然后直接输出音频的文本（a transcript），

而不需要使用这种人工设计的表示方法。使这种方法成为可能的一件事就是用一个很大的数

据集，所以语音识别的研究数据集可能长达 300 个小时，在学术界，甚至 3000 小时的文本

音频数据集，都被认为是合理的大小。大量的研究，大量的论文所使用的数据集中，有几千

种不同的声音，而且，最好的商业系统现在已经训练了超过 1 万个小时的数据，甚至 10 万

个小时，并且它还会继续变得更大。在文本音频数据集中（Transcribe audio data sets）同时

包含𝑥和𝑦，通过深度学习算法大大推进了语音识别的进程。那么，如何建立一个语音识别系

统呢？ 

 

在上一节视频中，我们谈到了注意力模型，所以，一件你能做的事就是在横轴上，也就

是在输入音频的不同时间帧上，你可以用一个注意力模型，来输出文本描述，如"the quick 

brown fox"，或者其他语音内容。 
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还有一种效果也不错的方法，就是用 CTC 损失函数（CTC cost）来做语音识别。CTC 就

是 Connectionist Temporal Classification，它是由 Alex Graves、Santiago Fernandes, Faustino 

Gomez、和 Jürgen Schmidhuber 提出的。（Graves A, Gomez F. Connectionist temporal 

classification:labelling unsegmented sequence data with recurrent neural networks[C]// 

International Conference on Machine Learning. ACM, 2006:369-376.） 

算法思想如下: 

假设语音片段内容是某人说："the quick brown fox"，这时我们使用一个新的网络，结构

像这个样子，这里输入𝑥和输出𝑦的数量都是一样的，因为我在这里画的，只是一个简单的单

向 RNN 结构。然而在实际中，它有可能是双向的 LSTM 结构，或者双向的 GIU 结构，并且

通常是很深的模型。但注意一下这里时间步的数量，它非常地大。在语音识别中，通常输入

的时间步数量（the number of input time steps）要比输出的时间步的数量（the number of 

output time steps）多出很多。举个例子，比如你有一段 10 秒的音频，并且特征（features）

是 100 赫兹的，即每秒有 100 个样本，于是这段 10 秒的音频片段就会有 1000 个输入，就

是简单地用 100 赫兹乘上 10 秒。所以有 1000 个输入，但可能你的输出就没有 1000 个字母

了，或者说没有 1000 个字符。这时要怎么办呢？CTC 损失函数允许 RNN 生成这样的输出：

ttt，这是一个特殊的字符，叫做空白符，我们这里用下划线表示，这句话开头的音可表示为

h_eee_ _ _，然后这里可能有个空格，我们用这个来表示空格，之后是_ _ _qqq__，这样的输

出也被看做是正确的输出。下面这段输出对应的是"the q"。CTC 损失函数的一个基本规则是

将空白符之间的重复的字符折叠起来，再说清楚一些，我这里用下划线来表示这个特殊的空
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白符（a special blank character），它和空格（the space character）是不一样的。所以 the 和

quick 之间有一个空格符，所以我要输出一个空格，通过把用空白符所分割的重复的字符折

叠起来，然后我们就可以把这段序列折叠成"the q"。这样一来你的神经网络因为有很多这种

重复的字符，和很多插入在其中的空白符（blank characters），所以最后我们得到的文本会

短上很多。于是这句"the quick brown fox"包括空格一共有 19 个字符，在这样的情况下，通

过允许神经网络有重复的字符和插入空白符使得它能强制输出 1000 个字符，甚至你可以输

出 1000 个𝑦值来表示这段 19 个字符长的输出。这篇论文来自于 Alex Grace 以及刚才提到的

那些人。我所参与的深度语音识别系统项目就使用这种思想来构建有效的语音识别系统。 

希望这能给你一个粗略的理解，理解语音识别模型是如何工作的：注意力模型是如何工

作的，以及 CTC 模型是如何工作的，以及这两种不同的构建这些系统的方法。现今，在生产

技术中，构建一个有效语音识别系统，是一项相当重要的工作，并且它需要很大的数据集，

下节视频我想做的是告诉你如何构建一个触发字检测系统（a rigger word detection system），

其中的关键字检测系统（keyword detection system）将会更加简单，它可以通过一个更简洁

的数量更合理的数据来完成。所以我们下节课再见。 
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3.10 触发字检测（Trigger Word Detection） 

现在你已经学习了很多关于深度学习和序列模型的内容，于是我们可以真正去简便地描

绘出一个触发字系统（a trigger word system），就像上节视频中你看到的那样。随着语音识

别的发展，越来越多的设备可以通过你的声音来唤醒，这有时被叫做触发字检测系统（rigger 

word detection systems）。我们来看一看如何建立一个触发字系统。 

 

触发字系统的例子包括 Amazon echo，它通过单词 Alexa 唤醒；还有百度 DuerOS 设备，

通过"小度你好"来唤醒；苹果的 Siri 用 Hey Siri 来唤醒；Google Home 使用 Okay Google 来唤

醒，这就是触发字检测系统。假如你在卧室中，有一台 Amazon echo，你可以在卧室中简单

说一句: Alexa, 现在几点了?就能唤醒这个设备。它将会被单词"Alexa"唤醒，并回答你的询问。

如果你能建立一个触发字检测系统，也许你就能让你的电脑通过你的声音来执行某些事，我

有个朋友也在做一种用触发字来打开的特殊的灯，这是个很有趣的项目。但我想教会你的，

是如何构建一个触发字检测系统。 

 

有关于触发字检测系统的文献，还处于发展阶段。对于触发字检测，最好的算法是什么，

目前还没有一个广泛的定论。我这里就简单向你介绍一个你能够使用的算法好了。现在有一
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个这样的 RNN 结构，我们要做的就是把一个音频片段（an audio clip）计算出它的声谱图特

征（spectrogram features）得到特征向量𝑥<1>, 𝑥<2>, 𝑥<3>..，然后把它放到 RNN 中，最后

要做的，就是定义我们的目标标签𝑦。假如音频片段中的这一点是某人刚刚说完一个触发字，

比如"Alexa"，或者"小度你好" 或者"Okay Google"，那么在这一点之前，你就可以在训练集

中把目标标签都设为 0，然后在这个点之后把目标标签设为 1。假如在一段时间之后，触发

字又被说了一次，比如是在这个点说的，那么就可以再次在这个点之后把目标标签设为 1。

这样的标签方案对于 RNN 来说是可行的，并且确实运行得非常不错。不过该算法一个明显

的缺点就是它构建了一个很不平衡的训练集（a very imbalanced training set），0 的数量比 1

多太多了。 

这里还有一个解决方法，虽然听起来有点简单粗暴，但确实能使其变得更容易训练。比

起只在一个时间步上去输出 1，其实你可以在输出变回 0 之前，多次输出 1，或说在固定的

一段时间内输出多个 1。这样的话，就稍微提高了 1 与 0 的比例，这确实有些简单粗暴。在

音频片段中，触发字刚被说完之后，就把多个目标标签设为 1，这里触发字又被说了一次。

说完以后，又让 RNN 去输出 1。在之后的编程练习中，你可以进行更多这样的操作，我想你

应该会对自己学会了这么多东西而感到自豪。我们仅仅用了一张幻灯片来描述这种复杂的触

发字检测系统。在这个基础上，希望你能够实现一个能有效地让你能够检测出触发字的算法，

不过在编程练习中你可以看到更多的学习内容。这就是触发字检测，希望你能对自己感到自

豪。因为你已经学了这么多深度学习的内容，现在你可以只用几分钟时间，就能用一张幻灯

片来描述触发字能够实现它，并让它发挥作用。你甚至可能在你的家里用触发字系统做一些

有趣的事情，比如打开或关闭电器，或者可以改造你的电脑，使得你或者其他人可以用触发

字来操作它。 

这是深度学习课程最后一个技术视频，所以总结一下我们对序列模型的学习。我们学了

RNN，包括 GRU 和 LSTM，然后在上一周我们学了词嵌入（word embeddings），以及它们如

何学习词汇的表达（how they learn representations of words）。在这周还学了注意力模型

（the attention model）以及如何使用它来处理音频数据（audio data）。希望你在编程练习

中实现这些思想的时候，能够体会到诸多乐趣。接下来我们来看最后一个视频。 
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3.11 结论和致谢（Conclusion and thank you） 

恭喜你能走到这一步，在最后这节视频中，只想做个总结，并给你一些最后的想法。 

 

我们一起经历了一段很长的旅程，如果你已经学完了整个专业的课程，那么现在你已经

学会了神经网络和深度学习，如何改进深度神经网络，如何结构化机器学习项目，和卷积神

经网络。在最近的课程中还学了序列模型，我知道你为此非常努力，也希望你能对自己感到

自豪，为你的努力，为你所做的这一切。 

 

我想向你传达一个对你来说可能很重要的想法。就是我觉得深度学习是一种超能力，通

过深度学习算法，你可以让计算机拥有"视觉"（make a computer see），可以让计算机自己

合成小说（synthesize novel art），或者合成音乐（synthesized music），可以让计算机将一

种语言翻译成另一种（translate from one language to another），或者对放射影像进行定位

然后进行医疗诊断（Maybe have it located radiology image and render a medical diagnosis），

或者构建自动驾驶系统（build pieces of a car that can drive itself）。如果说这还不是超能力

的话，那还能是什么呢？当我们结束这一系列课程的时候，结束整个专业的时候，我希望你

能够使用这些思想来发展你的事业，追逐你的梦想，但最重要的是，去做你认为最合适的能

对人类有贡献的事。这个世界现在面临着诸多挑战，但是在这种力量下，在人工智能和深度
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学习的力量下，我觉得我们可以让世界变得更美好。现在这种超能力就掌握在你的手中，去

突破障碍，让生活变得更好，这不单单是为自己，也是为了其他人。当然我也希望你能够对

自己取得的成就以及你学到的一切感到自豪。当你完成这一系列课程的学习后，我想你可以

把课程分享到社交媒体上，比如 Twitter 和 Facebook，让你的朋友也能知道这门课程。 

最后，我想告诉你的最后一件事，就是恭喜你完成了这门课程的学习，为自己所取得的

成就欢呼吧！同时也非常感谢你们，因为我知道大家都很忙，即便如此你们还是花了很多时

间来学习这些视频，可能还花了很多时间来做课堂测验还有编程练习，希望你们能够乐在其

中，并学到很多算法流程。我很荣幸你们能够花费时间，付诸精力，来学习这些东西，非常

感谢大家！ 
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附件 

榜样的力量-吴恩达采访人工智能大师实录 

吴恩达采访 Geoffery Hinton 

Geoffery Hinton 主要观点：要阅读文献，但不要读太多，绝对不要停止编程。 

Geoffrey Hinton：谢谢你的邀请。 

吴恩达：我想你是至今为止整个地球上发明最多深度学习核心理念的人，很多人都称呼

你为“深度学习教父”，尽管我是直到和你聊了几分钟之后才发现我是第一个这样称呼你的人， 

对此我深感荣幸。不过我想问的是，许多人把你看作传奇，我更想知道一些传奇背后的私人

故事，所以你是怎样在很久之前就投身于人工智能，机器学习以及神经网络之中的呢？ 

Geoffrey Hinton：当我还在高中时有一个什么都比我强的同学，他是个才华横溢的数学

家，有天他来学校并且问我，你知道大脑是用全息图运作的吗？那时应该是 1966 年，我反

问他：全息图是个啥？他就解释了一下，在全息图中，你可以切掉它的一半，但依然了解得

到全貌，还有大脑中的记忆可能是分布于整个大脑中的，我大概猜到他可能是读过关于 Karl 

Lashley 的实验，其中讲到切掉老鼠几个小部分的脑子，然后发现很难找到哪一部分存储哪

种特别的记忆，那是第一次让我对大脑，怎么储存记忆产生兴趣的时刻，然后当我去上大学

的时候，我就开始学习生理学和物理学，当我在剑桥的时候我是唯一一个在学生理学和物理

学的本科生，之后我放弃了这个选择并且尝试学哲学，因为我觉得那可能会给我更多的深入

了解，但是后来我又觉得缺乏真正能够辨别错误说法的方法，然后我就转去学了心理学而在

心理学中有着非常非常过于简单的理论，对我个人来说用来解释大脑的运作看起来无可救药

的不充分，之后我花了点时间做一个木匠，然后我又决定想去试试看人工智能，于是就跑去

爱丁堡跟 Longuet Higgins 学人工智能，他已经做了很棒的关于神经网络的研究并且刚刚决

定放弃于此，转而对 Terry Winograd 的学说表示赞赏，我刚去的时候他觉得我做这个（神经

网络）已经过时了，应该开始搞符号主义人工智能，关于这个我们有很多争论，但我还是坚

持做自己相信的事情，然后呢？最终我拿到了人工智能博士学位。 但我在英国找不到工作，

但我注意到了一个很不错的加州 Sloan 奖学金的广告，我拿到了这个奖学金，我去了加州，

那里感觉很不一样。在英国“神经网络”看上去很愚蠢，而在加州 Don Norman 和 David 
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Rumelhart 对于神经网络的观念非常开放，在那里我第一次开始考虑大脑是怎么运作的，和

心理学会有什么联系，看上去是一个积极的方向，这其中有很多乐趣，特别是和 David 

Rumelhart 一起工作相当棒。 

吴恩达：我懂了，很好，1982 年你在 UCSD 和 Rumelhart 在一起工作，最后写出了反向

传播的论文，事实上，比这还要复杂点，什么情况呢？ 

Geoffrey Hinton：大概在 1982 年初 David Rumelhart 和我，还有 Ron Williams 我们开发

了反向传播算法，这主要是 David Rumelhart 的想法，我们发现不少人都发明过。David Parker

发明过，可能比我们晚，但发表比我们早，Paul Werbos 发表了好几年的，不过没人注意到。

还有其他人也做出了类似的算法，但不能清晰地表述出“反向传播”的含义，用链式法则求导

并不是很新的想法。 

吴恩达：明白，为什么你会认为你们的论文极大地帮助大家理解了“反向传播”呢？似乎

你们的论文被认为是让大家去接受这个算法的一个里程碑。 

Geoffrey Hinton：最后我们的论文上了《自然》，为了论文被接受，我做了不少人事工

作，我想到其中一个审稿人很可能会是 Stuart Sutherland---英国一位很有名的心理学家，我

跑去和他聊了很久，跟他解释这到底是怎么一回事，给他留下了很深刻的印象，因为我们给

他展示了反向传播法可以学习字元表示，你可以看到这些表示都是一些向量，你可以理解每

一个特征的意义，实际上我们训练了三个名字的家族树模型，比如 Mary 的妈妈是 Victoria，

你给出前面两个名字，它能预测到最后的名字，训练过后你可以看到每一个名字的所有特征，

比如某个人的国籍，是第几代，在家族树中的哪一旁枝等等，这震惊了 Stuart Sutherland，

我想，这是论文被通过的原因。 

吴恩达：这是十分早期的关于词向量的尝试，并且你已经在接触在训练算法中出现的能

被学习的语义特征了。 

Geoffrey Hinton：是的，所以从一个心理学家的角度来说，真正有趣的是它能把两股完

全不同的知识概念统一起来。曾有一些心理学家认为，知识概念是一大束特征，对此也有很

多相关证据。之后又出现了现代 AI 的观点，也就是正式的结构主义观点，意思即是任何一

个概念都有许多其他概念与其相关，为了理解一个概念，你会需要一个图形结构或是一个语

义网络，然后这个后向传播的例子展示了你可以把信息传给它，信息会变成图形结构---在这

个特殊情况是一个族谱，然后输入信息会用这样的方式变成特征，然后它能够使用这些特征

来得到新的前后一致的信息，也就是归纳总结化。但是真正重要的是这样来回往复的图形或

树形的表现族谱方式，把里面的人变成特征向量这种形式，事实上从图形状的表现手法，你
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也能够得到特征向量，从特征向量你又可以得到更多的图形陈述，那时候是 1986 年。90 年

代早期 Bengio 就已经展示过，你可以把真实的数据，比如你可以拿来英文文本，然后使用

这些技巧得到文本的词语向量，这曾经惊艳了许多人。 

吴恩达：最近我们在聊的都是计算机变得有多快，比如使深度学习不断提高的新的 GPU

和超级计算机，这些工具在 1986 年到 90 年代并不存在，听起来你和 Bengio 那时就已经开

始引发了这个潮流。 

Geoffrey Hinton：是的，在当时的确是很大的进步。在 1986 年，我曾经用一个速度小于

十分之一秒百万次浮点运算的列表机，大概 1993 年左右，人们才逐渐开始见到十秒百万次

浮点运算，所以曾经都是 100 的倍数，在那时也许还挺好用的。因为计算机才刚刚开始变

快。 

吴恩达：原来如此，前几十年的时候，你就已经发明了这么多神经网络和深度学习相关

的概念，我其实很好奇，在这么多你发明的东西中，哪些是你到现在为止依然还是保持热情

的。 

Geoffrey Hinton：我认为最具学术之美的是我和 Terry Sejnowski 做的 Boltzmann 机器，

我们发现它能用非常非常简单的学习算法去应用到密度很高的连接起来的网络，这些网络中

只有一些节点能被看到，那么隐藏表示方式，能够用非常简单的算法学习，看起来也是一种

你应该能够应用大脑的东西，因为只需要知道直接和每一个突触相连接的两个神经元所被传

播的信息应该都是一样的，这里有两个不同的时期，我们也可以称为唤醒和睡眠，但是在这

两个不同时期传播信息的方法都是一样的，不像在后向传播中有前后向两种，方法不同，因

为发送不同种类的信号，这就是我觉得它的魅力所在，很多年以来都看似只是好奇心所向，

因为运行速度很慢，不过后来，我去繁为简，开始只在简单些的网络用一个循环，于是就有

了受限 Boltzmann 机，实际中反而更有效，在 Netflix 的比赛中，举个例子，受限 Boltzmann

机是第一名所用的算法之一。 

吴恩达：事实上，很多最近复苏的神经网络，深度学习，从 2007 年开始，受限 Boltzmann

机和解除限制 Boltzmann 机，你和你实验室做了很多贡献。 

Geoffrey Hinton：这是另外让我做得很开心的工作，你能仅用一层的隐藏特征训练受限

Boltamann 机的想法。只学一层特征，然后你可以重复把特征当成数据，然后再把新的特征

当成数据，再重复，直到你想要的次数，实际能够应用，的确很不错。然后 Uy Tay（音）发

现这全部过程，可以想成是一个模型，虽然有点奇怪，这个模型顶部是一个受限 Boltzmann

机，往下是个 sigmoid 形置信网，这发明很超前，这是个有向图模型，并且我们想要能训练
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这些受限 Boltzmann 机，能有效地适用于 sigmoid 形置信网，那时，已经有人在做神经网络

了，在用高密度连接的网络，但是没有足够好的概率标记，也有人在做图模型，不像我的成

果们能做合适的推断，虽然也只能用在稀疏连接的网络，我们展示了训练深层置信网络的方

法，使大致上的推理变得非常快，只需要一个前向推进，结果就能很美丽。你可以保证，每

次学一层新的特征，都有新的带，每次都是这样，每个新的带都会比旧的好。 

吴恩达：变分带显示你是否新加了层数，对，我记得那个视频。 

Geoffrey Hinton：这也是第二件我始终很感兴趣的东西，第三个是做过的一些变分法，

统计学者们也做过类似的东西，不过那时我们并不知道，我们让 EM 变得更有效，通过证明

你不需完美的 E 步骤，而只需要个大约的对于隐变量后验分布的初始值，EM 当时在统计学

很有分量，我们证明了它能被泛化用于神经网络，特别是我在 1993 年 和 Van Camp 写了篇

论文，是第一篇变分贝叶斯的论文，并且证明了可以只用一个版本的贝叶斯学习，更容易处

理。因为能用 a 来估算真正的后验概率，也可以用在神经网络中，我对此非常兴奋。 

吴恩达：原来如此，哇，真牛。对，我记得提到的所有论文，你和 Hinton（口误）在论

文上花了很多时间，我认为一些现在用的算法或大多数人几乎每天用的一些算法，比如

dropout 或来源于你团队的激活函数。 

Geoffrey Hinton：对，但不完全是，那么其他人可能也做过 ReLU，我们在受限 Boltzmann

机上花功夫证明了 ReLU 几乎完全等同于一叠 logistic 单元，这是其中之一推进 ReLU 前进的

力量。 

吴恩达：我对此非常好奇，这论文的价值是，用了大量数学证明此函数能被复杂公式逼

近，你是为了发表论文做的数学，还是真的为了 ReLu 激活函数的发展。 

Geoffrey Hinton：并不是为了发论文的情况，数学对推进这个想法，真的很有影响力。

我显然已经知道 ReLU 还有 logistic 单元，由于我花了心血在 Boltzmann 机上，全都是用的

logistic 单元，那时候面临的问题是，这个学习算法可能用在 ReLU 吗，证明完 ReLU 几乎等

同一叠 logistic 单元后，我们展示了所有的数学证明。 

吴恩达：原来如此，它为无数现在使用 ReLU 的人们提供了灵感，也不需要特别懂得每

个细节。 

Geoffrey Hinton：对，那么其中之一的发现在我到 Google 之后，是 2014 年我在 Google

讲 ReLU 的用法以及怎么用单位矩阵初始化。因为 ReLU 的一大优点是，如果不断复制隐藏

层，又用单位矩阵初始化，它会复制下层的模式，我展示了你可以训练一个 300 个隐层的网

络，并且用单位矩阵初始化，会很有效率。但是我没有继续研究下去，也很是后悔，我们只
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发了一篇论文，能证明你可以初始化，可以初始化重复发生，我应该继续研究的，后来却搁

置了。 

吴恩达：很多年以来我都听到你谈论大脑，我听到过你谈论后向传播和大脑的关系，现

在你对此是什么想法。 

Geoffrey Hinton：我现在正好有论文在准备中，主要想法就是这个：如果后向传播是个

好的学习算法，那进化过程肯定会从中干扰，有些细胞会变成眼球或是牙齿，如果细胞能做

这些，就一定能应用后向传播了，这样假设会造成极大的选择性压力，所以我觉得，毫不怀

疑这种想法的神经科学家有点犯傻。可能有比较微妙的应用，我想大脑可能不会完全用后向

传播，但是足够相似。这么多年以来我想出很多可能的理论，在 1987 年我和 Jay McClelland

做出了循环算法，核心想法是你发送信息并循环，并在循环之中保持它所包括的信息。最简

单的版本是，你有输入和隐藏单元，然后你从输入发信息到隐藏单元，再回到输入，再到隐

藏，再回到输入，以此类推，那么你想要训练一个自动解码器，但是你想绕开后向传播，你

只要训练，并且去掉所产生的变化，核心想法是神经元突触的学习方式，通过改变突破前的

输入权重比重，同时按比例改变突破后的输入，在再流通时，你需要突破后的输入，旧的比

较好，新的较差，这是比较理想的情况，我们在神经科学家发明尖峰时序依赖可塑性之前，

发明了这个算法，尖峰时序依赖可塑性，是个相同的算法，但是，相反，需要新的东西较好，

旧的较差，所以，用预先设定前景活动的权重比例，乘以新的，再减去旧的，后来我在 2007

年发现，如果你用一叠，受限 Boltzmann 机来训练，训练完，你会有完全正确的条件，来重

建并实现后向传播。如果你关注重建时期，重建时期实际会告诉你偏差表现的导数，2007 年

的第一个深度学习专题讨论中，我曾做过相关演讲，那是几乎被完全遗漏的部分，后来 

Yoshua Bengio 重拾这个想法，下了很多功夫，我自己本人也做了很多相关研究，如果你有

一叠自动解码器，就可以通过后向传送活动和重建点定位，得到导数，这个有趣的想法也是

大脑工作的原理之一。 

吴恩达：另一个据我所知，你正在研究的，怎么在深度学习中解决多个时间技巧，能分

享一些你的想法吗？ 

Geoffrey Hinton：没问题，这要回溯到我研究生第一年，我第一次展示了怎么用快速权

重，也就是适应很快，衰退也很快的权重。所以只有短期记忆，我在 1973 年展示了一个很

简单的系统，可以用这些权重做真实循环，真实循环的意思是，用到的神经元来表示循环核

心的东西用到的权重，实际也是在循环核心被重复利用的知识。引导出的新问题是，当你突

出循环核心时，怎么记得已经是在过程中了，这个记忆从何而来，因为你用过了重复核心的
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神经元，答案是你可以把记忆放入快速权重中，这些活动神经元可以从快速权重中复原和

Jimmy Ba 最近的研究中，我们已经有了篇关于，这样来用快速权重复原的论文，这个空缺非

常大，1973 年的第一个模型没有被发表，接下来就是 2015 或 2016 年 Jimmy Ba 的模型，前

后相隔 40 年。 

 

吴恩达：另一个你酝酿了约五年之久的“胶囊”概念，目前进展如何？ 

Geoffrey Hinton：我回到之前所在的状态，就是我非常笃定地相信，所有人都不信的东

西，我提交了一些论文都会被拒稿。但是我真的相信这个想法，我也会继续研究，在转移中

有一些很重要的概念，其一是如何表示多维个体，你可以用些借壳活动，表示多维个体，只

要你知道其中的任何一个，在图片中任何一个区域，你会假设至少有一个特别的特征，之后

你会用一堆神经元，以及它们的活动来表示特征的不同方面，比如𝑥, 𝑦坐标具体在哪，在哪

个方向，移动速度是多快，是什么颜色，什么亮度，类似等等，你可以用一堆神经元，来代

表不同维度的同一个东西，假如只有其中一个，这种做法很不一样，相比于普通方式，普通

来说在神经网络中就只有一个很宏观的层，所有的单元和作用都在里面，但是你不会想到把

它们结合成一个个小组，来用不同的坐标表示相同的东西，另一个想法是我们应该去掉多余

的结构。 

吴恩达：在真实的表示方法中，对不同特征分段表示，对不同子集分开表示。 

Geoffrey Hinton：我把这些子集叫做胶囊，胶囊是能够表示一个特征的，存在且唯一存

在的情况，它能表示特征的所有不同性质，胶囊比一般的神经元能表示更多性质，因为一个

普通的神经网络，只能表示一个度量上的属性。 
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吴恩达：原来是这样。 

Geoffrey Hinton：当你能这么做之后，你还能做到普通神经网络表现很差的是，我称为

常规协议，假设你想要分层，然后图片中有一张嘴，一个鼻子或是别的东西，你想知道你该

不该尝试组合成一个东西，这个想法就可以用胶囊。比如一张嘴，有关于嘴的参数，还有鼻

子的胶囊，也有关于鼻子的参数，再确定该不该把它们拼起来，你会有来决定能不能拼成脸

的参数。要是嘴、鼻子有对的空间关系，它们就会对应上，在统一层面有两个相应的胶囊，

能组成到下一个层面，就可以决定应该组合起来，因为在高维度能对应上很难得，这过滤方

法很不同寻常，相比普通情况的神经网络，常规协议会变得至关重要，特别是用有限数据总

结概括时，这个观念上的改变会帮助完成分段，我希望统计角度也更有效，对比我们现在的

神经网络，如果你想要改变观点，你就得尝试做，并且全都训练一遍。 

吴恩达：好的，相比 FIFO 学习，监督学习，还可以做点不一样的。 

Geoffrey Hinton：我还是计划做监督学习，但是前向路线会很不一样，不同之处在于里

面还有些循环过程，比如你觉得找到个嘴，找到个鼻子，之后用几个循环去决定，它们能不

能组成一张脸，用这个循环可以做后向传播，也可以有偏重地试试看，我在多伦多的小组正

在研究这个，在多伦多我有一个 Google 小组，是 Brain 组的一部分，现在我对此非常兴奋。 

吴恩达：的确很棒，很期待论文的发表。 

Geoffrey Hinton：哈哈对，假设能发表的话。 

吴恩达：你研究深度学习都几十年了，我很好奇你的想法，关于 AI 有什么改变吗？ 

Geoffrey Hinton：我用了很多时间在反向传播算法上，比如怎么使用它，怎么释放它的

力量。刚开始，80 年代中时，我们在做判别式学习，结果很不错，然后到 90 年代早期，发

现大多数人类学习都应该是无监督学习，然后我对无监督学习产生浓厚兴趣，开始研究

Wegstein 算法。 

吴恩达：那时候你的探讨对我个人影响也很大，我在领导 Google Brain 团队时，第一个

项目就在你的影响下研究了好多无监督学习。 

Geoffrey Hinton：是呢，我可能误导你啦，虽然长期来说，无监督学习绝对会变得很重

要，但是面对现实，近十年以来所做的都是监督学习，判别式学习都有标签，你想预测一个

系列的下一个东西，也就是标签，结果惊人的好，我仍相信无监督学习会很重要，当我们真

正搞明白一些东西以后，结果会比现在好得多，不过目前还没到。 

吴恩达：嗯，深度学习里的高级研究人员，包括我自己对此依然很是激动，因为我们中

没有一个人知道该怎么办，可能你知道，但是我不行了。 
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Geoffrey Hinton：变分法改变代码是你会用到更新参数化的地方，这想法看起来很不错，

生成对抗网络也是很棒的想法，生成对抗网络我认为是深度学习中最新最重要的想法，我希

望胶囊也能这么成功，生成对抗网络目前是很大的突破。 

吴恩达：稀疏，缓慢的特征上有发生什么吗？其他两个无监督建模的原则是什么。 

Geoffrey Hinton：我从未像你一样看重稀疏性，但是慢速特征，我认为，是个错误，不

应该说慢，基本想法是对的，但不应该只考虑不变的特征，而是可预测改变的特征，建任何

模型的基本原则大概是，先记录测量值，对其应用非线性变换，直到状态向量成为表达式，

这项活动变得线性时，不能像做普通渗透一样，假设线性应该找一个从观察转换，到潜在变

量的转换，线性操作，比如潜在变量的矩阵乘积。即是如此，举个例子：如果你想改变观点，

如果你想从另一个观点产生图像，需要从像素转化到坐标，当你有坐标表示后，希望胶囊也

能做到如此，你就可以做矩阵乘法来改变观点，再投射到像素中。 

吴恩达：这就是为什么这是个非常宏观的原则，也是你做面部人工合成的原因，对吗，

即是把脸压缩成低维度向量，再生成其他的脸。 

Geoffrey Hinton：我曾有个学生研究这个，我自己本人没怎么做。 

吴恩达：你应该常常被问到，如果有人想要入门深度学习，该做什么，你有什么建议吗？

之前应该有很多一对一的情况，但对于全球范围都在看这个视频的观众，对于要学深度学习

的人们，你有什么样的建议。 

Geoffrey Hinton：好，我的建议是多读论文，但别读太多，我从导师那里得到这个建议。

并不像大多数人说的，大多数人会告诉你尽量多读论文，然后开始自己的研究，对一些研究

人员应该是正确的，但是对有创意的人应该读一少部分论文，然后发现一点你认为所有人都

错了的东西，在这点我一般都逆着来，你看到它，感觉不太对，然后想怎么才能做对，当人

们反对你时，要坚持自我，我支持人们坚持自我的原则，是判断直觉的对错，你直觉还不错

的话，就该坚持，最后一定会成功，要是你直觉一般的话，做啥都无所谓。 

吴恩达：我懂了哈哈，鼓舞人心的建议 就坚持下去。 

Geoffrey Hinton：该相信直觉，不相信就没意义了。 

吴恩达：我懂了，是的。我通常建议人们不要只看，而是要重现发表了的论文，自然而

然限制了你做的数量，因为重现结果很耗时间。 

Geoffrey Hinton：对，当你重现发表的论文时，会发现所有使之成功的小技巧；另一个

建议是，永远不要停止编程，因为如果你给学生布置任务，他们三天打鱼两天晒网，回头就

会告诉你看，没做成，没做成的原因，往往是他们所做的小决定，当时不觉得很重要。举个
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例子，如果你给一个好学生任务，你可以给他们好学生中任何人任务，他都会做成，我记得

曾经有一次，我说。诶，等等，我们上次讨论时，因为某某原因，是不可能成功呀，学生回

答说：“对呀，你说完我就发现了，就假设不是你真的觉得做不出”。 

吴恩达：哈哈，原来这样，那很厉害，还有其他关于 AI 和深度学习的建议吗？ 

Geoffrey Hinton：我认为基本上，开始锻炼直觉时要读够，然后相信直觉，自己动手，

不要担心别人有反对意见。 

吴恩达：你也没法证明，他们说的对不对，除非亲自做了，才能知道。 

Geoffrey Hinton：对，但还有一点，如果你有个绝好的想法，别人都觉得完全荒谬，那

你就找对东西了，举个例子，当我刚想出来变分法时，我给之前一个叫 Peter Brown 的学生

写了封信，他懂得很多 EM 相关知识，他就拿去给一起工作的人看，叫（未听清）brothers，

可能是双胞胎吧，然后他说，俩兄弟说了，你要么是你喝多了，要么是傻，俩兄弟当真认为

是荒谬之论，部分原因可能是我用的解释方式。因为我只解释了直觉，但当你有个很不错的

想法时，其他人觉得完全是垃圾，就是个好想法的信号了。 

吴恩达：好的，研究课题的话，新研究生们应该多研究胶囊，无监督学习，还有其他吗？ 

Geoffrey Hinton：对新研究生的一个好建议是，找一个和你意见一致的导师，因为如果

你做的东西，导师也深深赞同，你会得到很好的建议，要是做你导师不感兴趣的东西，你会

得到没啥用的建议。 

吴恩达：好的，最后对于学习者的建议，有什么建议给想攻读博士的人，或去顶级公司

工作，或顶级研究团队。 

Geoffrey Hinton：这问题复杂。我认为现在，在大学中没有足够的深度学习学者教育有

求知欲的人，就没有足够的教职人员。不过应该是暂时性的，发生的事是这样，大多数部门

很少有真正懂得这场革命的人，我几乎同意，这并不是二次工业革命，但是规模接近，有如

此巨大的改变，基本是因为我们和计算机的关系改变，不再只是编程序，而是让它们有能力

自动解决问题，从根本上改变了计算机的用法。计算机科学系，却是在之前基础上建立起来

的，他们暂且不懂，训练计算机会和编程一样重要，系中一半的人，得实际去试过训练计算

机，我所在的系就拒绝承认，应该放手让很多人去做，他们觉得有几个就够，可不能放太多

人去。这种情况下，你就得建议大公司多花点时间训练员工，Google 培养的人们，我们叫他

们作 brain 居民，我很怀疑最后大学们能赶上他们。 

 吴恩达：嗯，没错，实际上，很多学生都发现了，实际上前 50 的学校超过一半的申请

者，只想训练计算机而不是真正编程，是，归因齐宗，深度学习 AI 的微专业课程，据我所



附件-榜样的力量-吴恩达采访人工智能大师实录 

663 
 

知，最初都是你在 Coursera 上教授的，还得回溯到 2012 年。奇怪的是，也是你发表 RMS 算

法的时候，也还挺难的。 

Geoffrey Hinton：你邀请我去做，大型开放网课，我可是很怀疑的，但你一直逼我，我

很庆幸我那么做了，尽管工作量极大。 

吴恩达：是的，感谢你做到了，我还记得你发牢骚，说要做的这么多，你还老是熬夜，

但我觉得很多很多的学者都受益于你的课程，我也非常感激你真的做到了。 

Geoffrey Hinton：很棒，对。 

吴恩达：这些年来，我也目睹你被卷入 AI 界模范的辩论中，以及是否有过 AI 的变更，

你可以分享一下你的想法吗？ 

Geoffrey Hinton：我很乐意，早期时，大概 50 年代，像 Von Neumann 之类的人，都不

相信符号化 AI，他们灵感更多来源于大脑，不幸的是，他们都英年早逝，未能使自己的想法

面世。AI 早期时，人们完全被说服，智力的表示该是某种符号表达或比较整洁的逻辑，而不

完全是逻辑，但是类似逻辑，智力的本质是推理。现在发生的是，有种完全不同的观点，就

是无论想法是什么，都是一个很大的神经活动向量，对比符号化的表示，我认为那些把想法

想成是符号表达的人，大错特错，输入是一串字符，输出是一串单词，因此，单词的字符串

显然能作为表达式，他们觉得一定是字符串，或其他类似字符串的东西，我却不认为是这样，

我觉得想法该是某种语言，简直和把想法置于空间层面理解，必须得是像素进，像素出，一

样傻，要是我们能与点矩阵打印机相连，那像素就会出来，但中间的并不是像素，所以我认

为想法该是一个大向量，有因果能力的大向量，能引发出其他大向量，这与 AI 的主流观点

——符号化表达完全不同。 

吴恩达：好的，AI 是肯定会改变到新的视角的。 

Geoffrey Hinton：起码一部分，大多数人还是认为，AI 是符号式的。 

吴恩达：非常感谢你愿意接受采访，能听到深度学习进化的全过程很棒，还有你依旧在

带领它前进，很感谢你 Geoff。 

Geoffrey Hinton：感谢你给我这个机会，谢谢你。 
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吴恩达采访 Ian Goodfellow 

吴恩达：嗨，Ian，感谢你今天接受采访。 

 

Ian：谢谢你邀请我，Andrew，我很高兴来到这里。 

吴恩达：今天你也许是世界上最知名的深度学习研究员之一，让我们来听听你的心路历

程吧，你是怎样一步步进入这行的呢? 

Ian：好，这是很好的切入点。我想我是在遇到你之后才开始对机器学习感兴趣的，我之

前一直从事的是神经科学研究，我的本科时代导师斯坦福大学的 Jerry Cain 鼓励我去上你的

AI 课。 

吴恩达：啊，这我不知道呢。 

Ian：好，所以我一直觉得 AI 是个好东西。但在实践中，主要我想做出的是类似游戏 AI

的成果，这之中有很多人工编码的规则，让游戏中的非玩家角色，在不同的时间点说出不同

的脚本对话。然后，当我在上你的 AI 入门课程时，你讲到的话题：线性回归和线性回归，

误差的偏差和方差分解，我开始意识到这可以是真正的科学，我实际上可以在 AI 领域从事

科学研究而非神经科学。 

吴恩达：我知道了，很好，那接下来呢? 

Ian：然后我就回来当你的课程助教了呀。 

吴恩达：原来如此，当我的助教。 

Ian：其实我人生的一大转折点，就是在当那门课助教的时候，其中一名学生，我的朋友
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Ethan Dreifuss 对 Geoff Hinton 的深度信念网络论文很感兴趣。 

吴恩达：我知道了... 

Ian：是我们两个后来一起在斯坦福大学搭建了世界第一台 GPU CUDA 机器,专门用来跑

玻尔兹曼机,就在那年寒假的业余时间里,我知道了,在那时候,我开始有一个非常强烈的直觉,

深度学习才是未来,那时我们接触了很多其他算法,比如支持向量机,它们的渐进性质不太靠

谱,当你输入更多训练数据时,它们却在变慢；或者对于相同数量的训练数据,改变其他设置并

没有改善它们的表现,从那开始,我就专注于深度学习了。 

吴恩达：我记得 Richard Reyna 有一篇很老的 GPU 文章,提到你做了很多早期的工作。 

Ian：是的，那篇文章用的就是我们搭建的一些机器。我的第一台相关机器就是 Ethan 和

我建立的，用我们自己的钱在 Ethan 妈妈的房子里搭的。之后，我们用实验室经费在斯坦福

实验室搭了两三台。 

吴恩达：哇，太神奇了，我还不知道这事，太好了。那么，今天真正以风暴席卷深度学

习世界的，是你发明的生成式对抗网络(GAN)，那么你怎么想出来的呢? 

 Ian：我持续研究生成模型很久了。GAN 是其中一种生成模型，你有很多训练数据，你

希望学会制造更多类似它们的数据，但它们都是虚构的，网络还没见过这种形式的虚构数据，

还有几种办法可以做生成模型，在我们想出 GAN 之前还流行了几年。在我读博的时候，我

一直在研究其他各种方法，我非常了解所有其他框架的优缺点：玻尔兹曼机器和稀疏编码，

还有其他多年来一直很受欢迎的方法。我那时正在寻找某个可以同时避免所有方法缺点的东

西。最后，当我在一个酒吧里和朋友争论生成模型的时候，灵感来了，我开始告诉他们，你

需要这么做，这么做我保证管用……我的朋友不相信会管用，我本来还在写一本深度学习的

教科书。 
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吴恩达：我知道了…… 

Ian：但是我强烈相信，这个想法是靠谱的，我马上回家，当天晚上就调试成功了。 

吴恩达：所以只花了一晚上就调试成功第一个 GAN 了? 

Ian：我大概在午夜做完的，就从我朋友在酒吧的离职派对离开回到家之后。 

吴恩达：我知道了…… 

Ian：而它的第一个版本是有效的，这是非常非常幸运的，我没有搜索超参数或任何东

西。 

吴恩达：我在某个地方读过一个故事，就是你有一次涉死体验，让你对 AI 的信仰更坚

定了，给我讲讲那个故事。 

Ian：我其实没有涉死啦，但有那么一瞬间我觉得要死了，我头很痛很痛，一些医生认为

我可能有脑出血，在我等待我的 MRI 结果，看看有没有脑出血时，我意识到，我的大部分想

法都是，要确定有其他人继续尝试我当时的研究思路。 

吴恩达：我懂了，我懂了。 

Ian：回想起来，那些都是非常愚蠢的研究思路。 

吴恩达：我懂了.. 

Ian：但在这一点上，我意识到这实际上是我生活中优先级最高的事，就是做机器学习

研究。 

吴恩达：我懂了，是啊，那很棒，当你以为你快要死的时候，你还是想如何完成研究。 

Ian：是的。 
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吴恩达：是，这真的是信仰。 

Ian：是的。 

吴恩达：是啊，是啊，所以今天你仍然处于 GAN 研究的风暴中心，就是这个生成性对

抗网络，可以告诉我怎么看 GAN 的未来吗？ 

Ian：现在 GANs 应用在很多场合里，比如半监督学习，生成其他模型的训练数据，甚至

模拟科学实验。原则上这些东西都可以用其他生成模型来做，所以我认为 GAN 现在在一个

重要的十字路口，现在它们有时候效果很好，但要把它们的潜力真正发挥出来，更像是艺术

而不是科学。10 年前人们对深度学习的感觉或多或少也是如此，当时我们正在使用以波尔

兹曼机器为基础的深层信念网络。它们非常非常挑剔（指 DBN 难训练）。随着时间的推移，

我们尝试了修正线性单元(ReLu)和批量归一化(Batch Normalization)，深度学习变得更加可靠。

如果我们可以把 GAN 变得像深度学习一样可靠，那么我想我们会继续看到 GAN 在当今的应

用领域里获得更大的成功；如果我们弄不清楚如何稳定 GAN，那么我想它对深度学习历史

的贡献就是向人们展示了如何完成这些涉及到生成模型的全部任务。最终，我们将用其他形

式的生成模型来代替它们，所以我花了大约 40%的时间试图稳定 GAN。 

吴恩达：我懂了，很酷，我想就像很多人大约 10 年前进入深度学校领域一样，比如你

自己，最后变成了领域的先驱者，也许今天加入 GAN 的人，如果它确实管用，那么最后可

能也会成为先驱。 

Ian：是啊，很多人已经是 GAN 的早期先驱，如果你想描述 GAN 的历史，你真的需要提

到比如 Indico 等其他组织，还有 Facebook 和伯克利，那些小组完成的各种工作。 

吴恩达：所以除了你的研究，你还合著了一本关于深度学习的书，可以说说吗? 

Ian：没错，我和 Yoshua Bengio 和 Aaron Courville 合著的，他们是我的博士导师，我们

写了一本现代版深度学习教科书，一直很受欢迎，英文版和中文版都很受欢迎，我们已经售

出了我想两种语言加起来有 70000 本吧，而且我从学生那里得到了很多反馈他们说获益良

多。我们有件事做得和其他教材不同，我们一开始就介绍深度学习需要用到的数学知识，我

从斯坦福大学课程中得到的一件事是，线性代数和概率论非常重要。人们对机器学习算法感

到兴奋，但如果你想成为一名非常优秀的从业者，你必须掌握基本数学，这是整个算法的基

础，所以我们确保一开始，集中讨论需要的数学基础。这样，你就不需要重头开始学习线性

代数，你可以得到一个短期训练课程，了解对深度学习最有用的线性代数。 

吴恩达：所以即使有些学生数学基础不好或者有几年没接触过数学，你就可以从教材的

开始，学到进入深度学习的所有背景知识。 
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Ian：你需要知道的所有事实都在那里，当然，你肯定需要集中精神去掌握其中一些概

念。 

吴恩达：是的，是的，很好。 

Ian：如果有人真的害怕数学，这经历可能还会有点痛苦，但如果你准备好去学习的话，

我相信你一定可以掌握的，你们需要的所有工具都在哪了。 

吴恩达：作为在深度学习领域工作了很长时间的研究员，我很好奇，果你回头看看这几

年，可以告诉我你的一些想法吗？AI 和深度学习在这些年是如何逐渐演变的。 

Ian：十年前，我觉得，作为一个社区，机器学习中最大的挑战就是：如何让它可以处理

AI 相关的任务，对于更简单的任务，我们那时有很好的工具，比如我们想要提取特征，识别

规律，人类设计师可以做很多事情——他们设计出这些功能，然后交给计算机去做。这种做

法对很多任务效果都很好，比如预测用户会不会点开广告，或者不同的基本科学分析。但当

我们要处理几百万像素的图片时，就很困难了；或者处理音频波形，其中系统必须从零开始

学到所有知识。五年前我们开始跨越了这个障碍，现在我们来到了一个时代。如果你想从事

AI 事业，有太多不同的道路可以走，也许他们面临的最难的问题是应该选择哪条路走下去，

你希望让强化学习效果和监督学习一样好吗?你希望让无监督学习效果和监督学习一样好吗?

你希望机器学习算法是不偏不倚，不会带上我们的偏见，尽量避免这些偏见。如果你想确保

和 AI 有关的社会问题得到妥善解决，如何确保 AI 可以让所有人获益，而不是造成社会动荡

和大规模失业?我想现在，真的可以做出很多不同的东西，可以避开 AI 的所有缺点，同时利

用它能提供的所有优点。 

吴恩达：今天有很多人想进入 AI 领域，你对这些人有什么建议? 

Ian：我想很多想要进入 AI 领域的人，一开始想，他们绝对需要获得博士学位或者这样

那样的证书，我觉得实际上这已经不是必要条件了，其中一种获得注意的方式是，在 GitHub

上写很好的代码，如果你有一个很好玩的项目，解决了某人在前沿希望解决的问题，一旦他

们找到了你的 GitHub 代码，他们会直接找到你，让你到他们那工作，我雇的很多人，去年

在 OpenAI 或今年在谷歌招聘的人，我一开始想很他们合作，因为我见到他们在互联网开源

论坛上发表的一些代码段。写文章并发表到 arXiv 上也是可以的，很多时候要将一个东西打

磨完美而成为对科学文献的新贡献是很难的，但在这之前你可能已经能开发出一个有用的软

件产品了。 

吴恩达：所以读读你的教材，在各种材料上练习然后把代码发布到 GitHub 或者 arXiv

上。 
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Ian：如果你要用那本教材学习，那么同时开始做一个项目是很重要的。总之要选择某

种方式，将机器学习应用到你兴趣的领域。比如，如果你是一名田野生物学家，你想利用深

度学习，也许你可以用它来识别鸟类。或者如果你不知道想用机器学习做什么，你可以去做

街景门牌号码分类器，这里所有数据集都设立好了，你直接可以用，这样你就可以练习一下

教材介绍到的所有基本技能，或者当你看给你解释概念的 Coursera 视频时，直接去练习。 

吴恩达：所以在过去的几年里，我看到你做的一些对抗性样本的工作，请介绍一下。 

Ian：是，我想对抗性样本就是我称为机器学习安全的新领域。过去，我们看到计算机安

全问题，攻击者可能会骗计算机跑错误的代码，这就是所谓的应用级安全性，以前有些攻击

方式是人类可以骗过一台计算机，让它相信网络上的消息来自某个可信任的人，但其实不是

真的，这就是所谓的网络级安全性。现在我们开始看到，你也可以骗到机器学习算法，让它

们去做不应该做的事情，即使运行机器学习算法的程序运行的代码完全正确，即使运行机器

学习算法的程序知道网络上所有消息的来源，也会被骗到。我认为在新技术开发初期，考虑

加入安全性非常重要，我们发现把一个系统建立起来以后，再引入安全性是很难的，所以我

对现在要研究的想法非常激动，如果我们现在开始预见机器学习的安全问题，就可以从一开

始确保这些算法的安全性，而不是过几年再回头打补丁。 

吴恩达：谢谢，那太棒了，你的故事有很多神奇的地方，尽管已经认识你很多年了，我

实际上并不知道，所以感谢你分享这一切。 

Ian：你太客气了，谢谢你邀请我，这是很好的机会。 

吴恩达：好的，谢谢。 

Ian：非常感谢！ 
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吴恩达采访 Ruslan Salakhutdinov 

 

吴恩达：欢迎你，Rus，很高兴今天你能接受采访。 

Rus：谢谢你，谢谢你，Andrew。 

吴恩达：现在你是苹果公司的研究主管，你也有一个教职，卡内基梅隆大学的教授，所

以我很想听听你的个人故事，你是如何一步步进入深度学习领域工作的呢? 

Rus：是的，其实，某种程度上，我进入深度学习领域纯粹是运气，我在多伦多大学读

的硕士，然后我休学了一年，我实际上在金融领域工作，很意外吧，那时候，我不太清楚是

否要去读一个博士学位，然后发生了一些事情，发生了一些意外的事情，有一天早上我要上

班路上遇到了 Geoff Hinton，Geoff 告诉我，嘿，我有这个好想法，来我办公室，我跟你说，

所以我们基本上一起散步，然后他开始给我讲波尔兹曼机器，对比散度法还有其他算法，当

时我并没有明白他在说什么，但真的，我真的很激动，太令人兴奋了，我非常兴奋，后来就

这样，三个月内，我就跟着 Geoff 读博了，所以这是开始，因为那是 2005，2006 年的事了，

这是一些原始的深度学习算法，使用受限玻尔兹曼机，无人监督的预训练，这些概念开始成

熟，这就是一切的开始，真的是这样，那个特别的早晨，我偶然碰到了 Geoff，完全改变了

我未来的事业发展方向。 

吴恩达：然后你其实是早期一篇关于受限玻尔兹曼机的论文的合著者，真正让神经网络

和深度学习的概念涅槃重生，你可以告诉我更多关于那个研讨会的工作吗? 

Rus：是的，这其实真的很激动人心，是的，那是第一年，我的 PhD 生涯的第一年，Geoff
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和我试图探索使用受限玻尔兹曼机的这些算法，使用预训练等技巧训练多层网络，具体来说 

我们集中精力处理自动编码器，我们应该怎么高效的去做 PCA 的非线性拉伸呢?这是非常令

人兴奋的，因为我们的系统能够处理 MNIST 数字，这是令人兴奋的，但那之后我们走的路，

让我们看到这些模型真的可以推广到人脸识别，我还记得那时我们有这个 Olivetti 人脸数据

集然后我们开始在想，是不是可以改善文档压缩，我们开始观察所有这些不同的数据，实值

计数，布尔代数，用了整整一年，我还是博士生第一年，所以那是很充实的学习经验，但是 

真的在六七个月内，我们已经能够得到非常有趣的结果，我是说非常好的结果，我想我们能

够训练这些层次非常深的自动编码器，这是当时还做不到的事情，用传统的优化技术做不到

的事情，但接下来，这就变成了对我们来说非常激动人心的时期，那是超级激动人心的，是

的，因为我那时不断在学习新知识，但同时，我们的工作出来的结果，真的很令人印象深刻。 

吴恩达：所以在深度学习复兴初期，很多研究都集中在受限玻尔兹曼机上，然后是深玻

尔兹曼机，还出来了很多令人兴奋的研究，包括你们组的一些研究，但玻尔兹曼机还有受限

玻尔兹曼机器现在怎么样了? 

Rus：是的，这是一个很好的问题，我觉得在早期，我们使用受限玻尔兹机器的方式，

你可以想象一下训练一堆这些受限玻尔兹曼机，让你能够很有效地一次学习一层，有很好的

理论基础，告诉你添加特定的一层之后，你可以在特定条件上证明它是有变分界限之类的，

所以是有理论支持的，这些模型能够在预训练这些系统方面达到很好的效果，然后在 2009

年左右，2010 年，计算力量开始出现了，GPU 开始很强，我们很多人开始意识到，直接优

化这些深层神经网络，可以得到类似的结果，甚至更好的结果。 

吴恩达：所以只是标准的反向传播，不带预训练的受限玻尔兹曼机。 

Rus：没错，没错，那之后大概过了三四年，大家都变得很兴奋，因为人们觉得，哇，

你真的可以用预训练机制这么训练深层模型，然后，随着更多计算力量变强，人们突然发现，

你可以直接做标准反向传播，那是 2005 年或 2004 年我们绝对做不到的事情，因为 CPU 计

算要几个月的时间，所以这是一个很大的变化，另一件事，我们还没想清楚的是，如何使用

玻尔兹曼机和深波尔兹漫机，我相信他们是非常强大的模型，因为你们可以把它们看成是生

成性模型，它们试图对数据进行耦合分布建模，但是当我们开始研究学习算法时，现在学习

算法，他们需要使用马尔可夫链，蒙特卡罗和变分学习等，它们并不像反向传播算法那样可

以轻松扩展，我们还没有想出更有效训练这类模型的方法，还有卷积的使用，这些模型有点

难以适应到现在的计算硬件，我还记得你当时有些工作用的是概率最大池化，来构建这些不

同对象的生成模型，来构建这些不同对象的生成模型，但同时，训练这些模型还是很困难的。 
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吴恩达：可行性有多高呢? 

Rus：是啊，可行性有多高呢?我们还是要弄清楚怎么办，另一方面，最近使用变分自动

编码器的一些工作，例如，可以看成是可以看作是玻尔兹曼机的交互式版本，我们想出了训

练这些模块的办法，是 Max Welling 和 Diederik Kingma 的工作，或者使用重新参数化技巧，

我们现在可以在随机系统内使用反向传播算法，正在推动着各方面很大的进步，但是波尔兹

曼机这边，我们还没想出应该怎么做到这点。 

吴恩达：这实际上是一个非常有趣的视角，我实际上并不知道在计算机较慢的早期 RBM，

预训练真的很重要，只有计算硬件力量的上升才推动了到标准反向传播的转变，在社区对深

度学习思想的演变方面，还有其他话题，我知道你花了很多时间思考这个，生成的无监督方

法 vs 监督的方法，你可以给我们分享一下你的想法是如何随着时间推移演变的吗? 

Rus：是的，我觉得这真是，非常重要的话题，特别是如果我们考虑无监督，半监督或

生成模型，因为某种程度上我们最近看到的很多成功案例是来自监督学习的，而在早期无监

督学习主要被视为无监督预训练，因为我们不知道如何训练这些多层系统，即使在今天，如

果你的系统面对的是大量无标签数据和一小部分有标签数据的样本，这些无监督的预训练模

型建立这些生成模型可以帮到监督训练，所以我觉我们社区里很多人都抱有这样的信念，当

我开始做博士后，做的都是生成模型并试图学习这些堆叠起来的模型，因为那时是训练这些

系统的唯一途径，今天在生成建模领域里有很多工作，你们看看生成对抗网络，你们看看变

分自动编码器，深度能量模型是我的实验室现在正在研究的，我认为这是非常令人兴奋的研

究，但也许我们还没有把它弄清楚，再次，对于正在考虑进入深度学习领域的许多人来说，

这个领域我觉得，我认为我们还会取得很大进展，希望在不久的将来。 

吴恩达：所以无监督学习。 

Rus：无监督的学习，对，或者你可以看成是无监督学习或者半监督学习，其中我们会

给一些提示或者例子，说明不同东西的含义，然后丢给你大量的无标签数据。 

吴恩达：所以这实际上是一个非常重要的见解，在深度学习的早期，那时计算机要慢一

些，必须用到受限玻尔兹曼机和深玻尔兹曼机，初始化神经网络权重，但随着计算机变得更

快，直接反向传播开始效果更好了。还有一个话题我知道你花了很多时间去想的，监督学习

和生成模型，无监督学习的对比，你的看法呢?可以告诉我们，关于这个争议的看法是怎么

随时间演变的? 

Rus：我们所有人都相信在那里可以取得进展，就是这些玻尔兹曼机，变分自动编码器，

GAN 所有工作，你认为这里很多模型都是生成模型，但是我们还没有弄清楚如何真正让它
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们变得可行，如何利用大量数据，即使对于.. 我在 IT 业界见到很多，公司有大量的数据，

大量的未标记的数据，有很多注释数据的努力，因为现在这是取得进展的唯一途径，我们应

该能够利用这些无标签数据，因为实在太多了，我们还没弄清楚如何做到。 

吴恩达：所以你提到对于要进入深度学习领域的人，无监督学习是令人兴奋的领域，今

天有很多人想进入深度学习做研究或应用工作，对于这个全球性的社区来说，要做研究或应

用工作，你会有什么建议? 

 

Rus：是的，我认为最关键的建议之一，要给进入这个领域新人的建议，我会鼓励他们

尝试不同的事情，不要害怕尝试新事物，不要害怕尝试创新，我可以给你一个例子，当我是

研究生时，我们正在研究神经网络，这些是非常难以优化的非凸系统，我还记得在优化社区

的朋友聊天，他们的反馈总是这样，这些问题你们解决不了的，因为这些是非凸的，你们不

了解优化，凸优化都那么难做，你们还要做非凸优化?然后令人惊讶的是在我们的实验室里，

我们从来不关心这么具体的问题，我们正在考虑如何优化，看看能否获得有趣的结果，这种

心态有效地推动了社区的发展，我们没有害怕，也许一定程度上是因为，我们没有认真研究

优化背后的理论，但我会鼓励人们尝试，不要害怕，要试试挑战一些困难的问题。 

吴恩达：是的，我记得你曾经说过，不要只学编写高层次的深度学习框架，应该实际了

解深度学习的底层。 

Rus：是的，没错，我认为，当我教深度学习课程时，我一直尝试去做的是，在作业里，

我要求人们实际编写，卷积神经网络的反向传播算法，那很痛苦，但如果你做过一次之后，

你就真正了解这些系统背后的运作原理以及如何在 GPU 上高效实现它们，我认为当你进入
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研究或工业界时，最重要的是你对这些系统实际在做的事情要有很深入的理解，所以我想这

很重要。 

吴恩达：既然你有学术界当教授的经验，也有企业经验，我很好奇，如果有人想进入深

度学习领域读博和进入公司各有什么利弊? 

Rus：是的，我认为这其实是个很好的问题，特别是在我的实验室里，我有各种背景的

学生，有些学生想去走学术路线，有些学生想走工业路线，现在变得非常有挑战性了，因为

在工业里你也能做出一流的研究，你也可以在学术界做出一流的研究，但利弊方面，在学术

界，我觉得你有更多的自由来处理长期的问题或者如果你喜欢思考一些疯狂的问题，你想自

由自在的工作，去研究，与此同时，在企业里的研究也很激动人心，因为很多情况下，你的

研究可以直接影响到数百万用户，比如开发一个核心的 AI 技术，显然，在企业里你有更多

的计算资源，能够做到非常惊人的事情，所以都有优缺点，这真的取决于你想做什么，现在

环境非常有趣，有学术界转向工业界的，还有工业界的转向学术界的，虽然更少一点，但现

在是非常令人兴奋的时代。 

吴恩达：听起来学术界机器学习不错，企业界机器学习也很棒，最重要的是跳进去，对

吧?选一个，跳进去。 

Rus：这真的取决于你的喜好，因为你在什么地方都可以做出惊人的研究。 

吴恩达：所以你提到无监督学习是一个令人兴奋的研究前沿，你觉得还有其他领域你觉

得是令人兴奋的研究前沿吗? 

Rus：是的，当然了，我想我现在看到，在现在的社区里看到，特别是在深度学习社区，

有几个趋势，我认为有一个特别的趋于特别令人兴奋是深度加强学习领域，因为我们能够弄

清楚，我们如何在虚拟世界中训练代理程序，这是过去几年里，我们看到很多的有很多进展，

我们是如何把这些系统推广到更大规模上，我们如何开发新的算法，如何让代理程序互相沟

通，我觉得这个领域，一般来说，你能和环境交互这些场合是非常激动人心的，我认为还有

另一个领域令人兴奋，就是推理和自然语言理解的领域，我们可以建立基于对话的系统吗? 

我们可以建立能够推理，能够读懂文本的系统，能够智能回答问题的系统吗?我认为这

是现在很多研究的重点，然后还有另一类子领域也是，这个领域可以从很少的几个例子中学

到知识，所以通常人们说是一次学习或迁移学习，你从环境习得某种东西，然后我给你一个

新的任务，你可以很快地解决这个任务，就像人类一样，而不需要很多很多带标签的样本，

所以这个概念是我们社区里很多人都想弄清楚的，我们应该如何做到，如何达到接近人类的

学习能力。 
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吴恩达：谢谢 Rus 给我们分享所有的评论和见解，更有趣的是，能听到你的早年故事 

Rus：谢谢 Andrew，是的，谢谢你的采访。 
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吴恩达采访 Yoshua Bengio 

吴恩达：Yoshua 你好，很高兴您能参加我们的访谈活动。 

 

Yoshua：我也很高兴。 

吴恩达：您不仅仅是深度学习方面的研究员，工程师，还是该领域和学术研究界的代表

人物之一，我很想知道您是如何入门的，您是如何进入深度学习这个领域 ，并不懈探索的。 

Yoshua：小的时候，我读了很多科幻小说和很多同龄人一样，1985 年研究生阶段，我开

始阅读神经网络方面的论文，当时特别兴奋，也逐渐对这个领域燃起了热情。 

吴恩达：1980 年代中期 1985 年。您还记得当时读到那些论文的情形吗？ 

Yoshua：当时和专业人士们一起上经典的 AI 课程，我突然发现，这个领域研究的都是

人类如何学习，人工智能，如何把人类学习与人工智能和计算机联系起来这样的问题，发现

这类文献的时候我异常兴奋，于是开始拜读 Geoff Hinton 等人撰写的，关于联结主义的论文，

我研究过循环神经网络，语音识别，HMN，图模型，之后我很快进入了 AT&T 贝尔实验室和

麻省理工学院攻读博士后，并发现了训练神经网络的长期依赖问题，之后不久，我受聘来到

蒙特利尔大学任教，我的年少岁月多半也都是在蒙特利尔度过的，过去几十年一直投身于此。 

吴恩达： 您一定深有感触，谈谈您对深度学习的看法以及神经网络这些年的发展历程

吧。 

Yoshua：我们从实验，直觉认识入手，而后提出了一些理论，现在我们在认识和理解上

清晰了很多，比如为什么 Backprop（反向传播）如此行之有效，为什么深度如此重要，当时
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我们对这些概念没有任何可靠的论证依据，2000 年初，我们开始研究深度网络的时候，我

们直觉认为神经网络更深才会更加强大，但是我们不知道应该如何深化，如何优化，当然，

我们最初进行的相关实验也未能成功。 

吴恩达：与 30 年前相比，您认为哪些最关键的设想得到了时间的验证，而哪些又错得

最让人意想不到我犯过的一个最大的错误就是和当时 90 年代所有人一样，我也认为执行

backprop 需要光滑非线性算法，因为我觉得，如果当时我们有非线性矫正算法，它有些部分

会比较平坦，训练起来就很难了，因为很多地方的导数都是 0，2010 年前后，我们开始在深

度网络中尝试 Relu 算法，我当时执着地认为，我们应当注意导数为 0 区域上的神经元会不

会太饱和，最终，ReLU 比 sigmoids 函数的效果更好，这出乎我的意料，我们探索这个函数

是生物连接的原因，并非我们认为它更容易优化，但结果证明它效果更好，之前我还认为它

训练起来会比较难。 

吴恩达：请问，深度学习和大脑之间有什么关系，虽然有明确答案，但我更想知道您对

此的看法。 

Yoshua：最初让我关注神经网络的一种见解是，连接主义者提出信息是分布在被激活的

神经元中，而不是由祖母细胞来描述的，他们称之为“符号描述”，它是传统 AI 的观点，我依

然相信这是非常重要的信息，甚至近期，人们重新发现它的重要性，它确实是一项重大发现，

深度学习是后来才提出的，大约在 2000 年初，但是我 90 年代研究的并不是这些。 

吴恩达：是的，我记得，很早以前，您曾搭建过许多相对不深的词向量分布式表达。 

Yoshua：是的，没错，那是 90 年代后期，我很感兴趣的内容之一，我和我兄弟 Samy 一

起做了尝试就是使用神经网络来解决维数灾难的问题，它是统计学习中的一个核心问题，我

们能够以一种非常高效的方式，利用这些分布式表达来表示许多随机变量的联合分布，效果

很好，之后我把它扩展到词序列的联合分布，这就是词向量的由来，因为我当时认为，这可

以实现对拥有相似语义的单词的泛化。 
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吴恩达：过去 20 年，您的研究小组完成了多项研究，提出了很多想法，短短几分钟之

内无法细数，我好奇的是，小组中的哪项研究或想法，最让您感到自豪。 

Yoshua：好的，我前面提到了长期依赖的研究，我想人们依然不能很好理解它，然后是

我刚提到的维数灾难，还有近期应用于神经网络的联合分布，它是由 Hugo Larochelle 负责

的涵盖了应用于联合分布的，学习词向量的各项工作，然后，我觉得，我们最被关注的研究

就是深度学习在自动编码器和 RBMs 堆栈上的应用，还有就是，如何更好地理解用初始化参

数解决深度网络训练的难点，还有深度网络中的梯度消失，这项研究及后续实验体现了分段

线性激活函数的重要性，其他重要研究还包括无监督学习，降噪自动编码，GANs，这些都是

当前非常流行的生成式对抗网络，我们对基于注意力机制的神经网络机器翻译的研究，对翻

译工作起到了很重要的作用，现在已经应用到工业系统中，如谷歌翻译，对注意力机制的研

究确实改变了我对神经网络的看法，我们曾经认为神经网络只是机器，不过是向量之间的映

射，但基于注意力机制，我们现在可以处理各种数据结构，这的确打开了很多有趣领域的大

门，生物学联结方面，最近两年我一直在研究的一个课题是，就是我们如何想出像 backprop

这样的概念，而且大脑也可以执行，我们已经发表了几篇论文，神经科学界人士对此很感兴

趣，我们将继续对这个课题的研究。 

吴恩达：我知道你一直关注的一个话题就是，深度学习与大脑之间的关系，能谈谈这个

吗？ 

Yoshua：我一直在思考两者这间的生物学关联，而且平日里也经常"幻想"，因为我觉得

它就像个谜题，首先通过学习大脑，研究大脑，我们有这么多的证据，如穗时序依赖型可塑
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性，但另一方面，们又有这么多关于机器学习的概念，比如针对一个目标函数对整个系统进

行全局训练，比如 Backprop，那么 Backprop 到底是什么意思，还有 "信用分配"到底是什么

意思，当我开始思考大脑如何能像 backprop 一样工作时，就想到，在 backprop 背后，在着

更通用的概念，可以让 backprop 更高效地工作，也许有很多方法可以完成信用分配，这也

呼应了增强学习领域的一些问题，所以说这一点很有意思，一个简单的问题开始，你会一步

步思考更多的问题，而让你把这么多不同的事物联系起来，像在解一个大谜题，这个过程持

续了几年，我要说一点，这些所有的尝试大一定程度上是受了 Jeff Hinton 的启发，他在 2007

年的时候发表过一次演讲，当时是第一个关于深度学习的研讨会，他讲了他对于大脑工作方

式的想法，比如怎么利用时间编码，来辅助 backprop 的一些工作，这件事对我近几年的一

些探索起到了引导性的作用，说起来这一路走来，已经有 10 多年了。 

吴恩达：另外我经常听到你谈到的一个话题就是无监督学习，能说说关于这方面的想法

吗？ 

Yoshua：当然，无监督学习非常重要，目前业内的系统都是基于有监督学习的，这就要

求人类先定义出当前问题的一些重要概念，并在数据库中讲这些概念标记出来，目前的玩具

问题服务，系统都是基于这个的，但人类本身其实可以做得更好，人类可以探索世界，通过

观察发现新的概念并与世界互动，2 岁的小孩，能自己理解直观物理概念，比如他们理解重

力，理解压力，理解惯性，理解液体，固体，而且他们的父母并没有给他们解释过这些概念，

那他们是怎么理解的呢，这就是无监督学习所要解决的问题，不是简单地在数据库中做不做

标识的问题，而是如何构建一个精神结构，从而解决如何通过观察来解释世界，最近，我还

在尝试，把无监督学习和增强学习整合在一起，因为我相信，我们在努力尝试解释的重要基

础概念，原本是有很强的指示的，但我们可能没有把它们联系起来，也就是说，人类或机器

如何通过与世界互动，通过探索世界，尝试不同的事物和控制事物，这些是我认为与无监督

学习紧密关联的，所以我 15 年前一开始研究无监督学习时，从不同的机构，到 RBM 等等，

最主要关注的是如何实现学习"良好的表现"，当然现在这个问题也仍然重要，但是我们不确

定的是到底如何定义“良好的表现”，比如如何确定一个目标函数，过去几年我们试了好多方

法，这也是无监督学习研究的一个魅力所在，解决方案的想法有很多，解决问题的方式有很

多，也许明年我们就会发现一个完全不同的方案，也许大脑的工作方式跟我们现在所知的完

全不一样，目前该领域还没有进入渐进式研究，它本身还是在探索一个完全未知的领域，我

们现在还不能清晰地确定什么样的目标函数，能够评估一个系统在无监督学习上是否表现的

很好，当然，这很有挑战性，但同时它也意味着更多未知的可能，而这一点正是研究人员最
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为着迷的，至少我是这样。 

吴恩达：今天，深度学习已经得到了长足的发展，我想目前不管对于谁来讲，都不太可

能遍历现今所有关于深度学习的著作了，所以我比较好奇，关于深度学习，你最感兴趣的是

什么。 

Yoshua：我比较有想法，我感觉现在关于深度学习的研究，已经脱离了我心目中最理想

的方向，我感觉现在机器经常出现些小错误，说明它对世界的认知还很表面化，所以最让我

兴奋的是，我们现在的研究方向，不是要让我们的系统实现什么功能，而是回到最本原的原

理，如何让电脑来观察世界，与世界互动，发现世界，即使世界很简单，就像编一个电脑游

戏，我们也没法做得很好，但是这点很好，因为我不用跟谷歌，Facebook，百度他们竞争，

因为这就很根本的研究，谁都可以做，而且在家里的车库里就可以了，当然，解决这个问题

的方向有很多，但我也看到很多沟通互动功能方面，深度学习和增强学习的融合起着很重要

的作用，我非常激动的是，这个方向的研究进度，，在实际应用方面已经有了很大的成就，

因为如果看一下我们在实际应用方面面临着巨大的挑战，比如如何应对新的领域或新的范

畴，现成的成功的案例很少，但是人类解决这些问题是完全没有问题的，而对于这些迁移学

习的问题，如果我们能够让计算机更好地理解世界，处理这些就会效果好很多，更深度的理

解，是吧，眼前的世界在发生什么，我看到的是什么，如何通过行为来影响我的所见所闻，

这些是我最近最为关心的问题，另外过去 20 年人工智能面临的老问题，深度学习都已经有

了变革性的发展，因为深度学习的大多数成功是在认知层面的，那接下来的目标呢，接下来

的就是高级条件，就是在抽象层面明白事物的原理，现在我们在研究如何能让机器理解更高

级的抽象层面，目前还没有达到，所以我们要继续努力，我们要研究原因，研究信息的时序

处理，要研究因果关系，如何让机器自己来发现这些事物，未来可能还需要人类的指导，但

主要还是要自主完成。 

吴恩达：根据你的描述来看，你是喜欢使用研究方法的，比如你在做的"玩具问题"实验

——这里完全没有贬意，是的，但只是对于小问题，而且你相信这个未来可以转到大的问题

上。 

Yoshua：是的，完全可以，当然我们先要一点点加大规模，从而最终实现，对这些问题

的解决，但是之所以先从玩具问题入手，是因为它可以让我们更清楚地明白我们的失败，从

而开始对直观物理概念认识的研究，让机器更容易地理解这些概念，算是经典的分步解决方

法吧，另外，我觉得有些人可能没想过的是，其实研究周期是可以快很多的，如果几个小时

就能做一个实验，我的进度就可以快很多，如果需要尝试一个较大模型，用来捕捉常识，和
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普通知识层面的事物，当然这个最后我们是要去做的，只是现有的硬件，每次实验都要花太

多时间，所以在硬件运行速度提到上千上百万倍之前，我只能先做玩具问题的实验。 

吴恩达：您还说过，深度学习，不仅仅是一门工程学科，还要多下功夫去了解其中的来

龙去脉，可否分享一下您的看法。 

Yoshua：是的，的确如此，我们目前的工作（方式）有点像盲人走路，我们运气不错，

也发现了一些有趣的东西，但是，如果我们能够稍微停一停脚步，试着以一种可以转换的方

式理解我们所做的事情，因为我们要归于理论，我所说的理论不一定是数学，当然我喜欢数

学，但是我不认为一切事物都要数学化，而是要逻辑化，并不是我可以让别人相信这样有用，

可行，这才是最重要的，然后再通过数学来强化和精炼，但更多的是理解，还有做研究，不

是要成为下一个基准或标杆，或者打败其他实验室，他公司的人，更多的是，我们应该提出

哪些问题来帮助我们，更好地理解我们感兴趣的现象，比如，是什么导致更深度神经网络，

或循环神经网络很难训练，我们已经有了一些认识，但还有很多东西我们不了解，所以我们

设计实验，可以不以获得更好的算法为目的，而是以更好地理解现有算法为目的，或者研究

某算法在什么情况下表现更好并找到原因，为什么才是真正重要的，科学的意义就是提疑解

疑。 

吴恩达：现如今，有好多人希望进入这个领域，您会给那些想进入 AI 和深度学习领域

的人一些什么建议呢？我知道在一对一活动上，您已经回答过很多次了，不过我还是代观看

视频的所有网友问一问。 

Yoshua：首先大家可以从事的工作和目的各不相同，研究深度学习和应用深度学习来构

建产品，所需要具备的东西可能并不一样，在认知水平上，这两种情况是不同的，但是无论

哪种情况都需要亲身实践，想真正掌握一门学问，比如深度学习，当然，也需要大量阅读你

必须自己动手编程，我经常面试一些使用过软件的学生，现在有太多即插即用的软件，使用

者根本不了解自己在做什么，或是只停留在粗浅了解的程度，一旦出现问题，使用者很难解

决，也不知道原因，所以大家要亲自实践，即便效率不高，只要知道是怎么回事就好，这很

有帮助，尽量亲自动手。 

吴恩达：所以不要用那种几行代码就可以解决一切，却不知道其中原理的编程框架。 

Yoshua：没错，没错，我还想说的是，如果可以的话，尽量从基本原理入手获取认识，

真的很有帮助，当然，平时还要多阅读，多看看别人的代码，自己动手编写代码，多做实验，

要真正理解自己做的每一件事，尤其是科学研究层面，多问问自己，我为什么要这么做，人

们为什么要这么做，也许书中就能找到答案，所以要多读书，如果能自己搞清楚当然更好。 
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吴恩达：很酷的建议，我读了您和 Ian Goodfellow、Aaron Courville 合编的书，各方评

价很高。 

Yoshua：谢谢， 谢谢，是的 ，销量不错，有点超出预料，我感觉现在读它的人要比能

读懂它的人多，呵呵呵，ICLR 大会论文集可以说是，优秀论文最集中的所在，当然，NIPS，

ICML 和其他大会也有非常优秀的论文，但如果你想阅读大量优秀论文，去看看最近几年的

ICLR 大会论文集就好，你会对这个领域有一个良好的认识。 

吴恩达：酷，有人会问 ，关于深度学习，如何才能做到掌握和精通？对此您有什么看

法和建议呢。 

Yoshua：这个取决于你的背景，不要畏惧数学，只管发展直觉认识，一旦在你在直觉经

验层面得心应手了，数学问题会变得更容易理解，好消息是，不需要攻读五年博士也可以精

通深度学习，你可以很快速地上手学习，如果你具备良好的计算机科学和数学功底，几个月

时间，你就可以学到足够的应用知识来构建系统，并开始进行研究性实验，接受过良好培训

的人可能 6 个月左右吧，或许他们对机器学习一无所知，但是，如果他们精于数学和计算机

科学，学起来会非常快，当然，这意味着你要具备良好的数学和计算机科学背景，有时候，

计算机科学课程上学到东西还远远不够，你还要继续学习，尤其是数学知识，比如，概率，

代数和最优化。 

吴恩达：了解，还有微积分。 

Yoshua：对，对，还有微积分。 

吴恩达：非常感谢 Yoshua 与我们分享这些看法，见解和建议，虽然认识您已久，但很

多早期经历的细节我也是今天才知道，谢谢。 

Yoshua：也谢谢 Andrew 制作了这样一个特殊的访谈以及现在所致力的事情，希望能够

为大家所用。 
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吴恩达采访 林元庆 

吴恩达：欢迎你，元庆，今天你能参与我们的活动，我真的很高兴。 

 

林元庆：没问题。 

吴恩达：如今你是 IT 届的领头羊，当中国政府寻求英才，去着手建立国家深度学习实

验室时，他们发掘了你，我认为在深度学习领域，你可以说是全国第一人，我想问一些关于

你工作的一些问题，但在这之前，我想听听你的个人经历，那你是如何发展到做现在的工作

的？ 

林元庆：好的，事实上，在我读博士之前，我的专业是光学和物理学有很多共同之处，

我认为，我的数学基础很坚实，我来美国之后，我就想什么专业能做我的博士课题？我就想，

好吧，我可以选择光学或者其他什么的，早在 2000 年的时候，我觉着那时候纳米技术很火，

但我当时就想也许我应该着眼于更激动人心的东西，恰巧那时有个好机会，我在宾夕法尼亚

大学上课，在那儿，我认识了 Dan Lee，之后，他成了我的博士导师，我就想机器学习是很

棒的一件事情，我兴奋异常，然后换了专业，因此我是在宾夕法尼亚大学读的博士，我的专

业是机器学习，我在那呆了 5 年，很令人兴奋的时光，我学到了很多东西，很多算法甚至是

PCAs，我以前从不知道那些东西，我感觉每天都会学到新的东西，所以对我来说，那是极其

令人激动的经历。 

吴恩达：那是你许多新尝试之一，你做了很多工作，尽管在那些时代并不为人所欣赏。 

林元庆：对，确实是，所以我认为 NEC 是个神奇的地方（NEC：美国智能图像研究院），
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刚开始我在那儿的身份是一名研究人员，我也喜欢，学到很多东西的感觉，事实上，在 NEC

的后期，我开始研究计算机视觉方向，说真的，在计算机视觉领域，我起步相对较晚，那时 

我做的第一件事是参加了 ImageNet 大规模视觉识别挑战赛，那时这个比赛第一年举办，我

负责一个团队研究一个项目，很幸运，我们实力很强，我们得了第一，以绝对的优势得了第

一。 

吴恩达：所以你是 ImageNet 挑战赛冠军的第一位得主？ 

林元庆：是的，我在那场会议上做了演讲，对我来说，那是一次很棒的经历，那让我接

触到了如此大型的计算机视觉技术，从那时起我就开始研究这种大型问题了，当纽约时报头

版文章发表后，之后关于 AlexNet 也被发表时，我真的很震惊，我想，哇，深度学习是如此

强大，从那以后，我在此方面付出很多努力。 

吴恩达：作为中国国家深度学习实验室的主任，你们肯定正研究很多振奋人心的项目，

那对正在观看的全球观众而言，关于这个实验室，他们应该了解些什么？ 

林元庆：国家工程实验室的目标就是建立一个巨大的深度学习的平台，希望是最大的一

个或至少在中国是最大的，这个平台会给大家提供深度学习的框架，类似于 PaddlePaddle，

我们会提供大规模的计算资源，我们还提供庞大的数据库，如果大家能够能在这个平台上开

展研究或开发好的技术，我们会提供巨大的应用空间，比如说，技术在巨大的应用如百度上

被证明，技术水平就可以融合进来并对其做出改善，因此，我们认为整合这些资源，我认为

会造就一个强大的平台，我各举一个例子，比如说，我们现在发表了一篇文章，另一个人想

要重复操作的话，最好的方法就是在某平台处提供代码，之后你就可以把代码下载到电脑

上，，你会尝试寻找某处的数据组，然后你大概也需要得到好的计算能力，以便让你的计算

资源运转如飞，所以这一切会让你省些功夫，在国家实验室工作将会变得很容易，如果某些

人应用此平台做一些工作，写一些文章，实验室能在平台上拥有这些代码，计算架构已经建

立起来了，数据也是，基本上你只需要一根线把数据库连接起来，所以，这可以给计算机科

学重复性问题的损失带来巨大改善，所以，很简单的，在几秒之内，你就可以开始学习文献

上的一些东西，对，这是很强大的，所以，这只是我们工作中的一个例子，以确保我们提供

给整个社会和产业一个真正有效的平台。 
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吴恩达：太神奇了，这确实加速了深度学习研究。 

林元庆：没错。 

吴恩达：你能透露下中国政府给国家深度学习实验室提供了多少资源吗？ 

林元庆：我认为，对于国家工程实验室而言，政府可以投资建设一些基础设施，但我认

为更重要的是这将会成为中国的一个旗舰机构，引领许多有关深度学习方面的研究，包括像

国家项目，法律政策等，事实上这是很有效的，我认为百度，我们很荣幸拥有这个实验室。 

吴恩达：你可以说是居于中国深度学习领域的核心地位，中国有很多项目，全世界的观

众都还未曾意识到或见到，那国外的人们，应该对中国的深度学习领域有哪些了解呢？ 

林元庆：我认为在中国，尤其是过去的几年，深度学习充实了一个产品，此领域的确在

急速发展，从搜索引擎到，比如说，词组识别，监控，乃至电子商务等许多方面，我认为，

他们正在深度学习领域投入巨大的努力，并充分利用技术使这个产业变得更有影响力，总体

而言高科技的发展是很重要的，我认为对我来说，能和许多人分享这些，我们相信，这是很

重要的，这通常被称为正向循环，举个例子，我们开始构想建立一些技术，这些技术会有一

些初始数据，也会有一些初始算法，这些会形成服务的初始产品，接着我们能获得用户的数

据，其他人会得到更多的数据，所以，我们就可以研发更好的算法，因为我们看到更多的数

据就会找到更好的算法，于是我们就有了更多的数据和更好的算法，我们就可以为产品服务

提供更先进的技术，然后我们也绝对希望会吸引到更多的用户，科技变得更加先进，接着，

我们就可以得到更多的数据，这是非常好的积极地举措，这也是很特别的，尤其对于 AI 相

关的科技和比如激光等传统科技而言，我以前研究过那些，所以，科技发展的过程会变得很
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线性，但之前 AI 科技因为有了正向的循环，你可以想象科技肯定会发展的非常快，当我们

进行研究时，这也是很重要的，当我们设计 ND 时，我们在快速发展时期的方向研究，，但

如果整个产业没能够建立起这个正向循环，如果我们没能够建立起这个强大的正向循环，这

很可能行不通，因为有远见的其他人会建立起此循环，他们会比我们更快的到达那个水平，

对我们而言，这个逻辑很重要，需要我们注意，比如说，你需要一个公司，那我们该在哪个

方向研究，不该在哪个方向研究，，这绝对是需要注意的因素。 

吴恩达：如今，无论在中国，还是美国乃至全球有许多人想进军深度学习和 AI 领域，

对于那些人你有什么建议？ 

林元庆：如今，初始进军者肯定拥有开源框架，我认为这是很有效的，当我开始研究深

度学习时，当时并没有很多开源资源可用，但今天，在 AI 特别是深度学习领域，是很好的

一个社区，那有很多很杰出的人才，就像是 TensorFlow，一个 caffe，他们也称之为 caffe 2

是吧？在中国，我们有很好的 PaddlePaddle 甚至是在网上，他们有很多教学课程，教你怎么

利用那些资源，还有，如今也有很多公共可用的标准，人们会看到技术高超，富有经验的先

驱，比如，他们是怎么利用那些标准的，总的来说，是接触深度学习的好时机，我认为，这

些都是很好的出发点。 

吴恩达：你是如何得到这些启发的？ 

林元庆：事实上，我曾走在南辕北辙的路上，我学习了 PCA LDA 等其它之后，才学习的

深度学习，总体而言，我感觉这也是条不错的学习道路，打下了很多基础，我们学习了图模

型，这些都是很重要的，尽管现在，深度学习发展的无法想象，但知道一些规则会给你关于

深度学习的运作模式很好的直觉感，然后有一天，深度学习和法则之间会产生关联，就像框

架和途径那样，我认为这之间存在很多联系，这些法则丰富了深度学习，我的意思是为深度

学习提供了多样途径，是的。我认为开放源码是很好的开始，那是很有效的资源，我还会建

议你学习一些有关机器学习的基础知识。 

吴恩达：谢谢你，听起来很棒，即使我认识你很长时间了，我现在都没想到你思考的很

多细节，很感谢你。 

林元庆：谢谢让我参与。 
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吴恩达采访 Pieter Abbeel 

 

吴恩达：谢谢你，Pieter，能够来到这，很多人都认为你是一位有名的机器学习，深度

学习，机器人技术的研究者，我想让更多人知道你的故事，你是怎么开始的呢。 

Pieter Abbeel：这是个好问题，要是你问 14 岁的我，我的志向在什么，可能就不会是现

在的答案，那时候我想当职业篮球运动员，我不认为我能做到。 

吴恩达：机器学习侥幸做成了，篮球应该没戏。 

Pieter Abbeel：是的，没戏，打篮球很好玩，但是变成职业不太行，在学校我最喜欢物

理和数学，所以之后学工程就比较自然，也就是实际应用物理和数学，之后，我本科毕业于

电子工程后，我不太确定做啥，因为工程相关的一切都太有趣了，去懂得一个东西如何运作

很有趣，建一个东西也是某种意义上，AI 赢了，因为看起来它在某种程度能帮助所有学科，

并且它看起来是一切东西的核心，你会思考一个机器怎么思考的，那可能是一切的核心，也

就不用选某个特定的学科。 

吴恩达：我一直在说 AI 是新的电力，听起来 14 岁时的你，已经有很超前的意识，过去

几年你在深度增强学习中贡献很大，现在情况如何，为什么深度增强学习突然变得重要。 

Pieter Abbeel：在我研究它之前，我研究了很多增强学习，与你和 Durant 在斯坦福的时

候， 当然了，我们做了自主直升机飞行，后来去伯克利和我的学生们，做了个会叠衣服的

机器人。可以说是用组合的学习方式来描述，做成一些不学习就无法做成的事，也结合了领

域知识才能完成，这很有趣，因为你需要领域知识，想办法学到很好玩，但同时每次想做成
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新的应用都会很耗时，需要领域知识和机器学习知识，在 2012 年，通过 Geoff Hinton 多伦

多小组对 ImageNet 的研究结果突破 AlexNet 证明监督学习，突然之间大大减少了工程量，

AlexNet 中所用的工程量非常之小，让我开始思考，我们该用类似观点回顾增强学习，看我

们能否用增强学习做与监督学习同样有趣的事。 

吴恩达：听起来你早于，大多数人前，发现深度监督学习的潜力，展望未来，你看到下

一件事是什么，你对下一阶段有什么样的预测在深度增强学习中。 

Pieter Abbeel：我认为深度增强学习有趣在于，某种程度上比监督学习有更多的问题，

在监督学习中问题在于输入，输出，映射；在增强学习中是数据是从何而来的，就是探索问

题本身，当你有数据之后，你怎么做信用赋值，你怎样理解早期做什么，才能之后受益以及

安全问题，当你有自主收集数据的系统后，在很多情况下其实很危险，想象一家自驾车公司

说，我们只会用深度增强学习来运行车辆，听着就像会有很多事故，在真正起作用之前。 

吴恩达：你需要反面例子，对吧。 

Pieter Abbeel：是需要反面例子，希望也有正面的，我觉得深度增强学习还有很多挑战， 

在解决特定问题时及如何做成功，深邃的部分在于表达，增强学习本身还有很多问题，

我个人觉得是深度学习的进步，一部分增强学习的谜团能被解开，就是表达的部分，如果有

模式，我们可能表达为一个深度网络，并抓取模式，怎么分解模式仍然是增强学习中很大的

挑战，我认为大挑战在于，如何让系统在长时间线上保持推理能力，现今很多深度增强学习，

都是短时间线上的。还有很多问题是，如果对五秒的反应不错，对整个问题的反应都会不错。

五秒和一天的规模相差很大，或是让机器人或软件主体保持一辈子的功能。我认为这里面有

很多挑战，安全方面的挑战是如何安全持续地学习，当效果已经很不错时。所以，再举个例

子，很多人对自主驾驶车很熟悉，让它们比人开车更好，假设人在每三百万英里，碰到一次

很糟的事故，会需要很长时间才会有负面数据，如果和人一样好的话，但你想要更好，那么

数据的收集就变得很难，很难得到让系统表现更好的数据，探索其中有许多牵连的挑战，我

最兴奋看到的是，我们能不能往后一步，还是能学增强学习的算法，增强是很复杂，信用赋

值也是，探索更是，就像对于深度学习中的监督学习，可以做到替代领域知识，可能也能有

程序--增强学习的程序也能做到所有，取代我们亲自设计细节。 

吴恩达：比如整个程序的回报函数。 

Pieter Abbeel：这就需要学习整个增强学习程序，可能是，想象一下，你有这么个程序，

不管是什么，你给它一个问题，看多久才能学会，然后发现，嗯，花了挺久，让另一个程序

来修正原本这个，加完这一步，试试看，要是学的快多了，修正的就很好，然后从此想办法
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继续进步。 

吴恩达：我明白了，奠定基础。 

Pieter Abbeel：这可能和可用的计算量有关，就像在内环中运行增强学习，现在，运行

增强学习是最后一步，越多计算量越有可能运行的了，就像在内环的增强学习是更宏观算法

的一部分。 

吴恩达：从 14 岁起，你在 AI 工作有二十多年了，你怎么理解 AI 这段时间的进化。 

Pieter Abbeel：我试着理解 AI 的时候很有趣，因为其实与我在斯坦福的硕士学位相符，

其中有很多领袖我亲自交流过的，比如 John McCarthy，但用的方法与众不同，相比较 2000

年时，大多数人在做的事，然后和 Daphne Koller 的交谈，形成了我对 AI 最初的想法，她的

AI 课程，她的概率图模型课，让我真正产生兴趣，随机的变量如何应用于简单的分布，再被

分成子集变量，然后其他的结论，都会让你知道好多，要是能让它计算起来也容易，那就很

具挑战了，从那之后，我开始攻读博士，你到斯坦福后，是个很棒的现实提醒，也就是，不

该去检验你研究里的度量是否正确，而是去看一种关联，你在做的事情和影响你的东西之间

有何关联，你的研究实际改变了什么，而不是具体里面出现的数学。 

 

吴恩达：对，很棒，我没发现之前遗忘了这点。 

Pieter Abbeel：是的，这是其中一件，除了大多数人在问的，哪一个 Andrew 给的意见，

一直在影响你，是确保你能看到这种关联性。 

吴恩达：你已经并且会继续在 AI 领域有很棒的职业前途，对一些在看视频的人，要是

他们想入门 AI，你有什么意见。 
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Pieter Abbeel：我想现在是进入 AI 的大好时机，需求量是如此之高，工作机会如此之

多，有大量研究课题，也有大量创业机会等等，所以我很肯定决定入行是很机智的决定，你

们中的大多数都能够自学，不管是不是在学校里，有好多好多网课，比如 andrew 的机器学

习课，也有，比如说，Andrej Karpathy 的深度学习课，也有线上视频，作为开始很棒，Berkeley

也有增强学习的课程，所有课都在网上，都是很棒的入门方式，很重要的是，你自己要真正

着手去做，不是只看看视频，要亲自试，可以用 TensorFlow，Chainer Theano，PyTorch 等等，

随便你喜欢哪个，开始是很容易的，进展也会很快。 

吴恩达：只要不断练习，对不，实际操作并关注什么成功了，什么没成功。 

Pieter Abbeel：Mashable 上周有篇文章，讲一个英国 16 岁，Kaggle 比赛中的领导，里

面提到他跑去学习，在网上找到东西，自学了一切，从未上过任何正统课程，一个 16 岁的

少年能在 Kaggle 上有这么强的竞争力，说明是真的可能。 

吴恩达：我们生在好时代，对人们学习的好时代。 

Pieter Abbeel：完全正确。 

吴恩达：还有个应该常被问到的问题是，要是有人想进入 AI 机器学习，深度学习的领

域，他们该读博还是去大公司工作。 

Pieter Abbeel： 很大程度上取决于你能得到的指导，在博士学位里，基本肯定的，是教

授的本职工作，也是你的导师，会来主动找你，竭尽他们所能去成就你，帮助你在任何领域，

比如 AI，得到成功，有很多用功的人，有时会有两个导师，那是他们的本职工作，也是为什

么他们当了教授，大多数教授都能帮助学生做更多事情，但不是说在公司里不是这样，很多

公司有很棒的导师并且很爱帮助教育和推进其他人等等。只不过是，可能不会有那样的保障，

不会像攻读博士一样，而博士的一大优点，就是你肯定能学到好多并且总有人能帮助你学习。 

吴恩达：取决于公司和博士项目本身。 

Pieter Abbeel：完全正确，但是我想，主要还是得自己能学很多东西，要是自学的很快，

再加上一个更有经验的人，能加速过程，因为他们的职责就是帮助推进你的进步。 

吴恩达：你是深度增强学习中很有名的领袖之一，那么是什么样的东西，在深度增强学

习中已经很成功了。 

Pieter Abbeel：关注深度增强学习中的成功例子，非常非常引人入胜，比如说，通过像

素学习玩 Atari，处理像素也就是被处理的数字，被变成一个游戏中的行动，然后，举个例

子，我们在 Berkeley 做过的一些研究，造了会走路也有回馈的模仿型机器人，只是简单的告

诉它越往北走越好，对地面影响越小越好，它突然会选择，走路或跑步，即使并没有人告诉
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它什么是走和跑，或让机器人学讲给儿童的故事，并想法子组在一起，创造更多开放结局等

等。 

我认为有趣的是，它们能学习，从原始的感觉输入到控制，比如发动机中的扭矩，但是

是同时完成的，有趣在于你能用一个单一算法，比如，推力是一瞬间的，你可以学习，可以

让机器人学会跑，学会站立，可以有两条腿的机器人，再换成四条腿的，只要用同样的算法，

它都会跑，所以增强算法不用改变，非常宏观，Atari 游戏也是如此，每个游戏里 DQN 都是

同一个 DQN，当它开始进入，还未曾实现的边界后，它能为每一个任务从头一点点学起，但

要是能重复利用，之前学过的东西，更好了，那样学下一个任务就更快了，这是目前未能实

现的事情，本质上，它总是从头学起。 

吴恩达：你觉得多快，就能看到使用深度增强学习的机器人，出现在我们身边，被广泛

应用在全世界。 

Pieter Abbeel：我认为真实情况是，从监督学习开始，行为克隆人类的工作，我觉得会

有很多业务会建立起来，但总是有人类在幕后指挥工作，比如 Facebook 的信息助手，像这

样的助手能被建起，但背后一定有人，做大量工作，机器学习能做人所做的事，并开始为人

们提建议，人类会被提供，有限的几个选择，过一阵子，就能变得更好，可以给增强学习，

一些实际目的，而不是让人在幕后工作，是实际给它们目标去完成，比如，两者中哪个能更

快计划好会议，或多快能定好机票，或是花了多长时间，满意程度如何，不过可能会需要大

量克隆人类行为的引导程序，去告诉它们怎么做。 

吴恩达：听起来行为克隆就是监督学习，去模仿人在做的事，之后逐渐增强学习会能思

考的更长远，这样总结合适吗？ 

Pieter Abbeel：我觉得是，单因为观察增强学习，从头开始，就很有意思，超级有趣，

很少有比观察增强学习机器人从啥都不会到发明创造更好玩的事了，不过非常耗时，而且不

总是那么安全。 

吴恩达：太谢谢你了，这个采访太棒了，我很荣幸我们有这次聊天机会。 

Pieter Abbeel：谢谢你邀请我，我非常感谢。 
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吴恩达采访 Andrej Karpathy 

吴恩达：欢迎 Andrej，今天你能来我很高兴。 

 

Andrej：是的，谢谢你的采访邀请。 

吴恩达：人们已经很熟悉你在深度学习领域中的工作了，但不是每个人都知道你的个人

故事，不如你就告诉我们，你是怎么一步步完成深度学习的这些工作的? 

Andrej：是的，当然好，我第一次接触深度学习时，还是一个在多伦多大学的本科生，

那时 Geoff Hinton 就在那里，他带一门深度学习课，那时候用的是受限玻尔兹曼机，在 MNIST

手写数字集上训练，但我真的很喜欢 Geoff 谈到训练网络的方式，他会用网络的智能，这些

词，我那时想，这听起来，当我们训练这些数字时会发生奇迹，这是我第一次接触，不过那

时候我没有了解很多细节，后来当我在不列颠哥伦比亚大学读硕士时，我上了一门[ Nato 

Defreiter]教的课，还是机器学习，那时我第一次深入了解这些网络和相关知识，我觉得很有

趣，当时我对人工智能非常感兴趣，所以我上了很多人工智能课，但是我看到的很多东西没

那么令人满意，那时课程介绍了很多深度优先搜索，广度优先搜索，Alpha-Beta 剪枝各种方

法，我那时不太懂，我并不满意，当我第一次在机器学习课程中见到神经网络时，我觉得这

个词更技术一点，知名度没那么高，人工智能大家都能说上一两句，但机器学习就更小众一

点，可以这么说吧，所以我对人工智能不满意，当我看到机器学习，我就想这才是我要花时

间研究的 AI 这才是真正有趣的东西，就是这些原因让我开始走这条路，这几乎是全新的计

算范式，可以这么说，因为正常情况下是人类在编程，但是在这种情况下是优化程序自己写
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代码，所以当你建立了输入输出规范之后，你只需要给它喂一大堆例子，优化程序就自动编

程，有时候它写出的程序比人工的还好，所以我觉得这只是一种非常新颖的编程思路，这就

是让我感兴趣的地方。 

吴恩达：然后通过你的工作，其中一件让你声名远扬的事是你是 ImageNet 分类竞赛的

人类基准，这是怎么来的? 

Andrej：所以基本上，他们的 ImageNet 比赛可以说成是计算机视觉领域的世界杯，不

管人们是否注意这个基准和数字，我们的错误率也会随时间下降，对我来说，人类在这个评

分标准上的位置并不清楚，我之前在 CIFAR-10 数据集上做了类似的小规模实验，我在 CIFAR-

10 数据集中做的是，我观察了这些 32x32 的图像，我试图自己对他们进行分类，那时候只

有十大类，所以很容易构造一个界面去人工分类，那是我自己的错误率大概是 6%，然后根

据我实际见到的东西，一个具体任务有多难，我预测出最低能达到的错误率大概会是多少，

好吧，我不记得具体数字是多少，我想大概是 10%，现在算法做到了 3%或 2%，或者某个变

态的数值，那是我第一次做人类基线实验，非常有趣，我认为这是非常重要的，做这个基线

的目的和你的视频里介绍的一样，我的意思是你真的希望这个数字能够表示人类的水平，这

样我们就可以和机器学习算法比较，而对于 ImageNet 似乎存在一些分歧，这个基准到底有

多重要，应该花多少精力去尽量得到较低的数字，我们甚至不了解人类自己在这个评分系统

中的位置，所以我写了这个 JavaScript 界面，我给自己看图，然后 ImageNet 的问题在于，你

不只有 10 个分类，你有 1000 个分类，这几乎就像一个用户界面挑战，显然我自己记不住

1000 多个分类，所以我应该怎么设计这个界面，让比赛公平一点，所以我把全部分类列表

处理，然后给我自己看看各个分类的例子，所以对于每张图像，我大概浏览了 1000 多个类

别，只是想看看，根据我在每个类别里看到的例子判断这个图像可能是什么，而且我认为这

个练习本身就是非常有启发性的，我的意思是，我不明白为什么 ImageNet 有三分之一类别

都是狗，狗的品种，所以我兴致勃勃地看着那个网络花了大量时间去处理狗，我想它的三分

之一性能用来处理狗。我这个小实验做了一两个星期，我把其他所有任务都搁置了，我那时

想这练习非常有趣，我最后得到了一个数字，我觉得一个人是不够的，我需要更多人参与到

这个实验中来，我试图在实验室内组织人员做同样的事情，我想那时大家都不怎么愿意贡献，

花上一两周时间来做这么痛苦的工作，就是坐五个小时，尝试分辨出这只狗的品种是什么，

所以在这方面，我无法得到足够多的数据，我们大概估计了一下人类的表现，我觉得很有趣，

然后就传开了，那时我还没觉得很明显，我只是想知道这个数字，但这很快变成了一个概念，

大家都很喜欢这个事实，然后就这样了，大家都开玩笑地说，我是那个作为基准的人，当然，
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我都笑死了，是啊。 

 

吴恩达：当 DeepNet 软件超越了你的表现时，你有没有很惊讶? 

Andrej：绝对，是的，绝对的，我的意思是，有时一张图真的很难看出是什么，那图就

是小块黑白色，还有一些黑点，到处都是，我没看出来是什么，我只能猜测这属于 20 个类

别之间，但网络就直接懂了，我不明白是怎么一回事，所以这里有点点超人类的意思了，但

还有，我想网络非常擅长识别这些，地砖图案和纹理的统计规律，我想在这方面，网络比人

类表现优秀毫不奇怪，它可以从大量图像中提取精细的统计特征，而在许多情况下，我很惊

讶，因为有些图像需要识字，图片有时就是一个瓶子，你看不出来是什么，但它上面有文本，

告诉你它是什么，作为人类，我可以阅读文字，这没问题，但网络必须自己学习读取信息来

识别物体，因为单看图像并不明显。 

吴恩达：还有一件事让你声名远扬，深度学习社区一直很感激你的贡献，就是你教了

CS231n 课程，并把它放到网上，可以告诉我具体的经过吗? 

Andrej：是的，当然了，所以我有个强烈的感觉，这种技术是革命性的，很多人都希望

能用上，这几乎像一把锤子，我想做的是，我那时能够随意把这把锤子交给很多人，我觉得

这种工作很有吸引力，从博士生的角度来看，不太建议做这种事，因为你会把你的研究搁置

一边，我的意思是说，这占用了我 120%时间，我必须将所有研究放一边，我是说，这门课

我带过两次，每次都要 4 个月时间，所以时间基本上是花在课上，所以从这个角度来看不太

建议，但这基本上是我的博士阶段的亮点，这与研究甚至没有关系，我认为教一门课绝对是

我博士生的亮点，只要看到学生，看到他们真的很兴奋，这门课和一般的不同，通常，课程
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里讲的内容是 19 世纪发现的，这些经典知识，但这样一门课，我可以介绍一周前刚发表的

论文，甚至昨天刚发表的，这些都是前沿研究，想本科生，还有其他学生，真的很喜欢这门

课贴近前沿的特点，他们发现他们是可以理解到前沿的，这不是核物理或火箭科学，你只需

要会微积分，代数，你实际上就能理解所有背后的原理，我想这个事实如此强大，事实上这

个领域日新月异，学生们就会觉得每天都处于时代浪潮的前端，我想这就是大家那么喜欢这

门课的原因。 

吴恩达：而且你真的帮助了很多人，送出去了很多锤子，是啊，作为一个研究深度学习，

有些时日的研究员，这个领域还在迅速发展，我想知道，你自己的想法是怎样的，这么多年

来你对深度学习的理解有何改变? 

Andrej：是的，基本上当年我见到的是受限玻尔兹曼机处理这些手写数字数据，那时我

还不知道这种技术会被大规模应用，不知道这个领域有多重要，还有，当我开始研究计算机

视觉，卷积网络时，这些概念都已经存在，但它们并不像是计算机视觉界很快就会使用的东

西，那时人们的看法是，这些处理小案例不错，但无法推广到更大的图像，这种认识错到极

端了。[笑]所以基本上，我很惊讶现在这个技术到处都在用，结果非常好，我说这是最大的

惊喜，而且还不仅如此，它在一个地方表现很好，比如 ImageNet，但另一方面，没有人预计

到它的趋势， 至少我自己没预计到，就是你可以把这些预先训练好的网络迁移到其他领域，

你可以在任意其他任务中精细调校网络，因为现在你不只解决了 ImageNet 问题，而且你需

要数百万个例子，网络变成了非常普适的特征提取器，而且这是我的第二个想法，我觉得更

少人预计到了这个发展，还有这些论文，它们就在这里，人们在计算机视觉里的一切努力，

场景分类，动作识别，对象识别，基本属性等等，人们只需要通过微调网络就把每个任务都

解决了，所以对我来说是非常意外的。 

吴恩达：是的，我想监督学习在媒体上很热门，但是，然而预先训练微调或迁移学习，

其实都效果拔群，但这些领域媒体报道更少一些。 

Andrej：对的，就是这样，是的，我觉得其中一个进展不大的方向是无监督学习，被寄

予了太多希望，我认为这才是真正吸引，在 2007 年左右吸引很多研究人员进入了这个领域

的概念，但我觉得那个梦想还没被实现，还有令我意外的一方面是，监督学习竟然效果这么

好，而无监督学习，它还是处于很原始的状态，怎么利用它，或者怎么让它达到实用，还不

太明显，即使很多人还是对它的未来深信不疑，我说在这个领域，可以用这个词。 

吴恩达：所以我知道你是其中一个，一直在思考 AI 远期未来的研究员，你想分享你的

想法吗? 
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Andrej：所以我最后花了差不多一年半，在 OpenAI 这里思考这些话题，在我看来，这

个领域会分成两条轨迹，一边是应用 AI 就是搭建这些神经网络，训练它们，主要用监督学

习，有可能用无监督学习，然后慢慢提升性能，比如说提高图像识别率之类的；另一个方向

是，更一般的人工智能方向，就是如何让神经网络变成一个完全动态的系统，可以思考，有

语言能力，可以做人类能做的所有事情，并以这种方式获得智能，我认为一直到很有趣的地

方是 例如在计算机视觉中，我们一开始研究的方向，我想是错误的，那时我们试图把它分

解成不同的部分，我们就像是，人可以识别人，可以识别场景，人可以识别物体，所以我们

就开始研究人类能做的各种事情，一旦做出来了，就分成各种不同的子领域了，一旦我们有

了这些独立的系统，我们再开始把它们组装起来，我觉得这种做法是错误的，我们已经见到

历史上这么做结果如何，我想这里还有其他类似的事情正在发展，很可能是更高水平的 AI，

所以人类会问问题，会做计划，会做实验来了解世界运作的规律，或者和其他人交谈，我们

就发明了语言，人们试图通过功能来区分各种能力，然后复制每一种能力，把它们放到一起

组成某种机械大脑，我觉得这个方法论是错的，我更感兴趣的领域，不是这种分解的，还原

论的手段，而是希望构建一种全面动态的神经网络系统，这样你一直处理的是完整的代理人

程序。 

那么问题在于，你如何构思目标去优化权重，优化构成大脑的各种权重，才能得到真正

的智能行为?所以这是 OpenAI 里我一直在想的很多东西，我认为有很多不同的方式，人们在

这个问题上也有很多思考，，例如，在监督学习方向，我在网上发了这篇文章，这不是一篇

文章，而是我写的一个小故事，这个小故事尝试构想出一个虚拟的世界，如果我们只通过扩

大监督学习规模来逼近这个 AGI，我们知道这是可行的，然后得到像这样的东西，比如亚马

逊土耳其机器人，人们可以接触不同机器人，让它们完成各种任务，然后我们在这个基础上

训练，把它看成是模仿人类的监督学习数据集，这样的东西会具体是什么样的，所以这里还

有其他方向，比如基于算法信息理论的无监督学习，如 AIXI，或者构成人工生命，看起来更

像人工进化的东西，所以这就是我花时间思考很多的事情，我已经得到正确答案了，但我不

愿意在这里说。 

吴恩达：至少我们可以通过阅读你的博文来了解更多信息。 

Andrej：是的，当然了。 

吴恩达：你今天已经提出了很多建议，还有很多人想进入 AI 和深度学习领域，对于这

些人来说，你有什么建议呢? 

Andrej：是的，当然了，我想人们在讨论 CS231n 的时候，为什么他们认为这是一个非
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常有用的课程，我听到最多的是，人们很喜欢我会一直讲到最底层的技术细节，他们要调用

的不是一个库，而是可以看到底层代码，看到一切是怎么实现的，然后，他们自己去实现各

大部分，所以你必须接触到最底层，知道一切程序背后的原理，不要随便抽象化，你必须充

分了解全栈，了解整个流程，当我学习这些内容时，我发现这样学，学到的东西最多，就是

你自己从零开始去实现，这是很重要的，就是这部分学习性价比最高，从理解领域知识方面

来看，所以我自己写库，这个库叫 ConvNetJS，它是用 Javascript 写的，可以实现卷积神经网

络，那是我学习后向传播的方法，我一直建议别人不要一开始就用 TensorFlow 之类的东西，

一旦你自己写出了最底层的代码之后，你可以用，因为你知道所有背后的原理，这样你就很

放心，现在就可以使用这样的框架，可以帮你省去一点细节功夫，，但你自己必须知道背后

的所有原理，所以这是帮助我最多的东西，这是人们在上 CS231n 课程时最感兴趣的东西，

所以我建议很多人这么做。 

吴恩达：不是直接跑神经网络，让一切自然发生。 

Andrej：是的，在某些层的序列中，我知道当我加入一些 dropout 层，可以让它表现更

好，但这不是你想要的在这种情况下， 你会无法有效调试，你不能有效地改进模型。 

吴恩达：是的， 这个答案让我想起我们的 deeplearning.ai 课程，一开始先用几周介绍

Python 编程，然后再..。 

Andrej：是的 这样很好。 

吴恩达：非常感谢你来到这里分享你的见解和建议，在深度学习世界中，你已经是很多

人的偶像了，我真的很高兴，非常感谢你今天可以接受采访。 

Andrej：是的 谢谢你邀请我。 
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深度学习符号指南（原课程翻译） 

本章讨论深度学习的标准的数学符号。 

常用的定义: 

• 原版符号定义中，𝑥(𝑖) 与 𝑥𝑖 存在混用的情况，请注意识别 

数据标记与上下标 

• 上标 (𝑖) 代表第 𝑖 个训练样本 

• 上标 [𝑙] 代表第 𝑙 层 

• 𝑚 数据集的样本数 

• 下标 𝑥 输入数据 

• 下标 𝑦 输出数据 

• 𝑛𝑥 输入大小 

• 𝑛𝑦 输出大小 (或者类别数) 

• 𝑛ℎ
[𝑙]

 第 𝑙 层的隐藏单元数 

• 𝐿 神经网络的层数 

• 在循环中：𝑛𝑥 = 𝑛ℎ
[0]
，𝑛𝑦 = 𝑛ℎ

[𝐿+1]
 

神经网络模型 

• 𝑋 ∈ ℝ𝑛𝑥×𝑚 代表输入的矩阵 

• 𝑥(𝑖) ∈ ℝ𝑛𝑥 代表第 𝑖 个样本的列向量 

• 𝑌 ∈ ℝ𝑛𝑦×𝑚 是标记矩阵 

• 𝑦(𝑖) ∈ ℝ𝑛𝑦 是第 𝑖样本的输出标签 

• 𝑊[𝑙] ∈ ℝ𝑙×(𝑙−1) 代表第 [𝑙] 层的权重矩阵 

• 𝑏[𝑙] ∈ ℝ𝑙 代表第 [𝑙] 层的偏差矩阵 

• �̂� ∈ ℝ𝑛𝑦 是预测输出向量，也可以用 𝑎[𝐿] 表示 

· 



附件-深度学习符号指南（原课程翻译） 

699 
 

正向传播方程示例 

𝑎 = 𝑔[𝑙](𝑊𝑥𝑥+
(𝑖)
𝑏1) = 𝑔

[𝑙](𝑧1)，其中， 𝑔[𝑙] 代表第 𝑙 层的激活函数 

�̂� = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑊ℎℎ + 𝑏2) 

通用激活公式 

𝑎𝑗
[𝑙]
= 𝑔[𝑙](𝑧𝑗

[𝑙]
) = 𝑔[𝑙](∑ 𝑤𝑗𝑘

[𝑙]
𝑘 𝑎𝑘

[𝑙−1]
+ 𝑏𝑗

[𝑙]
)，𝑗 当前层的维度，𝑘 上一层的维度 

损失函数 

• 𝐽(𝑥,𝑊, 𝑏, 𝑦) 或者 𝐽(�̂� , 𝑦) 

• 常见损失函数示例：𝐽𝐶𝐸(�̂� , 𝑦) = −∑ 𝑦(𝑖)𝑚
𝑖=0 𝑙𝑜𝑔 �̂�

(𝑖)
，𝐽1(�̂� , 𝑦) = −∑ |𝑚

𝑖=0 𝑦(𝑖) − �̂�
(𝑖)
| 

深度学习图示 

• 节点：代表输入、激活或者输出 

• 边：代表权重或者误差 

提供两种等效的示意图 

下图是一般标准的深度学习的图例： 

左图: 详细的网络：常用于神经网络的表示。为了更好的审美，我们省略了一些在边上的参数

的细节(如𝑤𝑖𝑗
[𝑙] 和𝑏𝑖

[𝑙]
等)。右图：简化网络：两层神经网络的更简单的表示。两图都是等效的。  
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机器学习的数学基础 

高等数学 

1.导数定义： 

导数和微分的概念 

𝑓′(𝑥0) = lim
𝛥𝑥→0

 
𝑓(𝑥0+𝛥𝑥)−𝑓(𝑥0)

𝛥𝑥
             （1） 

或者：𝑓′(𝑥0) = lim
𝑥→𝑥0

 
𝑓(𝑥)−𝑓(𝑥0)

𝑥−𝑥0
           （2） 

2.左右导数导数的几何意义和物理意义 

函数𝑓(𝑥)在𝑥0处的左、右导数分别定义为： 

左导数：𝑓′−(𝑥0) = lim
𝛥𝑥→0−

 
𝑓(𝑥0+𝛥𝑥)−𝑓(𝑥0)

𝛥𝑥
= lim
𝑥→𝑥0

−
 
𝑓(𝑥)−𝑓(𝑥0)

𝑥−𝑥0
, (𝑥 = 𝑥0 + 𝛥𝑥) 

右导数：𝑓′+(𝑥0) = lim
𝛥𝑥→0+

 
𝑓(𝑥0+𝛥𝑥)−𝑓(𝑥0)

𝛥𝑥
= lim
𝑥→𝑥0

+
 
𝑓(𝑥)−𝑓(𝑥0)

𝑥−𝑥0
 

3.函数的可导性与连续性之间的关系 

Th1: 函数𝑓(𝑥)在𝑥0处可微⇔ 𝑓(𝑥)在𝑥0处可导。 

Th2:若函数在点𝑥0处可导，则𝑦 = 𝑓(𝑥)在点𝑥0处连续，反之则不成立.即函数连续不一定可

导。 

Th3:𝑓′(𝑥0)存在⇔ 𝑓′−(𝑥0) = 𝑓′+(𝑥0) 

4.平面曲线的切线和法线 

切线方程 : 𝑦 − 𝑦0 = 𝑓′(𝑥0)(𝑥 − 𝑥0)  

法线方程：𝑦 − 𝑦0 = −
1

𝑓′(𝑥0)
(𝑥 − 𝑥0), 𝑓′(𝑥0) ≠ 0 

5.四则运算法则  

设函数𝑢 = 𝑢(𝑥)，𝑣 = 𝑣(𝑥)在点𝑥可导，则：  
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(1) (𝑢 ± 𝑣)′ = 𝑢′ ± 𝑣′         

(2) (𝑢𝑣)′ = 𝑢𝑣′ + 𝑣𝑢′                  𝑑(𝑢𝑣) = 𝑢𝑑𝑣 + 𝑣𝑑𝑢  

(3) (
𝑢

𝑣
)′ =

𝑣𝑢′−𝑢𝑣′

𝑣2
(𝑣 ≠ 0)            𝑑(

𝑢

𝑣
) =

𝑣𝑑𝑢−𝑢𝑑𝑣

𝑣2
 

6.基本导数与微分表  

(1) 𝑦 = 𝑐（常数）     则： 𝑦′ = 0    𝑑𝑦 = 0  

(2) 𝑦 = 𝑥𝛼(𝛼为实数)   则： 𝑦′ = 𝛼𝑥𝛼−1    𝑑𝑦 = 𝛼𝑥𝛼−1𝑑𝑥  

(3) 𝑦 = 𝑎𝑥  则：  𝑦′ = 𝑎𝑥ln𝑎   𝑑𝑦 = 𝑎𝑥ln𝑎𝑑𝑥     特例: (e𝑥)′ = e𝑥    𝑑(e𝑥) = e𝑥𝑑𝑥  

(4) 𝑦 = log𝑎𝑥 则： 

 𝑦′ =
1

𝑥ln𝑎
 ，𝑑𝑦 =

1

𝑥ln𝑎
𝑑𝑥     特例:𝑦 = ln𝑥   (ln𝑥)′ =

1

𝑥
    𝑑(ln𝑥) =

1

𝑥
𝑑𝑥  

 (5) 𝑦 = sin𝑥   则：𝑦′ = cos𝑥   𝑑(sin𝑥) = cos𝑥𝑑𝑥  

(6) 𝑦 = cos𝑥   则：𝑦′ = −sin𝑥  𝑑(cos𝑥) = −sin𝑥𝑑𝑥  

(7) 𝑦 = tan𝑥 则： 𝑦′ =
1

cos2𝑥
= sec2𝑥    𝑑(tan𝑥) = sec2𝑥𝑑𝑥  

(8) 𝑦 = cot𝑥 则：𝑦′ = −
1

sin2𝑥
= −csc2𝑥    𝑑(cot𝑥) = −csc2𝑥𝑑𝑥  

(9) 𝑦 = sec𝑥 则：𝑦′ = sec𝑥tan𝑥   𝑑(sec𝑥) = sec𝑥tan𝑥𝑑𝑥  

(10) 𝑦 = csc𝑥  则：𝑦′ = −csc𝑥cot𝑥   𝑑(csc𝑥) = −csc𝑥cot𝑥𝑑𝑥  

(11) 𝑦 = arcsin𝑥 则：𝑦′ =
1

√1−𝑥2
    𝑑(arcsin𝑥) =

1

√1−𝑥2
𝑑𝑥  

(12) 𝑦 = arccos𝑥  则：𝑦′ = −
1

√1−𝑥2
     𝑑(arccos𝑥) = −

1

√1−𝑥2
𝑑𝑥  

(13) 𝑦 = arctan𝑥  则：𝑦′ =
1

1+𝑥2
      𝑑(arctan𝑥) =

1

1+𝑥2
𝑑𝑥  

(14) 𝑦 = arccot𝑥  则：𝑦′ = −
1

1+𝑥2
     𝑑(arccot𝑥) = −

1

1+𝑥2
𝑑𝑥  

(15) 𝑦 = 𝑠ℎ𝑥 则：𝑦′ = 𝑐ℎ𝑥    𝑑(𝑠ℎ𝑥) = 𝑐ℎ𝑥𝑑𝑥  
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(16) 𝑦 = 𝑐ℎ𝑥 则：𝑦′ = 𝑠ℎ𝑥    𝑑(𝑐ℎ𝑥) = 𝑠ℎ𝑥𝑑𝑥 

7.复合函数，反函数，隐函数以及参数方程所确定的函数的微分法 

(1) 反函数的运算法则: 设𝑦 = 𝑓(𝑥)在点𝑥的某邻域内单调连续，在点𝑥处可导且𝑓′(𝑥) ≠

0，则其反函数在点𝑥所对应的𝑦处可导，并且有
𝑑𝑦

𝑑𝑥
=

1
𝑑𝑥

𝑑𝑦

  

(2) 复合函数的运算法则:若𝜇 = 𝜑(𝑥)在点𝑥可导,而𝑦 = 𝑓(𝜇)在对应点𝜇(𝜇 = 𝜑(𝑥))可导,则

复合函数𝑦 = 𝑓(𝜑(𝑥))在点𝑥可导,且𝑦′ = 𝑓′(𝜇) ⋅ 𝜑′(𝑥)  

(3) 隐函数导数
𝑑𝑦

𝑑𝑥
的求法一般有三种方法：  

1)方程两边对𝑥求导，要记住𝑦是𝑥的函数，则𝑦的函数是𝑥的复合函数.例如
1

𝑦
，𝑦2，𝑙𝑛𝑦，e𝑦

等均是𝑥的复合函数. 对𝑥求导应按复合函数连锁法则做。  

2)公式法.由𝐹(𝑥, 𝑦) = 0知 
𝑑𝑦

𝑑𝑥
= −

𝐹′𝑥(𝑥,𝑦)

𝐹′𝑦(𝑥,𝑦)
,其中，𝐹′𝑥(𝑥, 𝑦)， 𝐹′𝑦(𝑥, 𝑦)分别表示𝐹(𝑥, 𝑦)对

𝑥和𝑦的偏导数。  

3)利用微分形式不变性 

8.常用高阶导数公式 

（1）(𝑎𝑥) (𝑛) = 𝑎𝑥ln𝑛𝑎 (𝑎 > 0)  (e𝑥) (𝑛) = e 𝑥  

（2）(sin𝑘𝑥) (𝑛) = 𝑘𝑛sin(𝑘𝑥 + 𝑛 ⋅
𝜋

2
)  

（3）(cos𝑘𝑥) (𝑛) = 𝑘𝑛cos(𝑘𝑥 + 𝑛 ⋅
𝜋

2
)  

（4）(𝑥𝑚) (𝑛) = 𝑚(𝑚 − 1)⋯ (𝑚 − 𝑛 + 1)𝑥𝑚−𝑛  

（5）(ln𝑥) (𝑛) = (−1)(𝑛−1)
(𝑛−1)!

𝑥𝑛
  

（6）莱布尼兹公式：若𝑢(𝑥) , 𝑣(𝑥)均𝑛阶可导，则：  (𝑢𝑣)(𝑛) = ∑ 𝑐𝑛
𝑖 𝑢(𝑖)𝑣(𝑛−𝑖)𝑛

𝑖=0 ，其中

𝑢(0) = 𝑢，𝑣(0) = 𝑣 

9.微分中值定理，泰勒公式 
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Th1:(费马定理) 

若函数𝑓(𝑥)满足条件： 

(1)函数𝑓(𝑥)在𝑥0的某邻域内有定义，并且在此邻域内恒有 𝑓(𝑥) ≤ 𝑓(𝑥0)或𝑓(𝑥) ≥ 𝑓(𝑥0),  

(2) 𝑓(𝑥)在𝑥0处可导,则有 𝑓′(𝑥0) = 0  

Th2:(罗尔定理)  

设函数𝑓(𝑥)满足条件：  

(1)在闭区间[𝑎, 𝑏]上连续； (2)在(𝑎, 𝑏)内可导；(3)𝑓(a) = 𝑓(𝑏) 

则在(𝑎, 𝑏)内存在一个𝜉，使 𝑓′(𝜉) = 0  

Th3: (拉格朗日中值定理)  

设函数𝑓(𝑥)满足条件： 

(1)在[𝑎, 𝑏]上连续；(2)在(𝑎, 𝑏)内可导； 

则在(𝑎, 𝑏)内存在一个𝜉，使 
𝑓(𝑏)−𝑓(𝑎)

𝑏−𝑎
= 𝑓′(𝜉)  

Th4: (柯西中值定理) 

设函数𝑓(𝑥)，𝑔(𝑥)满足条件：  

(1) 在[𝑎, 𝑏]上连续；(2) 在(𝑎, 𝑏)内可导且𝑓′(𝑥)，𝑔′(𝑥)均存在，且𝑔′(𝑥) ≠ 0 

则在(𝑎, 𝑏)内存在一个𝜉，使 
𝑓(𝑏)−𝑓(𝑎)

𝑔(𝑏)−𝑔(𝑎)
=
𝑓′(𝜉)

𝑔′(𝜉)
  

10.洛必达法则  

法则Ⅰ(
𝟎

𝟎
型不定式极限) 

设函数𝑓(𝑥), 𝑔(𝑥)满足条件：  lim
𝑥→𝑥0

 𝑓(𝑥) = 0, lim
𝑥→𝑥0

 𝑔(𝑥) = 0; 𝑓(𝑥), 𝑔(𝑥)在𝑥0的邻域内可导 

(在𝑥0处可除外)且𝑔′(𝑥) ≠ 0; 
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lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
存在(或∞)。 

则： lim
𝑥→𝑥0

 
𝑓(𝑥)

𝑔(𝑥)
= lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
  

法则𝐈’ (
𝟎

𝟎
型不定式极限) 

设函数𝑓(𝑥), 𝑔(𝑥)满足条件： lim
𝑥→∞

 𝑓(𝑥) = 0, lim
𝑥→∞

 𝑔(𝑥) = 0;存在一个𝑋 > 0,当|𝑥| > 𝑋

时,𝑓(𝑥), 𝑔(𝑥)可导,且𝑔′(𝑥) ≠ 0; lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
存在(或∞)。 

则： lim
𝑥→𝑥0

 
𝑓(𝑥)

𝑔(𝑥)
= lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
.  

法则Ⅱ(
∞

∞
型不定式极限)  

设函数𝑓(𝑥), 𝑔(𝑥)满足条件： lim
𝑥→𝑥0

 𝑓(𝑥) = ∞, lim
𝑥→𝑥0

 𝑔(𝑥) = ∞; 𝑓(𝑥), 𝑔(𝑥)在𝑥0 的邻域内可 

导(在𝑥0处可除外)且𝑔′(𝑥) ≠ 0; lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
存在(或∞)。 

则： lim
𝑥→𝑥0

 
𝑓(𝑥)

𝑔(𝑥)
= lim
𝑥→𝑥0

 
𝑓′(𝑥)

𝑔′(𝑥)
. 

同理法则II’(
∞

∞
型不定式极限)仿法则I’可写出 

11.泰勒公式 

设函数𝑓(𝑥)在点𝑥0处的某邻域内具有𝑛 + 1阶导数，则对该邻域内异于𝑥0的任意点𝑥，在𝑥0

与𝑥之间至少存在一个𝜉，使得： 

 𝑓(𝑥) = 𝑓(𝑥0) + 𝑓′(𝑥0)(𝑥 − 𝑥0) +
1

2!
𝑓″(𝑥0)(𝑥 − 𝑥0)

2 +⋯  +
𝑓(𝑛)(𝑥0)

𝑛!
(𝑥 − 𝑥0)

𝑛 + 𝑅𝑛(𝑥)   

其中 𝑅𝑛(𝑥) =
𝑓(𝑛+1)(𝜉)

(𝑛+1)!
(𝑥 − 𝑥0)

𝑛+1称为𝑓(𝑥)在点𝑥0处的𝑛阶泰勒余项。 

令𝑥0 = 0，则𝑛阶泰勒公式： 

 𝑓(𝑥) = 𝑓(0) + 𝑓′(0)𝑥 +
1

2!
𝑓″(0)𝑥2 +⋯+

𝑓(𝑛)(0)

𝑛!
𝑥𝑛 + 𝑅𝑛(𝑥)…… 

(1) 其中 𝑅𝑛(𝑥) =
𝑓(𝑛+1)(𝜉)

(𝑛+1)!
𝑥𝑛+1，𝜉在 0与𝑥之间。(1)式称为麦克劳林公式  
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常用五种函数在𝑥0 = 0处的泰勒公式 ： 

1) e𝑥 = 1 + 𝑥 +
1

2!
𝑥2 +⋯+

1

𝑛!
𝑥𝑛 +

𝑥𝑛+1

(𝑛+1)!
𝑒𝜉  

 或 = 1 + 𝑥 +
1

2!
𝑥2 +⋯+

1

𝑛!
𝑥𝑛 + 𝑜(𝑥𝑛)  

2) sin𝑥 = 𝑥 −
1

3!
𝑥3 +⋯+

𝑥𝑛

𝑛!
sin

𝑛𝜋

2
+

𝑥𝑛+1

(𝑛+1)!
sin (𝜉 +

𝑛+1

2
𝜋)   

或 = 𝑥 −
1

3!
𝑥3 +⋯+

𝑥𝑛

𝑛!
sin

𝑛𝜋

2
+ 𝑜(𝑥𝑛) 

3) cos𝑥 = 1 −
1

2!
𝑥2 +⋯+

𝑥𝑛

𝑛!
cos

𝑛𝜋

2
+

𝑥𝑛+1

(𝑛+1)!
cos(𝜉 +

𝑛+1

2
𝜋)   

或 = 1 −
1

2!
𝑥2 +⋯+

𝑥𝑛

𝑛!
cos

𝑛𝜋

2
+ 𝑜(𝑥𝑛)  

4) ln(1 + 𝑥) = 𝑥 −
1

2
𝑥2 +

1

3
𝑥3 −⋯+ (−1)𝑛−1

𝑥𝑛

𝑛
+

(−1)𝑛𝑥𝑛+1

(𝑛+1)(1+𝜉)𝑛+1
   

或 = 𝑥 −
1

2
𝑥2 +

1

3
𝑥3 −⋯+ (−1)𝑛−1

𝑥𝑛

𝑛
+ 𝑜(𝑥𝑛)  

5) (1 + 𝑥)𝑚 = 1 +𝑚𝑥 +
𝑚(𝑚−1)

2!
𝑥2 +⋯+

𝑚(𝑚−1)⋯(𝑚−𝑛+1)

𝑛!
𝑥𝑛  

+
𝑚(𝑚−1)⋯(𝑚−𝑛+1)

(𝑛+1)!
𝑥𝑛+1(1 + 𝜉)𝑚−𝑛−1  

或 (1 + 𝑥)𝑚 = 1 +𝑚𝑥 +
𝑚(𝑚−1)

2!
𝑥2 +⋯+

𝑚(𝑚−1)⋯(𝑚−𝑛+1)

𝑛!
𝑥𝑛 + 𝑜(𝑥𝑛)  

12.函数单调性的判断  

Th1: 设函数𝑓(𝑥)在(𝑎, 𝑏)区间内可导，如果对∀𝑥 ∈ (𝑎, 𝑏)，都有𝑓 ′(𝑥) > 0（或𝑓 ′(𝑥) <

0），则函数𝑓(𝑥)在(𝑎, 𝑏)内是单调增加的（或单调减少）。 

Th2: （取极值的必要条件）设函数𝑓(𝑥)在𝑥0处可导，且在𝑥0处取极值，则𝑓 ′(𝑥0) = 0.  

Th3: （取极值的第一充分条件）设函数𝑓(𝑥)在𝑥0的某一邻域内可微，且𝑓 ′(𝑥0) = 0（或

𝑓(𝑥)在𝑥0处连续，但𝑓 ′(𝑥0)不存在.）。  

(1)若当𝑥经过𝑥0时，𝑓 ′(𝑥)由“+”变“-”，则𝑓(𝑥0)为极大值；  

(2)若当𝑥经过𝑥0时，𝑓 ′(𝑥)由“-”变“+”，则𝑓(𝑥0)为极小值；  
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(3)若𝑓 ′(𝑥)经过𝑥 = 𝑥0的两侧不变号，则𝑓(𝑥0)不是极值。  

Th4: (取极值的第二充分条件)设𝑓(𝑥)在点𝑥0处有𝑓″(𝑥) ≠ 0，且𝑓 ′(𝑥0) = 0，则： 

当𝑓′ ′(𝑥0) < 0时，𝑓(𝑥0)为极大值； 当𝑓′ ′(𝑥0) > 0时，𝑓(𝑥0)为极小值. 注：如果

𝑓′ ′(𝑥0)0，此方法失效。 

13.渐近线的求法  

(1)水平渐近线  

若 lim
𝑥→+∞

 𝑓(𝑥) = 𝑏，或 lim
𝑥→−∞

 𝑓(𝑥) = 𝑏，则𝑦 = 𝑏 称为函数𝑦 = 𝑓(𝑥)的水平渐近线。  

(2)铅直渐近线  

若 lim
𝑥→𝑥0

−
 𝑓(𝑥) = ∞，或 lim

𝑥→𝑥0
+
 𝑓(𝑥) = ∞，则𝑥 = 𝑥0 称为𝑦 = 𝑓(𝑥)的铅直渐近线。  

(3)斜渐近线 若𝑎 = lim
𝑥→∞

 
𝑓(𝑥)

𝑥
, 𝑏 = lim

𝑥→∞
 [𝑓(𝑥) − 𝑎𝑥]，则 𝑦 = 𝑎𝑥 + 𝑏称为𝑦 = 𝑓(𝑥)的斜渐

近线。 

14.函数凹凸性的判断  

Th1: (凹凸性的判别定理）若在 I 上𝑓″(𝑥) < 0（或𝑓″(𝑥) > 0）， 则𝑓(𝑥)在 I上是凸的

（或凹的）。 

Th2: (拐点的判别定理 1)若在𝑥0处𝑓″(𝑥) = 0，（或𝑓″(𝑥)不存在），当𝑥变动经过𝑥0时，

𝑓″(𝑥)变号，则(𝑥0, 𝑓(𝑥0))为拐点。  

Th3: (拐点的判别定理 2)设𝑓(𝑥)在𝑥0点的某邻域内有三阶导数，且𝑓″(𝑥) = 0，𝑓‴(𝑥) ≠

0，则(𝑥0, 𝑓(𝑥0))为拐点。 

15.弧微分 

𝑑𝑆 = √1 + 𝑦′2𝑑𝑥  

16.曲率 

曲线𝑦 = 𝑓(𝑥)在点(𝑥, 𝑦)处的曲率𝑘 =
|𝑦″|

(1+𝑦′2)3 2⁄
 。对于参数方程： 
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{
𝑥 = 𝜑(𝑡)

𝑦 = 𝜓(𝑡)
, 𝑘 =

|𝜑′(𝑡)𝜓″(𝑡)−𝜑″(𝑡)𝜓′(𝑡)|

[𝜑′2(𝑡)+𝜓′2(𝑡)]3 2⁄
  

17.曲率半径 

曲线在点𝑀处的曲率𝑘(𝑘 ≠ 0)与曲线在点𝑀处的曲率半径𝜌有如下关系：𝜌 =
1

𝑘
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线性代数 

行列式 

1.行列式按行（列）展开定理 

(1) 设𝐴 = (𝑎𝑖𝑗)𝑛×𝑛，则：𝑎𝑖1𝐴𝑗1 + 𝑎𝑖2𝐴𝑗2 +⋯+ 𝑎𝑖𝑛𝐴𝑗𝑛 = {
|𝐴|, 𝑖 = 𝑗
0, 𝑖 ≠ 𝑗

 

或𝑎1𝑖𝐴1𝑗 + 𝑎2𝑖𝐴2𝑗 +⋯+ 𝑎𝑛𝑖𝐴𝑛𝑗 = {
|𝐴|, 𝑖 = 𝑗
0, 𝑖 ≠ 𝑗

  

即 𝐴𝐴∗ = 𝐴∗𝐴 = |𝐴|𝐸,其中：𝐴∗ = (

𝐴11 𝐴12 … 𝐴1𝑛
𝐴21 𝐴22 … 𝐴2𝑛
… … … …
𝐴𝑛1 𝐴𝑛2 … 𝐴𝑛𝑛

) = (𝐴𝑗𝑖) = (𝐴𝑖𝑗)
𝑇  

𝐷𝑛 =

∣
∣
∣
∣
∣
∣ 1 1 … 1
𝑥1 𝑥2 … 𝑥𝑛
… … … …
𝑥1
𝑛−1 𝑥2

𝑛−1 … 𝑥𝑛
𝑛−1∣

∣
∣
∣
∣
∣

== ∏  1≤𝑗<𝑖≤𝑛 (𝑥𝑖 − 𝑥𝑗)  

(2) 设𝐴,𝐵为𝑛阶方阵，则|𝐴𝐵| = |𝐴||𝐵| = |𝐵||𝐴| = |𝐵𝐴|，但|𝐴 ± 𝐵| = |𝐴| ± |𝐵|不一定成

立。 

(3) |𝑘𝐴| = 𝑘𝑛|𝐴|,𝐴为𝑛阶方阵。 

(4) 设𝐴为𝑛阶方阵，|𝐴𝑇| = |𝐴|; |𝐴−1| = |𝐴|−1（若𝐴可逆），|𝐴∗| = |𝐴|𝑛−1 

𝑛 ≥ 2  

(5) | 𝐴 𝑂
𝑂 𝐵

| = | 𝐴 𝐶
𝑂 𝐵

| = | 𝐴 𝑂
𝐶 𝐵

| = |𝐴||𝐵| ，𝐴, 𝐵为方阵，但|
𝑂 𝐴𝑚×𝑚
𝐵𝑛×𝑛 𝑂

| =

(−1)𝑚𝑛|𝐴||𝐵| 。 

 (6) 范德蒙行列式𝐷𝑛 =

∣
∣
∣
∣
∣
∣ 1 1 … 1
𝑥1 𝑥2 … 𝑥𝑛
… … … …
𝑥1
𝑛−1 𝑥2

𝑛−1 … 𝑥𝑛
𝑛−1∣

∣
∣
∣
∣
∣

== ∏  1≤𝑗<𝑖≤𝑛 (𝑥𝑖 − 𝑥𝑗) 

设𝐴是𝑛阶方阵，𝜆𝑖(𝑖 = 1,2⋯ , 𝑛)是𝐴的𝑛个特征值，则 |𝐴| = ∏ 𝜆𝑖
𝑛
𝑖=1  
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矩阵 

矩阵：𝑚× 𝑛个数𝑎𝑖𝑗排成𝑚行𝑛列的表格[

𝑎11 𝑎12 ⋯ 𝑎1𝑛
𝑎21 𝑎22 ⋯ 𝑎2𝑛
 ⋯⋯⋯⋯⋯

𝑎𝑚1 𝑎𝑚2 ⋯ 𝑎𝑚𝑛

] 称为矩阵，简记为𝐴，或

者(𝑎𝑖𝑗)𝑚×𝑛 。若𝑚 = 𝑛，则称𝐴是𝑛阶矩阵或𝑛阶方阵。  

矩阵的线性运算  

1.矩阵的加法  

设𝐴 = (𝑎𝑖𝑗), 𝐵 = (𝑏𝑖𝑗)是两个𝑚× 𝑛矩阵，则𝑚× 𝑛 矩阵𝐶 = (𝑐𝑖𝑗) = 𝑎𝑖𝑗 + 𝑏𝑖𝑗称为矩阵𝐴与𝐵

的和，记为𝐴 + 𝐵 = 𝐶 。 

2.矩阵的数乘  

设𝐴 = (𝑎𝑖𝑗)是𝑚 × 𝑛矩阵，𝑘是一个常数，则𝑚 × 𝑛矩阵(𝑘𝑎𝑖𝑗)称为数𝑘与矩阵𝐴的数乘，记

为𝑘𝐴。 

3.矩阵的乘法  

设𝐴 = (𝑎𝑖𝑗)是𝑚 × 𝑛矩阵，𝐵 = (𝑏𝑖𝑗)是𝑛 × 𝑠矩阵，那么𝑚× 𝑠矩阵𝐶 = (𝑐𝑖𝑗)，其中 𝑐𝑖𝑗 =

𝑎𝑖1𝑏1𝑗 + 𝑎𝑖2𝑏2𝑗 +⋯+ 𝑎𝑖𝑛𝑏𝑛𝑗 = ∑ 𝑎𝑖𝑘𝑏𝑘𝑗
𝑛
𝑘=1 称为𝐴𝐵的乘积，记为𝐶 = 𝐴𝐵 。 

4. 𝑨𝑻、𝑨−𝟏、𝑨∗三者之间的关系  

(1) (𝐴𝑇)𝑇 = 𝐴, (𝐴𝐵)𝑇 = 𝐵𝑇𝐴𝑇 , (𝑘𝐴)𝑇 = 𝑘𝐴𝑇 , (𝐴 ± 𝐵)𝑇 = 𝐴𝑇 ± 𝐵𝑇  

(2) (𝐴−1)−1 = 𝐴, (𝐴𝐵)−1 = 𝐵−1𝐴−1, (𝑘𝐴)−1 =
1

𝑘
𝐴−1, 

但 (𝐴 ± 𝐵)−1 = 𝐴−1 ± 𝐵−1不一定成立。 

(3) (𝐴∗)∗ = |𝐴|𝑛−2 𝐴  (𝑛 ≥ 3)，(𝐴𝐵)∗ = 𝐵∗𝐴∗,  (𝑘𝐴)∗ = 𝑘𝑛−1𝐴∗  (𝑛 ≥ 2) 

但(𝐴 ± 𝐵)∗ = 𝐴∗ ± 𝐵∗不一定成立。  

(4) (𝐴−1)𝑇 = (𝐴𝑇)−1, (𝐴−1)∗ = (𝐴𝐴∗)−1, (𝐴∗)𝑇 = (𝐴𝑇)∗  
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5.有关𝑨∗的结论  

(1) 𝐴𝐴∗ = 𝐴∗𝐴 = |𝐴|𝐸  

(2) |𝐴∗| = |𝐴|𝑛−1 (𝑛 ≥ 2),    (𝑘𝐴)∗ = 𝑘𝑛−1𝐴∗,   (𝐴∗)∗ = |𝐴|𝑛−2𝐴(𝑛 ≥ 3)  

(3) 若𝐴可逆，则𝐴∗ = |𝐴|𝐴−1, (𝐴∗)∗ =
1

|𝐴|
𝐴  

(4) 若𝐴为𝑛阶方阵，则： 

𝑟(𝐴∗) = {

𝑛, 𝑟(𝐴) = 𝑛

1, 𝑟(𝐴) = 𝑛 − 1

0, 𝑟(𝐴) < 𝑛 − 1

  

6.有关𝑨−𝟏的结论 

𝐴可逆⇔ 𝐴𝐵 = 𝐸;⇔ |𝐴| ≠ 0;⇔ 𝑟(𝐴) = 𝑛; 

⇔ 𝐴可以表示为初等矩阵的乘积；⇔ 𝐴无零特征值；⇔ Ax = 0 只有零解。 

7.有关矩阵秩的结论 

(1) 秩𝑟(𝐴)=行秩=列秩；  

(2) 𝑟(𝐴𝑚×𝑛) ≤ min(𝑚, 𝑛);  

(3) 𝐴 ≠ 0 ⇒ 𝑟(𝐴) ≥ 1；  

(4) 𝑟(𝐴 ± 𝐵) ≤ 𝑟(𝐴) + 𝑟(𝐵);  

(5) 初等变换不改变矩阵的秩  

(6) 𝑟(𝐴) + 𝑟(𝐵) − 𝑛 ≤ 𝑟(𝐴𝐵) ≤ min(𝑟(𝐴), 𝑟(𝐵)),特别若𝐴𝐵 = 𝑂   

则：𝑟(𝐴) + 𝑟(𝐵) ≤ 𝑛 

(7) 若𝐴−1存在⇒ 𝑟(𝐴𝐵) = 𝑟(𝐵); 若𝐵−1存在 ⇒ 𝑟(𝐴𝐵) = 𝑟(𝐴);  

若𝑟(𝐴𝑚×𝑛) = 𝑛 ⇒ 𝑟(𝐴𝐵) = 𝑟(𝐵); 若𝑟(𝐴𝑚×𝑠) = 𝑛 ⇒ 𝑟(𝐴𝐵) = 𝑟(𝐴)。 

(8) 𝑟(𝐴𝑚×𝑠) = 𝑛 ⇔ 𝐴𝑥 = 0只有零解  
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8.分块求逆公式 

(
𝐴 𝑂
𝑂 𝐵

)
−1

= (𝐴
−1 𝑂
𝑂 𝐵−1

)； (𝐴 𝐶
𝑂 𝐵

)
−1

= (𝐴
−1 −𝐴−1𝐶𝐵−1

𝑂 𝐵−1
)； 

(
𝐴 𝑂
𝐶 𝐵

)
−1

= ( 𝐴−1 𝑂
−𝐵−1𝐶𝐴−1 𝐵−1

)； (𝑂 𝐴
𝐵 𝑂

)
−1

= ( 𝑂 𝐵−1

𝐴−1 𝑂
) 

这里𝐴，𝐵均为可逆方阵。 

向量 

1.有关向量组的线性表示  

(1) 𝛼1, 𝛼2,⋯ , 𝛼𝑠线性相关⇔至少有一个向量可以用其余向量线性表示。 

(2) 𝛼1, 𝛼2,⋯ , 𝛼𝑠线性无关，𝛼1, 𝛼2,⋯ , 𝛼𝑠，𝛽线性相关⇔ 𝛽可以由𝛼1, 𝛼2,⋯ , 𝛼𝑠唯一线性表

示。 

(3) 𝛽可以由𝛼1, 𝛼2,⋯ , 𝛼𝑠线性表示 ⇔ 𝑟(𝛼1, 𝛼2,⋯ , 𝛼𝑠) = 𝑟(𝛼1, 𝛼2,⋯ , 𝛼𝑠, 𝛽) 。  

2.有关向量组的线性相关性  

(1)部分相关，整体相关；整体无关，部分无关. 

(2) ① 𝑛个𝑛维向量 𝛼1, 𝛼2⋯𝛼𝑛线性无关⇔ |[𝛼1𝛼2⋯𝛼𝑛]| ≠ 0， 𝑛个𝑛维向量𝛼1, 𝛼2⋯𝛼𝑛线

性相关 ⇔ |[𝛼1, 𝛼2,⋯ , 𝛼𝑛]| = 0 。 

② 𝑛 + 1个𝑛维向量线性相关。   

③ 若𝛼1, 𝛼2⋯𝛼𝑆线性无关，则添加分量后仍线性无关；或一组向量线性相关，去掉某些分

量后仍线性相关。 

3.有关向量组的线性表示 

(1) 𝛼1, 𝛼2,⋯ , 𝛼𝑠线性相关⇔至少有一个向量可以用其余向量线性表示。  

(2) 𝛼1, 𝛼2,⋯ , 𝛼𝑠线性无关，𝛼1, 𝛼2,⋯ , 𝛼𝑠，𝛽线性相关⇔ 𝛽 可以由𝛼1, 𝛼2,⋯ , 𝛼𝑠唯一线性表

示。 

(3) 𝛽可以由𝛼1, 𝛼2,⋯ , 𝛼𝑠线性表示 ⇔ 𝑟(𝛼1, 𝛼2,⋯ , 𝛼𝑠) = 𝑟(𝛼1, 𝛼2,⋯ , 𝛼𝑠, 𝛽)  
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4.向量组的秩与矩阵的秩之间的关系 

设𝑟(𝐴𝑚×𝑛) = 𝑟，则𝐴的秩𝑟(𝐴)与𝐴的行列向量组的线性相关性关系为：  

(1) 若𝑟(𝐴𝑚×𝑛) = 𝑟 = 𝑚，则𝐴的行向量组线性无关。  

(2) 若𝑟(𝐴𝑚×𝑛) = 𝑟 < 𝑚，则𝐴的行向量组线性相关。  

(3) 若𝑟(𝐴𝑚×𝑛) = 𝑟 = 𝑛，则𝐴的列向量组线性无关。  

(4) 若𝑟(𝐴𝑚×𝑛) = 𝑟 < 𝑛，则𝐴的列向量组线性相关。 

5.𝒏维向量空间的基变换公式及过渡矩阵  

若𝛼1, 𝛼2,⋯ , 𝛼𝑛与𝛽1, 𝛽2, ⋯ , 𝛽𝑛是向量空间𝑉的两组基，则基变换公式为： 

(𝛽1, 𝛽2,⋯ , 𝛽𝑛) = (𝛼1, 𝛼2,⋯ , 𝛼𝑛) [

𝑐11 𝑐12 ⋯ 𝑐1𝑛
𝑐21 𝑐22 ⋯ 𝑐2𝑛
⋯ ⋯ ⋯ ⋯
𝑐𝑛1 𝑐𝑛2 ⋯ 𝑐𝑛𝑛

] = (𝛼1, 𝛼2,⋯ , 𝛼𝑛)𝐶 

其中𝐶是可逆矩阵，称为由基𝛼1, 𝛼2,⋯ , 𝛼𝑛到基𝛽1, 𝛽2,⋯ , 𝛽𝑛的过渡矩阵。 

6.坐标变换公式  

若向量𝛾在基𝛼1, 𝛼2,⋯ , 𝛼𝑛与基𝛽1, 𝛽2, ⋯ , 𝛽𝑛的坐标分别是 𝑋 = (𝑥1, 𝑥2,⋯ , 𝑥𝑛)
𝑇， 

𝑌 = (𝑦1, 𝑦2,⋯ , 𝑦𝑛)
𝑇   即： 𝛾 = 𝑥1𝛼1 + 𝑥2𝛼2 +⋯+ 𝑥𝑛𝛼𝑛 = 𝑦1𝛽1 + 𝑦2𝛽2 +⋯+ 𝑦𝑛𝛽𝑛，则向

量坐标变换公式为𝑋 = 𝐶𝑌 或 𝑌 = 𝐶−1𝑋 ，其中𝐶是从基𝛼1, 𝛼2, ⋯ , 𝛼𝑛到基𝛽1, 𝛽2,⋯ , 𝛽𝑛的过

渡矩阵。  

7.向量的内积 

(𝛼, 𝛽) = 𝑎1𝑏1 + 𝑎2𝑏2 +⋯+ 𝑎𝑛𝑏𝑛 = 𝛼
𝑇𝛽 = 𝛽𝑇𝛼 

8.Schmidt 正交化  

若𝛼1, 𝛼2,⋯ , 𝛼𝑠线性无关，则可构造𝛽1, 𝛽2, ⋯ , 𝛽𝑠使其两两正交，且𝛽𝑖仅是𝛼1, 𝛼2,⋯ , 𝛼𝑖的线性

组合(𝑖 = 1,2,⋯ , 𝑛)，再把𝛽𝑖单位化，记𝛾𝑖 =
𝛽𝑖

|𝛽𝑖|
，则𝛾1, 𝛾2, ⋯ , 𝛾𝑖是规范正交向量组。其中 

𝛽1 = 𝛼1，  𝛽2 = 𝛼2 −
(𝛼2,𝛽1)

(𝛽1,𝛽1)
𝛽1  ， 𝛽3 = 𝛼3 −

(𝛼3,𝛽1)

(𝛽1,𝛽1)
𝛽1 −

(𝛼3,𝛽2)

(𝛽2,𝛽2)
𝛽2 ， 



附件-机器学习的数学基础 

713 
 

 ............  

𝛽𝑠 = 𝛼𝑠 −
(𝛼𝑠, 𝛽1)

(𝛽1, 𝛽1)
𝛽1 −

(𝛼𝑠, 𝛽2)

(𝛽2, 𝛽2)
𝛽2 −⋯−

(𝛼𝑠, 𝛽𝑠−1)

(𝛽𝑠−1, 𝛽𝑠−1)
𝛽𝑠−1 

9.正交基及规范正交基  

向量空间一组基中的向量如果两两正交，就称为正交基；若正交基中每个向量都是单位向

量，就称其为规范正交基。 

线性方程组 

1．克莱姆法则 

线性方程组{

𝑎11𝑥1 + 𝑎12𝑥2 +⋯+ 𝑎1𝑛𝑥𝑛 = 𝑏1
𝑎21𝑥1 + 𝑎22𝑥2 +⋯+ 𝑎2𝑛𝑥𝑛 = 𝑏2
 ⋯⋯⋯⋯⋯⋯⋯⋯⋯
𝑎𝑛1𝑥1 + 𝑎𝑛2𝑥2 +⋯+ 𝑎𝑛𝑛𝑥𝑛 = 𝑏𝑛

，如果系数行列式𝐷 = |𝐴| ≠ 0，则方程

组有唯一解， 𝑥1 =
𝐷1

𝐷
, 𝑥2 =

𝐷2

𝐷
, ⋯ , 𝑥𝑛 =

𝐷𝑛

𝐷
，其中𝐷𝑗是把𝐷中第𝑗列元素换成方程组右端

的常数列所得的行列式。 

2. 𝑛阶矩阵𝐴可逆⇔ 𝐴𝑥 = 0只有零解。⇔ ∀𝑏, 𝐴𝑥 = 𝑏总有唯一解，一般地，𝑟(𝐴𝑚×𝑛) =

𝑛 ⇔ 𝐴𝑥 = 0只有零解。  

3.非奇次线性方程组有解的充分必要条件，线性方程组解的性质和解的结构  

(1) 设𝐴为𝑚 × 𝑛矩阵，若𝑟(𝐴𝑚×𝑛) = 𝑚，则对𝐴𝑥 = 𝑏而言必有𝑟(𝐴) = 𝑟(𝐴 ⋮ 𝑏) = 𝑚，从而

𝐴𝑥 = 𝑏有解。 

(2) 设𝑥1, 𝑥2,⋯𝑥𝑠为𝐴𝑥 = 𝑏的解，则𝑘1𝑥1 + 𝑘2𝑥2 +⋯+ 𝑘𝑠𝑥𝑠当𝑘1 + 𝑘2 +⋯+ 𝑘𝑠 = 1时仍为

𝐴𝑥 = 𝑏的解；但当𝑘1 + 𝑘2 +⋯+ 𝑘𝑠 = 0时，则为𝐴𝑥 = 0的解。特别
𝑥1+𝑥2

2
为𝐴𝑥 = 𝑏的解；

2𝑥3 − (𝑥1 + 𝑥2)为𝐴𝑥 = 0的解。 

(3) 非齐次线性方程组𝐴𝑥 = 𝑏无解⇔ 𝑟(𝐴) + 1 = 𝑟(𝐴) ⇔ 𝑏不能由𝐴的列向量𝛼1, 𝛼2,⋯ , 𝛼𝑛线

性表示。  

4.奇次线性方程组的基础解系和通解，解空间，非奇次线性方程组的通解   



附件-机器学习的数学基础 

714 
 

(1) 齐次方程组𝐴𝑥 = 0恒有解(必有零解)。当有非零解时，由于解向量的任意线性组合仍

是该齐次方程组的解向量，因此𝐴𝑥 = 0的全体解向量构成一个向量空间，称为该方程组的

解空间，解空间的维数是𝑛 − 𝑟(𝐴)，解空间的一组基称为齐次方程组的基础解系。 

(2) 𝜂1, 𝜂2,⋯ , 𝜂𝑡是𝐴𝑥 = 0的基础解系，即：  

1) 𝜂1, 𝜂2, ⋯ , 𝜂𝑡是𝐴𝑥 = 0的解； 

2) 𝜂1, 𝜂2, ⋯ , 𝜂𝑡线性无关；  

3) 𝐴𝑥 = 0的任一解都可以由𝜂1, 𝜂2,⋯ , 𝜂𝑡线性表出. 𝑘1𝜂1 + 𝑘2𝜂2 +⋯+ 𝑘𝑡𝜂𝑡是𝐴𝑥 = 0的通

解，其中𝑘1, 𝑘2,⋯ , 𝑘𝑡是任意常数。 

矩阵的特征值和特征向量 

1.矩阵的特征值和特征向量的概念及性质  

(1) 设𝜆是𝐴的一个特征值，则 𝑘𝐴, 𝑎𝐴 + 𝑏𝐸, 𝐴2, 𝐴𝑚, 𝑓(𝐴), 𝐴𝑇 , 𝐴−1, 𝐴∗有一个特征值分别为 

𝑘𝜆, 𝑎𝜆 + 𝑏, 𝜆2, 𝜆𝑚, 𝑓(𝜆), 𝜆, 𝜆−1,
|𝐴|

𝜆
,且对应特征向量相同（𝐴𝑇 例外）。  

(2) 若𝜆1, 𝜆2,⋯ , 𝜆𝑛为𝐴的𝑛个特征值，则∑ 𝜆𝑖
𝑛
𝑖=1 = ∑ 𝑎𝑖𝑖

𝑛
𝑖=1 , ∏ 𝜆𝑖

𝑛
𝑖=1 = |𝐴| ,从而|𝐴| ≠ 0 ⇔ 𝐴

没有特征值。  

(3) 设𝜆1, 𝜆2,⋯ , 𝜆𝑠为𝐴的𝑠个特征值，对应特征向量为 𝛼1, 𝛼2,⋯ , 𝛼𝑠， 

若: 𝛼 = 𝑘1𝛼1 + 𝑘2𝛼2 +⋯+ 𝑘𝑠𝛼𝑠 , 

则: 𝐴𝑛𝛼 = 𝑘1𝐴
𝑛𝛼1 + 𝑘2𝐴

𝑛𝛼2 +⋯+ 𝑘𝑠𝐴
𝑛𝛼𝑠 = 𝑘1𝜆1

𝑛𝛼1 + 𝑘2𝜆2
𝑛𝛼2 +⋯𝑘𝑠𝜆𝑠

𝑛𝛼𝑠 。 

2.相似变换、相似矩阵的概念及性质  

(1) 若𝐴 ∼ 𝐵，则  

1) 𝐴𝑇 ∼ 𝐵𝑇, 𝐴−1 ∼ 𝐵−1, , 𝐴∗ ∼ 𝐵∗ 

2) |𝐴| = |𝐵|, ∑ 𝐴𝑖𝑖
𝑛
𝑖=1 = ∑ 𝑏𝑖𝑖

𝑛
𝑖=1 , 𝑟(𝐴) = 𝑟(𝐵)  

3) |𝜆𝐸 − 𝐴| = |𝜆𝐸 − 𝐵|，对∀𝜆成立 
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3.矩阵可相似对角化的充分必要条件   

(1) 设𝐴为𝑛阶方阵，则𝐴可对角化⇔对每个𝑘𝑖重根特征值𝜆𝑖，有𝑛 − 𝑟(𝜆𝑖𝐸 − 𝐴) = 𝑘𝑖  

(2) 设𝐴可对角化，则由𝑃−1𝐴𝑃 = 𝛬,有𝐴 = 𝑃𝛬𝑃−1，从而𝐴𝑛 = 𝑃𝛬𝑛𝑃−1  

(3) 重要结论  

1) 若𝐴 ∼ 𝐵, 𝐶 ∼ 𝐷，则[
𝐴 𝑂
𝑂 𝐶

] ∼ [
𝐵 𝑂
𝑂 𝐷

]。 

2) 若𝐴 ∼ 𝐵，则𝑓(𝐴) ∼ 𝑓(𝐵), |𝑓(𝐴)| ∼ |𝑓(𝐵)|，其中𝑓(𝐴)为关于𝑛阶方阵𝐴的多项式。  

3) 若𝐴为可对角化矩阵，则其非零特征值的个数(重根重复计算)＝秩(𝐴)  

4.实对称矩阵的特征值、特征向量及相似对角阵 

(1)相似矩阵：设𝐴,𝐵为两个𝑛阶方阵，如果存在一个可逆矩阵𝑃，使得𝐵 = 𝑃−1𝐴𝑃成立，则

称矩阵𝐴与𝐵相似，记为𝐴 ∼ 𝐵。  

(2)相似矩阵的性质：如果𝐴 ∼ 𝐵则有：  

1) 𝐴𝑇 ∼ 𝐵𝑇  

2) 𝐴−1 ∼ 𝐵−1 （若𝐴，𝐵均可逆） 

3) 𝐴𝑘 ∼ 𝐵𝑘 （𝑘为正整数） 

4) |𝜆𝐸 − 𝐴| = |𝜆𝐸 − 𝐵|，从而𝐴, 𝐵 有相同的特征值 

5) |𝐴| = |𝐵|，从而𝐴,𝐵同时可逆或者不可逆 

6) 秩(𝐴) =秩(𝐵), |𝜆𝐸 − 𝐴| = |𝜆𝐸 − 𝐵|，𝐴,𝐵不一定相似 

二次型 

1.𝒏个变量𝒙𝟏, 𝒙𝟐, ⋯ , 𝒙𝒏的二次齐次函数 
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 𝑓(𝑥1, 𝑥2,⋯ , 𝑥𝑛) = ∑ ∑ 𝑎𝑖𝑗𝑥𝑖𝑦𝑗
𝑛
𝑗=1

𝑛
𝑖=1 ，其中𝑎𝑖𝑗 = 𝑎𝑗𝑖(𝑖, 𝑗 = 1,2,⋯ , 𝑛)，称为𝑛元二次型，简

称二次型。 令𝑥 =  [

𝑥1
𝑥1
⋮
𝑥𝑛

] , 𝐴 = [

𝑎11 𝑎12 ⋯ 𝑎1𝑛
𝑎21 𝑎22 ⋯ 𝑎2𝑛
⋯ ⋯ ⋯ ⋯
𝑎𝑛1 𝑎𝑛2 ⋯ 𝑎𝑛𝑛

],这二次型𝑓可改写成矩阵向量形式

𝑓 = 𝑥𝑇𝐴𝑥。其中𝐴称为二次型矩阵，因为𝑎𝑖𝑗 = 𝑎𝑗𝑖(𝑖, 𝑗 = 1,2,⋯ , 𝑛)，所以二次型矩阵均为对

称矩阵，且二次型与对称矩阵一一对应，并把矩阵𝐴的秩称为二次型的秩。 

2.惯性定理，二次型的标准形和规范形  

(1) 惯性定理 

对于任一二次型，不论选取怎样的合同变换使它化为仅含平方项的标准型，其正负惯性指

数与所选变换无关，这就是所谓的惯性定理。  

(2) 标准形 

二次型𝑓 = (𝑥1, 𝑥2,⋯ , 𝑥𝑛) = 𝑥
𝑇𝐴𝑥经过合同变换𝑥 = 𝐶𝑦化为𝑓 = 𝑥𝑇𝐴𝑥 = 𝑦𝑇𝐶𝑇𝐴𝐶 

𝑦 = ∑ 𝑑𝑖𝑦𝑖
2𝑟

𝑖=1 称为 𝑓(𝑟 ≤ 𝑛)的标准形。在一般的数域内，二次型的标准形不是唯一的，与

所作的合同变换有关，但系数不为零的平方项的个数由𝑟(𝐴的秩)唯一确定。 

(3) 规范形   

任一实二次型𝑓都可经过合同变换化为规范形𝑓 = 𝑧1
2 + 𝑧2

2 +⋯+ 𝑧𝑝
2 − 𝑧𝑝+1

2 −⋯− 𝑧𝑟
2，其中𝑟

为𝐴的秩，𝑝为正惯性指数，𝑟 − 𝑝为负惯性指数，且规范型唯一。 

3.用正交变换和配方法化二次型为标准形，二次型及其矩阵的正定性  

设𝐴正定⇒ 𝑘𝐴(𝑘 > 0), 𝐴𝑇, 𝐴−1, 𝐴∗正定；|𝐴| > 0,𝐴可逆；𝑎𝑖𝑖 > 0，且|𝐴𝑖𝑖| > 0  

𝐴，𝐵正定⇒ 𝐴+ 𝐵正定，但𝐴𝐵，𝐵𝐴不一定正定  

𝐴正定⇔ 𝑓(𝑥) = 𝑥𝑇𝐴𝑥 > 0, ∀𝑥 ≠ 0   

⇔ 𝐴的各阶顺序主子式全大于零  

⇔ 𝐴的所有特征值大于零   

⇔ 𝐴的正惯性指数为𝑛  
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⇔存在可逆阵𝑃使𝐴 = 𝑃𝑇𝑃  

⇔存在正交矩阵𝑄，使𝑄𝑇𝐴𝑄 = 𝑄−1𝐴𝑄 = (

𝜆1

⋱

𝜆𝑛

),  

其中𝜆𝑖 > 0, 𝑖 = 1,2,⋯ , 𝑛.正定⇒ 𝑘𝐴(𝑘 > 0), 𝐴𝑇, 𝐴−1, 𝐴∗正定； |𝐴| > 0, 𝐴可逆；𝑎𝑖𝑖 > 0，且

|𝐴𝑖𝑖| > 0 。 
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概率论和数理统计 

随机事件和概率 

1.事件的关系与运算  

(1) 子事件：𝐴 ⊂ 𝐵，若𝐴发生，则𝐵发生。  

(2) 相等事件：𝐴 = 𝐵，即𝐴 ⊂ 𝐵，且𝐵 ⊂ 𝐴 。 

(3) 和事件：𝐴⋃𝐵（或𝐴 + 𝐵），𝐴与𝐵中至少有一个发生。 

(4) 差事件：𝐴 − 𝐵，𝐴发生但𝐵不发生。 

(5) 积事件：𝐴⋂𝐵（或𝐴𝐵），𝐴与𝐵同时发生。 

(6) 互斥事件（互不相容）：𝐴⋂𝐵=⌀。 

(7) 互逆事件（对立事件）： 𝐴⋂𝐵 = ⌀, 𝐴⋃𝐵 = 𝛺, 𝐴 = 𝐵,𝐵 = 𝐴 。 

2.运算律  

(1) 交换律：𝐴⋃𝐵 = 𝐵⋃𝐴, 𝐴⋂𝐵 = 𝐵⋂𝐴  

(2) 结合律：(𝐴⋃𝐵)⋃𝐶 = 𝐴⋃(𝐵⋃𝐶)； (𝐴⋂𝐵)⋂𝐶 = 𝐴⋂(𝐵⋂𝐶)  

(3) 分配律：(𝐴⋃𝐵)⋂𝐶 = (𝐴⋂𝐶)⋃(𝐵⋂𝐶)  

3.德.摩根律 

𝐴⋃𝐵 = 𝐴⋂𝐵    𝐴⋂𝐵 = 𝐴⋃𝐵  

4.完全事件组  

𝐴1𝐴2⋯𝐴𝑛两两互斥，且和事件为必然事件，即𝐴𝑖⋂𝐴𝑗 = ⌀, 𝑖 ≠ 𝑗, ⋃
𝑛

𝑖=1
  = 𝛺 

5.概率的基本概念 

(1) 概率：事件发生的可能性大小的度量，其严格定义如下：  
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概率𝑃(𝑔)为定义在事件集合上的满足下面 3个条件的函数：  

1)对任何事件𝐴，𝑃(𝐴) ≥ 0  

2)对必然事件𝛺，𝑃(𝛺) = 1  

3)对𝐴1𝐴2⋯𝐴𝑛, ⋯ ,若𝐴𝑖𝐴𝑗 = ⌀(𝑖 ≠ 𝑗)，则：𝑃( ⋃
∞

𝑖=1
 𝐴𝑖) = ∑ 𝑃(𝐴).∞

𝑖=1   

(2) 概率的基本性质 

1) 𝑃(𝐴) = 1 − 𝑃(𝐴); 

2) 𝑃(𝐴 − 𝐵) = 𝑃(𝐴) − 𝑃(𝐴𝐵);  

3) 𝑃(𝐴⋃𝐵) = 𝑃(𝐴) + 𝑃(𝐵) − 𝑃(𝐴𝐵) 特别，当𝐵 ⊂ 𝐴时，𝑃(𝐴 − 𝐵) = 𝑃(𝐴) − 𝑃(𝐵)且

𝑃(𝐵) ≤ 𝑃(𝐴)； 𝑃(𝐴⋃𝐵⋃𝐶) = 𝑃(𝐴) + 𝑃(𝐵) + 𝑃(𝐶) − 𝑃(𝐴𝐵) − 𝑃(𝐵𝐶) − 𝑃(𝐴𝐶) + 𝑃(𝐴𝐵𝐶) 

4) 若𝐴1, 𝐴2,⋯ , 𝐴𝑛两两互斥，则𝑃( ⋃
𝑛

𝑖=1
 𝐴𝑖) = ∑ (𝑃(𝐴𝑖)

𝑛
𝑖=1   

(3) 古典型概率: 实验的所有结果只有有限个， 且每个结果发生的可能性相同，其概率计

算公式： 𝑃(𝐴) =
事件𝐴发生的基本事件数

基本事件总数
  

(4) 几何型概率: 样本空间𝛺为欧氏空间中的一个区域， 且每个样本点的出现具有等可能

性，其概率计算公式：𝑃(𝐴) =
𝐴的度量(长度、面积、体积)

𝛺的度量(长度、面积、体积)
  

6.概率的基本公式  

(1) 条件概率:  𝑃(𝐵|𝐴) =
𝑃(𝐴𝐵)

𝑃(𝐴)
 ,表示𝐴发生的条件下，𝐵发生的概率 

(2) 全概率公式： 𝑃(𝐴) = ∑ 𝑃(𝐴|𝐵𝑖)𝑃(𝐵𝑖), 𝐵𝑖𝐵𝑗
𝑛
𝑖=1 = ⌀, 𝑖 ≠ 𝑗, ⋃

𝑛

𝑖=1
 𝐵𝑖 = 𝛺.  

(3) Bayes 公式： 

𝑃(𝐵𝑗|𝐴) =
𝑃(𝐴|𝐵𝑗)𝑃(𝐵𝑗)

∑ 𝑃(𝐴|𝐵𝑖)𝑃(𝐵𝑖)
𝑛
𝑖=1

, 𝑗 = 1,2,⋯ , 𝑛  

注：上述公式中事件𝐵𝑖的个数可为可列个.  
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(4)乘法公式： 𝑃(𝐴1𝐴2) = 𝑃(𝐴1)𝑃(𝐴2|𝐴1) = 𝑃(𝐴2)𝑃(𝐴1|𝐴2) 𝑃(𝐴1𝐴2⋯𝐴𝑛) =

𝑃(𝐴1)𝑃(𝐴2|𝐴1)𝑃(𝐴3|𝐴1𝐴2)⋯𝑃(𝐴𝑛|𝐴1𝐴2⋯𝐴𝑛−1)  

7.事件的独立性  

(1) A与 B相互独立⇔ 𝑃(𝐴𝐵) = 𝑃(𝐴)𝑃(𝐵) 

(2) A，B，C两两独立 ⇔ 𝑃(𝐴𝐵) = 𝑃(𝐴)𝑃(𝐵); 𝑃(𝐵𝐶) = 𝑃(𝐵)𝑃(𝐶); 𝑃(𝐴𝐶) = 𝑃(𝐴)𝑃(𝐶);  

(3) A，B，C相互独立 ⇔ 𝑃(𝐴𝐵) = 𝑃(𝐴)𝑃(𝐵); 𝑃(𝐵𝐶) = 𝑃(𝐵)𝑃(𝐶); 𝑃(𝐴𝐶) = 𝑃(𝐴)𝑃(𝐶); 

𝑃(𝐴𝐵𝐶) = 𝑃(𝐴)𝑃(𝐵)𝑃(𝐶).  

8.独立重复试验  

将某试验独立重复 n次，若每次实验中事件 A发生的概率为 p，则 n次试验中 A发生 k次

的概率为： 𝑃(𝑋 = 𝑘) = 𝐶𝑛
𝑘𝑝𝑘(1 − 𝑝)𝑛−𝑘  。 

9.重要公式与结论 

(1) 𝑃(𝐴) = 1 − 𝑃(𝐴)  

(2) 𝑃(𝐴⋃𝐵) = 𝑃(𝐴) + 𝑃(𝐵) − 𝑃(𝐴𝐵)   

𝑃(𝐴⋃𝐵⋃𝐶) = 𝑃(𝐴) + 𝑃(𝐵) + 𝑃(𝐶) − 𝑃(𝐴𝐵) − 𝑃(𝐵𝐶) − 𝑃(𝐴𝐶) + 𝑃(𝐴𝐵𝐶)  

(3) 𝑃(𝐴 − 𝐵) = 𝑃(𝐴) − 𝑃(𝐴𝐵) 

(4) 𝑃(𝐴𝐵) = 𝑃(𝐴) − 𝑃(𝐴𝐵), 𝑃(𝐴) = 𝑃(𝐴𝐵) + 𝑃(𝐴𝐵),  𝑃(𝐴⋃𝐵) = 𝑃(𝐴) + 𝑃(𝐴𝐵) =

𝑃(𝐴𝐵) + 𝑃(𝐴𝐵) + 𝑃(𝐴𝐵)  

(5) 条件概率𝑃(⬝|𝐵)满足概率的所有性质，  

例如：. 𝑃(𝐴1|𝐵) = 1 − 𝑃(𝐴1|𝐵)  𝑃(𝐴1⋃𝐴2|𝐵) = 𝑃(𝐴1|𝐵) + 𝑃(𝐴2|𝐵) − 𝑃(𝐴1𝐴2|𝐵)  

𝑃(𝐴1𝐴2|𝐵) = 𝑃(𝐴1|𝐵)𝑃(𝐴2|𝐴1𝐵)  

(6) 若𝐴1, 𝐴2,⋯ , 𝐴𝑛相互独立，则𝑃(⋂ 𝐴𝑖
𝑛
𝑖=1 ) = ∏ 𝑃(𝐴𝑖)

𝑛
𝑖=1 ,  𝑃(⋃ 𝐴𝑖

𝑛
𝑖=1 ) = ∏ (1 − 𝑃(𝐴𝑖))

𝑛
𝑖=1   

(7) 互斥、互逆与独立性之间的关系： A与 B互逆⇒A与 B互斥，但反之不成立，A与 B

互 斥（或互逆）且均非零概率事件⇒A 与 B不独立.  
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(8) 若𝐴1, 𝐴2,⋯ , 𝐴𝑚, 𝐵1, 𝐵2,⋯ , 𝐵𝑛相互独立，则𝑓(𝐴1, 𝐴2,⋯ , 𝐴𝑚)与 𝑔(𝐵1, 𝐵2,⋯ , 𝐵𝑛)也相互

独立，其中𝑓(⬝), 𝑔(⬝)分别表示对相应事件做任意事件运算后所得的事件，另外，概率为 1

（或 0）的事件与任何事件相互独立. 

随机变量及其概率分布 

1.随机变量及概率分布 

取值带有随机性的变量，严格地说是定义在样本空间上，取值于实数的函数称为随机变

量，概率分布通常指分布函数或分布律  

2.分布函数的概念与性质  

定义： 𝐹(𝑥) = 𝑃(𝑋 ≤ 𝑥),−∞ < 𝑥 < +∞ 

性质：(1)0 ≤ 𝐹(𝑥) ≤ 1              (2)𝐹(𝑥)单调不减  

(3)右连续𝐹(𝑥 + 0) = 𝐹(𝑥)      (4)𝐹(−∞) = 0, 𝐹(+∞) = 1  

3.离散型随机变量的概率分布 

 𝑃(𝑋 = 𝑥𝑖) = 𝑝𝑖 , 𝑖 = 1,2,⋯ , 𝑛,⋯  𝑝𝑖 ≥ 0,∑ 𝑝𝑖
∞
𝑖=1 = 1  

4.连续型随机变量的概率密度  

概率密度𝑓(𝑥);非负可积，且:(1)𝑓(𝑥) ≥ 0, (2)∫ 𝑓(𝑥)𝑑𝑥 = 1
+∞

−∞
 (3)𝑥为𝑓(𝑥)的连续点，则: 

𝑓(𝑥) = 𝐹′(𝑥)分布函数𝐹(𝑥) = ∫ 𝑓(𝑡)𝑑𝑡
𝑥

−∞
  

5.常见分布  

(1) 0-1分布:𝑃(𝑋 = 𝑘) = 𝑝𝑘(1 − 𝑝)1−𝑘 , 𝑘 = 0,1  

(2) 二项分布:𝐵(𝑛, 𝑝)：  𝑃(𝑋 = 𝑘) = 𝐶𝑛
𝑘𝑝𝑘(1 − 𝑝)𝑛−𝑘 , 𝑘 = 0,1,⋯ , 𝑛  

(3) Poisson 分布:𝑝(𝜆)：  𝑃(𝑋 = 𝑘) =
𝜆𝑘

𝑘!
𝑒−𝜆, 𝜆 > 0, 𝑘 = 0,1,2⋯  

(4) 均匀分布𝑈(𝑎, 𝑏)：𝑓(𝑥) = {
1

𝑏−𝑎
, 𝑎 < 𝑥 < 𝑏

0,
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(5) 正态分布:𝑁(𝜇, 𝜎2):  𝜑(𝑥) =
1

√2𝜋𝜎
𝑒
−
(𝑥−𝜇)2

2𝜎2 , 𝜎 > 0,−∞ < 𝑥 < +∞  

(6)指数分布:𝐸(𝜆): 𝑓(𝑥) = {
𝜆𝑒−𝜆𝑥, 𝑥 > 0, 𝜆 > 0
0,

  

(7)几何分布:𝐺(𝑝): 𝑃(𝑋 = 𝑘) = (1 − 𝑝)𝑘−1𝑝, 0 < 𝑝 < 1, 𝑘 = 1,2,⋯.  

(8)超几何分布: 𝐻(𝑁,𝑀, 𝑛): 𝑃(𝑋 = 𝑘) =
𝐶𝑀
𝑘 𝐶𝑁−𝑀

𝑛−𝑘

𝐶𝑁
𝑛 , 𝑘 = 0,1,⋯ ,min(𝑛,𝑀)  

6.随机变量函数的概率分布  

(1)离散型：𝑃(𝑋 = 𝑥1) = 𝑝𝑖 , 𝑌 = 𝑔(𝑋) 

则: 𝑃(𝑌 = 𝑦𝑗) = ∑ 𝑃(𝑋 = 𝑥𝑖)𝑔(𝑥𝑖)=𝑦𝑖   

(2)连续型：𝑋  ̃ 𝑓𝑋(𝑥), 𝑌 = 𝑔(𝑥) 

则:𝐹𝑦(𝑦) = 𝑃(𝑌 ≤ 𝑦) = 𝑃(𝑔(𝑋) ≤ 𝑦) = ∫ 𝑓𝑥(𝑥)𝑑𝑥𝑔(𝑥)≤𝑦
，  𝑓𝑌(𝑦) = 𝐹′𝑌(𝑦)  

7.重要公式与结论  

(1) 𝑋~𝑁(0,1) ⇒ 𝜑(0) =
1

√2𝜋
, 𝛷(0) =

1

2
, 𝛷(−𝑎) = 𝑃(𝑋 ≤ −𝑎) = 1 − 𝛷(𝑎)  

(2) 𝑋~𝑁(𝜇, 𝜎2) ⇒
𝑋−𝜇

𝜎
~𝑁(0,1), 𝑃(𝑋 ≤ 𝑎) = 𝛷(

𝑎−𝜇

𝜎
)  

(3) 𝑋~𝐸(𝜆) ⇒ 𝑃(𝑋 > 𝑠 + 𝑡|𝑋 > 𝑠) = 𝑃(𝑋 > 𝑡)  

(4) 𝑋~𝐺(𝑝) ⇒ 𝑃(𝑋 = 𝑚 + 𝑘|𝑋 > 𝑚) = 𝑃(𝑋 = 𝑘)  

(5) 离散型随机变量的分布函数为阶梯间断函数；连续型随机变量的分布函数为连续函

数，但不一定为处处可导函数。 

(6) 存在既非离散也非连续型随机变量。 

多维随机变量及其分布 

1.二维随机变量及其联合分布  

由两个随机变量构成的随机向量(𝑋, 𝑌)， 联合分布为𝐹(𝑥, 𝑦) = 𝑃(𝑋 ≤ 𝑥, 𝑌 ≤ 𝑦)  



附件-机器学习的数学基础 

723 
 

2.二维离散型随机变量的分布 

(1) 联合概率分布律 𝑃{𝑋 = 𝑥𝑖 , 𝑌 = 𝑦𝑗} = 𝑝𝑖𝑗; 𝑖, 𝑗 = 1,2,⋯  

(2) 边缘分布律 𝑝𝑖⋅ = ∑ 𝑝𝑖𝑗
∞
𝑗=1 , 𝑖 = 1,2,⋯ 𝑝⋅𝑗 = ∑ 𝑝𝑖𝑗

∞
𝑖 , 𝑗 = 1,2,⋯  

(3) 条件分布律  𝑃{𝑋 = 𝑥𝑖|𝑌 = 𝑦𝑗} =
𝑝𝑖𝑗

𝑝⋅𝑗
      𝑃{𝑌 = 𝑦𝑗|𝑋 = 𝑥𝑖} =

𝑝𝑖𝑗

𝑝𝑖⋅
  

3. 二维连续性随机变量的密度  

(1) 联合概率密度𝑓(𝑥, 𝑦):   

1) 𝑓(𝑥, 𝑦) ≥ 0   2) ∫ ∫ 𝑓(𝑥, 𝑦)𝑑𝑥𝑑𝑦
+∞

−∞

+∞

−∞
= 1  

(2) 分布函数：𝐹(𝑥, 𝑦) = ∫ ∫ 𝑓(𝑢, 𝑣)𝑑𝑢𝑑𝑣
𝑦

−∞

𝑥

−∞
  

(3) 边缘概率密度： 𝑓𝑋(𝑥) = ∫ 𝑓(𝑥, 𝑦)𝑑𝑦
+∞

−∞
                 𝑓𝑌(𝑦) = ∫ 𝑓(𝑥, 𝑦)𝑑𝑥

+∞

−∞
  

(4) 条件概率密度：𝑓𝑋|𝑌(𝑥|𝑦) =
𝑓(𝑥,𝑦)

𝑓𝑌(𝑦)
                    𝑓𝑌|𝑋(𝑦|𝑥) =

𝑓(𝑥,𝑦)

𝑓𝑋(𝑥)
  

4.常见二维随机变量的联合分布 

(1) 二维均匀分布：(𝑥, 𝑦) ∼ 𝑈(𝐷) ,𝑓(𝑥, 𝑦) = {

1

𝑆(𝐷)
, (𝑥, 𝑦) ∈ 𝐷

0, 其他
  

(2) 二维正态分布：(𝑋, 𝑌)~𝑁(𝜇1, 𝜇2, 𝜎1
2, 𝜎2

2, 𝜌)                 

𝑓(𝑥, 𝑦) =
1

2𝜋𝜎1𝜎2√1−𝜌2
. exp {

−1

2(1−𝜌2)
[
(𝑥−𝜇1)

2

𝜎1
2 − 2𝜌

(𝑥−𝜇1)(𝑦−𝜇2)

𝜎1𝜎2
+
(𝑦−𝜇2)

2

𝜎2
2 ]}  

5.随机变量的独立性和相关性  

𝑋和𝑌的相互独立:⇔ 𝐹(𝑥, 𝑦) = 𝐹𝑋(𝑥)𝐹𝑌(𝑦): 

 ⇔ 𝑝𝑖𝑗 = 𝑝𝑖⋅ ⋅ 𝑝⋅𝑗（离散型）      ⇔ 𝑓(𝑥, 𝑦) = 𝑓𝑋(𝑥)𝑓𝑌(𝑦)（连续型） 

𝑋和𝑌的相关性： 

相关系数𝜌𝑋𝑌 = 0时，称𝑋和𝑌不相关， 否则称𝑋和𝑌相关  
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6.两个随机变量简单函数的概率分布 

离散型： 𝑃(𝑋 = 𝑥𝑖 , 𝑌 = 𝑦𝑖) = 𝑝𝑖𝑗 , 𝑍 = 𝑔(𝑋, 𝑌)  则： 

 𝑃(𝑍 = 𝑧𝑘) = 𝑃{𝑔(𝑋, 𝑌) = 𝑧𝑘} = ∑ 𝑃(𝑋 = 𝑥𝑖 , 𝑌 = 𝑦𝑗)𝑔(𝑥𝑖,𝑦𝑖)=𝑧𝑘  

连续型： (𝑋, 𝑌) ∼ 𝑓(𝑥, 𝑦), 𝑍 = 𝑔(𝑋, 𝑌)  则： 

 𝐹𝑧(𝑧) = 𝑃{𝑔(𝑋, 𝑌) ≤ 𝑧} = ∬ 𝑓(𝑥, 𝑦)𝑑𝑥𝑑𝑦
𝑔(𝑥,𝑦)≤𝑧

，𝑓𝑧(𝑧) = 𝐹′𝑧(𝑧)  

7.重要公式与结论  

(1) 边缘密度公式： 𝑓𝑋(𝑥) = ∫ 𝑓(𝑥, 𝑦)𝑑𝑦,
+∞

−∞
 𝑓𝑌(𝑦) = ∫ 𝑓(𝑥, 𝑦)𝑑𝑥

+∞

−∞
  

(2) 𝑃{(𝑋, 𝑌) ∈ 𝐷} = ∬ 𝑓(𝑥, 𝑦)𝑑𝑥𝑑𝑦
𝐷

 

(3) 若(𝑋, 𝑌)服从二维正态分布𝑁(𝜇1, 𝜇2, 𝜎1
2, 𝜎2

2, 𝜌) 则有： 

 1) 𝑋~𝑁(𝜇1, 𝜎1
2), 𝑌~𝑁(𝜇2, 𝜎2

2).  

2) 𝑋与𝑌相互独立⇔ 𝜌 = 0，即𝑋与𝑌不相关。 

 3) 𝐶1𝑋 + 𝐶2𝑌~𝑁(𝐶1𝜇1 + 𝐶2𝜇2, 𝐶1
2𝜎1

2 + 𝐶2
2𝜎2

2 + 2𝐶1𝐶2𝜎1𝜎2𝜌) 

4)  𝑋关于 Y=y 的条件分布为：  𝑁(𝜇1 + 𝜌
𝜎1

𝜎2
(𝑦 − 𝜇2), 𝜎1

2(1 − 𝜌2)) 

5) 𝑌关于𝑋 = 𝑥的条件分布为：  𝑁(𝜇2 + 𝜌
𝜎2

𝜎1
(𝑥 − 𝜇1), 𝜎2

2(1 − 𝜌2)) 

(4) 若𝑋与𝑌独立，且分别服从𝑁(𝜇1, 𝜎1
2), 𝑁(𝜇1, 𝜎2

2), 则： 

(𝑋, 𝑌)~𝑁(𝜇1, 𝜇2, 𝜎1
2, 𝜎2

2, 0), 𝐶1𝑋 + 𝐶2𝑌  ̃𝑁(𝐶1𝜇1 + 𝐶2𝜇2, 𝐶1
2𝜎1

2 + 𝐶2
2𝜎2

2).  

(5) 若𝑋与𝑌相互独立，𝑓(𝑥)和𝑔(𝑥)为连续函数， 则𝑓(𝑋)和𝑔(𝑌)也相互独立。 

随机变量的数字特征 

1.数学期望  

离散型：𝑃{𝑋 = 𝑥𝑖} = 𝑝𝑖 , 𝐸(𝑋) = ∑ 𝑥𝑖𝑝𝑖𝑖 ； 
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连续型： 𝑋~𝑓(𝑥), 𝐸(𝑋) = ∫ 𝑥𝑓(𝑥)𝑑𝑥
+∞

−∞
  

性质：  

(1) 𝐸(𝐶) = 𝐶, 𝐸[𝐸(𝑋)] = 𝐸(𝑋)  

(2) 𝐸(𝐶1𝑋 + 𝐶2𝑌) = 𝐶1𝐸(𝑋) + 𝐶2𝐸(𝑌)  

(3) 若 X和 Y独立，则𝐸(𝑋𝑌) = 𝐸(𝑋)𝐸(𝑌) (4)[𝐸(𝑋𝑌)]2 ≤ 𝐸(𝑋2)𝐸(𝑌2)  

2.方差：𝐷(𝑋) = 𝐸[𝑋 − 𝐸(𝑋)]2 = 𝐸(𝑋2) − [𝐸(𝑋)]2  

3.标准差：√𝐷(𝑋)，  

4.离散型：𝐷(𝑋) = ∑ [𝑥𝑖 − 𝐸(𝑋)]
2𝑝𝑖𝑖   

5.连续型：𝐷(𝑋) = ∫ [𝑥 − 𝐸(𝑋)]
+∞

−∞

2
𝑓(𝑥)𝑑𝑥  

性质：  

(1) 𝐷(𝐶) = 0,𝐷[𝐸(𝑋)] = 0,𝐷[𝐷(𝑋)] = 0  

(2) 𝑋与𝑌相互独立，则𝐷(𝑋 ± 𝑌) = 𝐷(𝑋) + 𝐷(𝑌)  

(3) 𝐷(𝐶1𝑋 + 𝐶2) = 𝐶1
2𝐷(𝑋) 

(4) 一般有 𝐷(𝑋 ± 𝑌) = 𝐷(𝑋) + 𝐷(𝑌) ± 2𝐶𝑜𝑣(𝑋, 𝑌) = 𝐷(𝑋) + 𝐷(𝑌) ± 2𝜌√𝐷(𝑋)√𝐷(𝑌)  

(5) 𝐷(𝑋) < 𝐸(𝑋 − 𝐶)2, 𝐶 ≠ 𝐸(𝑋) 

(6) 𝐷(𝑋) = 0 ⇔ 𝑃{𝑋 = 𝐶} = 1  

6.随机变量函数的数学期望  

(1) 对于函数𝑌 = 𝑔(𝑥)  

𝑋为离散型：𝑃{𝑋 = 𝑥𝑖} = 𝑝𝑖 , 𝐸(𝑌) = ∑ 𝑔(𝑥𝑖)𝑝𝑖𝑖 ； 

𝑋为连续型：𝑋~𝑓(𝑥), 𝐸(𝑌) = ∫ 𝑔(𝑥)𝑓(𝑥)𝑑𝑥
+∞

−∞
  



附件-机器学习的数学基础 

726 
 

(2) 𝑍 = 𝑔(𝑋, 𝑌);(𝑋, 𝑌)~𝑃{𝑋 = 𝑥𝑖 , 𝑌 = 𝑦𝑗} = 𝑝𝑖𝑗; 𝐸(𝑍) = ∑ ∑ 𝑔(𝑥𝑖 , 𝑦𝑗)𝑝𝑖𝑗𝑗𝑖  

(𝑋, 𝑌)~𝑓(𝑥, 𝑦);𝐸(𝑍) = ∫ ∫ 𝑔(𝑥, 𝑦)𝑓(𝑥, 𝑦)𝑑𝑥𝑑𝑦
+∞

−∞

+∞

−∞
  

7.协方差    𝐶𝑜𝑣(𝑋, 𝑌) = 𝐸[(𝑋 − 𝐸(𝑋)(𝑌 − 𝐸(𝑌))]  

8.相关系数  𝜌𝑋𝑌 =
𝐶𝑜𝑣(𝑋,𝑌)

√𝐷(𝑋)√𝐷(𝑌)
,𝑘阶原点矩 𝐸(𝑋𝑘); 𝑘阶中心矩 𝐸{[𝑋 − 𝐸(𝑋)]𝑘}  

性质：  

(1) 𝐶𝑜𝑣(𝑋, 𝑌) = 𝐶𝑜𝑣(𝑌, 𝑋)  

(2) 𝐶𝑜𝑣(𝑎𝑋, 𝑏𝑌) = 𝑎𝑏𝐶𝑜𝑣(𝑌, 𝑋)  

(3) 𝐶𝑜𝑣(𝑋1 + 𝑋2, 𝑌) = 𝐶𝑜𝑣(𝑋1, 𝑌) + 𝐶𝑜𝑣(𝑋2, 𝑌)  

(4) |𝜌(𝑋, 𝑌)| ≤ 1 

(5) 𝜌(𝑋, 𝑌) = 1 ⇔ 𝑃(𝑌 = 𝑎𝑋 + 𝑏) = 1 ，其中𝑎 > 0   

𝜌(𝑋, 𝑌) = −1 ⇔ 𝑃(𝑌 = 𝑎𝑋 + 𝑏) = 1 ，其中𝑎 < 0  

9.重要公式与结论 

(1) 𝐷(𝑋) = 𝐸(𝑋2) − 𝐸2(𝑋)  

(2) 𝐶𝑜𝑣(𝑋, 𝑌) = 𝐸(𝑋𝑌) − 𝐸(𝑋)𝐸(𝑌)  

(3) |𝜌(𝑋, 𝑌)| ≤ 1,且  𝜌(𝑋, 𝑌) = 1 ⇔ 𝑃(𝑌 = 𝑎𝑋 + 𝑏) = 1，其中𝑎 > 0 

  𝜌(𝑋, 𝑌) = −1 ⇔ 𝑃(𝑌 = 𝑎𝑋 + 𝑏) = 1，其中𝑎 < 0  

(4) 下面 5个条件互为充要条件： 

𝜌(𝑋, 𝑌) = 0 ⇔ 𝐶𝑜𝑣(𝑋, 𝑌) = 0 ⇔ 𝐸(𝑋, 𝑌) = 𝐸(𝑋)𝐸(𝑌) ⇔ 𝐷(𝑋 + 𝑌) = 𝐷(𝑋) + 𝐷(𝑌) ⇔

𝐷(𝑋 − 𝑌) = 𝐷(𝑋) + 𝐷(𝑌)  

注：𝑋与𝑌独立为上述 5个条件中任何一个成立的充分条件，但非必要条件。 
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数理统计的基本概念 

1.基本概念 

总体：研究对象的全体，它是一个随机变量，用𝑋表示。  

个体：组成总体的每个基本元素。  

简单随机样本：来自总体𝑋的𝑛个相互独立且与总体同分布的随机变量𝑋1, 𝑋2⋯,𝑋𝑛，称为容

量为𝑛的简单随机样本，简称样本。 

统计量：设𝑋1, 𝑋2⋯ ,𝑋𝑛,是来自总体𝑋的一个样本，𝑔(𝑋1, 𝑋2⋯,𝑋𝑛)）是样本的连续函数，

且𝑔(⬝)中不含任何未知参数，则称𝑔(𝑋1, 𝑋2⋯,𝑋𝑛)为统计量  

样本均值：𝑋 =
1

𝑛
∑ 𝑋𝑖
𝑛
𝑖=1   

样本方差：𝑆2 =
1

𝑛−1
∑ (𝑋𝑖 −𝑋)

2𝑛
𝑖=1   

样本矩：样本𝑘阶原点矩：𝐴𝑘 =
1

𝑛
∑ 𝑋𝑖

𝑘𝑛
𝑖=1 , 𝑘 = 1,2,⋯  

样本𝑘阶中心矩：𝐵𝑘 =
1

𝑛
∑ (𝑋𝑖 − 𝑋)

𝑘𝑛
𝑖=1 , 𝑘 = 1,2,⋯   

2.分布 

𝜒2分布：𝜒2 = 𝑋1
2 + 𝑋2

2 +⋯+ 𝑋𝑛
2~𝜒2(𝑛)，其中𝑋1, 𝑋2⋯ ,𝑋𝑛,相互独立，且同服从𝑁(0,1)  

𝑡分布：𝑇 =
𝑋

√𝑌/𝑛
~𝑡(𝑛) ，其中𝑋~𝑁(0,1), 𝑌~𝜒2(𝑛),且𝑋，𝑌 相互独立。  

F分布：𝐹 =
𝑋/𝑛1

𝑌/𝑛2
~𝐹(𝑛1, 𝑛2)，其中𝑋~𝜒2(𝑛1), 𝑌~𝜒

2(𝑛2),且𝑋，𝑌相互独立。  

分位数：若𝑃(𝑋 ≤ 𝑥𝛼) = 𝛼,则称𝑥𝛼为𝑋的𝛼分位数  

3.正态总体的常用样本分布  

(1) 设𝑋1, 𝑋2⋯ ,𝑋𝑛为来自正态总体𝑁(𝜇, 𝜎2)的样本，  

𝑋 =
1

𝑛
∑ 𝑋𝑖
𝑛
𝑖=1 , 𝑆2 =

1

𝑛−1
∑ (𝑋𝑖 − 𝑋)

2,𝑛
𝑖=1 则： 
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1) 𝑋~𝑁 (𝜇,
𝜎2

𝑛
)  或者

𝑋−𝜇
𝜎

√𝑛

~𝑁(0,1)  

2) 
(𝑛−1)𝑆2

𝜎2
=

1

𝜎2
∑ (𝑋𝑖 − 𝑋)

2~𝜒2(𝑛 − 1)𝑛
𝑖=1   

3) 
1

𝜎2
∑ (𝑋𝑖 − 𝜇)

2~𝜒2(𝑛)𝑛
𝑖=1   

4)  
𝑋−𝜇

𝑆/√𝑛
~𝑡(𝑛 − 1)  

4.重要公式与结论  

(1) 对于𝜒2~𝜒2(𝑛)，有𝐸(𝜒2(𝑛)) = 𝑛, 𝐷(𝜒2(𝑛)) = 2𝑛;  

(2) 对于𝑇~𝑡(𝑛)，有𝐸(𝑇) = 0,𝐷(𝑇) =
𝑛

𝑛−2
(𝑛 > 2)；  

(3) 对于𝐹  ̃ 𝐹(𝑚, 𝑛)，有 
1

𝐹
~𝐹(𝑛,𝑚), 𝐹𝑎/2(𝑚, 𝑛) =

1

𝐹1−𝑎/2(𝑛,𝑚)
;  

(4) 对于任意总体𝑋，有 𝐸(𝑋) = 𝐸(𝑋), 𝐸(𝑆2) = 𝐷(𝑋), 𝐷(𝑋) =
𝐷(𝑋)

𝑛
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